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1. INTRODUCCIÓN  

 

Para poder determinar las zonas afectadas por el fenómeno de la deforestación y cambios en el 

uso del suelo, es posible valerse de algunas herramientas que permiten desarrollar estos y otro tipo 

de estudios sin necesidad estricta de reconocimiento en campo, por medio de técnicas y 

procesamiento digital de imágenes, obteniendo resultados muy precisos y que reflejan la realidad.  

En este proyecto, por medio de un análisis multitemporal de imágenes satelitales de dos tipos 

de sensores de teledetección diferentes como lo son óptica (pasivo), radar (activo) y una sinergia 

óptica-radar, se identifican las zonas de deforestación y erosión de la región amazónica 

colombiana, haciendo uso de clasificaciones supervisadas por el algoritmo Random Forest y 

siguiendo la metodología de clasificación Corine Land Cover. Además, se evalúan los resultados 

de dichas clasificaciones con el índice Kappa, estableciendo así entre los tres métodos de captura 

de información cual resulta más eficiente en esta aplicación específica. 

Se determinan áreas de afectación y los cambios del suelo en los municipios de La Macarena 

del departamento del Meta, San Vicente del Caguán y Cartagena del Chairá del departamento del 

Caquetá, San José del Guaviare y Calamar del departamento del Guaviare. Validando los 

resultados con información tomada de fuentes oficiales y especializadas en la amazonia.  

Finalmente, con la obtención de los resultados, se aplica un modelo matemático autómata 

celular teniendo en cuenta variables significativas de fuentes oficiales, estas son procesadas por 

medio de la herramienta Dinamica Ego, con matrices de transición y pesos de evidencia que de 

soporte al análisis multitemporal y permita identificar las posibles zonas en riesgo de ser afectadas 

con el fenómeno de la deforestación. 
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2. PLANTEAMIENTO DEL PROBLEMA  

Cuando hablamos de las principales problemáticas de la humanidad en los últimos años es fácil 

relacionar estos con la deforestación de bosques nativos por causas principalmente antrópicas - 

económicas y agravado además como consecuencia del cambio climático (sequías, incendios 

Forestales, entre otros).  

En Colombia se calcula que en el 2017 el 65.5% de la deforestación se presenta en la región 

amazónica según el Instituto de Hidrología, Meteorología y Estudios Ambientales (IDEAM, 

2017). Según el MAAP (Proyecto de monitoreo de la Amazonía andina) para el 2018 fueron 

eliminadas 153.9 mil hectáreas, mientras en junio de 2020 se calculan 76.2 mil hectáreas 

deforestadas de bosque principalmente en la zona noreste de la Amazonía como región colombiana 

en los departamentos de Caquetá, Guaviare y Meta (Finer & Mamani, 2020). Este resultado 

representa un aumento significativo respecto a los años anteriores a la firma de los acuerdos de 

paz en Colombia, dando acceso a zonas previamente en conflicto y permitiendo la apropiación de 

terrenos por parte de grandes terratenientes los cuales establecen sistemas ganaderos extensivos 

como método de asegurar su capital generando especulaciones en la tierra (Armenteras, y otros, 

2020). 

Una de las mayores incertidumbres frente a la deforestación es como modelar sus incendios ya 

que estos son llevados a cabo por agricultores para fertilizar el suelo o por ganaderos, además la 

propagación del incendio depende de la humedad en el tiempo atmosférico (Amigo, 2020). La 

importancia de la conservación de los bosques recae en su función como mitigación del cambio 

climático, regulación de suministros de agua, alimento y hábitat de animales para la producción 

sostenible de alimentos. Siendo la expansión agrícola la principal causa de deforestación a nivel 

mundial, debemos realizar un cambio en la manera de producir y consumir alimentos buscando 

soluciones equilibradas, teniendo en cuenta que Colombia es el segundo país con mayor número 

de especies arbóreas y el décimo en especies arbóreas endémicas. Food and Agriculture 

organization y Programa de las Naciones Unidas para el Medio Ambiente (FAO & PNUMA, 

2020).  

Como ingenieros catastrales y geodestas se pretende dar importancia al factor suelo a través de 

un uso responsable y sostenible; haciendo un análisis cuantificable de qué manera los procesos 
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antrópicos transforman el territorio, comparando diferentes fuentes de para la captura de 

información remota como lo son los sensores óptico, radar y sinergia óptico-radar y definir cuál 

de estos métodos permite observar mejor cuanta zona de vegetación boscosa se ha perdido en la 

zona de estudio en los años 2015 al 2020, esta zona de estudio alcanza los municipios de La 

Macarena, Caquetá, San Vicente del Caguán, Cartagena del Chairá, Solano, Guaviare, Calamar; 

ya que son estos los que comprenden la mayor deforestación en la región amazónica colombiana, 

45% de esta según (IDEAM, 2017) y zonas en las cuales fue posible obtener información gratuita 

para fines académicos. Los resultados obtenidos con cada uno de los métodos de captura se 

compararán con datos oficiales disponibles de manera gratuita por el instituto SINCHI para poder 

saber el nivel de precisión en la clasificación supervisada que se hará con cada una de las imágenes 

obtenidas en los diferentes sensores y la sinergia; posteriormente se modelará un pronóstico al año 

2030 en donde se pretende tener idea de la magnitud de la perdida forestal en los próximos años. 
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3. JUSTIFICACIÓN  

Este proyecto busca determinar el método de captura de información remota como los son el 

óptico, radar y sinergia óptico-radar que mejor se adecue para comprender que zonas de afectación 

debido a la erosión y deforestación en una de las mayores selvas del mundo como lo es parte de la 

Amazonía colombiana y que ha venido sufriendo afectaciones a lo largo de los años de manera 

exponencial.  

Para poder determinar los cambios sobre la superficie de la tierra se utilizará la teledetección, 

ya sea con imágenes ópticas o de radar, incluso con una sinergia entre ambas. A partir de imágenes 

de satélite tomadas a lo largo del tiempo analizar con clasificaciones del suelo según la 

metodología Corine Land Cover, cómo ha aumentado la erosión y la deforestación en la amazonia 

colombiana haciendo una comparación con los datos oficiales para determinar la calidad de las 

clasificaciones hechas y saber cuál de los sensores utilizados arroja mejores resultados en la zona 

de estudio, determinando áreas en los municipios de San Vicente del Caguán, Cartagena del Chairá 

y Solano del departamento de Caquetá; San José del Guaviare y Calamar del departamento del 

Guaviare y La Macarena departamento del Meta siendo estos los municipios más afectados por la 

deforestación en la región y también uniendo una zona en común clave, en la cual existe 

información gratuita y disponible para fines académicos con la menor cantidad de nubosidad y 

mejor temporalidad posible dentro de toda la región amazónica. Además, desarrollar un modelo 

de predicción que permita prever los cambios de uso del suelo en esta zona, teniendo en cuenta 

posibles variables causantes de la deforestación y erosión al año 2030. 

Los datos oficiales tenidos en cuenta para la evaluación de los resultados en cada clasificación 

resultante por los diferentes sensores y la sinergia óptico-radar, son datos tipo shapefile realizados 

por el instituto SINCHI, con la metodología Corine Land Cover, en este proyecto no se busca 

mejorar dicha información ya que no se cuenta con las herramientas suficientes para llegar al nivel 

de precisión de estas instituciones, pero si saber cuál de los diferentes sensores tiene los resultados 

en área más aproximados en los años comparables como lo son 2014, 2016 y 2018 pues estos 

representan información oficial y de mayor ajuste a la realidad. Una vez evaluadas y validadas 

estas clasificaciones con dicha información oficial, se obtienen mapas de los años 2015, 2017, 

2019 y predicción al año 2030 sobre la cantidad de área aproximada que se puede perder en la 

zona de estudio. 
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4. OBJETIVOS 

4.1 Objetivo General. 

Implementación de la metodología de clasificación supervisada con el objetivo de determinar 

la perdida de cobertura vegetal de bosque durante el periodo 2015-2020. Determinando el sensor 

con el cual se obtienen mejores resultados, ya sea sensor óptico OLI de Landsat 8, sensor de radar 

Sentinel-1 o la sinergia óptico-radar para esta aplicación, usando clasificación supervisada y 

evaluando mediante el estadístico Kappa. Finalmente, un modelo predictivo que calcule las 

pérdidas Forestales al año 2030, en la zona comprendida por los municipios de Cartagena del 

Chaira, San Vicente del Caguán, Solano, La Macarena, Calamar y San José del Guaviare ubicados 

en los departamentos del Caquetá, Meta y Guaviare, Colombia.   

4.2 Objetivos Específicos. 

ü Implementar una metodología de clasificación supervisada Random Forest con 

imágenes ópticas del sensor OLI, de radar del sensor Sentinel-1 y sinergia óptico-radar 

para determinar las zonas de cobertura vegetal pérdida durante el periodo del 2015 al 

2020 en los municipios de Cartagena del Chaira, San Vicente del Caguán, Solano, La 

Macarena, Calamar y San José del Guaviare de la amazonia colombiana.  

ü Evaluar las clasificaciones propuestas mediante el uso del índice Kappa por medio del 

cual se pretende apreciar la calidad de los resultados; y así determinar el sensor que 

mejores resultados obtenga para la aplicación en los seis municipios. Conjuntamente, 

haciendo una valoración del modelo propuesto para poder determinar con mayor 

precisión las áreas de vegetación perdida en los últimos 5 años (2015-2020). 

ü Validar la clasificación supervisada con cada uno de los sensores con la ayuda de 

información oficial disponible en la zona y ajustar un modelo predictivo autómata 

celular desarrollado en Dinamica EGO con la clasificación obtenida al año 2019, para 

determinar el área de cobertura vegetal que se pueda perder en años futuros por medio 

de matrices de transición y pesos de evidencia; a partir de información espacial y de los 

resultados obtenidos por las clasificaciones supervisadas, dando resultados al año 2030. 
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5. ANTECEDENTES 

Para poder contextualizar las metodologías, la problemática mencionada y llegar a cumplir los 

objetivos trazados en este proyecto, es necesario hacer una recopilación de trabajos previos en 

donde se involucren las temáticas y metodologías propuestas, para identificar también el uso de 

las mismas en diferentes contextos nacionales e internacionales.  

5.1 Deforestación: 

En los últimos años varios estudios han demostrado la efectividad del uso de diferentes 

metodologías de procesamiento digital de imágenes para determinar la perdida en áreas con 

cobertura vegetal debido a la deforestación; a continuación, se resumen algunos de los revisados 

para la realización de este proyecto. 

5.1.1 Bosques  

(Velandia & Rojas, 2019) Presentan un proyecto de grado en el cual, por medio de variables 

como incremento de la ganadería, la relación ganadería, aire, suelo y agua, diversidad biológica, 

incremento de cultivos, incremento de especies no nativas y contaminación de aguas, logran 

determinar la perdida de la capa vegetal de bosque húmedo tropical en la amazonia colombiana 

periodo 2009 al 2018 en San Vicente del Caguan- Cartagena del Chaira, departamento del Caquetá. 

Las imágenes utilizadas fueron del satélite Landsat 7 y Landsat 8, a las cuales se les realizó recorte, 

corrección de bandeo, corrección radiométrica y corrección atmosférica; por medio de una 

clasificación supervisada y con la técnica Corine Land Cover se discriminaron los usos del suelo 

en el área de estudio, estos son: Río, bosque fragmentado con vegetación secundaria, nubes, pastos 

limpios y tierras desnudas y degradadas. Una vez especificadas las zonas, la metodología de 

máxima verosimilitud permite observar los resultados de la clasificación en la zona de estudio. La 

validación de los resultados se hizo por medio de la matriz de confusión y una vez validados los 

datos, se calculó el área de las zonas degradadas visualmente.  

5.2 Cambio en el uso de suelo: 

A continuación, se presentan dos documentos relacionados con el cambio en el uso del suelo 

haciendo uso de herramientas telemáticas y análisis multitemporal, los cuales sirven como guía 

para el buen desarrollo los objetivos trazados. 
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El primero es de (Zumaeta, 2019) En su proyecto de grado titulado ñAn§lisis multitemporal y 

predictivo del cambio de uso del suelo y perdida de cobertura vegetal en la microcuenca Yuyac, 

Amazonas, 2018ò. En el cual se¶ala que el monitoreo y an§lisis de procesos como la deforestación 

o la expansión urbana y la conversión de cobertura natural, se realiza a través de un estudio de los 

cambios de uso del suelo clasificado para este caso por Corine Land Cover, además señala que no 

es suficiente un estudio retrospectivo, se debe apoyar con un análisis de predicción a mediano y 

largo plazo, identificando así las variables causantes de la perdida en cobertura vegetal las cuales 

fueron: Distancia a carreteras, centros poblados, red hídrica, pendiente y altitud (identificando 

como mayor problema las actividades de agricultura y ganadería). Para delimitar la cuenca y 

obtener la clasificación supervisada se utilizó el programa ArcGIS, para esta clasificación se 

realizaron correcciones de ñlimpiezaò que consiste en eliminar pol²gonos con §reas cartografiables 

inferiores a lo debido y tambi®n una correcci·n topol·gica para evitar ñgapsò entre pol²gonos, a 

continuación, para evaluar la exactitud se verifica mediante matrices de confusión. Adicional a 

ello el uso del complemento MOLUSCE de QGIS para realizar la predicción de uso del suelo y 

perdida de cobertura vegetal hasta el año 2030 aplicando el módulo de célula autómata y ajustando 

con matriz de transición en base a un periodo anterior y proyectado al último año del estudio. 

5.3 Determinación de usos del suelo:    

(Fragoso, Rosado, & Gallego, 2019) En el art²culo ñClasificaci·n supervisada de im§genes 

PNOA-NIR y fusión con datos LiDAR-PNOA como apoyo en el inventario forestal. Caso de 

estudio: Dehesasò por medio de software libre (SNAP) calcula los índices de vegetación para hacer 

más fácil la discriminación del estrato arbóreo como el NDVI, SAVI y MSAVI2, los índices del 

suelo BI y CI y el índice del agua NDWI. El análisis de las coberturas se realizó mediante una 

clasificación supervisada aplicando el algoritmo Random Forest, tomando de manera aleatoria 

áreas de interés identificando las coberturas mediante fotointerpretación sobre la imagen para 

considerar las siguientes coberturas: arbolado, pastizal, suelo desnudo y/o permeable, masas de 

agua y sombras. La validación de los resultados se hizo mediante validación cruzada del algoritmo 

de Random Forest y el mapa de confianza resultante en toda la extensión de la imagen obtenida.  
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5.3.1 Sinergismo 

Para los siguientes tres artículos nos concentraremos en el procesamiento de las imágenes SAR 

más la sinergia, ya que para el caso de imágenes de sensores ópticos ya fueron revisadas por otros 

estudios ya referenciados. 

(Clerici, Valbuena, & Posada, Fusion of Sentinel-1A and Sentinel-2A data for land cover 

mapping: a case study in the lower Magdalena region, Colombia, 2017) En su art²culo ñFusion of 

Sentinel-1A and Sentinel-2A data for land cover mapping: a case study in the lower Magdalena 

region, Colombiaò. Demuestran cómo se puede aprovechar la sinergia de datos de radar y 

teledetección óptica siendo complementarios a través de un marco metodológico y en general 

aumenta la precisión del mapeo con imágenes de los satélites Sentinel 1 y 2. El estudio fue 

motivado por la necesidad de una producción de mapas de cobertura terrestre rentable y precisa en 

una región nublada (Andes colombianos).  

El pre procesamiento de las imágenes SAR (SLC nivel 1) son calibradas, se elimina el ruido 

térmico, desbordado TOPSAR, mosaico y un remuestreo a 10m por 10m; parametrización 

multilook para las polarizadas VV y VH útiles para obtener la textura de la superficie como 

información valiosa a la información y para su calculó se utilizó el programa SNAP el módulo 

grey-level co-occurring matrix (GLCM); reducción del efecto Speckle mediante filtro paso bajo 

Refined Lee con Kernel 5x5 y generando el producto GRD. Tanto las imágenes ópticas como las 

de SAR se corrigieron con el DEM del SRTM y se vuelven a proyectar. Para la clasificación 

realizada se dio en base a objetos (segmentación) usando eCognition con un compilado de Sentinel 

1 con imágenes de amplitud, textura de varianza, textura de contraste, bandas de reflectancia del 

Sentinel 2A (2 ï 8A y 11 ï 12), índices NDVI, S2REP, GNDVI y MSAVI; luego de la precisión 

temática con el coeficiente Kappa. Finalmente, como limitación fue el enfoque de clasificación 

utilizada el cual limita el desarrollo de procesamiento automático sencillo. 

(Sicre , Fieuzal , & Baup, 2020). En su artículo titulado ñContribution of multispectral (optical 

and radar) satellite images to the classification of agricultural surfacesò. Utiliza una clasificación 

supervisada mediante el algoritmo de Random Forest y Support Vector Machine (SVM) siendo 

resultados similares pero el primero de ellos menor tiempo de cálculo. Obtuvieron como mejor 

combinación de imágenes en la banda L (Alos) y el rango óptico (Formosat ï 2 con resolución 
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espacial multiespectral de 8m), la combinación mejora el rendimiento de los resultados obtenidos 

individualmente. Para las imágenes de radar se aplica el filtro Lee de Kernel 5 x 5 reduciendo el 

Speckle. Nuevamente para la evaluación se realiza mediante matrices de confusión e índice Kappa.  

5.4 Modelación: 

(Medina & Vallejo, 2020) En este artículo los autores plantean un modelo de predicción 

espacial de cambio de uso del bosque basado en el análisis de agentes y drivers en zonas de 

piedemonte y haciendo uso del software Dinamica EGO. Toman un análisis que va desde el 

territorio hasta un nivel regional. Por medio de la revisión histórica del fenómeno de deforestación 

y el análisis de incidencia de variables ambientales y socioeconómicas haciendo uso del software 

Dinamica EGO. Una vez se ubicaron las zonas en el programa computacional se calculan las 

matrices de transición que determinan la tasa de cambio de cobertura de Bosque a No bosque de 

acuerdo con la información histórica disponible, se obtienen pesos de evidencia a partir de los 

cuales se demuestra la incidencia de cada una de las variables y se genera la matriz de correlación 

que evalúa la pertinencia de cada variable incluida. De esta manera, se implementa un modelo de 

simulación teniendo en cuenta el conjunto de variables, la tasa de cambio de uso del suelo y los 

pesos de evidencia, tomando como año de inicio el 2005 hasta el 2012. Se validan los resultados 

del modelo con funciones de decaimiento constante con ventanas múltiples y se comparan los 

resultados del modelo con los datos históricos de cobertura para 2010. Para finalizar se realiza la 

simulación predictiva para el periodo 2017-2047 incluyendo en el modelo definitivo los procesos 

de deforestación por generación de nuevos parches y la expansión de las áreas deforestadas 

existentes.  
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6 MARCO TEÓRICO  

6.1 Conceptos Generales  

Los conceptos principales a tener en cuenta en este documento tienen que ver con sistemas de 

información geográfica, percepción remota, sistemas satelitales y sobre la aplicación que se 

pretende tratar. 

6.1.1 Teledetección. 

La teledetección es un sistema de adquisición de datos distancia que se basa en las propiedades 

de la radiación electromagnética y su interacción con la superficie terrestre, en otras palabras, 

estudia las variaciones espectrales, espaciales y temporales de las ondas electromagnéticas. Los 

captores pueden ser cámaras fotográficas, radiómetros de barrido multiespectral (MSS), radares y 

láseres, generan imágenes analizando la radiación emitida o reflejada por las formas y objetos de 

la superficie terrestre en las longitudes de onda en las cuales son sensibles (Sacristán, 2006). 

Respecto al espectro electromagnético se define como el flujo de energía de una fuente en forma 

de ondas electromagnéticas denominado radiación electromagnética, la cual puede ser de origen 

natural o artificial. Para la interacción de ondas y materia es importante considerar ciertos aspectos 

para las diferentes frecuencias en distintos propósitos; como la atenuación con la frecuencia (a 

menor frecuencia que equivale a mayor longitud, mayor alcance o cobertura), afectación de la 

climatología, comportamiento frente a obstáculos, capacidad de penetración y comportamientos 

frente a las capas atmosféricas. (Luque, 2012). 

Las ventajas de la observación espacial (Chuvieco, 1995) las resume en:  

¶ Cobertura global y periódica de la superficie terrestre. 

¶ Visión panorámica. 

¶ Homogeneidad en la toma de datos.  

¶ Información sobre regiones no visibles del espectro.  

¶ Formato digital de las imágenes. 

6.1.2 Sensores remotos. 

Una de las maneras más habituales de clasificar los sensores remotos proviene de su 

procedimiento de recibir la energía procedente de las diferentes cubiertas, por ello se habla de 
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sensores pasivos (recibe la energía proveniente de un foco exterior) y activos (capaces de emitir 

su propio haz de energía); cuyas habilidades para registrar información se discrimina como 

resolución las cuales son: espacial, espectral, radiométrica y temporal. (Chuvieco, 1995). 

La tecnología de detección remota basada en satélites, que comenzó con el lanzamiento de 

Landsat 1 en 1972, se ha utilizado en los últimos 40 años para mapear y monitorear los recursos 

de la tierra desde la distancia. Los sensores remotos basados en satélites capturan energía 

electromagnética que ha sido reflejada o emitida por objetos en la superficie de la tierra. Porque 

cada objeto tiene sus propias características únicas de radiación electromagnética reflejada y 

emitida, dependiendo de su composición física y la condición ambiental, la firma espectral de cada 

objeto permitirá la clasificación o categorización de imágenes digitales en objetos o clases 

similares, como bosques o praderas. La ventaja de las plataformas basadas en satélites en el mapeo 

de recursos terrestres a través de la clasificación de imágenes digitales es que un satélite 

proporciona una gran perspectiva sinóptica de la superficie terrestre dentro de una sola imagen 

que, por acre, es más barata que el estudio terrestre tradicional (Unger, Hung, & Kulhavy, 2014) 

6.1.2.1 Óptico. 

Los sistemas ópticos de observación terrestre ha sido el principal método de captura para el 

estudio de las cubiertas vegetales. Son aquellos que tienen un ancho de banda comprendido entre 

el visible (azul, verde y rojo) y el infrarrojo (cercano o NIR; medio o SWIR), incluyendo a veces 

el térmico (TIR). Mediante una serie de detectores fotoeléctricos transforman los niveles de 

radiancia, procedentes de la superficie terrestre, en valores numéricos que se denominan niveles 

digitales (Pérez & Muñoz, 2006). 

La señal enviada por el equipo óptico a los detectores se muestrea a intervalos regulares, de tal 

forma que únicamente se graba un valor numérico cada cierta distancia que se denomina pixel. La 

señal recibida se descompone en varias longitudes de onda, cada una se envía a un tipo especial 

de detectores, sensibles a ese tipo de energía, es allí cuando se habla de multi ï espectral pues 

detectan la misma superficie de terreno en distintas bandas del espectro (Chuvieco, 1995). 
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6.1.2.2 Radar. 

El radar de apertura sintética (SAR, por sus siglas en inglés) es una técnica activa de toma de 

imágenes que no es obstaculizada por la frecuente aparición de nubes sobre la tierra debido a que 

su radiación de microondas penetra a través de las nubes. Como se cita en (Balzter, Cole, Thiel, & 

Schmullius, 2015). 

La configuración del sistema se basa en una antena situada sobre una plataforma satelital que 

transmite pulsos de microondas a intervalos regulares. Los pulsos se propagan por la atmósfera 

hasta llegar a la superficie terrestre, donde se producen varias reflexiones debidas a la interacción 

con diferentes objetos. Los ecos que vuelven en la dirección de la antena son adquiridos por la 

misma antena, que actúa como emisor y receptor. El retardo de cada eco es: ὸ  , donde R es la 

distancia antena-blanco y c es la velocidad de la luz. Hemos de tener en cuenta que la distancia 

recorrida por el pulso entre el satélite y un punto del terreno es doble (consideramos la ida y vuelta 

del pulso). El muestreo del terreno se obtiene mediante la repetición de los pulsos con una 

frecuencia que se denomina PRF (pulse repetition frequency). Mediante este muestreo obtenemos 

información en dos direcciones: en la dirección de range, dirección que une el satélite con el punto 

observado, y, en la dirección de azimuth, dirección de vuelo del satélite. Como se cita en (Agudo, 

y otros, 2003). 

Un sistema SAR mide distancia y fases en la dirección LOS (Line Of Sigh, i..e. línea que une el 

satélite con el punto tierra que estamos observando), con un cierto ángulo de incidencia respecto 

a la vertical. Como resultado del barrido que realiza el satélite obtenemos una imagen SAR 

compleja (entendida como una matriz 2D de valores complejos). Cada píxel contiene dos 

componentes, que corresponden a la parte real e imaginaria de la señal compleja adquirida. A partir 

de dichas componentes podemos derivar una imagen de fase y otra de amplitud. La amplitud de 

una imagen SAR nos desvela información sobre la potencia de la señal reflejada por el terreno. 

Diferentes tipos de superficie responden de manera diferente al impacto de los pulsos de 

microondas. Por otra parte, la imagen de fase contiene dos componentes diferentes: el 

desplazamiento de fase (phase shift) que se produce durante la interacción de la señal radar con el 

blanco, y la denominada ñfase geom®tricaò, ɮ , relacionada con el doble camino entre la 

antena y el blanco:  
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Donde R es la distancia antena-blanco y ‗ la longitud de la onda portadora. Como se cita en 

(Agudo, y otros, 2003). 

6.1.3 Imágenes Satelitales. 

Se puede definir como la representación visual de la información captada por un sensor 

instalado a bordo de un satélite artificial (Díaz, Quintero, Triana, & Morón, 2014). 

Las imágenes multiespectrales son formadas a través de la repetición (de la transformación de 

niveles de radiancia, procedentes de la superficie terrestre, a niveles digitales) para cada una de las 

bandas generándose una matriz tridimensional en la que el valor del nivel digital de cada píxel está 

ubicado en una fila, una columna y una banda (Pérez & Muñoz, 2006).  

La imagen pancromática (PAN) dispone de una sola banda espectral que abarca comúnmente 

gran parte del visible y comienzo del infrarrojo, obteniendo como resultado una imagen que 

habitualmente se representa en escala de grises, además tiene la ventaja de poseer mayor resolución 

espacial que las multiespectrales del mismo satélite. (Bravo, 2017). 

Las imágenes de radar SAR se presentan de acuerdo a diferentes parámetros como las 

frecuencias en que transmiten, la longitud de onda de la radiación incidente, polarización de la 

señal, el ángulo de incidencia, la anchura de barrido, la distancia y orientación del objetivo en 

tierra hacia el radar y la resolución, la cual se encuentra en dos dimensiones (dirección del alcance 

y del azimut). Esto ofrece al usuario ciertas opciones de selección de imágenes de acuerdo con las 

aplicaciones pretendidas. (Fernández & Soria, 2015). 

6.1.3.1 Landsat 8. 

Fue lanzado el 11 de febrero de 2013 desde California. El satélite se encuentra en órbita 

sincrónica al sol, casi polar; a una altura de 705 km, con una inclinación de 98.2°, rodeando la 

tierra cada 99 minutos. La superposición de las franjas en el ecuador es de cerca al 7 por ciento, 

con un tamaño de escena de 185 km por 180 km. El satélite lleva consigo 2 sensores de observación 

terrestre, el primero es OLI (Operational Land Imager) con las siguientes características de sus 

bandas: 
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¶ Banda 1 Coastal (0,43 ï 0,45 µm). 

¶ Banda 2 Azul (0.45 ï 0.51 µm). 

¶ Banda 3 Verde (0.53 ï 0.59 µm). 

¶ Banda 4 Roja (0.64 ï 0.67 µm). 

¶ Banda 5 Infrarrojo cercano (NIR) (0.85 ï 0.88 µm). 

¶ Banda 6 SWIR 1 (1.57 ï 1.65 µm). 

¶ Banda 7 SWIR 2 (2.11 ï 2.29 µm). 

¶ Banda 8 Pancromática (PAN) (0.50 - 0.68 µm). 

¶ Banda 9 Cirrus (1.36 - 1.38 µm). 

Con resolución espacial de 30 metros, excepto la Pancromática que cuenta con una 

resolución de 15 metros (Bravo, 2017). 

6.1.3.2 Sentinel 1. 

El satélite Sentinel-1A tiene una banda C en su radar de apertura sintética y fue lanzado en el 

año 2014 por la agencia europea espacial como la primera misión operacional de Copernicus. En 

el estudio ñMapping CORINE Land Cover from Sentinel-1A SAR and SRTM Digital Elevation 

Model Data using Random Forestò es la primera investigación con imágenes tomadas del satélite 

Sentinel-1A utilizando el método CORINE land cover para realización de mapas. El satélite 

Sentinel-1A proporciona datos en cuatro modos de adquisición con una resolución temporal de 12 

días. La adquisición de los datos son Stripmap (SM), Interferometric Wide-Swath (IW), Extra 

Wide Swath (EW) y Wave Mode (WM). Los datos SM, IW y EW se adquieren en una polarización 

de transmisión (H o V) y doble polarización (HV o VH), los datos WM se adquieren únicamente 

en la polarización (HH o VV). El modo predeterminado sobre la tierra es el modo de franja ancha 

interferométrica, que proporciona una franja de 250 km compuesta por tres sub-franjas a una 

resolución espacial de 5 metros por 20 metros en una sola mirada (single look). Utiliza un nuevo 

tipo de ScanSAR llamado Terrain Observation with Progress3ive Scan (TOPS) SAR que está 

reduciendo el patrón de antena azimutal a lo largo de una dirección. Como se cita en (Balzter, 

Cole, Thiel, & Schmullius, 2015). 
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6.1.4 Procesamiento Digital de Imágenes. 

Teniendo presente el carácter matricial de cualquier imagen digital, es posible realizar 

operaciones numéricas como el cálculo de medidas de tendencia central, dispersión (media y 

desviación típica en cada banda), cambio de la orientación geométrica (rotación de la matriz) 

realizar combinaciones aritméticas entre bandas (cocientes), sintetizar varias bandas reduciendo la 

información redundante (componentes principales), o discriminando grupos de niveles digitales 

(ND) homogéneos dentro de la matriz (clasificación). (Chuvieco, 1995). 

6.1.5 Análisis Multitemporal . 

Durante los últimos años han aumentado los estudios multitemporales gracias a la alta 

frecuencia en la obtención de imágenes de la misma área, revelando mayor información de la que 

se puede lograr con solo dos imágenes debido a las complejas dinámicas de la transformación del 

espacio. (Sandberg, 2016).  

Múltiples estudios han demostrado la importancia y efectividad de hacer estudios 

multitemporales con imágenes para establecer por ejemplo las coberturas de bosque perdidas por 

deforestación. Algunos de ellos son (Wulder, y otros, 2020), (Velandia & Rojas, 2019) y (Vásquez, 

2018).   

Una de las maneras de obtener la tasa de deforestación anual es a través de la ecuación de la 

(FAO, 1996) y utilizada por (Osorio, Mas, Guerra, & Maass, 2015).   

 
‏

Ὓ

Ὓ

ϳ

ρ 
(2) 

Donde ŭ es la tasa anual de cambio, S1 es la superficie en la fecha 1, S2 es la superficie en la 

fecha 2 y n es la diferencia en años entre ambas fechas.  

6.1.6 Bosques.  

Los bosques albergan la mayor parte de la biodiversidad terrestre del Planeta. Por consiguiente, 

la conservación de la biodiversidad del mundo depende completamente de la forma en que 

interactuamos con los bosques del mundo y los utilizamos. (FAO & PNUMA, 2020):  
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Los bosques son el hábitat del 80% de las especies de anfibios, el 75% de las de aves y el 68% 

de las de mamíferos. Alrededor del 60% de todas las plantas vasculares se encuentra en bosques 

tropicales. Los manglares proporcionan lugares de reproducción y criaderos para numerosas 

especies de peces y crustáceos, y ayudan a retener los sedimentos que podrían perjudicar a las 

praderas submarinas y los arrecifes coralinos, que son el hábitat de muchas especies marinas más. 

Los bosques cubren el 31% de la superficie terrestre mundial, pero no están uniformemente 

distribuidos en el planeta. Casi la mitad de la superficie forestal se mantiene relativamente intacta 

y más de una tercera parte está constituida por bosques primarios. Más de la mitad de los bosques 

del mundo se encuentra en tan solo cinco países (Brasil, Canadá, China, Estados Unidos de 

América y la Federación de Rusia). Casi la mitad de la superficie forestal (49%) se mantiene 

relativamente intacta, mientras que el 9% se encuentra en forma de fragmentos con poca o nula 

conectividad entre ellos. Las pluviselvas tropicales y los bosques boreales de coníferas son los 

menos fragmentados, mientras que los bosques secos subtropicales y los bosques templados 

oceánicos se encuentran entre los más fragmentados.  

Aproximadamente el 80% de la superficie forestal mundial se encuentra en fragmentos de más 

de 1 millón de hectáreas. El 20% restante se distribuye en más de 34 millones de fragmentos por 

todo el mundo, la inmensa mayoría de los cuales tiene una superficie inferior 1000 hectáreas. Más 

de un tercio (el 34%) de los bosques del mundo son bosques primarios, que se definen como 

bosques de especies arbóreas autóctonas regenerados de forma natural en los que no se aprecian 

indicios de actividad humana y donde los procesos ecológicos no sufren perturbaciones 

destacables.  

La deforestación y la degradación forestal siguen avanzando a un ritmo alarmante, lo que 

contribuye notablemente a la actual pérdida de biodiversidad. Se estima que desde 1990, se han 

perdido unos 420 millones de hectáreas de bosque a causa del cambio de usos de la tierra, pese a 

que la tasa de deforestación ha disminuido en los últimos tres decenios. Entre 2015 y 2020, se 

estima que la tasa de deforestación fue de 10 millones de hectáreas al año, cuando en la década de 

1990 era de 16 millones de hectáreas al año. La superficie de bosques primarios en todo el mundo 

ha disminuido en más de 80 millones de hectáreas desde 1990. Más de 100 millones de hectáreas 

de bosques se están viendo afectadas por incendios forestales, plagas, enfermedades, especies 

invasivas, sequías y fenómenos meteorológicos adversos.  
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La expansión agrícola sigue siendo la principal causa de deforestación y fragmentación del 

bosque y la pérdida asociada de biodiversidad forestal. La agricultura comercial a gran escala 

(principalmente la cría de ganado vacuno y el cultivo de soja y aceite de palma) fue la causa del 

40% de la deforestación de bosques tropicales entre los años 2000 y 2010, y la agricultura local de 

subsistencia lo fue de otro 33%. Al acentuarse los riesgos para los sistemas alimentarios por el 

cambio climático, la función de los bosques de captar y fijar carbono y mitigar el cambio climático 

es cada vez más importante para el sector agrícola.  

La pérdida neta de superficie forestal disminuyó de 7,8 millones de hectáreas al año en la década 

de 1990 a 4,7 millones de hectáreas al año durante el período 2010-2020. Aunque se produzca 

deforestación en algunas zonas, en otras se están estableciendo nuevos bosques, ya sea por 

expansión natural o a consecuencia de iniciativas ejecutadas a tal fin. Como resultado, la pérdida 

neta de superficie forestal es inferior a la tasa de deforestación. La superficie forestal mundial 

disminuyó en 178 millones de hectáreas entre 1990 y 2020, lo que equivale aproximadamente a la 

superficie de Libia. (FAO & PNUMA, 2020). 

6.1.7 Deforestación en la Amazonía Colombiana. 

En el territorio colombiano se puede evidenciar un 52% como territorio boscoso (600,247 

kilómetros cuadrados). 67% del bosque nacional se encuentra en la región amazónica, la cual 

representa el 6% de la amazonia entera.  

Con la firma de acuerdos de paz en el año 2016 y la implementación de los acuerdos de paz 

donde se espera el aumento en el uso de la tierra rural y la reparación a las víctimas del conflicto, 

además de la apropiación de tierras rurales por parte de nuevos grupos armados son factores que 

pueden alterar el comportamiento de las zonas boscosas de Colombia. (Clerici, y otros, 2020). 

Se ha evidenciado el aumento de la deforestación en Colombia, incluyendo áreas protegidas, en 

el periodo 2015-2017 se presentó un incremento del 56% en la deforestación anual con un total de 

220.000 hectáreas de bosques perdidos al año 2017 de las cuales el 66% de la deforestación se 

presentó en la región amazónica colombiana y solo en el departamento de Caquetá tiene un 27% 

de esta deforestación. (IDEAM, 2017). 
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Algunos de los causantes de la deforestación varían según la región, pero incluyen 

principalmente la ganadería extensiva, la construcción de carreteras, la tala ilegal, los cultivos 

ilícitos, la minería, los incendios y la especulación de tierras, además de pequeños y grandes 

campesinos influyen en este fenómeno de pérdida vegetal. La industrialización agrícola es un 

proyecto gubernamental, aunque no ha influido de manera significativa en la deforestación sobre 

todo en la región de la Orinoquia. El incremento en el cultivo de palma de cera también debe 

considerarse como un causante de deforestación ya que Colombia es el mayor productor de aceite 

de palma en Latinoamérica y el cuarto a nivel mundial. Como se cita en (Furumo & Lambin, 2020). 

 

6.2 Procesamiento Digital de Imágenes. 

De manera teórica los procesos a desarrollar en la metodología relacionado al procesamiento 

digital de imágenes se definen a continuación. 

 

6.2.1 Sensores ópticos. 

Conceptos más relevantes al tener en cuenta la dinámica y temática tratada en el documento y 

que ayudan a cumplir los objetivos propuestos. 

6.2.1.1 Corrección atmosférica. 

Como lo expresa Cabrera. Este proceso permite convertir la información de la imagen original 

(bruta) de cada pixel, de Niveles Digitales -ND- a Niveles de Reflectancia captada por el sensor 

en el tope de la atmosfera, es decir, sin los efectos de la misma, lo que permite disminuir los efectos 

de dispersión o absorción causados por la presencia de partículas en la atmósfera. Adicionalmente, 

se busca remover el efecto de los diferentes ángulos de incidencia de la energía solar y de la 

distancia Tierra - Sol, que se producen como consecuencia de las diferencias de tiempo de 

adquisición de las imágenes. (Cabrera, Galindo, & Vargas, 2011). 

6.2.1.2 Corrección radiométrica. 

Pretenden establecer los valores digitales de la imagen depurando cualquier anomalía en su 

registro, ya sea por defectos del sistema sensor o por las condiciones ambientales de la toma; la 
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calibración radiométrica permite extraer información sobre la reflectancia de cada punto del 

terreno (Pérez & Muñoz, 2006).   

Se puede discriminar entre dos tipos de correcciones en general como lo es absoluta la cual 

tiene por objetivo extraer la reflectancia absoluta de los objetos en la superficie de la tierra; 

mientras que la corrección relativa busca reducir la variación atmosférica y otras variaciones al 

instaurar a una escala en común para imágenes multitemporales, siendo esta más simplificado que 

la primera, donde además existen diferentes métodos (Chen, Vierling, & Deering, 2005). 

. Como resultado final de este sub- proceso, se obtiene una imagen en valores de reflectancia 

que mejora la separabilidad espectral de los objetos presentes en la imagen corregida. (Velandia 

& Rojas, 2019).  

Se pueden considerar los ND (niveles digitales) como medidas radiométricas relativas, sin 

embargo, no caracteriza de manera absoluta la cubierta, siendo así necesaria su conversión a 

parámetros físicos que sean extrapolables a diferentes ámbitos y periodos de estudio; el proceso 

de conversión a reflectancia se puede resumir en tres fases: Corrección atmosférica de la imagen, 

conversión de ND a radiancia (a partir de coeficientes de calibración del sensor), estimación de 

valores de reflectividad (conociendo la fecha y el ángulo). (Chuvieco, 1995). 

Algunos de los procesos de conversión entre ND, radiancia y finalmente reflectancia en 

específico a la configuración de diferentes sensores son descritos por (Bravo, 2017) y en general 

se puede resumir a la ecuación planteada por (Chuvieco, 1995):  

 
”

ὑ“ὒ ȟ

ὉȟÃÏÓ—
 (3) 

ɟk: Reflectividad espectral de la cubierta. 

K: Factor corrector de la distancia Tierra ï Sol. 

Lsen, k: Radiancia detectada por el sensor. 

E0, k: Irradiancia solar extraterrestre.  

ɗ: ángulo cenital.  
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6.2.1.3 Índices Espectrales para la vegetación. 

Como define (Huete , y otros, 2002), los índices espectrales de vegetación es el resultado de la 

transformación de dos o más bandas, que contribuyen en la mejora del análisis de las propiedades 

de la vegetación y permiten obtener la distribución espacial de contenido de clorofila y otros 

componentes, así como la estructura de la vegetación de manera fiable y rápida. Algunos índices 

están asociados en la identificación de un objeto especifico, como es el caso del agua, el suelo, la 

vegetación, y otros objetos, que ayuda identificar ecosistemas mixtos. 

Autores como Xiao, Mohammandi, McFeeters, Shi, Huetes, Wilson, Biag, Kauth, Thomas y 

Crist definen algunos usos para los índices de vegetación más comunes, por ejemplo, el NDVI, 

ampliamente usado para evaluar el vigor de la vegetación, es decir, para diferenciar las coberturas 

de vegetación, según la densidad y salud de la vegetación. Del mismo modo, el índice de 

vegetación mejorada (EVI), está orientado en optimizar la respuesta espectral de la vegetación con 

alta densidad, desarrollando el proceso de reducción de la influencia de la atmósfera; también es 

aplicado para monitoreo multitemporal de coberturas terrestres y en análisis de rendimiento de 

cultivos, el índice de vegetación avanzada (AVI ), se utiliza en estudios de vegetación para 

monitorear las variaciones de cultivos y bosques a lo largo del tiempo; el índice de Calcinación 

Normalizado (NBRI) aprovecha las bandas espectrales de infrarrojo cercano e infrarrojo de onda 

corta, que son sensibles a los cambios en la vegetación, para detectar áreas quemadas y monitorear 

la recuperación del ecosistema; el índice de Suelo Desnudo (BSI) es un indicador numérico que 

combina bandas espectrales azules, rojas, infrarrojas cercanas e infrarrojas de onda corta para 

capturar las variaciones del suelo. (Aponte & Ospina, 2019). 

El cálculo de los índices espectrales de vegetación se realizó siguiendo las siguientes fórmulas: 

ü AVI: ὄυz ρ ὄτᶻὄυ ὄτ. (Sykas, 2020). En donde B5 y B4 son las bandas 

del sensor óptico Landsat 8. Esta fórmula fue tomada del sitio web GEO UNIVERSITY 

en donde específica la combinación de bandas para obtener el índice espectral AVI para 

el sensor Landsat 8. 

ü BSI: . (Diek, Fornallas, Schaepman, & De Jong , 2017). En donde B6, 

B5, B4 y B2 son las bandas del sensor óptico Landsat 8.  
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ü EVI: ςȢυz
     Ȣ   

. (USGS, 2019). En donde B5, B4 y B2 son las bandas 

del sensor óptico. Esta fórmula fue tomada de la página de la USGS (United States 

Geological Survey), en donde específica como obtener índice espectral para el sensor 

Landsat 8. 

ü NBRI: . (USGS, 2019). En donde B5 y B7 son las bandas del sensor óptico. Esta 

fórmula fue tomada de la página de la USGS, en donde específica como obtener índice 

espectral para el sensor Landsat 8. 

ü NDVI:  . (USGS, 2019). En donde B5 y B4 son las bandas del sensor óptico. Esta 

fórmula fue tomada de la página de la USGS, en donde específica como obtener índice 

espectral para el sensor Landsat 8. 

 

6.2.2 Radar. 

Los conceptos básicos del sistema de radar y que ayudarán con el buen desarrollo del 

documento están descritos a continuación. 

6.2.2.1 Pre procesamiento.  

Como se cita en (Hernández, y otros) el pre procesamiento de imágenes de radar dependen del 

procesador del sistema satelital considerado y, además, del nivel del usuario, se tienen los 

siguientes métodos para el análisis multitemporal: 

ü Calibración radiométrica: Se utiliza especialmente para ajustar posibles cambios 

temporales en la ganancia de la antena y en las condiciones de saturación de la señal y 

a fin de convertir los valores de amplitud de cada pixel (expresados en contajes digitales) 

a valores de coeficiente de backscattering o de brillo (Laur, y otros, 1996). . Se trata de 

un procedimiento necesario para estudios multitemporales y/o multiángulo (como en 

este caso). La ecuación utilizada para el sistema Radarsat es:  

 
„

Ὀὔ ὃ

ὃ
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Donde DN son los valores de la imagen de amplitud expresados en contajes digitales, 

ὃes una constante y A es una tabla de reescalado que depende de la distancia de rango. 

Los archivos de encabezamiento de las imágenes contienen estos valores o datos 

adecuados de los cuales se pueden obtener. Si bien es posible calcular „para cada pixel, 

su significado físico cobra sentido cuando este valor se promedia sobre un grupo de 

pixeles correspondientes a un blanco distribuido en la imagen. (Hernández, y otros) 

 

ü Reducción de speckle: Es posible reducir el efecto del ruido speckle aplicando técnicas 

de filtrado a las imágenes SAR de varios looks. (Hernández, y otros). Si bien existen 

distintos tipos de filtros el mayor problema de los métodos se encuentra en la estimación 

de los valores de los parámetros de entrada de los distintos algoritmos: el tamaño de la 

ventana móvil, el desvío estándar del speckle y el factor de damping. La selección de 

estos parámetros depende en gran medida de las características del área de estudio. 

(Frost , Stiles, Shanmugan , & Holtzman, 1982).  

Continuando con la cita de (Hernández, y otros) las regiones con grandes variaciones 

en los tonos de gris, muestran detalles finos en la imagen, por lo tanto, es preferible que 

la ventana sea pequeña. Por el contrario, para zonas homogéneas, donde casi no existen 

variaciones en los tonos de gris, una ventana de mayor tamaño es preferible a fin de 

mantener la homogeneidad de la imagen. (Li, 1988). Por otro lado, la textura de regiones 

homogéneas proviene del ruido speckle y, por lo tanto, contiene información 

relacionada con el desvío estándar del mismo. La identificación, en la imagen original, 

de este tipo de regiones es el primer paso para estimar el desvío estándar del speckle. 

Finalmente, aquellos filtros que incluyen el factor de damping, permitan garantizar 

características adaptivas. Sin embargo, el uso de valores de damping grandes, preserva 

los bordes mejor, pero reduce el efecto de suavizado. Por el contrario, la utilización de 

valores pequeños de damping aumenta el efecto de suavizado, pero no mantiene los 

bordes de forma correcta. (Schreier , 1993). 

 

ü Calibración geométrica: En ella se corrigen las distorsiones espaciales en los píxeles 

debido a la perspectiva cónica con que se toma la imagen desde el sensor, y se pasa a 

una perspectiva ortográfica obteniéndose lo que se conoce como ortoimagen (Pérez 
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Gutiérrez & Muñoz Nieto, 2006). Consiste en asignar un sistema de coordenadas 

cartográfico a los píxeles de los datos brutos de la imagen, el relieve provoca 

distorsiones de magnitud variable en función de la geometría de observación, siendo 

necesario integrar modelos digitales de elevación (DEM) donde el SRTM ï X parece 

presentar menos errores. (Lencinas & Díaz, 2011). 

6.2.2.2 Polarización.  

La polarización de una onda describe la orientación y forma del vector eléctrico en un plano 

ortogonal a la dirección de propagación en función del tiempo. En el caso el caso general, el vector 

eléctrico en el plano ortogonal a la dirección de propagación de la onda es figura elipse y por lo 

tanto la onda se conoce como polarizada elípticamente; existen casos particulares, si la figura 

trazada es una línea recta se dice que es una onda polarizada linealmente y si es un círculo se le 

llama polarizada circularmente. La onda puede ser polarizada en muchos ángulos; sin embargo, 

solo se utilizan las orientaciones verticales u horizontales En las imágenes de radar es de suma 

importancia la polarización de la onda electromagnética, ya que la respuesta de la señal puede 

variar de acuerdo a la orientación trasmitida y recibida de la misma para las diferentes coberturas 

o elementos de la superficie. De acuerdo a lo anterior, existen cuatro formas de polarización en las 

imágenes SAR abreviadas de la siguiente manera: 

ü HH: Transmisión horizontal, recepción horizontal. 

ü VV: Transmisión vertical, recepción vertical. 

ü HV: Transmisión horizontal, recepción vertical. 

ü VH: Transmisión vertical, recepción horizontal. 

Los satélites de radar pueden tener una, dos o cuatro polarizaciones, y dependiendo de ello la 

imagen tendrá la misma cantidad de bandas. Como se cita en (Vasquez, 2019). 

6.2.2.3 Texturas. 

Se refiere a la aparente rugosidad o suavidad de una región de la imagen; en definitiva, al 

contraste espacial entre los elementos que la componen (Chuvieco, 1995). A través de la 

distribución de niveles de grises relativa al vecindario de cada píxel y calculando variables 

estadísticas que describen propiedades como la variabilidad, el contraste, valor medio, entre otros, 
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que permiten obtener nuevas imágenes o bandas de textura, las cuales pueden ser usadas de manera 

autónoma o combinadas con las demás bandas espectrales y así clasificar las imágenes originales. 

(Fernández, Recio, & Ruiz, 2003). 

Como se cita en (Belmonte & Camaño, 2009), los índices numéricos de textura se dirigen a 

medir la variedad espacial entre los niveles de gris de los píxeles que forman la imagen. Podemos 

dividir estos índices entre aquellos que operan sobre toda la imagen, por ejemplo: Desviación 

estándar, Dimensión fractal, Autocorrelación espacial y Semi - variograma, y los que se apoyan 

en ventanas móviles, que se desplazan consecutivamente afectando al píxel central en cada paso, 

por ejemplo: Desviación estándar local, Diferencias absolutas, Entropía, Medidas sobre la matriz 

de coincidencias y Dimensión textual.  

La matriz ñGrey Level Co-occurrence Matrixò (GLCM) propuesta por Haralik, es uno de los 

métodos más utilizados para calcular medidas de textura de segundo orden. Se pueden calcular 

varias características de textura a partir de la matriz GLCM, por ejemplo, segundo momento 

angular, contraste, correlación, entropía, varianza, momento de diferencia inverso, promedio de 

diferencia, varianza de diferencia, entropía de diferencia, promedio de suma, varianza de suma y 

entropía de suma. Cada característica modela diferentes propiedades de la relación estadística de 

co-ocurrencia de píxeles estimada dentro de una ventana móvil, dada a lo largo de direcciones 

predefinidas y distancias entre píxeles. El GLCM es una medida de la probabilidad de que ocurran 

dos niveles de gris separados por una distancia determinada en una dirección determinada. Las 

características se pueden clasificar en tres grupos, es decir, grupo de contraste, grupo de orden y 

grupo de estadísticas. (Haralick, 1973). 

 

6.2.3 Sinergismo. 

Van Genderen y Paohl definen el sinergismo como la combinación de dos o más imágenes 

diferentes para crear una nueva imagen usando algún algoritmo. El objetivo principal de este 

proceso es alcanzar una imagen (de salida) mejor y más precisa, mediante la integración y 

combinación de diferentes datos, y esta salida es necesaria en muchas aplicaciones de 

teledetección.  
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El sinergismo de imágenes ópticas y SAR se lleva a cabo en tres niveles de procesamiento 

dependiendo de la fase en la que ocurre la sinergia: Nivel de píxeles, nivel de característica y nivel 

de decisión. El nivel de píxeles quiere decir que todo el procesamiento de sinergismo toca lugar 

en la fusión de los píxeles de las imágenes que no necesitan extracción solo requiere geo 

codificación y corregistro entre los conjuntos de datos antes de la sinergia, algunos estudios 

demuestran que este nivel no es adecuado para el sinergismo de imágenes óptico-radar debido al 

ruido que presentan las imágenes de radar y los diferentes espectros electromagnéticos entre datos 

ópticos y SAR. El nivel de característica se basa en la extracción de características como el nivel 

de concurrencia del nivel de gris, las texturas medidas y la segmentación producida. Finalmente, 

el nivel de decisión o nivel de interpretación es el más alto nivel basado en votar los mejores 

resultados de más de un clasificador e integrar estos hallazgos múltiples para producir la decisión 

final.  

Algunas aplicaciones del sinergismo de imágenes óptico-radar son la estimación de biomasa 

forestal, evaluación de la extracción de la red de carreteras del cuerpo de agua, estructura y daño 

por terremoto, evaluación, clasificación del uso del suelo/cobertura del suelo, monitoreo marítimo 

y detección de inundaciones, entre otros. Como se cita en (Mahyouba, Fadilb, Mansour, Rhinanea, 

& Al Nahmia, 2019). 

 

6.2.3.1 Sinergismo de imágenes mediante el método IHS. 

La transformación IHS separa la información espacial (I) y espectral (H, S) de una imagen RGB 

estándar. Separa los aspectos del color en su brillo medio que representa la intensidad de la 

superficie, su longitud de onda dominante (tono) y su pureza (saturación). Los valores IHS 

comúnmente expresados en coordenadas cilíndricas o esféricas, pueden ser mapeados a 

coordenadas cartesianas a través de valores v1, v2 utilizando una transformación lineal. (Pohl, 

1999). La transformación IHS usada por el software ERDAS y expresada matemáticamente en su 

guía, se describe a continuación:  
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Donde R, G y B están cada una en el rango de 0 a 1; r, g y b están cada una en el rango de 0 a 

1, M es el valor más alto r, g o b y m es el menor valor r, g o b. Al menos uno de los valores R, G 

o B es 0, corresponde al color con el mayor valor, y al menos uno de los R, G o B es 1 corresponde 

al color con menor valor.  

La ecuación utilizada para calcular la intensidad en el rango de 0 a 1 es:  

 
Ὅ
ὓ ά

ς
 

(6) 

Mientras que las ecuaciones para calcular la saturación en el rango de 0 a 1 son las siguientes: 

 Si M = m, S= 0 

Si Ὅ πȢυȟ Ὓ  

Si Ὅ πȢυȟ Ὓ  

(7) 

Las ecuaciones para el cálculo del tono o matiz en el rango de 0 a 360 son: 

 3É - Íȟ( π 

ὛὭ Ὑ ὓȟὌ φπς ὦ Ὣ 

ὛὭ Ὃ ὓȟὌ φπτ ὶ ὦ 

ὛὭ ὄ ὓȟὌ φπφ Ὣ ὶ 

(8) 

En donde R, G, B todos están en el rango de 0 a 1, M es el valor más alto entre R, G y B y m es 

el valor más bajo entre R, G y B. (Conrac, 1980 ). 

 

6.2.4 Metodología de clasificación Corine Land Cover. 

El esquema de mapeo de la cubierta terrestre europea CORINE es un sistema estándar de 

clasificación con 44 clases de cobertura y uso del suelo. Es utilizado por la agencia de medio 

ambiente, quien informa el cambio de la cobertura del suelo a gran escala con una unidad mínima 

de mapeo de 5 ha cada 6 años y mapeada operativamente por sus estados. Lo más común del 

método aplicativo para mapear el cambio de la cobertura terrestre CORINE es por interpretación 
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visual de imágenes de satélite ópticas/infrarrojo cercano. (Balzter, Cole, Thiel, & Schmullius, 

2015). 

CORINE (Coordination of information on the enviroment) promovido por la comisión de la 

comunidad europea. Proyecto de cobertura de la tierra ñCorine Land Coverò 1990 (CLC90), el 

cual definió una metodología específica para realizar el inventario y monitoreo de la cobertura de 

la tierra. En el año 2005 llega a Colombia por iniciativa de IDEAM-IGN de Francia y Fondo 

Franc®s para el medio ambiente FFEM. ñCORINE Land Cover Colombiaò se propuso con el fin 

de estandarizar un sistema de clasificación de coberturas de la tierra porque: (IDEAM, IGAC y 

CORMAGDALENA, 2008). 

ü Cuenta con una leyenda jerárquica que permite generalizar y detallar según la necesidad.  

ü Fácilmente replicable y presupuesto razonable para garantizar la continuidad en el 

monitoreo.  

ü Normas estándares que garantizan la precisión temática.  

ü Escala semidetallada que permite información nacional y regional.  

ü Facilita la comparabilidad con más de 130 países a nivel mundial.  

ü Fácilmente homologable a leyendas anteriores.  

ü Aplicaciones específicas en temas como conservación, agricultura, planeación, EIA, OT, 

ecosistemas, dinámicas.  

ü Para contar con información sobre coberturas de la tierra, que sea: Confiable, precisa, 

actualizada, oficial.  

ü Que sirva para la planificación y la gestión del territorio y para la toma de decisiones, en 

los diferentes sectores: Agrícola, pecuario, ambienta, minero, etc. 

Clases y nivel a usar. 

Los niveles 1 y 2 de la metodología Corine Land Cover, son los mismos para Europa y América 

central, la modificación se sugiere hacer desde el nivel 3. La nomenclatura adaptada para Colombia 

se presenta en la siguiente tabla. (Vargas, 2006). 

En este proyecto se pretende manejar al nivel 2 propuesto en el documento de (IDEAM, 2012) 

presentado a continuación. 



28 

 

   

 

 

Tabla 1. Clasificación de coberturas Corine Land Cover (utilizada hasta segundo nivel). 

1. Territorios Artificializados 

1.1 Zonas urbanizadas  

1.2 Zonas industriales o comerciales y redes de comunicación 

1.3 Zonas de extracción mineras y escombreras 

1.4 Zonas verdes artificializadas, no agrícolas 

2. vTerritorios agrícolas 

2.1 Cultivos anuales o transitorios 

2.2 Cultivos permanentes  

2.3 Pastos 

2.4 Áreas agrícolas heterogéneas 

3. Bosques y áreas seminaturales 

3.1 Bosques  

3.2 Áreas con vegetación herbácea y/o arbustiva 

3.3 Áreas abiertas, sin o con poca vegetación. 

4. Áreas húmedas  

4.1 Áreas húmedas continentales 

4.2 Áreas húmedas costeras 

5. Superficies de agua 

5.1 Aguas continentales  

5.2 Aguas marítimas  

Nota: Recuperado de (IDEAM, 2012) 

6.2.5 Clasificación Supervisada. 

Los métodos de clasificación de imágenes se utilizan ampliamente para extraer información de 

las imágenes, con objeto de identificar los tipos de cobertura del suelo con respecto a los valores 

de píxeles de la imagen. El método de clasificación supervisada para mapear los tipos de cobertura 

del suelo, como algoritmo de aprendizaje automático, en donde las máquinas de vectores de 
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soporte han sido ampliamente utilizadas y probadas muchas veces en teledetección en datos 

ópticos y de radar para clasificación de imágenes, tiene un principio que consiste en definir un 

hiperplano óptimo para maximizar el ancho del margen mediante el entrenamiento subconjunto.  

Es un algoritmo de aprendizaje automático ampliamente utilizado y popular en la teledetección 

al proporcionar una alta precisión de clasificación al usar un pequeño conjunto de datos de 

entrenamiento. (Abdikan , Sanli, Ustuner, & Calo, 2016). La clasificación supervisada de 

imágenes SAR requiere conocimiento a priori sobre las imágenes o imágenes multitemporales o 

multibanda de la misma área. (Chamundeeswari, Singh, & Singh, 2007).  

El método de clasificación supervisada requiere de una mayor participación por parte del 

usuario puesto que se debe tener un conocimiento previo de las zonas a clasificar ya sea por trabajo 

de campo o con la ayuda de documentos auxiliares, cartografía, fotografías aéreas, entre otras que 

permitan al usuario dar al software unas áreas de entrenamiento para que este reconozca las 

distintas categorías. (Chuvieco, 1995). 

En el esquema de la clasificación digital se pueden distinguir las siguientes fases: 

6.2.5.1 Fase de entrenamiento.  

El método supervisado parte de un cierto conocimiento de la zona de estudio, lo cual 

permite al intérprete delimitar sobre la imagen unas áreas piloto, que se consideran lo 

suficientemente representativas de las clases definidas (campos de entrenamiento), 

debido a que ñentrenanò al ordenador en el reconocimiento de las diferentes categorías, 

es decir, calcula los niveles digitales para cada una de las categorías, para luego asignar 

el resto de los pixeles de la imagen a una de esas categorías en función de sus niveles 

digitales. La mayor parte de los equipos de tratamiento digital permite localizar 

interactivamente los campos de entrenamiento.  

Finalizada la selección de las áreas de entrenamiento, el ordenador calcula las 

estadísticas elementales de cada categoría, a partir de los niveles digitales de todos los 

pixeles incluidos en los campos de entrenamiento asignados a esa clase. En definitiva, 

se asume que las áreas de entrenamiento son fiel representación de las distintas 

categorías y que, por tanto, las medidas extraídas a partir de sus niveles digitales definen 

convenientemente a esas clases (Chuvieco, 1995). 
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Cálculo de áreas adecuadas a utilizar 

(Congalton & Green, 1999) presentan un método de estimación basado en una distribución 

multinomial. Los datos mínimos de entrenamiento con un 95% de confianza se pueden calcular a 

partir de la siguiente fórmula:  

 
ὲ
ὄБ ρ Б    

ὦ
  (9) 

En donde ὦ es la precisión requerida, en este caso 0.05 o 5% de precisión. B es el percentil 

superior de la distribución Chi cuadrado con un grado de libertad zρππÔÈ. K es el número de 

clases,  Б  es la proporción de área cubierta por la clase i y ɻ es el nivel de confianza (Tso & 

Mather, 2009).  

6.2.5.2 Fase de asignación. 

Una vez culminada la selección y estudio de las categorías que intervendrán en la clasificación, 

se inicia la siguiente fase, denominada de asignación, por punto se trata de adscribir cada uno de 

los pixeles de la imagen a una de las clases previamente seleccionadas. Esta asignación se realiza, 

naturalmente, en función de sus niveles digitales, para cada una de las bandas que intervienen en 

el proceso. Fruto de esta fase será una nueva imagen, cuyo nivel digital expresen la categoría en 

la cual se ha incluido cada uno de los pixeles de la imagen original (Chuvieco, 1995). 

Los criterios más comunes para establecer las fronteras estadísticas entre clases son: 

¶ Mínima distancia, por el cual el pixel se asigna a la clase más cercana. 

¶ Paralelepípedos, que permiten señalar al usuario unos umbrales de dispersión 

asociados a cada clase. 

¶ Máxima probabilidad (máxima verosimilitud) en donde el pixel se asigna a 

aquella clase con la que posee mayor probabilidad de pertenencia. (Chuvieco, 

1995). 
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Random Forest. 

Es un clasificador que consiste en una colección de ñtree ï structured clasiffiersò {h(x, ɗk), 

k=1,é} donde { ɗk}  son vectores aleatorios independientes e idénticamente distribuidos y cada 

árbol emite un voto por unidad para la clase más popular en la entrada x (Breiman, 2001). 

 

Ilustración 1. Diagrama Random Forest. 

Fuente: (Avalos & Pilco, 2020) 

Los árboles de clasificación construyen la regla mediante particiones binarias recursivas en 

regiones que son cada vez más homogéneas con respecto a la variable de clase. Las regiones 

homogéneas se denominan nodos. En cada paso del ajuste de un árbol de clasificación, se lleva a 

cabo una optimización para seleccionar un nodo, una variable predictora y un corte o grupo de 

códigos (para variables numéricas y categóricas respectivamente) que dan como resultado los 

subgrupos más homogéneos para los datos, medido por el índice de Gini (Breiman, Friedman, 

Olshen, & Stone, 1984). El proceso de división continúa hasta que una subdivisión adicional ya 

no reduce el índice de Gini. Se dice que dicho árbol de clasificación está completamente 

desarrollado y las regiones finales se denominan nodos terminales. (Cutler, y otros, 2007). 

Para el problema de clasificación de la clase K, el índice de Gini se define como:  

 Ὃ  ὴ ρ ὴ  (10) 
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Donde pk es la proporción de observaciones en el nodo de la clase K. El índice se minimiza 

cuando uno de los pk toma el valor 1 y todos los demás tienen el valor 0. En este caso, se dice que 

el nodo es puro y no se realizarán más particiones de las observaciones en ese nodo. El índice de 

Gini toma su valor máximo cuando todos los pk toman el valor 1/K, por lo que las observaciones 

en el nodo se distribuyen por igual entre las clases K. El índice de Gini para un árbol de 

clasificación completo es una suma ponderada de los valores del índice de Gini en los nodos 

terminales, siendo los pesos los números de observaciones en los nodos (Cutler, y otros, 2007). 

En general este método de clasificación obtiene buenos resultados en comparación a otros 

métodos de clasificación supervisada como concluye (Del Toro et al, 2015), (Fragoso, Rosado, & 

Gallego, 2019) y (Sicre , Fieuzal , & Baup, 2020). 

 

6.3 Exactitud temática y Verificación. 

El producto final de una clasificación, ya sea esta visual o digital, es un mapa temático, en 

donde el territorio de estudio se encuentra dividido en una serie de unidades espaciales, de 

significado coherente con la leyenda de trabajo. Ese documento puede integrarse con otras 

variables geográficas, para análisis posteriores, o servir como punto final del proyecto. En uno y 

otro caso, habitualmente se asume que el documento obtenido es completamente fiable. Dicho de 

otro modo, se considera que la cartografía realizada se ajusta perfectamente a la realidad. Tal 

asunción es, casi siempre, gratuita. Toda clasificación lleva aparejada cierto margen de error, en 

función de la calidad de los datos o de la rigurosidad del método empleado. Por ello, resulta 

obligado aplicar algún procedimiento de verificación, que permita cuantificar ese error y, en 

función de él, valorar la calidad final del trabajo y su aplicabilidad operativa. (Chuvieco, 1995). 

Los métodos de verificación para determinar la calidad de los resultados obtenidos durante el 

proceso técnico, que se tendrán en cuenta en el proyecto son los siguientes: 

6.3.1 Matri z de confusión. 

La matriz de confusión tiene como objetivo representar los conflictos que se presentan entre las 

diferentes clases de un mapa temático. En las columnas se establece la información de referencia 

de la verdad de terreno y en las filas el resultado de la clasificación a evaluar. La diagonal 
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representa el número de puntos de validación en donde corresponden las dos fuentes (mapa y 

verdad de terreno). Mientras los datos marginales muestran los errores de clasificación. La relación 

entre el número de puntos correctamente clasificados y el total de puntos de validación, expresa la 

fiabilidad del resultado. Como se cita en (Vasquez, 2019). 

Para una correcta interpretación de la matriz de confusión se deben tener cuenta algunos 

conceptos como índices por clase individual y los tipos de errores, como menciona (Sánchez, 

2016): 

ü Exactitud de Usuario: Representa la probabilidad de que un pixel clasificado, esté 

correctamente asignado. 

ü Riesgo de Productor (Comisión): Complementario a la Exactitud de Usuario, elementos 

que no perteneciendo a una clase aparecen en ella. 

ü Exactitud de Productor: Representa la probabilidad de que un pixel perteneciente a una 

clase, esté correctamente asignado. 

ü Riesgo de Usuario (Omisión): Complementario a la Exactitud de Productor, elementos 

que perteneciendo a esa clase no aparecen en ella por estar erróneamente incluidos en 

otra.  

Las matrices de confusión cuentan con algunos índices globales, los cuales se obtienen a partir 

de algunas operaciones sobre esta. Para este trabajo se tiene en cuenta el porcentaje de acuerdo 

(Pa), este es un coeficiente que sobrestima la bondad de la clasificación dado que no considera los 

errores entre las clases. Puede considerarse como la probabilidad de estar o no bien clasificado, 

por ello puede suponerse que su distribución siga el comportamiento de una función binomial. 

(Sánchez, 2016). 

Analíticamente el porcentaje de acuerdo o exactitud global se expresa de la siguiente manera: 

 

ὖ
ρ

ὔ
ὲȟ ὴȟ (11) 

Donde M representa el número de clases, N el número total de muestras, ὲȟrepresenta el 

número de casos en la diagonal. El coeficiente de varianza se expresa de la siguiente manera:  
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(12) 

6.3.2 Estadístico Kappa. 

El índice estadístico Kappa, es simplemente la proporción de desacuerdos esperados por azar 

que no ocurren, o alternativamente, es la proporción de acuerdo después de que el acuerdo fortuito 

se quita de consideración. Está definido por la siguiente ecuación (Cohen, 1960):   

 
ὑ

ὖὥ ὖὩ

ρ ὖὩ
 (13) 

Donde, P(a) es la porción de píxeles correctamente clasificados y P(e) es la probabilidad 

hipotética de clasificaciones correctas al azar.  

Los jueces quienes en este caso son el algoritmo de clasificación y el productor del mismos, 

(Cohen, 1960) se refiere a ello de la siguiente manera: estos tienen en común las siguientes 

condiciones, que pueden tomarse como supuestos del coeficiente de acuerdo a proponer: 

1. Las unidades son independientes. 

2. Las categorías de la escala nominal son independientes, mutuamente excluyentes y 

exhaustivas. 

3. Los jueces operan de forma independiente. 

En la situación típica, no existe un criterio para la "corrección" de los juicios, y los jueces son 

considerados a priori igualmente competentes para emitir juicios. Además, no se imponen 

restricciones a la distribución de las sentencias por categorías para ninguno de los jueces. 

Se utiliza para comprobar la fiabilidad de una clasificación y las relaciones entre las diferentes 

clases. Permite medir la exactitud de la clasificación expresando la concordancia entre el mapa y 

la verdad del terreno, extrayendo la contribución obtenida por el azar, la cual se subestima y de 

esta forma subestima la bondad de la clasificación total (Sánchez, 2016) 

El estadístico Kappa puede ser calculado representando la matriz de confusión, como la 

ecuación (Hudson & Ramm, 1987): 
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 (14) 

Donde l es el número de coberturas de la matriz de confusión, n el total de observaciones de la 

matriz; ὲ observaciones en la línea i y columna j sobre la diagonal principal; ὲ sumatoria de los 

valores de una categoría en una fila y ὲ sumatoria de los valores de una categoría en una columna. 

Como se cita en (Vasquez, 2019). 

 

6.4 Modelamiento predictivo. 

El modelo matemático que se pretende desarrollar está basado en las siguientes bases teóricas. 

6.4.1 Autómata celular. 

Una de las técnicas de modelamiento espacial, es la de Autómatas Celulares, que se originó en 

el año de 1940 gracias al investigador John Von Neumann, quien estaba interesado en buscar una 

teoría general de autómatas para el procesamiento de información que fuera aplicable tanto a 

sistemas biológicos como a aparatos tecnológicos. (Padilla, Pérez , Cruz, Huilcamaigua, & 

Astudillo, 2015). 

Como menciona White, el modelo convencional de autómata celular consiste en: 

1. Espacio euclidiano dividido en un conjunto de celdas idénticas.  

2. Vecindario de celdas de tamaño y forma modificados.  

3. Un conjunto de estados discretos de las celdas.  

4. Un conjunto de reglas de transición que determinan el estado de una celda en función de los 

estados de las celdas de un vecindario.  

5. Pasos de tiempo discretos con todos los estados de las celdas actualizados simultáneamente 

Son un conjunto de reglas de transición que determinan el estado de una célula en función de 

los estados de las cédulas de su vecindario. (White, Engelen, & Uljee, 2000).  

Es un arreglo uniforme de celdas, células o tésales, donde cada una de ellas puede contener 

algunos bits de información, ocupa la posición (i, j) en el espacio y el tempo transcurre en pasos 

discretos, teniendo en cuenta que sus leyes son uniformes y locales. Su geometría puede tener 
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N dimensiones, los espacios con más de tres dimensiones se construyen fácilmente, pero son 

de dif²cil interpretaci·n, el aut·mata celular puede tener bordes cerrados donde tienen valor ñ0ò 

y bordes periódicos donde los vecinos del borde superior de una celda son el borde inferior de 

su celda adyacente y los del borde izquierdo son las celdas del borde derecho. Una vecindad se 

define como un conjunto finito de células en las cercanías de la célula central, cada celda es 

encargada de actualizar su estado recopilando información de ella misma y de un grupo de 

celdas a su alrededor y la celda central es sobre la cual se realizan los cálculos. Es posible 

escoger cualquier número arbitrario finito de estados por celda. (Padilla, Pérez , Cruz, 

Huilcamaigua, & Astudillo, 2015).  

Algunas de las reglas del autómata celular se basan en la configuración del vecindario, por 

ejemplo, si ñkò es el n¼mero de estados posibles y ñnò el n¼mero de celdas en el vecindario, 

entonces habrán Ὧposibles reglas de transición del autómata celular, de esta manera el estado 

de un autómata celular en un tiempo ὸ ρὉ Ὕ  está en función de su propio estado 

Ὁ Ὕ  en el tiempo t y de los estados de todos los elementos ubicados en su vecindad 

pudiendo representarse de la siguiente manera (Padilla, Pérez , Cruz, Huilcamaigua, & 

Astudillo, 2015):  

 Ὁ Ὕ  

ὪὉὝȟὉὝ ȟὉὝ ȟὉὝ ȟὉὝ ȟὉὝ ȟὉὝ ȟὉὝ ȟὉὝ  

(15

) 

En donde:  

Ti j  : Representa el autómata celular de la posición i j en el espacio  

Ep: Representa el conjunto [a,b,c,d,é,n] de estados que puede tomar el autómata celular en el 

tiempo 

Ep + 1 T i j  : Representa el estado particular de un autómata celular en función del estado de sus 

vecinos y de las reglas de transición planteadas. 

6.4.2 Matriz de tr ansición. 

Corresponde a la matriz que representa los valores de cambio en la extensión de una 

determinada cobertura en un periodo de tiempo determinado. Para un análisis multitemporal se 
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pueden calcular dos tipos de matrices de transición, la matriz de un solo paso que relaciona la tasa 

de cambio para el periodo de interés completo y de otro lado está la matriz de múltiples pasos que 

discrimina la tasa para un periodo determinado por el número de unidades en que el periodo 

completo se divida (días, meses, años, etc.). (Soares-Filho, Coutinho Cerqueira, & Lopes 

Pennachin, 2002). 

Las matrices de transición calculadas con el software DINAMICA EGO describe un sistema 

que cambia en incrementos de tiempo discretos, en el que el valor de cualquier variable en un 

período de tiempo dado es la suma de porcentajes fijos del valor de las variables en el periodo de 

tiempo anterior. La suma de las fracciones a lo largo de la columna de la matriz de transición es 

igual a uno. Además, las tasas de transición se transmiten al modelo como un parámetro fijo dentro 

de una fase determinada. (DINAMICA EGO, 2011). 

Estas matrices de transición se realizan por medio de las cadenas de Markov y los autómatas 

celulares, eso por medio de la simulación de una predicción del estado de un sistema en un tiempo 

determinado a partir de dos estados precedentes. La modelización no tiene en cuenta las variables 

explicativas y descriptivas, sino que se basa en el análisis de la dinámica interna del sistema o la 

evolución de los usos del suelo. (Paegelow, Camacho, & Menor, 2003). 

6.4.3 Pesos de evidencia. 

El método de ponderaciones de la evidencia es una versión log-lineal del modelo bayesiano 

general, que normalmente se aplica cuando la evidencia es binaria. El sistema experto de 

Prospector, en su forma original, utiliza tanto el modelo bayesiano como operadores lógicos 

difusos, con evidencia que es binaria o multiestado (Bonham, 1994). 

El método de pesos de evidencia es un análisis de cambios tiene como objetivo seleccionar las 

variables más importantes y cuantificar sus influencias en cada tipo de transición. La probabilidad 

de ocurrencia de un evento (D), como un cambio en la cobertura terrestre, dado un mapa binario 

que define la presencia o ausencia de un patrón geográfico (B), como un tipo de suelo, puede 

expresarse mediante el condicional o probabilidad posterior. Esto se determina midiendo el 

número de ocurrencias de (D) generalmente, el número de celdas (D) en un mapa raster se cruza 

con el patrón binario (Medina & Vallejo, 2020), como se muestra en la siguiente ecuación: 
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(16) 

Y la fracción de área ocupada por (B) con respecto al total del área de estudio (A), así:  

 
ὖὄ

ὄ

ὃ
 

(17) 

Para modelar fenómenos de transición, en donde (D) corresponde a un cambio de la clase i a la 

clase j, como la deforestación es necesario introducir algunos elementos adicionales a las 

ecuaciones anteriores. Primero, en lugar de que el área total de estudio este ocupada por la clase 

(i) antes de que se realicen los cambios de i a j, por ejemplo, la antigua área de bosque, ya que la 

deforestación solo puede ocurrir en un paisaje boscoso. Segundo, cuando nos enfocamos en 

determinar la influencia de un conjunto de patrones espaciales en una transición modelada, 

podemos asumir que P{D} es igual a 1. Partiendo del hecho que la probabilidad previa de una 

transición es equivalente a su tasa de transición, es decir, usando el ejemplo de deforestación, la 

tasa neta de deforestación calculada dividiendo el número de celdas de deforestación por la 

cantidad de celdas forestales antes de la deforestación como se cita en (Medina & Vallejo, 2020). 

Teniendo en cuenta lo anterior, si se reemplazan los radios de probabilidad por: 

 
ὖ

Ὀȿὄ

ρ ὖὈȿὄ
 (18) 

Nos lleva a que la post-probabilidad de transición i a j, está dada por una combinación particular 

de patrones espaciales para una determinada localización (x, y), así: 

 
ὖὭO ὮȿὄẔὅẔὈẔȣẔὔ

Ὡ

ρ Ὡ
 

(19) 

Esta ecuación hace que el uso del análisis de superposición sea muy conveniente para derivar 

mapas de favorabilidad para una transición de i a j. De hecho, el método de Pesos de evidencia se 

implementa fácilmente mediante mapas de tabulación cruzada, considerando que cada ubicación 

(x, y) representa un conjunto único de clases de mapas de entrada superpuestas. (Medina & Vallejo, 

2020). 
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6.4.4 Análisis de Correlación. 

El análisis de la autocorrelación espacial permite descubrir si se cumple la hipótesis de que una 

variable tiene una distribución aleatoria o si, por el contrario, existe una asociación significativa 

de valores similares o no similares entre zonas vecinas. Expresado, en otros términos; se trata de 

analizar si la distribución de las variables muestra la configuración espacial de las unidades sobre 

las cuales se observa, o si por el contrario esta distribución es independiente de dónde se realiza. 

La autocorrelación espacial puede ser definida como el fenómeno por el cual la similitud locacional 

(observaciones próximas espacialmente) se une con la similitud de valores. Así, valores altos o 

bajos de una variable aleatoria tienden a agruparse en el espacio (autocorrelación espacial 

positiva), o bien se sitúan en localizaciones rodeadas de unidades vecinas con valores disímiles 

(autocorrelación espacial negativa) (Martori, Hoberg, & Madariaga, 2008). 

Al considerar las ventajas de los pesos de evidencia sobre otros métodos estadísticos, como el 

logístico o la regresión lineal, se puede mencionar que no está restringido por los supuestos clásicos 

de los métodos paramétricos (Vallejo, 2020). El único supuesto que se debe hacer es que los mapas 

predictivos son espacialmente independientes, que se pueden probar utilizando pruebas por pares 

para los mapas categóricos, como el Coeficiente de Cramer, el Coeficiente de Contingencia y la 

Incertidumbre de la Información Conjunta (Bonham-Carter, 1994, como se citó en Vallejo 

Arévalo, 2020). 

6.4.4.1 Índice V de Cramer. 

Permite encontrar una asociación, pero no causalidad entre las variables. Es una medida 

simétrica que se utiliza para medir la intensidad que puede haber entre dos o más variables según 

la escala nominal. El coeficiente de V de Cramer se lo escoge cuando los valores son medidas 

independientes, según el tamaño de la muestra de los cuales da valores simétricos, y la 

interrelacionada entre dos variables de los que se pueden tomar 2 valores posibles. (Valencia, 

Arias, & Rodriguez, 2014) 

La interpretación del coeficiente de V de Cramer es la siguiente: 

ü Asociación baja: V de Cramer Ò 0.3 

ü Asociación media: 0.3 Ò V de Cramer Ò 0.6 



40 

 

   

 

ü Asociación alta: V de Cramer Ó 0.6. 

El cálculo del índice V de Cramer se lleva a cabo por medio de la siguiente fórmula: (Betancourt 

& Cavides, 2018)  

 

ὠ  
ὼ   

ὲὯ ρ
 

(20) 

6.4.4.2 Coeficiente de contingencia de Pearson. 

La medida de asociación lineal entre dos variables cuantitativas (discretas o continuas): X e Y. 

El coeficiente de correlación entre las variables aleatorias X e Y se escribe así: 

 
”

ὅὢȟὣ

ὠὢὠὣ
 (21) 

Se cumplen las siguientes propiedades: 

ü Las variables X e Y aleatorias independientes se encuentran entre -1 y 1. 

ü Si X e Y son variables aleatorias independientes, su coeficiente de correlación es cero. 

(Pearson, 1986). 

 

6.5 Materiales y métodos 

6.5.1 Software utilizado. 

El desarrollo del proyecto se lleva a cabo en gran medida por medio del uso de software libre, 

como lo es. 

6.5.1.1 SNAP 8.00 

Brockmann Consult, SkyWatch y CS están desarrollando una arquitectura común para todas las 

cajas de herramientas Sentinel, llamada Plataforma de aplicaciones Sentinel (SNAP). 

La arquitectura SNAP es ideal para el procesamiento y análisis de Observación de la Tierra 

debido a las siguientes innovaciones tecnológicas: Extensibilidad, Portabilidad, Plataforma de 

cliente rico modular, Abstracción de datos EO genéricos, Gestión de memoria en mosaico y un 

Marco de procesamiento de gráficos. (SNAP ESA, 2018) 
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6.5.1.2 QGIS 3.16.1 

QGIS es un software para el manejo de Sistemas de Información Geográfica (SIG) de Código 

Abierto licenciado bajo GNU - General Public License. QGIS es un proyecto oficial de Open 

Source Geospatial Foundation (OSGeo). Corre sobre Linux, Unix, Mac OSX, Windows y Android 

y soporta numerosos formatos y funcionalidades de datos vector, datos raster y bases de datos. 

Quantum GIS (QGIS , 2020). 

6.5.1.3 R 3.5.3 

R es un lenguaje y entorno para computación estadística y gráficos. Es un proyecto GNU que 

es similar al lenguaje S y al entorno que fue desarrollado en los Laboratorios Bell (anteriormente 

AT&T, ahora Lucent Technologies) por John Chambers y sus colegas. R puede considerarse como 

una implementación diferente de S. Hay algunas diferencias importantes, pero gran parte del 

código escrito para S se ejecuta sin modificaciones bajo R.  

R proporciona una amplia variedad de técnicas estadísticas (modelos lineales y no lineales, 

pruebas estadísticas clásicas, análisis de series temporales, clasificación, agrupamiento, etc.) y 

gráficas, y es altamente extensible. El lenguaje S es a menudo el vehículo de elección para la 

investigación en metodología estadística, y R proporciona una ruta de código abierto para 

participar en esa actividad. R está disponible como software libre bajo los términos de la Free 

Software Foundation ós Licencia P¼blica General de GNU en forma de c·digo fuente. Compila y 

se ejecuta en una amplia variedad de plataformas UNIX y sistemas similares (incluidos FreeBSD 

y Linux), Windows y MacOS. (R PROJECT , s.f.) 

6.5.1.4 DINAMICA EGO 5 

Como herramienta gratuita desarrollada en la universidad de Minas Gerais en Brasil, la cual 

opera sobre una plataforma basada en lenguaje de programación C++ y Java, representando el 

paisaje como un arreglo de celdas que interactúan en una cierta vecindad. Este software brinda 

soporte para el modelamiento de cambio en la cobertura y uso del suelo mediante un análisis 

multitemporal o multicriterio e incluso modelos de proyección econométrica que permite predecir 

tasas de deforestación basada en el contexto socioeconómico de los municipios, según lo recogido 

y una explicación de su funcionamiento de (Espinosa, 2016). 
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Dinamica EGO es una plataforma de modelado ambiental de uso libre que permite el diseño un 

sinfín de modelos, desde elaboraciones sencillas hasta modelos mucho más complejos que 

involucran características espacio-temporales. (Medina & Vallejo, 2020). 

6.5.1.5 ERDAS IMAGINE 2016 

Los profesionales de la imagen geográfica necesitan procesar grandes cantidades de datos 

geoespaciales todos los días, a menudo confiando en software diseñado para otros fines y 

aplicaciones complementarias que crean casi tantos problemas como resuelven. ERDAS 

IMAGINE ahorra tiempo y aprovecha las inversiones en datos existentes, mejora las capacidades 

de análisis de imágenes. 

ERDAS IMAGINE proporciona valor real, consolidando la teledetección, la fotogrametría, el 

análisis LiDAR, el análisis básico de vectores y el procesamiento de radar en un solo producto. 

(Afiliadas., 2021). 

6.5.2 Imágenes utilizadas. 

Las imágenes utilizadas fueron adquiridas de manera libre y se encuentran disponibles para 

descarga en las diferentes plataformas. 

6.5.2.1 Imágenes ópticas  

Obtenidas a través del USGS Earth Explorer (Servicio geológico de Estados unidos pos sus 

siglas en inglés) gracia a esta plataforma brinda imágenes de manera gratuita del programa Landsat 

8 con su sensor incorporado OLI y el sensor térmico infrarrojo TIRS. 

Las imágenes adquiridas contienen un nivel de procesamiento 1TP (Precision and terrain 

correction). el cuál lleva una corrección geométrica obtenida con puntos de control en tierra 

además de una corrección topográfica aplicada con un modelo de elevación digital DEM. (USGS, 

2017). Para la selección de las imágenes se consideran los municipios de interés y a través de una 

selección de la grilla Path ï Row de cobertura de las imágenes se establecen las correspondientes 

a 7 ï 59 y 7 ï 60 como se aprecia en la Ilustración 2. 
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Ilustración 2. Cobertura imágenes Landsat 

fuente: Elaboración propia con shapefiles del USGS (Landsat World Reference System) 

Las imágenes obtenidas para el desarrollo de este documento tienen las siguientes fechas: 

ü 2014: 31 de marzo de 2014. 

ü 2015: 9 de agosto de 2015. 

ü 2016: 1 de febrero de 2016. 

ü 2017: 19 de febrero de 2017. 

ü 2018: 28 de septiembre de 2017. 

ü 2019: 25 de febrero de 2019. 

ü 2020: 27 de enero de 2020. 

La diferencia de fechas entre años, se debe a la dificultad para obtención desde la plataforma 

de la USGS, ya que por condiciones climáticas y sobre todo la cantidad de nubes hizo imposible 

la obtención de imágenes con fechas similares entre años. 

6.5.2.2 Imágenes de radar  

Las imágenes SAR fueron obtenidas mediante la plataforma de la ASF (Alaska Satellite 

Facility) la cual brinda imágenes de diferentes programas como ERS, RADARSAT 1, Alos Palsar, 

entre otros. Para este proyecto se realiza a través del sistema Sentinel 1 disponible desde el año 

2014.  
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Las imágenes obtenidas en dirección ascendente y modo de adquisición IW presentan las 

siguientes particularidades; para los años 2015 y 2016 corresponden al programa Sentinel 1A con 

producto de nivel 1 SLC (Single Look Complex) y polarización VV, georreferenciados por datos 

de orbita los cuales conservan información de la fase y procesado con el espaciado natural de 

píxeles, por otra parte que para las imágenes del 2017 al 2020 se obtuvieron del programa Sentinel 

1B disponible el producto de nivel 1 SLC, pero adicional el producto de nuestro interés el GRD 

(Ground Range Detected) ya que contiene amplitud detectada y proyectado al rango terrestre 

utilizando un modelo de elipsoide, con pixeles de resolución espacial aproximadamente cuadrados 

y reducción de speckle, disponible en polarización dual VV + VH. European Space Agency (ESA, 

2013).  

Las imágenes obtenidas tienen las siguientes fechas: 

ü 2015: 23 de agosto de 2015. 

ü 2016: 7 de febrero de 2016. 

ü 2017: 14 de enero de 2017. 

ü 2018: 6 de septiembre de 2018. 

ü 2019: 21 de febrero de 2019. 

ü 2020: 11 de enero de 2020. 

Las fechas dependieron de la obtención de imágenes ópticas, por las razones ya mencionadas, 

también de la disponibilidad de descarga y fechas de captura. Se intentó la obtención de fechas lo 

más cercanas posibles entre óptico y radar pensando en la sinergia de imágenes posterior.  

6.5.3 Datos adquiridos. 

Datos tomados de la ANT (Agencia Nacional de Tierras) sobre resguardos indígenas en la zona 

de estudio junto con el monitoreo territorial de la ONIC (Organización nacional de indígenas de 

Colombia) para complementar esta información, datos de Parques Nacionales Naturales de 

Colombia, SINCHI (Instituto de Investigación Científica del Amazonas) y SIATAC (Sistema de 

Información Ambiental Territorial de la Amazonia Colombiana) como apoyo en información y 

datos estadísticos, geográficos y espaciales de la amazonia colombiana.  
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V (SIATAC, 2021): Información propia de la amazonia colombiana con datos sobre 

áreas y coberturas clasificadas por metodología Corine Land Cover a escala 

1:100.000 y en particular se utilizan las correspondientes a los años 2014, 2016 y 

2018. 

V (ONIC, 2021): Monitoreo e información sobre comunidades indígenas en la zona 

de estudio. 

V (SINCHI, 2021): Complemento del SIATAC en información económica, social, 

espacial y ambiental de la amazonia colombiana. 

V (PNN, 2021): Información espacial y territorial sobre los parques nacionales 

naturales que están involucrados en la zona de estudio. 

V (ANT, 2017): Información espacial y oficial de resguardos, territorios indígenas 

adjudicados a comunidades. 

6.5.3.1 Zona de estudio. 

El área de estudio como propósito para este trabajo corresponde a la zona comprendida por los 

departamentos de Caquetá (norte), Guaviare (occidente) y Meta (Sur occidente), como se muestra 

en la Ilustración 3; ya que según datos que presenta el IDEAM para el monitoreo de la 

deforestación al año 2017. Dichos departamentos corresponden aquellos que han presentado casi 

toda la afectación en la región amazónica. Específicamente, los municipios que son cubiertos 

parcialmente por las imágenes obtenidas corresponden a Meta: La Macarena; Caquetá: San 

Vicente del Caguán, Cartagena del Chairá, Solano; Guaviare: San José del Guaviare, Calamar. 

Dichos municipios representan más del 45% de la deforestación a nivel nacional. (IDEAM, 2017). 

Se encuentran parcialmente los Parques Nacionales Naturales Tinigua y Sierra de La Macarena 

(primero y segundo con mayor deforestación a nivel nacional) y la Serranía de Chiribiquete. 

También se cuenta con la presencia de resguardos indígenas que en general demuestran efectividad 

en conservación de bosques naturales, se tiene la presencia de los resguardos Llanos del Yarí - 

Yaguará II del pueblo Pijao y Witora del pueblo Witoto, sin embargo, Yaguará II es el segundo 

resguardo con mayor afectación de su territorio. (IDEAM, 2017). 
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Las principales causas de la deforestación son cultivos (plátano, yuca y maíz amarillo), cultivos 

de uso ilícito, infraestructura de transporte, extracción de madera, praderización y ganadería 

extensiva; estas dos últimas con mayor influencia en la zona. (IDEAM, 2017). 

 

Ilustración 3. Zona de estudio 

 fuente: Elaboración propia con shapefiles del marco geoestadístico nacional 
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7 METODOLOGÍA  

 

La Ilustración 4 muestra la metodología desarrollada la cual se divide inicialmente por las 

clasificaciones supervisadas con las imágenes satelitales que deben ser procesadas 

diferencialmente entre imágenes ópticas, radar y su sinergia; mientras que para el modelo se 

procesa la información según lo establecido por un modelo autómata celular basado en pesos de 

evidencia. Para el objetivo 2 se evalúan las clasificaciones obtenidas y se establecen los mejores 

resultados que serán insumo del modelo, el modelo es evaluado por funciones de decaimiento 

constante y comparación directa de lo simulado con las clasificaciones obtenidas. Finalmente, el 

objetivo 3 valida las clasificaciones obtenidas que serán insumo para el modelo por medio de 

información de la zona y el modelo se valida por medio de otra simulación no calibrada 

originalmente. Para obtener así mapas que reflejen lo deforestado en los últimos años, además de 

obtener un mapa de vulnerabilidad de la deforestación en el área al año 2030. 
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Ilustración 4. Metodología de trabajo. 

fuente: Elaboración propia. 
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7.1 Preprocesamiento  

Una vez son adquiridas las imágenes, es necesario realizar el preprocesamiento de manera 

individual entre las imágenes ópticas y radar, de manera diferenciada por tipo de datos según sus 

productos y desarrollado de la siguiente manera. 

7.1.1 Imágenes Ópticas  

Se realizó la corrección atmosférica DOS1 y la corrección radiométrica ï Conversión a 

reflectancia TOA en Qgis a cada una de las imágenes descargadas para este proyecto, por medio 

de la herramienta de preprocesamiento que se encuentra en el software, se tuvieron en cuenta las 

bandas de la 2 a la 8 para este preprocesamiento inicial en donde se aplican las correcciones 

atmosférica y radiométrica. Además, se aplicó Pansharpening, se creó juego de bandas y uso de 

sus herramientas como parámetros de entrada para realizar las correcciones ya mencionadas. 

Una vez hechas las correcciones a cada una de las imágenes, se aplicó un ñStackò o combinaci·n 

de las bandas 2 a la 7 con método de remuestreo por vecino más cercano y posteriormente una 

reproyección de un SRC proyectado UTM 18N a uno geográfico WGS 84, en este caso se usaron 

las herramientas de ñraster virtualò y reproyección de ráster que ofrece el software Qgis. 

7.1.2 Imágenes de Radar 

Se realizó el preprocesamiento de las imágenes gracias al software de SNAP y las herramientas 

que este ofrece. 

Para los años 2015 y 2016 obtenidas del programa Sentinel 1A, presentan un producto tipo 

SLC, por lo que en el pre procesamiento se debe realizar la conversión de SLC a GRD para estos 

años. Al realizar este proceso, el programa SNAP permite definir todos los parámetros de 

calibración radiométrica y además de la reducción de Speckle con el filtro ñRefined Lee de 7x7ò 

en la herramienta Sentinel 1 Tops. 

Por otra parte, las imágenes de 2017 al 2020 fueron obtenidas por el programa Sentinel 1B el 

cuál dispone para su descarga el tipo de producto GRD y polarización dual. Se realizaron 2 tipos 

de corrección para las imágenes de radar en el software SNAP, iniciando por la calibración 

radiométrica con los parámetros definidos por el programa teniendo como banda de salida Sigma 

Band 0 y seleccionando la totalidad de las bandas por imagen según correspondió. Un proceso 
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adicional en esta corrección fue la reducción de Speckle, esta reducción se realizó mediante el 

filtro ñRefined Leeò que proporciona el software SNAP en su herramienta de reducción de Speckle 

con un tamaño de ventana definido de 7x7 pixeles teniendo en cuenta un valor umbral de borde 

(5000) en donde a partir del umbral aplica el filtro o no. Este filtro ayuda a la identificación de 

bordes y diferenciación de zonas de acuerdo a su geometría, se aplicó para cada banda de todas las 

imágenes.  

La calibración geométrica para todos los años se realizó por medio de la herramienta ñRange-

Doppler Terrain Correctionò siendo esta la calibración predefinida para terreno propuesta por el 

programa SNAP, definiendo una proyección WGS 84, modelo de elevación digital SRTM 3Sec, 

el método de remuestreo DEM seleccionado fue interpolación bilineal, el método de remuestreo 

de imagen utilizado fue interpolación bilineal y se seleccionó la opción ñNo tener en cuenta áreas 

sin informaciónò. Posterior a este proceso, los productos resultantes se transformaron con la opción 

Linear to/from dB que transforma los datos a una escala logarítmica, este paso es recomendado 

por la ayuda de SNAP para la correcta visualización de la información en análisis temporales o 

series de tiempo.  

7.1.3 Mosaico y recorte zona de estudio 

Una vez terminados los procesos de correcciones correspondientes, tanto para imágenes ópticas 

como de radar, se realizaron los mosaicos para unir las diferentes escenas que recubren las 

imágenes obtenidas en ambos tipos de imagen y utilizando las opciones que ofrecen tanto Qgis, 

para imágenes ópticas, como SNAP para imágenes de radar; y así poder obtener una sola imagen 

por año en donde se cubra la mayor cantidad de área y los municipios planteados en este proyecto. 

Posteriormente se transformaron las imágenes de tipo ráster a vector para poder realizar una 

intersección entre estas y determinar el área en común en los diferentes tipos de imagen y así 

determinar la zona final de estudio. Con el shapefile resultante de esta intersección fue posible, 

por medio de herramientas propias de cada software, en corte ráster a partir de máscaras y 

conservando toda la resolución de entrada se obtuvo la zona de estudio con la cual se harán los 

procesamientos posteriores como se observa el recuadro rojo en la Ilustración 3 la cual se trata de 

un área de 5ô172.005,682 hectáreas que cubre parcialmente los 6 municipios. 
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7.2 Procesamiento. 

Luego de obtener las correcciones de los productos, se procede a definir las bandas que serán 

de utilidad para discriminar las coberturas de la zona y que además permiten obtener cálculos 

apropiados para el modelo ñRandom Forestò que permita realizar las clasificaciones supervisadas. 

7.2.1 RGB. 

La combinación de bandas 4,3,2 en las imágenes ópticas son aquella que muestra el color 

verdadero RGB y esta combinación se realiza por medio de herramienta predeterminada en Qgis 

en selección de bandas. 

7.2.2 OIF 

Se realiza el cálculo del factor de índice óptimo encontrando la combinación con mejores 

resultados obtuvo la combinación de: Infrarrojo cercano (NIR), Infrarrojo de onda corta 1 (SWIR1) 

y de visible Azul. (5,6,2) de Landsat 8 para esta zona. 

7.2.3 Índices espectrales. 

Se tuvieron en cuenta los índices espectrales de vegetación que más favorecen al estudio en 

curso teniendo en cuenta que se estudiarán zonas vegetativas, quemas, cultivos y cambio de uso 

del suelo, dentro de los enmarcados en el marco teórico se tuvieron en cuenta los índices: 

ü NDVI: Contenido de vegetación y vegetación saludable. 

ü AVI : Monitorea las variaciones de cultivos y bosques a lo largo del tiempo. 

ü NBRI: Detecta áreas quemadas y monitorea la recuperación del ecosistema. 

ü BSI: Índice de suelo desnudo, cuantifica la composición mineral del suelo y presencia 

de vegetación.  

ü EVI: Cuantifica el verdor de la vegetación, corrige algunas condiciones atmosféricas y 

es más sensible en áreas con vegetación densa. 

Para cada índice se tuvo en cuenta la matemática correspondiente de bandas, el proceso se 

realizó por medio la calculadora ráster del programa Qgis y se obtuvieron 5 diferentes imágenes 

tipo ñGeoTIFFò, uno por cada índice para cada año. 
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La obtención de índices espectrales en imágenes multiespectrales permite la identificación de 

las diferentes tipos de coberturas y en particular para la vegetación analizada en este trabajo es 

indispensable la relación espectral de la cobertura con bandas de infrarrojo, cada uno de los índices 

aporta al estudio realizado como por ejemplo en la Ilustración 5 los índices AVI, BSI y NBRI para 

el monitoreo de cultivos, suelo desnudo e identificación de áreas quemadas respectivamente. 

    
a) AVI                              b) BSI    c) NBRI 

Ilustración 5. Índices Espectrales. 

7.2.4 Texturas para imágenes de radar. 

En los análisis de texturas, no existen indicadores puntuales para la selección de métodos de 

análisis de texturas que puedan orientar la selección de alguno para el análisis de vegetación o 

deforestación, es por esto, que se realizaron todas las texturas disponibles en el software SNAP 

por medio de ñGrey Level Co-occurrence Matrixò (GLCM) con un tamaño de ventana de 7x7, 

incluyendo todos los ángulos, con cuantificador probabilístico, 32 niveles cuantificadores, un 

desplazamiento de 4, un número de valor de dato de -999.0 como parámetros de entrada; para así 

mismo poder definir cuáles son las más convenientes para el estudio que se realiza definidas 

visualmente. Finalmente, los algoritmos que se escogieron para el análisis de texturas son: 

ü GLCM Correlation. 

ü GLCM Mean. 

ü GLCM Variance. 

ü Energy. 

ü Homogeneity. 
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7.2.5 Sinergismo 

Se tomaron las imágenes procesadas y recortadas ópticas junto con las imágenes de radar 

recortadas y procesadas a formato ñGeoTIFFò. Posteriormente, se realizó una reproyección por 

separado de las imágenes ópticas y las imágenes de radar a coordenadas proyectadas WGS 84 

UTM zona 18N, Sistema de Referencia espacial 32618, este proceso con ambas imágenes se llevó 

a cabo en el software Qgis.  

En el software ERDAS el conjunto de imágenes se transforma de imágenes tipo float a 8 bit. Se 

identificó el tamaño de píxel de las imágenes trabajadas, en donde las imágenes de radar tenían un 

tamaño de píxel de 9x10 metros y las Landsat de 29x29 metros; por lo que se decidió hacer un 

remuestreo para obtener imágenes finales con un tamaño de píxel de 15x15 metros tanto para las 

imágenes ópticas como de radar.  

Para poder alinear ambas im§genes, por medio de la funci·n ñLayer Stackò se realiza un ñIntersectò 

entre las imágenes ópticas (RGB) y de radar (2015 y 2016 una sola polarización, 2017, 2018, 2019 

y 2020 ambas polarizaciones). Una vez terminado este proceso se separan las imágenes RGB y 

cada polarización de las imágenes de radar por separado.  

Finalmente, por medio de las herramientas de radar disponibles en ERDAS IMAGINE 2014 se 

cuenta con la funci·n ñSensor Mergeò y así fusionar una imagen a color con una pancromática. 

Se realiza el sinergismo de imágenes con método IHS, el cual consiste en transformar la imagen 

multiespectral a este modelo de color; para la técnica de remuestreo se utiliza convolución cúbica; 

para la sustitución de IHS selecciona intensidad debido a que es ella quien conserva la riqueza 

espacial quien será reemplazado por la resolución que brinda la imagen SAR y así se mantendrá 

parte de la riqueza espectral. 

El resultado de este proceso son imágenes fusionadas entre imágenes SAR e imágenes ópticas para 

los años 2015 al 2020 de manera similar a la observado en Ilustración 6, cabe aclarar que las zonas 

con tonalidad magenta en la sinergia se deben a que la imagen original multiespectral presenta 

nubosidad en estas áreas.  
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Ilustración 6. Sinergismos finales periodo 2015-2020. 

En la Ilustración 7 es posible observar la diferencia de tonalidades entre la composición de 

verdadero color y su resultado tras el sinergismo con una imagen pancromática. Tras la sinergia es 

posible diferenciar entre las diferentes coberturas con mayor facilidad a una imagen SAR original, 

la imagen SAR aporta a la multiespectral riqueza espacial resaltando por ejemplo la manera que 

bordea los cultivos o zonas de pastoreo y demarcación de los ríos en la zona. Sin embargo, la 

diferencia temporal entre la captura de las imágenes es un factor importante a tener en cuenta para 

un análisis, puesto que como se mencionó en la descripción de los insumos cada imagen tiene 

diferencias temporales en donde el uso del suelo pudo cambiar entre imágenes. 
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Ilustración 7. Comparación Multiespectral ï Sinergismo. 

7.3 Clasificación de Coberturas. 

A continuación, se explica detalladamente la extensa metodología implementada para la 

correcta identificación de las diferentes clases a analizar y de esta manera realizar una adecuada 

clasificación automatizada de las imágenes obtenidas para cada uno de los sensores, junto a su 

sinergia y para cada uno de los 6 años en su posterior análisis temporal.  

7.3.1 Clases identificadas según metodología Corine Land Cover Colombia. 

A partir de trabajos realizados por instituciones como SINCHI a través del SIAT-AC para la 

amazonia es posible encontrar información previa que es de utilidad para este documento y que 

serán de gran ayuda para validar los resultados, por ejemplo, algunos shapefile de uso de cobertura 

del suelo para los años 2014, 2016 y 2018 realizados por estas instituciones y los cuáles son de 

acceso público. Una vez obtenidos los mapas de uso de cobertura mencionados anteriormente, se 

identificó la zona de estudio y se realizó un recorte que permitiera identificar las coberturas en los 

años 2016 y 2018 en la zona, las clases obtenidas a nivel 2 son las siguientes: 

ü 1.1 Zonas urbanizadas. 

ü 2.3 Pastos. 

ü 2.4 Áreas agrícolas heterogéneas. 

ü 3.1 Bosque. 

ü 3.2 Áreas con vegetación herbácea y/o arbustiva. 

ü 3.3 Áreas abiertas, sin o con poca vegetación. 
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ü 4.1 Áreas húmedas continentales. 

ü 5.1 Aguas continentales. 

Adicionalmente, se tuvo en cuenta la clase Nubes y Sombras, ya que ocupan gran parte de las 

imágenes ópticas, y excluyendo estas clases para la clasificación en imágenes de radar y sinergia. 

7.3.2 Áreas de entrenamiento. 

Antes de realizar la clasificación supervisada por el método de ñRandom Forestò, se deben 

definir las áreas de entrenamiento y la cantidad de puntos adecuados a utilizar; de acuerdo a lo 

establecido en el marco teórico (Sección 6.2.5.1), siguiendo una distribución multinomial se 

establece el número mínimo de datos de entrenamiento con un nivel de confianza del 95% para 8 

clases y dependiendo del área promedio que ocupa cada clase dentro de la imagen. 

Se basa en el porcentaje de área del shapefile cobertura de SINCHI para el 2016 y 2018 

obteniendo porcentajes muy similares; por lo tanto, se establece que el número mínimo de puntos 

es de 387 y repartidos proporcionalmente (Tabla 2). 

Ya que numéricamente algunas clases por su porcentaje de área dentro de la imagen no obtienen 

suficientes puntos de entrenamiento o equivalen a 0 y con el fin de no alterar el total de los mismos, 

ya que es resultado de un cálculo mencionado anteriormente, se decidió repartir 70 de los puntos 

de entrenamiento de la clase 31 (Bosque) puesto que esta ocupa la mayor parte del área de la 

imagen y es posible hacer esta reducción. Estos 70 puntos de control se reparten de manera 

equitativa entre las demás clases. 

Tabla 2. Cálculo de áreas de entrenamiento por clase. 

Clase COD_CLC AREA_HEC Porcentaje Cantidad Puntos 

1 11 226,773122 0,00438463 10 

2 23 259346,932 5,01443634 29 

3 24 55097,0773 1,06529421 14 

4 31 4394503,82 84,9671113 259 

5 32 368072,277 7,11662554 38 

6 33 63030,5244 1,21868629 15 

7 41 1485,04238 0,02871308 10 

8 51 30243,231 0,5847486 12 

Nota: Elaboración propia. 
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Además, se agregaron entre 10 - 20 puntos de entrenamiento para las coberturas de nubes y 

sombras de acuerdo a su porcentaje de nubosidad como afectación innata del sensor óptico; pero 

retirados para clasificación con imágenes SAR y el sinergismo.  

7.3.3 Clasificación supervisada Random Forest. 

El método de clasificación por ñRandom Forestò según antecedentes consultados obtiene muy 

buenos resultados a diferencia de los clasificadores tradicionales y además en un tiempo 

relativamente corto, para este proyecto fue posible realizar esta metodología de clasificación a 

través de la librería disponible en el software de R el cual permite la lectura de archivos con 

información geográfica. 

Como una opción, se considera la herramienta que el software de SNAP contiene para realizar la 

clasificación Random Forest. Sin embargo, Los resultados obtenidos tanto numéricamente como 

visualmente no son muy satisfactorios ya que tiene en cuenta algunos errores como valores sin 

dato y el tiempo que toma realizar este proceso es demasiado largo (más de 12 horas), por lo que 

finalmente se utiliza el software R. 

7.3.3.1 Código de R 

A través del software de R versión 3.5.3 y el editor de RStudio se desarrolló un Script de código 

que de manera sencilla y ágil que permite leer los archivos de datos geográficos como imágenes 

ráster y vectoriales tipo shapefile. Extrae estos datos y permite procesarlos como en este caso 

clasificar una imagen a partir de puntos de entrenamiento Shapefile. 

En primer lugar, los paquetes utilizados son óSPô ñClasses and Methods for Spatial Dataò 

versión 1.4 -1 el cual es un paquete muy utilizado para trabajar con datos espaciales y se 

complementa con el paquete óRÁSTERô ñGeographic data Analysis and modelingò versión 3.0 -

12, el cual permite la lectura, escritura, manipulación, análisis y modelado de datos espaciales 

raster soportando archivos muy grandes.  

Finalmente, el paquete óRandom Forestô ñBreiman and Cutler's Random Forests for 

Classification and Regressionò.  (Cutler & Breiman, 2018). Paquete de R basado en (Breiman, 

2001). El cual permite realizar la clasificación supervisada a partir de una regresión como se 

observa más adelante.  



58 

 

   

 

Una vez instalados los paquetes y las librerías, se deben cargar los archivos que contienen la 

información espacial, para ráster mediante la funci·n óStackô. Para los archivos shapefile se debe 

cargar por separado los puntos de entrenamiento ñROIò (Region Of Interest) y los archivos de 

prueba que permitirá hacer la validación cruzada por matrices de confusión, exactitud global e 

índice Kappa; estos archivos de prueba fueron extraídos de la identificación de coberturas y 

representan el 25% de puntos por cada clase calculados en la sección 7.3.2. 

En la Ilustración 8 se puede observar esta primera parte del proceso ya descrito y como se 

manejó en el software R versión 3.5.3. 

A trav®s de la funci·n óExtractô se obtienen los valores del r§ster por cada banda en la ubicaci·n 

del punto de entrenamiento, estos valores deben ser guardados en una tabla junto a la clase de 

cobertura a la cual representa, como se muestra en la Ilustración 9. 

 

Ilustración 8. Código R (1) 

Fuente: Elaboración propia 

A continuación (Ilustración 9), se realiza el modelo por Random Forest como variable 

dependiente la clase de cobertura y las variables explicativas serán los valores por cada banda del 

ráster ingresado; los árboles de decisión se establecen debido a que un número mayor produce 

modelos más estables y con mayores estimaciones, asegurando que cada clase ha sido calculada 

varias veces, sin embargo, a mayor es el número de árboles de decisión requiere una mayor 

memoria del hardware y un mayor tiempo. Tras probar varias veces el número con el cual se 
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encontró estabilidad fue de 200 árboles de decisión ya que se obtuvieron buenos resultados y a 

mayores valores no parecían haber mejoras notables en la clasificación.  

A trav®s de la funci·n óPredictô se obtienen predicciones con base al modelo calculado con qué 

clase de cobertura se clasificaría cada punto de los escogidos como prueba (ajenos al entrenamiento 

realizado). Con estas predicciones y las clases originales de la prueba se obtiene una matriz de 

confusión a partir de esta matriz se realiza el cálculo de las diferentes exactitudes.  

 

Ilustración 9. Código R (2) 

Fuente: Elaboración propia 

Como se observa en la Ilustración 10. Las filas representan la clase original con la que fue 

identificada visualmente, mientras las columnas son el resultado de la clase con la cual se clasifica 

el mismo pixel. Estos resultados serán analizados más adelante junto a las diferentes exactitudes y 

índice Kappa obtenidos.  
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Ilustración 10. Matriz de Confusión en R. 

Fuente: Elaboración propia 

Finalmente, óBegin Clusterô identifica el n¼mero de n¼cleos disponibles del hardware utilizado 

y los utiliza para a trav®s de la funci·n óClusterRô que predice y calcula pixel por pixel de un ráster 

a la clase a la cual pertenece según el modelo calculado de Random Forest. Este proceso es el de 

mayor duración en tiempo y dependerá del número de núcleos y memoria disponible en el 

Hardware (Ilustración 9). 

7.3.3.2 Conjunto de bandas a clasificar. 

Para las imágenes ópticas de Landsat 8 se realizaron algunos ñStackò en el software Qgis, entre 

los cuales están: 

ü Bandas de la imagen (2 a la 7) y los índices espectrales de vegetación. 

ü Stack de bandas 2 a la 7.  

ü Stack de la combinación RGB (Bandas 4, 3, 2) y los índices espectrales de vegetación. 

Para las imágenes de Radar Sentinel 1 tambi®n se tuvo en cuenta un ñStackò el cual se hizo en el 

software Snap inicialmente, obteniendo las siguientes bandas a clasificar:  

ü Banda VV y sus 5 texturas planteadas. 

ü Banda VH y sus 5 texturas planteadas. 

Finalmente, para el sinergismo hecho entre las imágenes ópticas y de radar se consideraron los 

siguientes conjuntos de bandas a clasificar: 
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ü Bandas RGB fusionadas con la imagen intensidad polarizada VV. 

ü Bandas RGB fusionadas con la imagen intensidad polarizada VH.  

ü Unión de las dos fusiones de polarizadas con las bandas RGB. 

Cabe recordar que los conjuntos de bandas para la clasificación de radar y sinergismo en los años 

2015 y 2016 solo cuenta con la primera opción cada una por contar únicamente con polarización 

VV.  

7.4 Análisis de Clasificaciones obtenidas por sensor 

A continuación, se presentan los resultados numéricos del Índice Kappa y la exactitud global, 

obtenidas de la validación cruzada de cada una de las clasificaciones que se hizo por tipo de sensor 

y año como se detalló en la sección anterior; para finalmente mostrar la imagen final con los 

mejores resultados y su respectivo análisis en conjunto de la matriz de confusión que dio como 

resultado estas exactitudes cuantitativas. 

Para determinar la calidad de los resultados se tuvieron en cuenta la matriz de confusión, el 

índice Kappa, la exactitud global, los errores por comisión y omisión. Ya que a partir de estos 

análisis es posible determinar los porcentajes de error cometidos por el usuario, los que no son de 

usuario y permiten explicar de una mejor manera cada uno de los resultados obtenidos.  

Es por esto que una vez se obtiene la matriz de confusión, se analizan la exactitud del productor, 

la exactitud del usuario, la exactitud global de cada clasificación y finalmente el índice Kappa, con 

lo cual se puede argumentar este último de una manera más detallada, como se muestra en la 

sección de resultados.  

7.4.1 Análisis de clasificación sensor óptico. 

Se presentan los resultados del porcentaje de acuerdo (Tabla 3) e índice Kappa (Tabla 4) las 

diferentes combinaciones presentan resultados cuantitativos muy similares con diferencias 

menores a un 1% en su estadístico de Kappa, entre ellas y visualmente estas diferencias son 

imperceptibles por lo que cualquiera de ellas garantiza un excelente resultado. de la clasificación 

de Landsat 8 con su sensor OLI, como concordancia de los resultados obtenidos por ñRandom 

Forestò respecto a lo identificado en terreno por métodos indirectos. 



62 

 

   

 

Para las clasificaciones con las diferentes combinaciones de Landsat 8 se obtiene una exactitud 

global por encima de un 80%; entre las 3 combinaciones para cada año no equidistan en más de 

un 3% por lo cual se registra homogeneidad cuantitativa entre las diferentes combinaciones.  

 

Tabla 3. Resultados % de exactitud global - Landsat 8. 

 2015 2016 2017 2018 2019 2020 Promedio 

Bandas 2 a 7 80,19 82,00 89,22 82,24 87,13 86,67 84,57 

Bandas 2 a 7 + 

Índices de vegetación 
83,02 80,00 89,22 85,05 87,13 85,85 85,04 

RGB + Índices de 

vegetación 
81,13 79,00 88,24 85,98 86,14 84,91 84,23 

       84,6 

Como se observa en la tabla anterior, las diferentes combinaciones presentan resultados 

cuantitativos muy similares con diferencias menores a un 1% en su estadístico de Kappa, entre 

ellas y visualmente estas diferencias son imperceptibles por lo que cualquiera de ellas garantiza un 

excelente resultado. 

Tabla 4. Resultados % índice Kappa - Landsat 8. 

 2015 2016 2017 2018 2019 2020 Promedio 

Bandas 2 a 7 65,09 65,41 80,25 70,91 76,05 77,03 72,46 

Bandas 2 a 7 + Índices 

de vegetación 
69,62 62,41 80,88 76,06 76,05 76,14 73,53 

RGB + Índices de  

vegetación 

66,54 60,08 78,92 77,56 74,46 74,51 72,01 

       72,67 

Recordando que para estas imágenes se generaron puntos de entrenamiento para la clase de 

nubes y otra de sombras. Algunos años se vieron fuertemente afectados en su análisis cuantitativo 

por la alta presencia de nubes en estas imágenes como lo ocurrido con los resultados de los años 
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2015 y 2018; en el caso de la imagen de 2016 parece presentar perturbaciones atmosféricas, donde 

a pesar de las correcciones realizadas y baja nubosidad de la imagen, presenta alteraciones en su 

reflectancia, esto se refleja en mayor medida por el índice Kappa, mientras que al revisar las 

diferentes matrices de confusión, dan por cierto que la exactitud individual de las clases presenta 

una alta variación entre ellas para dichos años. 

A continuación, se presenta como muestra la clasificación de la combinación de bandas 2 a 7 

con sus índices espectrales de la imagen obtenida para el año 2017 junto a la imagen original con 

una combinación en falso color 6,5,4 que permite visualmente la discriminación de las diferentes 

coberturas en la zona (Ilustración 11).  

Es evidente que las nubes y las sombras que ellas generan, traen consigo errores en la 

clasificación y contribuyen a la errónea identificación de clases diferentes a las presentadas en 

terreno, esto se presenta en la mayoría de imágenes ópticas obtenidas para la zona. 

Como se aprecia a grandes rasgos, la clasificación del software R, se ajustan a lo observado, se 

discriminan las diferentes clases de baja vegetación o la extensa cobertura de los bosques fueron 

delimitadas correctamente. También los ríos de la zona a pesar de no ser muy anchos, fueron 

cartografiados de manera correcta. Incluso se puede apreciar cómo hasta las pequeñas nubes en la 

parte inferior fueron clasificadas correctamente.  
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a) Clasificación Random Forest en R- 2017    b) Imagen falso color 6,5,4 Landsat 8 - 2017 

Ilustración 11. ClasRF ï Óptico - B 2-7 + índices. 

La matriz de confusión (Tabla 5. Matriz de confusión ï Óptico.) evidencia el índice Kappa de 

80,2% obtenido para esta clasificación y con un porcentaje de apreciación cercano al 90%, en su 

diagonal se demuestra que de 102 puntos de prueba 91 han sido clasificados correctamente. 

Encontrando así que la exactitud promedio del productor es de un 77,4% mientras el usuario es 

del 88,2%. 

Entre los errores por comisión se destaca que 5 puntos fueron clasificados como área de bosque 

cuando no lo son, esto seguramente por la gran cantidad de puntos de entrenamiento asignados a 

dicha clase. En general se presentan entre 1 y 3 puntos comisionados en las clases ñ1.1 Zonas 

urbanizadasò, ñ2.3 Pastosò, ñ3.2 Herb§ceaò, ñ3.3 Ćreas abiertas, sin o con poca vegetaci·nò.  

La clase con mayor confusión fue la clase ñ3.2 Herb§ceaò con otras clases de vegetación 

teniendo con un error por omisión de 4 puntos de control. En clases como ñ2.3 Pastosò, ñ2.4 

Ćreas agr²colas heterog®neasò, ñ3.3 Ćreas abiertas, sin o con poca vegetaci·nò, ñ4.1 Ćreas 

h¼medas continentalesò, ñ5.1 Aguas continentalesò presentan errores por omisión de 1 o máximo 

2 puntos de control.  
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Tabla 5. Matriz de confusión ï Óptico. 

 MODELO 

Roi 

 11 23 24 31 32 33 41 51 6 7 

11 3 0 0 0 0 0 0 0 0 0 

23 0 6 0 0 1 0 0 0 0 0 

24 0 0 2 2 0 0 0 0 0 0 

31 0 0 0 65 0 0 0 0 0 0 

32 0 1 0 2 5 1 0 0 0 0 

33 0 0 0 0 2 2 0 0 0 0 

41 0 0 0 1 0 0 2 0 0 0 

51 1 0 0 0 0 0 0 2 0 0 

6 0 0 0 0 0 0 0 0 2 0 

7 0 0 0 0 0 0 0 0 0 2 

 

Además de las combinaciones utilizadas en las tablas 5 y 6. Se tuvo en cuenta un análisis de 

factor de índice óptimo OIF (por sus siglas en inglés), para intentar hallar una mejor combinación 

de bandas que permitiera mejorar los resultados numéricos y visuales obtenidos. La combinación 

que mejores resultados obtuvo dentro de las analizadas fue la 5,6,2. A su vez, se tuvo en cuenta un 

análisis de los índices espectrales de vegetación involucrados anteriormente en la clasificación 

supervisada para poder analizar si alguno de estos no aportaba lo suficiente a la combinación y así 

poder obtener algunos resultados mejores sobre las imágenes. Para lograr obtener este aporte se 

clasificaron cada uno de los índices espectrales con la combinación 5,6,2 comparando los índices 

Kappa resultantes.  

Finalmente, se comprobó que el índice AVI, es el que más aporta a la clasificación y los demás 

índices tienen un aporte muy similar entre ellos, por lo que ninguno hace que se disminuya la 

calidad de resultado en mayor medida respecto a los demás. En cuanto a los resultados de la 

combinación 5,6,2 una vez se clasificó junto con los índices de vegetación, se obtuvieron 

resultados similares a los de la combinación de las bandas 2 a 7 con los índices de vegetación; Por 

tanto, se continuó trabajando sobre esta combinación inicial. 

7.4.2 Análisis de clasificación sensor r adar  

Se presentan los resultados las matrices de confusión obtenidas. Porcentaje de la exactitud 

global e índice Kappa de la clasificación. Sentinel 1A para los años 2015 y 2016 (disponible 
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únicamente polarización VV) y Sentinel 1B para los años de 2017 a 2020 como concordancia de 

los resultados obtenidos por Random Forest en el software de R. 

Tabla 6. Resultados exactitud global - Sentinel 1. 

 2015 2016 2017 2018 2019 2020 Promedio 

Polarización 

VV + Texturas 
71,87 68,36 73,46 67,67 74,22 68,68 70,7 

Polarización 

VH + Texturas 
- - 73,46 66,66 74,22 65,65 69,99 

       70,4 

Cuantitativamente se presentan resultados que a pesar de ser inferiores a los vistos 

anteriormente de Landsat 8, aún siguen siendo aceptables con una precisión por encima del 65% 

y hasta casi un 75% en su exactitud global por lo tanto visualmente se esperan resultados aún 

admisibles. Sin embargo, el índice Kappa refleja resultados bajos. 

Tabla 7. Resultados % de índice Kappa - Sentinel 1. 

 2015 2016 2017 2018 2019 2020 Promedio 

Polarización 

VV + Texturas 
37,95 28,92 38,04 23,27 46,91 36,93 35,33 

Polarización 

VH ´Texturas 
- - 37,26 21,97 46,16 27,78 33,29 

       34,59 

Si bien estas imágenes no presentan la problemática innata del sensor óptico respecto a 

presencia de nubes y la fuerte interacción atmosférica, es claro que falta el amplio espectro 

electromagnético que perciben las imágenes multiespectrales, puesto que las amplias diferencias 

entre la índice kappa y la exactitud global así lo demuestran.  

En general se debe a una exactitud de productor bastante baja para todas aquellas clases 

diferentes al bosque. En promedio el riesgo del uso de la imagen clasificada varía entre el 40 y 

70%, errores por omisión en todas las clases diferentes de Bosque y que en la mayoría de los casos 
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son comisionadas a la clase ñ3.1 Bosqueò. Es así como discriminar a este nivel de clasificación no 

resulta nada eficiente. Si se dividiera la clasificación entre ñBosqueò y ñNo Bosqueò, el índice 

Kappa podría llegar hasta un 65%, por otro lado, con esta misma agrupación la exactitud de usuario 

es mayor al 80%. 

Entre las polarizaciones de VV y VH se observa igualdad de resultados para los años 2017 y 

2019 en su porcentaje de acierto; mientras que los años 2018 y 2020 la polarización VH con sus 

respectivas texturas, presenta una leve diferencia negativa de su índice Kappa, a pesar que la 

polarización cruzada es recomendable para vegetación, y en especial la vegetación alta y frondosa 

como los bosques de la Amazonia por su interacción con el follaje.  

Se debe tener en cuenta que con las imágenes de Radar se tuvieron problemas de pixeles sin 

dato, los cuales afectaron claramente los resultados numéricos y visuales.  

Como se observa en la Ilustración 12 los resultados son heterogéneos para algunos pixeles en 

zonas como por ejemplo netamente boscosas y según clasificación representa otro tipo de 

coberturas. Sin embargo, con un ajuste posterior, los resultados son coherentes diferenciando entre 

cobertura boscosa de aquella que no lo es, incluso los ríos de la zona son bien identificados y 

clasificados, la mayoría de la zona clasificada parece presentar afinidad a la realidad.  

Se presenta inconveniente con algunas texturas en algunas zonas cuya dispersión de señal es 

baja como ríos y zonas de poca vegetación, en estas zonas se presentan datos nulos por lo cual al 

clasificar en R no es asignada ninguna clase a estas zonas.  
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a) Clasificación Random Forest en R- 2017.    b) Imagen polarización VV Sentinel 1B ï 2017. 

Ilustración 12. ClasRF ï SAR - VV + texturas. 

Con un Kappa de 38.04% (Tabla 8) los resultados son rechazados a este nivel de clasificación, 

las clases ñBosqueò y ñRíosò son clasificados adecuadamente, sin embargo, las grandes diferencias 

se presentan a las demás clases de vegetación.  

La clasificación presenta altos errores por omisión en los diferentes tipos de vegetación; en este 

caso la mayor cantidad de errores de comisión lo presenta la clase ñ3.1 Bosqueò con 20 puntos de 

control relacionados a esta clase, sin pertenecer a ella. Otras clases que presentan el error por 

comisión, pero entre 1 y 2 puntos de control asociados son ñ2.3 Pastosò, ñ2.4 Ćreas agr²colas 

heterog®neasò, ñ3.2 Herb§ceaò y ñ3.3 Ćreas abiertas, sin o con poca vegetaci·nò.  

En cuanto a los errores por omisión, la clase que más lo presenta es ñ3.2 Herb§ceaò con un 

total de 6 puntos de control que pertenecen a esta clase pero no se clasificaron en ella y fue asignada 

a ñ3.1 Bosquesò, para el error por omisión se evidencia también que clases como ñ2.3 Pastosò, 

ñ2.4 Ćreas agr²colas heterog®neasò, ñ3.3 Ćreas abiertas, sin con poca vegetaci·nò y ñ4.1 Ćreas 

h¼medas continentalesò presentan valores bastante altos con 3 o 4 puntos de control fuera de su 

clase correspondiente, esto explica el resultado del índice Kappa mucho más bajo de lo esperado.  
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Tabla 8. Matriz de confusión ï SAR. 

 Modelo 

ROI 

 11 23 24 31 32 33 41 51 

11 0 0 0 3 0 0 0 0 

23 0 3 0 3 1 0 0 0 

24 0 0 0 4 0 0 0 0 

31 0 1 0 63 0 1 0 0 

32 0 1 1 4 3 0 0 0 

33 0 0 0 3 1 0 0 0 

41 0 0 0 3 0 0 0 0 

51 0 0 0 0 0 0 0 3 

Los resultados reflejan así que las clases de vegetación diferentes a bosque no son bien 

clasificadas, y de ser agrupadas presentaría una exactitud de productor de tan solo 40%, por el 

contrario, la clase bosque presenta riesgo de uso muy bajo y exactitud de usuario aceptable. 

Este tipo de imagen no es una alternativa en principio y requerirá de un mayor procesamiento 

y de ajuste de los datos recibidos. No fue posible de alcanzar el segundo nivel de clasificación 

Corine Land Cover con el sensor activo de Sentinel 1 para la zona de estudio. 

7.4.3 Análisis de clasificación sinergismo 

Se presentan los resultados del porcentaje de acuerdo observado relativo (Tabla 9) y el índice 

Kappa (Tabla 10) de la clasificación del sinergismo realizado por método IHS entre color 

verdadero de Landsat 8 junto a polarización VV y VH de Sentinel 1 (metodología presentada en 

la sección 7.2.5) como concordancia de los resultados obtenidos por Random Forest respecto a lo 

identificado en terreno por métodos indirectos. 

El resultado de precisión de la clasificación a través de la sinergia obtiene alrededor de un 75% 

su porcentaje de exactitud global llegando hasta un 79% (Tabla 9). Esto representa mejoría 

respecto a la clasificación obtenida con imágenes SAR, aunque no parece ser considerable, es así 

como no logra alcanzar los buenos resultados de óptico y los resultados de las clases individuales 

tampoco resultan aceptablemente eficientes. 

 

 



70 

 

   

 

Tabla 9. Resultados % de acuerdo- Sinergismo. 

 2015 2016 2017 2018 2019 2020 Promedio 

Sinergia VV + RGB 79,16 71,42 75,51 69,69 79,38 67,67 73,8 

Sinergia VH +RGB - - 77,55 74,22 76,28 74,74 75,69 

VV y VH + RGB - - 78,57 72,72 79,38 71,71 75,59 

       74,99 

Las fusiones hechas por cada polarización, a diferencia de los resultados SAR, la polarización 

VH obtiene mejores resultados cuantitativos en la sinergia que la obtenida con polarizada VV; en 

cuanto a la tercera combinaci·n resultante de un óStackô de las fusiones de ambas polarizaciones 

no mejora considerablemente los resultados puesto que está condicionado a los resultados 

obtenidos en la polarización VV de Sentinel 1.  

Tabla 10. Resultados % índice Kappa - Sinergismo. 

 2015 2016 2017 2018 2019 2020 Promedio 

Sinergia VV + RGB 55,32 40,01 48,75 38,39 57,60 33,01 46,18 

Sinergia VH +RGB - - 55,34 48,08 49,83 50,58 50,95 

VV y VH + RGB - - 55,71 42,14 57,03 43,21 49,52 

       48,88 

La exactitud de productor presenta una mejora a la imagen de radar clasificada; las matrices de 

confusión estimadas presentan errores de omisión en todas las clases diferentes de Bosque y para 

este caso no son comisionados únicamente a esta clase, presenta errores por comisión en todas las 

clases de vegetación. Es así como discriminar a este nivel de clasificación no es confiable.  

Al realizar una agrupación hipotética entre bosque y no bosque, el índice Kappa podría llegar 

hasta un 77%, en promedio el riesgo del usuario de la imagen clasificada bajaría hasta máximo un 

30% 

Si bien la sinergia afecta las características espectrales originales de la imagen de Landsat, 

conserva parte de ella y son estas características quienes contribuyen a mejorar los datos obtenidos 

de la imagen SAR. Además, es importante considerar que dicha inyección de radar se realizó 
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únicamente sobre las bandas de verdadero color, y las nuevas tres bandas resultantes son las que 

obtienen este resultado moderado cuantitativamente. 

En este caso, la imagen fusionada (Ilustración 13 - b) arrojó imágenes sin nubes, pero con 

valores muy distintos a los reales en los sectores donde las imágenes ópticas presentaban nubes y 

sombras (por ejemplo, Ilustración 11 - b) estas áreas se observan en los sinergismos con tonalidad 

homogénea magenta, lo que influyó en los resultados visuales y numéricos ya que asignaba 

categorías erróneas en distintos sectores de la imagen que originalmente cubrían nubes. 

Visualmente, la clasificación de sinergia en comparación de la clasificación SAR presentan 

grandes similitudes, lo más destacado son zonas las cuales el productor clasifica como ríos y zonas 

urbanas cuando evidentemente no es posible, así se demuestra en la matriz de confusión estos 

resultados.  

   

a) Clasificación Random Forest en R- 2017.  b) Imagen Sinergismo RGB y polarizada VH ï 2017. 

Ilustración 13. ClasRF - Sinergismo - RGB + VH. 

Con un índice Kappa de 55.34% se presenta una mejora de alrededor de un 18% mayor 

precisión respecto a la clasificación SAR de su misma polarización, lo cual denota que la inyección 

de características multiespectrales a una imagen de intensidad SAR mejorará los resultados 

presentados y le convierte así en una solución aún mejor a las clasificaciones de radar. Algunas 
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imágenes de años en los cuales la presencia de nubes era baja es evidente que los resultados 

mejoran como por ejemplo para 2019 hasta casi un 58% de precisión de la clasificación (Tabla 

10). 

Para el caso del sinergismo, se presentaron errores por comisión en la mayoría de las clases, 

pero especialmente en la clase ñ3.1 Bosqueò en donde, como en los casos anteriores, 10 puntos 

de control se asignaron a esta clase sin corresponder a ella. Las demás clases que presentan este 

error lo hacen entre 1 y 5 puntos de control, lo cual es bastante alto para el caso de la clase ñ3.2 

Herb§ceaò la cual el 50% corresponde a este error. 

 En cuanto a errores por omisión las clases que más presentaron fueron ñ2.3 Pastosò, ñ2.4 

Ćreas agr²colas heterog®neasò (100% omitidos), ñ3.1 Bosqueò, ñ3.2 Herb§ceaò cada una con 4 

puntos de control que deberían pertenecer a estas clases, pero no se clasificaron así.   

Tabla 11. Matriz de confusión ï Sinergia. 

ROI 

Modelo 

 11 23 24 31 32 33 41 51 

11 1 0 0 0 0 2 0 0 

23 0 3 0 1 3 0 0 0 

24 0 0 0 4 0 0 0 0 

31 0 0 2 61 2 0 0 0 

32 1 0 0 2 5 1 0 0 

33 0 0 0 0 0 3 0 1 

41 0 0 0 3 0 0 0 0 

51 0 0 0 0 0 0 0 3 

Los resultados nuevamente reflejan que las clases diferentes a bosque no son bien clasificadas 

entre sí y de ser posible agruparlas, presentaría una exactitud de productor de hasta un 70%, 

mientras la clase bosque continúa presentando exactitud individual muy alta, junto a los cuerpos 

de agua. 

Este tipo de imagen, aunque mejora las condiciones de radar y óptico, tampoco es una 

alternativa en principio para este nivel de detalle a clasificar Corine Land Cover, una de las 

soluciones planteadas puedes ser justamente el generalizar las clases ñBosqueò y demás vegetación 

de menor densidad y follaje.  
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7.5 Establecer la mejor clasificación. 

Una vez realizados los análisis cuantitativos y cualitativos expresados anteriormente, es 

evidente que los resultados de Landsat presentan la mejor alternativa de uso para la discriminación 

hasta el segundo nivel de la metodología Corine Land Cover. Para las imágenes con Sentinel 1 es 

necesario un mayor procesamiento o un enfoque de clasificación diferente al utilizado en este 

proyecto. 

En la siguiente tabla se presentan los resultados haciendo un promedio por año y tipo de sensor 

en donde se sintetizan los resultados cuantitativos. 

En base a los resultados detallados en la sección anterior, la Tabla 12 refleja como la exactitud 

global no considera la exactitud individual de las clases, presentando grandes diferencias de errores 

entre ellas y para todos los casos es sobrestimada, debido a que la clase bosque presenta una muy 

buena exactitud de usuario y productor, mientras las demás clases de vegetación son confundidas. 

Por ello una alternativa, como se presentaba anteriormente, es discriminar entre la clase ñBosqueò 

de gran follaje y demás vegetación. 

Tabla 12. Resultados % de acuerdo _ Promedio Total. 

 Óptico Radar Sinergia 

2015 81,45 71,88 79,17 

2016 80,33 68,37 71,43 

2017 88,89 73,47 77,21 

2018 84,42 67,17 72,22 

2019 86,80 74,91 78,35 

2020 85,81 67,17 71,38 

Prom. Total 84,62 70,49 74,96 

 

Se evidencia claramente que las imágenes del sensor óptico obtuvieron los promedios más altos 

estando alrededor del 70% en su índice Kappa, mientras que los resultados del sistema SAR con 

estas imágenes trabajadas y a este nivel de clasificación no es posible de utilizar. Debido a esto, la 

sinergia es condicionada por las características de ambas imágenes. A este nivel la ventaja de 

Landsat se encuentra en un 38% respecto a imágenes SAR y un 25% respecto a imágenes de la 

sinergia (Tabla 13). 
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Tabla 13. Resultados % de Kappa _ Promedio Total. 

 Óptico Radar Sinergia 

2015 67,08 37,95 55,32 

2016 62,63 28,92 40,01 

2017 80,02 37,65 53,27 

2018 74,84 22,62 42,87 

2019 75,52 48,08 54,82 

2020 75,89 32,36 42,27 

Prom. Total 72,67 34,59 48,09 

 

Se destaca sin duda el aporte que las imágenes multiespectral le brindan a la imagen de 

intensidad SAR puesto que sus resultados cuantitativos mejoraron en alrededor de un 14% para 

cada año y así se evidencio visualmente demostrado en el ítem anterior; pero siempre por debajo 

del óptico, nuevamente debido a las características de la imagen SAR y la misma presencia de 

nubosidad son factores que conllevan a dimitir su uso a esta diversidad de clases consideradas en 

este segundo nivel de Corine Land Cover.  

Por esta razón, las imágenes del sensor pasivo resultan ser las únicas aceptables 

cuantitativamente a este nivel de clasificación y visualmente los resultados son notables. A pesar 

de la presencia de nubosidad y problemas atmosféricos resultó una menor confusión entre las 

clases de vegetación diferentes a bosque como agrícolas, pastos, arbustiva y de poca vegetación. 

Es así como se determina que para este caso de estudio en particular las mejores clasificaciones 

obtenidas son del sensor multiespectral OLI de Landsat 8. 

Dentro de los resultados presentados por el sensor Landsat se deben analizar las diferentes 

combinaciones tenidas en cuenta, para ello se recurre a la Tabla 14 mediante la cual se analizan 

los promedios por tipo de combinación tenida en cuenta.  

Los promedios finales por tipo de combinación se muestran bastante altos en todos los casos, 

teniendo diferencias de menos de 1% entre la más alta y la más baja. El valor más alto de este 

promedio y el que mejores resultados cuantitativos presenta es la combinación de bandas 2 a la 7 
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del sensor OLI y los índices espectrales de vegetación con un valor de Kappa por encima del 73%. 

Mientras que lo observado visualmente las diferencias son casi imperceptibles.  

Tabla 14. Promedio índice Kappa - Combinaciones óptico.  

COMBINACIONES 

ÓPTICO 

PROMEDIO 

KAPPA 

BANDAS 2-7 72,46 

RGB + ÍNDICES DE 

VEGETACIÓN 
72,01 

BANDAS 2 A 7 + 

ÍNDICES DE 

VEGETACIÓN 

73,53 

 

7.5.1 Poligonización de clasificaciones.  

Es indispensable definir el área mínima cartografiable y de esta manera obtener un mapa 

temático acorde a las características de los datos, para este trabajo se define de acuerdo a la 

resolución espacial de Landsat 8 a 30 metros su área mínima de mapeo será de 5 hectáreas 

(Lencinas & Siebert, 2009) para un mapa a escala 1:100.000. 

7.5.1.1 Clump.  

Es un proceso previo a la poligonización, en donde se utilizan las imágenes resultantes y 

finalmente escogidas por tener los mejores resultados. En este caso imágenes ópticas con 

unión de bandas 2 a la 7 y los índices espectrales. Definido en el software ERDAS como 

una funci·n ñClumpò Identifica los grupos (clump), que son grupos contiguos de píxeles 

en una clase temática. Los datos agrupados se guardan en una nueva imagen ráster. 

7.5.1.2 Eliminate. 

Como lo define el software ERDAS IMAGINE 2014, la funci·n óEliminateô le 

permite especificar un grupo o tamaño de clase mínimo. Se eliminan los grumos más 

pequeños al área especificada por el usuario. Esta función se utiliza normalmente en 



76 

 

   

 

capas ráster temáticas que son la salida del modelo óClumpô. óEliminateô elimina los 

grupos pequeños reemplazando los valores de los píxeles en estos grupos con el valor 

de los grupos más grandes cercanos. Esta función hace uso del modelo que realiza un 

filtro de mayoría focal en el archivo de entrada de forma iterativa, de modo que el valor 

de los datos de los grupos grandes sobrescribe el valor de los datos de los grupos 

pequeños. Con cada iteración, el borde exterior de un píxel de ancho del grupo pequeño 

se reemplaza con valores de los grupos más grandes circundantes.  

La iteración continúa hasta que se eliminan por completo todos los pequeños grumos. 

Los grupos finales luego se recodifican usando el atributo "Valor original" para que los 

valores de salida de los grupos restantes estén en el mismo rango que los valores en el 

archivo original que fue la entrada a óClumpô. Es un proceso que debe hacerse después 

del óClumpô, según advierte la misma ayuda del software.  

Como se mencionó anteriormente, el área mínima cartografiable se estableció en 5 

hectáreas, por lo tanto, todos aquellos pixeles sueltos y su conjunto de vecinos con la misma 

clase asignada no representen un área mayor a las 5 hectáreas su clase representada será 

reemplazada por la clase predominante en esta área.  

Los resultados despu®s de utilizar las herramientas de óClumpô y óEliminateô evidentemente son 

imágenes limpias que contienen clases más representativas y no pixeles sueltos que con seguridad 

representan un error en la clasificación como se muestra en la Ilustración 14. 

  

a) Resultado de clasificación con R  b) Resultado de imagen Clump y Eliminate 

Ilustración 14. Limpieza de imagen clasificada. 
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En la Ilustración 15 es posible observar el resultado general en la totalidad de la zona de estudio, 

en donde se evidencian algunos cambios a grandes rasgos, aunque el verdadero cambió se ve de 

manera local a lo largo de toda la imagen.  

 

Ilustración 15. Clasificación Poligonizada ï 2017 

Posterior a la limpieza de la imagen se realiza una conversión del ráster clasificado a datos de 

tipo vectorial, de esta manera se obtienen los polígonos de cada una de las clases en toda la imagen, 

esta conversión hace posible un manejo de la información más adecuado para interpretar los 

resultados. 

7.6 Modelo predictivo. 

A través de los resultados obtenidos por la clasificación supervisada y validando dichos 

resultados. Es utilizado este cambio de cobertura como insumo para ajustar un modelo autómata 

celular con la ayuda del software de Dinamica EGO que permita predecir las áreas en riesgo de 

ser deforestadas al año 2030 en la zona de estudio. Es importante dar crédito a los principales 

documentos de referencia consultados para obtener este modelo predictivo; al trabajo de grado de 

maestría de (Vallejo, 2020) y el artículo (Medina & Vallejo, 2020). 
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7.6.1 Calibración del modelo 

En primer lugar, es necesario realizar los ajustes preliminares para dar continuidad al modelado 

predictivo. Se realiza un alistamiento de la información a utilizar como variables y los mapas de 

cobertura, se obtienen las matrices de transición de la cobertura, se categorizan las variables 

estableciendo los rangos para los pesos de evidencia y se determinan sus coeficientes, finalmente 

se analiza la presencia de correlación entre las variables planteadas. De esta manera es posible 

continuar eficazmente con la determinación del modelo. 

Se plantearon tres periodos diferentes para evaluar cuál de ellos obtenía los mejores resultados; 

los cuales fueron: 2014 ï 2017, 2017 ï 2019 y el periodo completo de 2014 ï 2019 con base a las 

clasificaciones supervisadas obtenidas en este estudio.  

7.6.2 Insumos Cartográficos. 

Se tuvieron en cuenta las siguientes variables originalmente en formato shapefile, es importante 

destacar que las variables escogidas para la determinación del modelo se definieron por factores 

como la información espacial disponible, presencia de estas en la zona de estudio (como lo son 

vías, centros poblados o urbanos, cuerpos de agua, resguardos) ya que sin la presencia de estas 

variables no tiene sentido modelar información espacial y por último se tuvieron en cuenta 

variables presentes en diferentes investigaciones acorde a los antecedentes, sobre deforestación 

que a criterio propio se consideran pertinentes en este trabajo, posteriormente se rasteriza la 

información y se obtiene la distancia euclidiana de proximidad de cada una, a lo largo de la zona 

de estudio planteada.  

La zona de estudio que se presenta enseguida es diferente a la expuesta anteriormente ya que, 

como se muestra en los resultados, no es posible realizar un modelamiento adecuado en las zonas 

excluidas y se hace necesario recortar la zona de estudio a una que contenga áreas críticas y en 

donde mayor cambio se observa en un análisis visual previo: 

ü Distancia NB (Ilustración 16): Área sin cobertura de Bosque, calculado a partir de la 

clasificación obtenida para el año base, en este caso 2014 y 2017, actualizándose en los 

diferentes procesos.  
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Ilustración 16. Distancia a No Bosque - 2014. 

ü Protegido (Ilustración 17): A partir de las áreas protegidas por el RUNAP (Registro 

Único Nacional de Áreas Protegidas) dentro de la zona de estudio como lo son Tinigua, 

Sierra de la Macarena, Serranía de Chiribiquete y el Jardín Botánico de La Macarena. 

 

Ilustración 17. Distancia a Zonas Protegidas. 
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ü Resguardo (Ilustración 18): Variable en la cual se calcularon las distancias de 

proximidad a partir de los resguardos indígenas ubicados dentro del área de estudio 

como son Llanos del Yarí ï Yaguará II del pueblo Pijao y Witora del pueblo Witoto.  

 

Ilustración 18. Distancia a Resguardos. 

ü Ríos (Ilustración 19): Ríos que hacen parte del área de estudio entre ellos el río Caguán 

y Guayabero que conectan los dos principales centros poblados de la zona. 

 

Ilustración 19. Distancia a Ríos 
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ü Urbano (Ilustración 20): Principales Centros Poblados dentro de la zona de estudio 

como lo es Remolinos del Caguán y La Macarena. 

 

Ilustración 20. Distancia a Centros Poblados. 

ü Vías (Ilustración 21): Vías que atraviesan y conectan diferentes zonas del área de 

estudio.  

 

Ilustración 21. Distancia a Vías. 
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Cada una de estas variables, es una imagen de tipo raster formato Geotiff las cuales serán 

combinadas en un ñcuboò formando as² un solo archivo con las cinco variables recopiladas de 

fuentes externas y quedando por calcular en el software la Distancia NB la cual además se actualiza 

anualmente como se muestra en la Ilustración 22. 

 

Ilustración 22. Diagrama Cubo de Variables. 

7.6.3 Matrices de transición. 

Para obtener la tasa de cambio en un periodo de tiempo determinado es posible a través de la 

matriz de un único paso obteniendo así la tasa total en el periodo establecido o de múltiples pasos 

establecido a partir del número de unidades en que sea dividido el periodo (Ilustración 23) por 

ejemplo, años (por lo cual se obtendrá la tasa de cambio anual). 

 

Ilustración 23. Diagrama Matriz de Transición. 
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7.6.4 Rango para Pesos de Evidencia. 

Ya que los pesos de evidencia sólo son aplicables a variables categóricas se deben clasificar los 

mapas continuos (como en este caso mapas de distancias). Dinamica establece la probabilidad de 

transición a partir de los rangos establecidos para cada una de las variables, para ello se deben 

ingresar los mapas de clasificación del periodo inicial y final, además de las variables a determinar 

sus rangos.  

 

Ilustración 24. Diagrama Rango pesos de evidencia. 

Se establecieron los siguientes rangos para las variables (Tabla 15. Rango de variables - Pesos 

de evidencia.unidades en metros) teniendo en cuenta que las variables ñProtegidoò y ñResguardoò 

influyen positivamente en la protección de su área sin embargo su influencia no se extiende 

demasiado, más allá de los estipulado, las últimas tres variables tienen un área de influencia mayor 

en la deforestación como conductores de la extracción de recursos y agentes antrópicos a estas 

zonas. 

Tabla 15. Rango de variables - Pesos de evidencia. 

VARIABLE Incremento Mínimo  Máximo 

Dist_NB 50 0 500 

Protegido 100 0 1000 

Resguardos 100 0 1000 

Ríos 1000 0 30000 

Urbano 1000 0 40000 

Vías 1000 0 30000 
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7.6.5 Coeficientes de pesos de evidencia  

Luego de establecer los rangos y obtener el archivo generado por el modelo, este será utilizado 

en la determinación de los coeficientes de los pesos, además de los mapas de cobertura inicial, 

final y las variables. 

En este se calculan los coeficientes de pesos de evidencia y su significancia por intervalos de 

las variables como se estableció en los rangos anteriores, obteniendo así el archivo que será de 

utilidad en la obtención del modelo predictivo y además un archivo de tabla que permite visualizar 

los resultados calculados. 

 

Ilustración 25. Diagrama Coeficientes de Pesos. 

7.6.6 Correlación de Variables 

Una vez determinados los pesos de evidencia calculados de manera independiente; el único 

supuesto que debe ser verificado cuando se usa el modelamiento espacial por pesos de evidencia 

es la independencia de los mapas de entrada, ya que los pesos de evidencia de las categorías se 

suman y al ser dependientes presenta falta de veracidad en la obtención del modelo predictivo 

(Ilustración 26). 
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Ilustración 26. Diagrama Correlación de variables. 

Entre varias estadísticas obtenidas, se encuentra el test V de Cramer que permite analizar la 

correlación de variables. Al resultar valores cercanos a 1 indica una mayor asociación entre 

variables por lo tanto es oportuno excluir variables que estén relacionadas en más de un 30% y de 

esta manera garantizar la poca relación de variables que conlleven al uso de las variables adecuadas 

en el modelo predictivo.  

7.7 Simulación de clasificaciones obtenidas  

Antes de realizar modelos predictivos de años futuros, es necesario comprobar la validez de la 

calibración. Para ello se toma un año base inicial y se simula el año final utilizando los resultados 

de la calibración de dicho periodo, esta simulación se compara con el mapa observado 

originalmente. 

7.7.1 Modelo de simulación 

Este modelo contempla: la matriz de transición de ñBosqueò a ñNo Bosqueò de múltiples pasos, 

las variables consideradas, los coeficientes de pesos de dichas variables y el mapa categórico del 

año inicial. Mediante el uso de un mapa de probabilidad basado en los pesos de evidencia, se 

calcula la posibilidad sobre determinada celda tendrá una transición de una cobertura a otra. En 

este caso la transición analizada es la probabilidad de transición de Bosque a No Bosque con base 

a los pesos de las variables.  

Para asignar la transición se utilizan las probabilidades estimadas, la tasa de transición, el mapa 

categórico inicial y las funciones determinadas por el software como óPatcherô y óExpanderô; el 
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concepto general del Patcher es la posibilidad de creación de nuevos parches en ubicación aislada 

a la transición habitual, mientras Expander analiza la expansión de las áreas sobre parches ya 

existentes. En este estudio, tanto los resultados visuales multitemporales, como los coeficientes de 

pesos de distancia a No Bosque, demuestran que hay un mayor porcentaje de ocurrencia de 

expansión de áreas ya deforestadas, es por ello que se realizan diferentes ensayos asignando a 

Expander entre un 70 a 90% de los eventos ocurridos y por defecto su complemento a Patcher.  

Estas funciones se encuentran en un ciclo, el cual se repite tantos periodos de tiempo simulados 

sean requeridos, como por ejemplo para el año base 2014, se repetirá cinco veces para simular 

cinco años hasta el 2019 (todo el proceso es llevado en el modelo de la Ilustración 27). 

 

Ilustración 27. Modelo de Simulación para validación. 

7.7.1.1 Landscape Wide Statistics 

A continuación, se deben registrar las estadísticas de los parches para poder ejecutar el modelo 

por los métodos de Patcher y Expander, tales como media, desviación y varianza. Para ello se hizo 

uso de la herramienta LandScape Wide Statistics en el softwar Qgis, este es un complemento para 

calcular estadísticas a partir de parches en una imagen Raster descriptivos del territorio como 

sustitución o complemento a herramientas de análisis territorial del estilo de Fragstats. 
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Tabla 16. Estadísticas de parche. 

Estadística Valor 

Media 1,245 

Desviación Estándar 0,430 

Varianza 0,184 

 

7.7.2 Evaluación y Validación 

Una vez se ha simulado el mapa de clasificación final se debe comprobar el mapa simulado con 

respecto al mapa ñrealò obtenido de las clasificaciones supervisadas del mismo u otro año 

observado, para ello se realiza a través de funciones de decaimiento que comprueba la similitud 

entre los mapas y adicional se revisan las diferencias de áreas por clase entre los mapas. 

7.7.2.1 Modelo de similitud de diferencia  

El software de Dinamica EGO utiliza funciones de decaimiento exponencial y constante con 

ventanas móviles, los cuales permiten comprobar la calidad de la simulación con respecto a los 

mapas originales, a través de la comparación por similitudes, especialmente analizando las 

regiones del espacio agrupado para dicha función. 

Este modelo utiliza como insumos el mapa del año inicial, el mapa del año final y el mapa 

simulado. Estos dos últimos, se les genera un mapa de cambios; dichos mapas son comparados 

entre sí y se genera un archivo ráster que visualmente evidencia el ajuste que tienen entre sí.  

La segunda función utiliza ventanas la cual dependiendo de su tamaño recoge el conjunto de 

pixeles a su alrededor contando así el número de celdas con la misma clase, de ser así se asignará 

el valor mayor, en este caso se consideró ventanas desde 1*1 hasta 15*15 celdas contiguas. 
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Ilustración 28. Modelo de similitud - Validación. 

7.7.2.2 Comparación de áreas por clase 

Otro de los métodos para validar los resultados obtenidos de los modelamientos, resulta de la 

comparación directa de áreas por clase entre las obtenidas de la clasificación supervisada y las 

encontradas tras la simulación y polinización de esta misma.  

Se considerará como buenos resultados cuya diferencia de áreas no exceda el 5%, además es de 

tener en cuenta que la zona de estudio es de una gran extensión por lo que la cantidad de área 

podría parecer alarmante, sin embargo, se garantizarán errores por debajo de este 5% es decir hasta 

110.000 hectáreas de error considerado en el terreno. 

7.8 Modelo de Simulación predictiva 

Este modelo sigue el mismo principio presentado en el apartado 7.7, luego de validar la 

calibración, se utilizan nuevamente la matriz de transición, variables y los pesos obtenidos. 

A diferencia del modelo anterior (Ilustración 27), el mapa categórico a utilizar como insumo es 

el mapa final de la calibración. A partir de este mapa categórico será la base para la estimación de 

las áreas que sufrirán la transición, dicho mapa será dinámico y retroalimentado por cada una de 

las iteraciones (años) el cual se conservará de manera temporal ñMux categorical mapò. 

Tanto las variables como los pesos de evidencia son fundamentales para el cálculo de la 

probabilidad de que la transición sea efectiva para cada uno de los pixeles. La variable Distancia 



89 

 

   

 

a NB al tratarse de una variable dinámica, también será actualizada por cada una de las iteraciones 

que sean realizadas. 

La matriz de transición utilizada es la obtenida por múltiples pasos por lo que conserva una tasa 

anual. La asignación de la transición en la imagen es realizada por la herramienta ñAllocate 

transitionsò utilizando las características dadas a los parches y las funciones de Patcher y 

Expander; de esta manera el número de iteraciones serán la cantidad de años a predecir, para 

nuestro caso desde el año 2019 se desean predecir 11 años hasta obtener el mapa de áreas 

vulnerables a ser deforestadas hasta el año 2030, bajo el supuesto de conservar anualmente esta 

tasa de transición utilizada. 

 

Ilustración 29. Modelo de simulación predictiva. 
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8 RESULTADOS 

8.1 Evaluación de resultados de Clasificación. 

Se debe tener en cuenta que el análisis de las clasificaciones resultantes por tipo de sensor ya 

fueron detalladas en las secciones 7.4 y 7.5, por lo cual a continuación se presenta los resultados 

obtenidos para las clasificaciones del sensor óptico Landsat 8. 

Es importante aclarar que el objetivo de este trabajo es comparar imágenes de los diferentes 

sensores (óptico, radar y sinergia óptico-radar), por lo que al optar por las imágenes del sensor 

óptico Landsat 8 no se mejoran las imágenes insertando información de radar; esto ya que la 

diferencia temporal entre la captura de la información no evidencia una mejora, por lo que, para la 

zona de estudio, la mejor opción es tomar las imágenes ópticas procesadas.  

Las imágenes clasificadas fueron obtenidas tras la ejecución del método de clasificación 

supervisada de Random Forest ejecutado en el software R, como se describe en la sección 7.3.3.1.  

8.1.1 Resultados anuales de la mejor clasificación. 

Como se estableció previamente en la sección de análisis 7.5, la mejor clasificación posible de 

obtener en este caso de estudio fueron los resultados del sensor OLI de Landsat 8 de sus bandas 2 

a 7 junto a la combinación de los 5 índices espectrales de vegetación calculados. A continuación, 

se presentan los resultados de estas combinaciones del año 2015 al 2020 analizados cuantitativa y 

cualitativamente. Se tuvieron en cuenta los resultados visuales en zonas críticas en todas las 

imágenes obtenidas, comprobando una vez más que las imágenes ópticas obtienen una mejor 

representación del terreno a pesar de la presencia de nubes y sombras.  

8.1.1.1 Resultado 2015: 

La imagen obtenida para el año 2015 se encuentran bastantes zonas cubiertas por nubes lo cual 

hace complicada su identificación y uso de las áreas en investigación principalmente el sector 

occidental donde se han presentado mayores deforestaciones y cambios del uso del suelo, por esta 

razón no es posible extraer información de esta zona, sin embargo, donde es posible clasificar 

predomina el bosque sin alteraciones (Ilustración 30). 
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a) Clasificación Random Forest 2015.  b) Imagen falso color (6, 5, 4) Landsat 8 - 2015. 

Ilustración 30. Resultado Cobertura ï 2015 

Se puede evidenciar en esta matriz (Tabla 17) con un resultado Kappa de 69,62%, que la 

mayoría de los puntos de evaluación corresponden a la clase asignada, lo cual se evidencia a través 

de la diagonal principal, teniendo en cuenta que la exactitud global para este año fue de 81,45% 

los resultados respecto al índice Kappa y la problemática mencionada sobre las nubes, la cantidad 

de aciertos es relativamente buena. Los errores por comisión se deben mayoritariamente en la clase 

ñ3.1 Bosqueò con un total de 11 puntos de control asignados a esta clase pero que no pertenecen 

a ella. La mayor cantidad de errores por omisión se presentan en la clase ñ3.2 Herb§ceaò con un 

total de 6 puntos que perteneciendo a ella se asignaron a otra clase (66%), la clase ñ2.4 Ćreas 

agr²colas heterog®neasò presentan un error por omisión del 100%, la totalidad de sus puntos de 

control fueron asignados a otras clases. 
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Tabla 17. Matriz de confusión ï 2015. 

 MODELO 

Roi 

 11 23 24 31 32 33 41 51 6 7 

11 2 0 0 0 0 0 0 0 0 0 

23 0 3 0 4 0 0 0 0 0 0 

24 0 3 0 1 0 0 0 0 0 0 

31 0 0 0 64 0 0 0 0 0 0 

32 0 0 0 5 3 0 1 0 0 0 

33 0 0 0 0 0 4 0 0 0 0 

41 0 0 0 1 0 0 1 0 0 1 

51 0 0 0 0 0 0 0 3 0 0 

6 0 0 0 0 0 0 0 0 4 1 

7 1 0 0 0 0 0 0 0 0 4 

 

8.1.1.2 Resultado 2016 

Respecto a la imagen original, en un nivel general se evidencia que la mayoría del área de la 

imagen se ve reflejada en la representación final de la clasificación, también se puede evidenciar 

que, aunque no presenta nubes, contiene perturbaciones atmosféricas, esto termina afectando los 

datos de reflectancia de la superficie y así complica la identificación de las clases (Ilustración 31). 

En un nivel más detallado se pueden observar algunos polígonos que al parecer no pertenecen 

a la clase en la cual están asignados, pero estos se verán reflejados en la validación de los 

resultados. 

   

a) Clasificación Random Forest 2016.  b)   Imagen verdadero color (4, 3, 2) Landsat 8 - 2016. 

Ilustración 31. Resultado Cobertura - 2016. 
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Para el año 2016 con resultado Kappa 62,41% de precisión (Tabla 18), también se presenta que 

la mayoría de los puntos de control corresponden a la clase asignada lo que se ve reflejado en la 

exactitud global del 80,33%, evidentemente se encuentran puntos que se confunden o se asignaron 

a distintas clases, tiendo la mayoría de errores por comisión en la clase ñ3.1 Bosqueò con un total 

de 6 puntos de control asignados a esta sin pertenecer, otras clases tienen un total de 4 puntos de 

control y que generan un error por comisión y estas son ñ2.3 Pastosò y ñ3.2 Herb§ceaò.  

Los errores por omisión en este caso, reflejan un mayor valor en la clase ñ3.2 Herb§ceaò con 

un total de 5 puntos de control que pertenecen a esta clase, pero no se asignaron una vez se realizó 

la clasificación. Como en el año anterior, existe una clase en la cual todos sus puntos de control 

fueron asignados a otras clases, en este caso ñ1.1 Zonas urbanizadasò. 

Tabla 18. Matriz de confusión - 2016 

 MODELO  

Roi 

 11 23 24 31 32 33 41 51 6 

11 0 1 0 0 1 0 0 0 0 

23 0 4 2 0 1 0 0 0 0 

24 0 1 1 1 0 0 1 0 0 

31 0 0 0 63 1 0 1 0 0 

32 0 1 1 3 5 0 0 0 0 

33 0 1 0 0 0 3 0 0 0 

41 0 0 0 2 0 0 1 0 0 

51 0 0 0 0 0 1 0 2 0 

6 0 0 0 0 1 0 0 0 1 

 

8.1.1.3 Resultado 2017 

Esta sin duda resulta en una de las mejores clasificaciones de la cobertura, donde a pesar de la 

presencia de nubes, estas nubes se encuentran en zonas mayoritariamente boscosa; las diferentes 

clases se detallan fácilmente identificando las diferencias de las distintas vegetaciones de la zona; 

se podría decir que los únicos errores visuales que se perciben son precisamente en algunas nubes 

o mejor la sombra que se genera, las cuales las clasifica como pastos, áreas agrícolas y zonas 

urbanizadas, especialmente en la zona sur occidental donde se encuentran pequeñas nubes 

(Ilustración 32). 
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a) Clasificación Random Forest 2017.  b) Imagen verdadero color (4, 3, 2) Landsat 8 - 2017. 

Ilustración 32. Resultado Cobertura - 2017. 

Para el año 2017 se presenta uno de los mejores resultados con un índice Kappa de 80,88% de 

precisión y así se reflejó en la imagen expresado con una exactitud global de 88,89%, siendo una 

de las más altas, como también se evidencia una mejoría respecto a los errores por comisión y 

omisión (Tabla 19). Para este año el error de comisión más alto se presentó en la clase ñ3.2 

Herb§ceaò con un total de 3 puntos de control que, no perteneciendo a esta clase, le fueron 

asignados en la clasificación. Junto a la clase ñ3.3 Ćreas con poca vegetaci·nò con error de 

comisión del 67%.  

Tabla 19. Matriz de Confusión - 2017. 

 MODELO  

Roi 

 11 23 24 31 32 33 41 51 6 7 

11 3 0 0 0 0 0 0 0 0 0 

23 0 5 1 0 1 0 0 0 0 0 

24 0 0 3 1 0 0 0 0 0 0 

31 0 0 0 65 0 0 0 0 0 0 

32 0 1 1 1 5 1 0 0 0 0 

33 1 0 0 0 2 1 0 0 0 0 

41 0 0 0 0 0 0 3 0 0 0 

51 0 0 0 0 0 1 0 2 0 0 

6 0 0 0 0 0 0 0 0 2 0 

7 0 0 0 0 0 0 0 0 0 2 
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En cuanto a los errores por omisión la clase que más presentó también fue ñ3.2 Herb§ceaò con 

un total de 4 puntos de control que perteneciendo a esta clase fueron asignados a otras. En este año 

la clase ñ3.2 Bosqueò tuvo una asignación del 100% de sus puntos dentro de su misma clase, lo 

que ayudó en gran medida al buen resultado obtenido, teniendo en cuenta que esta es la clase de 

mayor área en la imagen. 

8.1.1.4 Resultado 2018 

El año 2018 se presentaron inconvenientes para la obtención de una imagen con baja cantidad 

de nubes en las imágenes disponibles. Para este año la imagen que mejor resultados obtuvo es la 

que se presenta, en donde claramente la cantidad de nubes afectó la totalidad de la imagen, fue 

necesario hacer un trabajo de identificación de las clases en falso color para poder tener un buen 

nivel de detalle visual. El resultado releja, como era de esperarse, zonas que no corresponden a las 

clases que se encuentran en la superficie, así como una gran cantidad de nubes dejando sin 

información áreas clave para este proyecto. 

   

a) Clasificación Random Forest 2018.  b) Imagen falso color (6, 5, 4) Landsat 8 ï 2018. 

Ilustración 33.  Resultado Cobertura - 2018. 

En el año 2018 como en los años anteriores y a pesar del mencionado problema de abundancia 

de nubes en la imagen obtenida, la mayoría de los puntos de control se encuentran sobre la clase 

asignada presentando índice Kappa del 76,06% y una exactitud global del 84,42%, aunque se 
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presentan errores por comisión y omisión. Debido a las dificultades que presenta la imagen no será 

utilizada para este estudio ni para la modelación. 

Tabla 20. Matriz de confusión - 2018. 

 MODELO  

Roi 

 11 23 24 31 32 33 41 51 6 7 

11 2 1 0 0 0 0 0 0 0 0 

23 0 5 0 0 0 2 0 0 0 0 

24 0 2 1 0 0 1 0 0 0 0 

31 0 0 2 62 1 0 0 0 0 0 

32 0 1 1 0 8 0 0 0 0 0 

33 0 1 0 0 0 3 0 0 0 0 

41 0 0 2 0 1 0 0 0 0 0 

51 1 0 0 0 0 0 0 2 0 0 

6 0 0 0 0 0 0 0 0 5 0 

7 0 0 0 0 0 0 0 0 0 3 

 

8.1.1.5 Resultado 2019 

Como se observa la imagen verdadero color, la presencia de nubes es mínima y como se refleja 

en su clasificación los resultados son bastante buenos, la información posible de extraer es casi 

completa y las clasificaciones parecen haber sido correctas. Los pocos errores observados son 

áreas clasificadas como zonas urbanizadas y nubes donde no lo es, esto se debe a las perturbaciones 

atmosféricas que presenta la imagen de verdadero color, la reflectancia arroja valores altos, 

adicional a esto, la imagen no presenta grandes dificultades para realizar efectivamente la 

clasificación (Ilustración 34). 
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a) Clasificación Random Forest 2019.  b) Imagen verdadero color (4, 3, 2) Landsat 8 ï 2019 

Ilustración 34. Resultado Cobertura - 2019. 

Con índice Kappa 76,05% y una exactitud global del 86,80%, se observan resultados 

similares a los años anteriores, en general esta clasificación presenta resultados cuantitativos 

buenos y así lo refleja visualmente.  

Los errores por comisión evidencian nuevamente la clase ñ3.1 Bosqueò con un total de 5 

puntos de control asignados a esta clase; así como un 50% de este error en la clase ñ3.3 Ćreas 

abiertasò. Los errores por omisión se encuentra la clase ñ2.4 Ćreas agr²colas heterog®neasò 

es la que mayor cantidad de puntos de control asignados a otras clases presenta, es decir el 75%, 

además las clases ñ3.3 Ćreas abiertas con poca vegetaci·nò y ñ4.1 Ćreas h¼medas 

continentalesò presentaron un error por omisión del 50%.  
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Tabla 21. Matriz de Confusión - 2019. 

 MODELO  

Roi 

 11 23 24 31 32 33 41 51 6 7 

11 2 0 0 0 1 0 0 0 0 0 

23 0 5 0 0 0 1 0 0 1 0 

24 0 1 1 2 0 0 0 0 0 0 

31 0 0 0 65 0 0 0 0 0 0 

32 0 0 0 2 6 1 0 0 0 0 

33 1 0 0 0 1 2 0 0 0 0 

41 0 1 0 0 0 0 1 0 0 0 

51 0 0 0 1 0 0 0 2 0 0 

6 0 0 0 0 0 0 0 0 2 0 

7 0 0 0 0 0 0 0 0 0 2 

8.1.1.6 Resultado 2020 

Para el año 2020, a pesar que se intentó conseguir alguna imagen con un nivel bajo en su 

nubosidad, la más visible y en la que más se pudo hacer un trabajo de clasificación es la 

presentada. De manera general el resultado obtenido caracteriza lo que se evidencia en la 

imagen original. Se puede percibir que en la mayoría de la imagen y sobre todo en las áreas 

clave de la imagen se pueden calcular las áreas deforestadas y el cambio de uso del suelo 

(Ilustración 35). 

    

a) Clasificación Random Forest 2020.  b) Imagen falso color (6, 5, 4) Landsat 8 ï 2020. 

Ilustración 35. Resultado Cobertura - 2020. 



99 

 

   

 

Finalmente, la matriz del año 2020 (Tabla 22) con un valor de Kappa de 76,14% y una 

exactitud global del 85,81%, presenta un error por comisión de más puntos de control asignados 

a la clase ñ3.1 Bosqueò de 3 siendo el de mayor cantidad, pero representa tan solo un 4%, 

adicional un error por comisión del 67% para la clase ñ2.4 Ćreas agr²colas heterog®neasò. 

 En cuanto a los errores por omisión la clase que mayor cantidad de puntos tuvo asignados a 

otras clases fue ñ3.2 Herb§ceaò con un total de 4 puntos de control, aunque la clase ñ2.4 Ćreas 

agr²colas heterog®neasò y ñ3.3 Ćreas abiertasò fueron las que mayor porcentaje de error por 

omisión tuvieron con un 75%. 

Tabla 22. Matriz de Confusión - 2020. 

 MODELO  

Roi 

 11 23 24 31 32 33 41 51 6 7 

11 1 1 1 0 0 0 0 0 0 0 

23 0 7 0 0 0 0 0 0 0 0 

24 0 0 1 0 2 0 1 0 0 0 

31 0 0 0 64 0 0 0 0 0 1 

32 0 1 0 2 6 0 1 0 0 0 

33 0 0 1 0 0 1 0 2 0 0 

41 0 0 0 1 0 0 2 0 0 0 

51 0 0 0 0 0 0 0 3 0 0 

6 0 0 0 0 0 0 0 0 3 1 

7 0 0 0 0 0 0 0 0 0 3 

 

En síntesis, los resultados numéricos que se obtuvieron explican por qué estuvieron la gran 

mayoría con Kappa promedio del 73% en sus resultados y una exactitud global promedio del 

84,62% con una diferencia de 5% aproximadamente entre los años 2015 y 2020, lo cual se aprecia 

visualmente presentando concordancia entre todos los años respecto a las clases asignadas (más 

adelante descritas), se presentaron obstáculos como se describió para casi todos los años debido a 

la presencia de nubes, sombras y perturbaciones atmosféricas, sin embargo es posible extraer 

información de las diferentes clases, siendo estos los mejores resultados obtenidos. 

Las clases más afectadas fueron las áreas agrícolas heterogéneas donde muchos de sus puntos 

eran confundidos, junto a la clase arbustiva. La gran cantidad de puntos entrenamiento para bosque 

produce leves errores a las demás clases llevándolos a clasificar como tal. 
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Para dichas imágenes donde las nubes exceden la posibilidad de su uso se presenta la alternativa 

de reemplazo con otro año como se detalla a continuación. 

8.1.2 Imágenes adicionadas. 

Establecidos estos resultados de combinación como los mejores posibles de clasificar, se decide 

añadir dos imágenes más a clasificar como reemplazo a las obtenidas originalmente en los años 

2015 y 2018, en los cuales la presencia de nubes es bastante alta y no permite obtener información 

del 100% de la zona de estudio y en especial de la zona occidental donde se presentan las mayores 

transiciones de cobertura. Por lo que se presenta la alternativa de sustituir estos resultados con 

imágenes de 2014 y finales de 2017, ante la imposibilidad de conseguir imágenes del mismo año 

(2015 y 2018). 

Las imágenes resultantes de esta búsqueda fueron: 

8.1.2.1 Resultado 2014 

 La cual reemplazaría la imagen del año 2015 y tiene como fecha de captura el 31 de marzo 

de 2014, se buscaron imágenes a finales del 2014 sin embargo para este año la mejor opción 

encontrada fue la siguiente (Ilustración 36). 

La imagen obtenida presenta rastros de nubosidad que no cubren completamente el 

terreno, sin embargo, esto afecta la reflectancia de la superficie en ciertos sectores (zona 

noroccidental Ilustración 36 - b), dada esta situación la clasificación obtenida en estas zonas 

no es correcta pues clasifica como zona urbanizada, si bien no es correcta, es evidente que 

no se trata de vegetación frondosa como lo es el bosque objeto de análisis en esta situación.  
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a) Clasificación Random Forest 2014.  b) Imagen verdadero color (3, 2, 1) Landsat 8 ï 2014. 

Ilustración 36. Resultado Cobertura - 2014. 

A pesar de ello, la clasificación obtenida es muy buena y sin duda es una alternativa mucho 

mejor a la imagen reemplazada en este caso 2015 donde no era posible extraer información de 

estas áreas. 

Para este año se obtuvo un índice Kappa 78.43%, como lo valida matriz de confusión: 

Tabla 23. Matriz de Confusión - 2014. 

 MODELO  

Roi 

 11 23 24 31 32 33 41 51 6 7 

11 2 0 0 0 0 0 0 0 0 0 

23 0 7 0 0 0 0 0 0 0 0 

24 0 3 1 0 0 0 0 0 0 0 

31 0 0 0 64 0 0 0 0 0 0 

32 0 0 0 4 4 0 1 0 0 0 

33 0 0 0 0 0 4 0 0 0 0 

41 0 0 0 0 0 0 2 1 0 0 

51 0 0 0 0 0 0 1 2 0 0 

6 0 1 0 0 0 0 0 0 2 0 

7 0 0 0 1 0 0 0 0 0 1 
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En esta matriz se observa que la mayoría de los puntos de control están sobre su clase 

correspondiente, la clase con mayor error por comisión respecto a la cantidad de puntos es ñ3.1 

Bosqueò con un total de 5 puntos de control. En cuanto al porcentaje de error por comisión, las 

clases que más presentaron fue ñ2.3 Pastosò con un 33.3% y ñ4.1 Ćreas h¼medas continentalesò 

con un 50% de errores.  

En cuanto al error por omisión por cantidad de puntos la clase ñ3.2 Herb§ceaò fue la que mayor 

cantidad de puntos de su clase se les asignaron a otras con un total de 5 puntos y el 55.5% de error, 

junto al 75% de error de la clase ñ2.4 Ćreas agr²colas heterog®neasò siendo este el porcentaje más 

alto.  

8.1.2.2 Resultado 2017 - 1.  

La cual reemplazaría la imagen del año 2018, será nombrada como 2017-1 para no confundirlo 

con el año 2017 y tiene como fecha de captura el 13 de julio, no fue posible encontrar imagen a 

finales de 2017 sin nubes, a pesar que esta imagen también conserva cantidad de nubes, el área de 

mayor interés donde ocurren las transiciones podría presentarse como alternativa.  

Para el año 2017-1 como se llamó a esta imagen, se puede observar que algunos polígonos se 

clasificaron bajo clases no correspondientes, como las nubes en el medio y en la parte superior 

derecha en donde claramente no son de la clase que se ve representada (Ilustración 37). 

Sin embargo, visualmente el resto de la imagen obtenida una vez hecha la clasificación 

representa en su mayoría lo que se observa en la imagen original. En algunas zonas específicas 

donde se evidenció perdida de cobertura boscosa en el resultado de la clasificación representa estos 

cambios de manera general.  
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a) Clasificación Random Forest 2017 - 1.  b) Imagen verdadero color (3, 2, 1) Landsat 8 ï 2017 - 1. 

Ilustración 37. Resultado Cobertura 2017 - 1. 

En este caso (Tabla 24) el error por comisión de las clases ñ2.3 Pastosò y ñ3.1 Bosquesò son 

los que mayor cantidad presentan con 4 puntos cada una y un 44% para la clase ñ2.3ò. En cuanto 

al error por omisión, la clase ñ3.2 Herb§ceaò tiene la mayor cantidad de puntos de su clase 

asignados a otras clases con un total de 6 puntos (60%) y las clases 2.4 y 3.3 el 50% de omisión, 

las demás clases no presentan errores por omisión y comisión tan grandes en cantidad y porcentaje, 

lo que se ve reflejado en el índice Kappa de un 71,32%.  

Tabla 24. Matriz de Confusión - 2017 1. 

 MODELO  

Roi 

 11 23 24 31 32 33 41 51 6 7 

11 2 1 0 0 0 0 0 0 0 0 

23 0 5 0 0 1 0 0 0 0 0 

24 1 1 3 0 0 1 0 0 0 0 

31 0 0 0 62 2 0 0 0 0 0 

32 0 2 1 2 4 0 1 0 0 0 

33 0 0 1 0 0 2 1 0 0 0 

41 0 0 0 0 0 0 2 1 0 0 

51 0 0 0 1 0 0 0 2 0 0 

6 0 0 0 0 0 0 0 0 3 0 

7 0 0 0 1 0 0 0 0 0 2 
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8.2 Validación de resultados de la clasificación. 

Para validar los resultados, se tuvieron en cuenta archivos en formato shapefile realizados por 

el instituto SINCHI SIAT-AC con la metodología Corine Land Cover, en los cuales representan 

uso y cobertura del suelo en la amazonia colombiana a escala 1:100.000 desde el año 2002 hasta 

el año 2018, para el desarrollo de este documento se tuvieron en cuenta los años 2014, 2016 y 2018 

con los cuales se espera validar los resultados obtenidos. Se debe tener en cuenta que la 

metodología tratada por SINCHI considera varias etapas y procesos que no se pudieron realizar en 

este documento como la visita a campo, estudios florísticos, estudios previos hechos por ellos 

mismos sobre la zona de estudio, cartografía temática de gran escala, entre otros.  

8.2.1 Validación Área Total de la zona de estudio. 

Para poder realizar la validación de los resultados, como se menciona en la validación de 

resultados de la clasificación, el instituto SINCHI SIAT-AC ofrece mapas sobre la cobertura del 

suelo según la metodología Corine Land Cover con un nivel 2 de detalle, estos mapas de coberturas 

se ajustaron al área de estudio por medio de un recorte a los archivos tipo shapefile, con un área 

final de 5ô104.835,25 hect§reas, obteniendo los resultados expuestos en las tablas 25, 26 y 27. 

Tabla 25. Cobertura de la zona de estudio ï 2014 

Fuente: Elaboración propia ï Shapefile SIATïAC - Instituto SINCHI 

Imagen 2014 
Código 

metodología CLC 

Área expresada 

en Ha. 

Porcentaje de 

área en la imagen 

 

11 213,11 0,0041% 

23 236.730,74 4,77% 

24 49.999,31 1,01% 

31 4.380.950,26 85,59% 

32 402.513,53 7,93% 

33 1.632,41 0,032% 

41 1.125,22 0,021% 

51 31.670,68 0,62% 

 

Tabla 26. Cobertura de la zona de estudio ï 2016 
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Fuente: Elaboración propia ï Shapefile SIATïAC - Instituto SINCHI 

Imagen 2016 
Código 

metodología CLC 

Área expresada 

en Ha. 

Porcentaje de 

área en la imagen 

 

11 226,77 0,0044% 

23 247475,80 4,84% 

24 53378,18 1,04% 

31 4349646,92 85,2% 

32 360122,23 7,05% 

33 62820,98 1,23% 

41 1483,38 0,029% 

51 29680,9619 0,58% 

 

 
 

 

Tabla 27. Cobertura de la zona de estudio ï 2018 

Fuente: Elaboración propia ï Shapefile SIATïAC - Instituto SINCHI 
 

Imagen 2018 
Código 

metodología CLC 

Área expresada 

en Ha. 

Porcentaje de 

área en la imagen 

 

11 340,72 0,0066% 

23 311394,27 6,09% 

24 74164,51 1,45% 

31 4269693,40 83,64% 

32 400313,28 7,84% 

33 16587,62 0,32% 

41 1528,44 0,029% 

51 30812,97 0,60% 
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A continuación, se presentan los resultados de la cobertura del suelo por área resultantes de las 

clasificaciones ópticas de Landsat 8 por método de Random Forest para cada año en la totalidad 

de la zona de estudio planteada (Tabla 28).  

Tabla 28. Resultado de coberturas clasificadas. 

Cod Clase 2014 2015 2016 2017 2017-1 2018 2019 2020 

6 Nubes 3898,194 1101579,625 9313,480 330953,705 128220,550 983989,902 32298,992 212087,977 

7 Sombras 855,743 661675,535  85692,369 150302,175 171403,886 14912,794 76900,085 

11 Zonas 

urbanizadas 

20959,918 4913,903 4492,621 20460,155 11765,121 123593,756 3760,336 11124,596 

23 Pastos 140859,752 262949,955 215200,601 254260,997 396983,899 914385,205 272211,203 392626,187 

24 Áreas 

agrícolas 

heterogéneas 

27279,737 320,671 75198,992 16664,433 30509,002 121031,732 27052,556 23454,040 

31 Bosques 4506849,733 2919052,243 4542445,762 3926665,277 3983450,218 2311407,358 4401214,262 4092254,037 

32 Áreas con 

vegetación 

herbácea 

arbustiva 

320173,736 61876,362 160273,418 394740,549 361006,817 82993,371 275826,402 223003,981 

33 Áreas 

abiertas sin o 

con poca 

vegetación 

49833,500 75237,247 64408,624 41291,868 6671,078 62059,361 50492,081 21609,975 

41 Áreas 

húmedas 

continentales 

6394,833 4493,249 12767,620 14831,279 11741,257 261959,498 8073,771 30466,362 

51 Aguas 

continentales 

28090,878 13085,056 20362,111 19624,365 24533,956 72359,900 19360,658 21662,739 

  5105196,025 5105183,846 5104463,228 5105184,997 5105184,073 5105183,969 5105203,055 5105189,978 

Se puede observar que existen diferencias significativas entre años en relación a la misma clase 

además del área total por año que no coincide a la perfección con la información de validación, sin 

embargo, es un área similar entre los años resultantes de la clasificación.  
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Estos resultados se ven afectados en parte por la presencia de nubes y sombras la cual varía 

para cada año, indudablemente de estás no es posible extraer información del terreno.  

De esta manera, se comprueba que la validación en campo sigue siendo fundamental para 

establecer a precisión los puntos de entrenamiento, además de recopilar información más detallada 

e incluso imágenes de mayor resolución pueden ser alternativas a mejorar estos resultados, además 

de la ya mencionada problemática de obtener imágenes ópticas sin nubosidad.  

Tras las comparaciones entre años y diferencias significativas en muchas de las áreas para la 

misma clase, incluso Bosque, no es posible utilizar la zona de estudio completa planteada 

originalmente. 

8.2.2 Sub escena de la zona de estudio. 

Debido a la problemática de validación definida anteriormente por los porcentajes de 

nubosidad, se propone trabajar una sub escena de la zona de estudio en la cual sea posible extraer 

información con mayor exactitud. Esta sub escena se escoge a partir de los resultados visuales 

seleccionando áreas con menor nubosidad para cada año y zonas en donde se identificó un cambio 

significativo en el uso del suelo. El área total de la sub escena obtenida es de 2ô200.235 hectáreas 

(Ilustración 38). 

Adicional a la sub escena, al tener en cuenta los resultados lejanos a los datos de validación 

tomados de SINCHI en el detalle de las clases según la clasificación Corine Land Cover, se decide 

agrupar en dos macro clases de ñBosqueò y ñNo bosqueò en donde ñNo Bosqueò incluye todas 

las demás clases que no pertenecen a la clase ñ3.1 Bosquesò, esto con el fin de acercar los valores 

en cuanto a áreas sin entrar en un nivel de detalle tan preciso, teniendo en cuenta algunas 

dificultades como revisión en campo o estudios específicos, entre otros. Antes de realizar el cálculo 

de las áreas por año con estas clasificaciones, se realizó un recorte de la zona de estudio para 

eliminar pequeños polígonos existentes en el borde de la imagen.  
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Ilustración 38. Subescena a trabajar. 
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Para poder evaluar los resultados con el agrupamiento planteado, es necesario realizar el cálculo 

de área con las coberturas obtenidas por SINCHI, así se puede calcular porcentualmente la 

diferencia de áreas para una validación numérica más precisa (Tabla 29).  

Tabla 29. Áreas cobertura SINCHI ï Subescena. 

Clase 2014 2016 2017-1 

No 

bosque 
620189,89 650319,971 729354,19 

Bosque 1580048,73 1549918,648 1470884,44 

 

Los resultados porcentuales y comparados por año entre la cobertura oficial de la zona y la 

obtenida por clasificaciones en este estudio se presentan en la Tabla 30. 

En general se obtienen resultados aceptables, para el año 2014 una diferencia del 3.45% entre 

ambas clases; para 2016 se obtuvo el mayor error, sin embargo, esta diferencia no excede el 7% 

seguramente atribuible a los problemas atmosféricos en la imagen que se han venido planteando; 

mientras la comparación de la información oficial de 2018 respecto a la clasificación de mediados 

del 2017 la diferencia de cobertura es menor al 1% de bosque, sin embargo, se cuenta con un 2% 

sin información ya que corresponde a áreas clasificadas como nubes y sombras.  

Tabla 30. Validación de coberturas SINCHI vs Clasificación - Subescena. 

 2014 2016 2018 vs 2017 -1 

 SINCHI  CLAS. RF SINCHI  CLAS. RF SINCHI  CLAS. RF 

Bosque 71,81% 75,26% 70,44% 77,01% 66,85% 67,04% 

No Bosque 28,19% 24,54% 29,56% 22,56% 33,15% 30,34% 

Sin Info.  0,2%  0,42%  2.61% 

 

Visualmente es notable la similitud de las coberturas de áreas, por lo cual los resultados se 

consideran validados y con un grado de error aceptable. 
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8.3 Cobertura clasificada Bosque ï No Bosque. 

Se presentan las áreas por hectáreas obtenidas de la agrupación de ambas clases comparadas 

anualmente en una nueva llamada ñNo Bosqueò comparados con la clase ya existente y clasificada 

ñBosqueò sobre la sub escena mencionada, es de recordar que a este punto no serán tenidas en 

cuenta las clasificaciones de los años 2015 y 2018. 

Tabla 31. Áreas obtenidas anualmente - Subescena. 

Clase 2014 2016 2017 2017-1 2019 2020 

Bosque 1.655.846,46 1.694.447,42 1.619.462,79 1.475.110,51 1.560.344,58 1.452.540,14 

NO 

Bosque 
544.388,70 505.779,33 580.773,00 725.125,33 639.891,29 747.695,70 

Sin Info. 4495,382798 9303,1997 2923,665 57581,0518 28913,428 97851,7705 

Además, los resultados de los porcentajes de estas áreas facilitan la comparación de la dinámica 

de la cobertura de bosque año a año y en especial el objeto de estudio del presente trabajo que es 

la deforestación (Tabla 32). 

En primer lugar, el área de Sin Información correspondiente a la clase nubes y sombras muestra 

que fue posible obtener clasificaciones más limpias y porcentualmente no representan una gran 

porción de terreno por lo cual pueden ser comparables las clases principales de Bosque y No 

Bosque.  

Tabla 32. Comparación Porcentual Anual ï Subescena. 

Clase 2014 2016 2017 2017-1 2019 2020 

Bosque 75,26% 77,01% 73,60% 67,04% 70,92% 66,02% 

NO Bosque 24,54% 22,56% 26,26% 30,34% 27,77% 29,54% 

Sin Info. 0,20% 0,42% 0,13% 2,61% 1,31% 4,44% 

 

Partiendo de la premisa de la perdida de cobertura boscosa evidenciada en los antecedentes 

obtenidos para la zona, los resultados de la información oficial del SIAT-AC y lo observado 

durante la interpretación de las imágenes y las clasificaciones de coberturas año tras año. Se 

establece que los años que mejor modelan la dinámica en los últimos 7 años de la deforestación 

son el 2014, 2017 y 2019. ya que en primer lugar no se registran procesos de reforestación en la 

zona, mucho menos se evidencia en los análisis visuales de las imágenes. Estos años escogidos 
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tampoco presentan una pérdida de bosque abrupta y además la cobertura ñSin infoò 

(correspondiente a nubes y sombras) es poca para estos años clasificados.  

Establecidos estos años para el análisis de los resultados de las clasificaciones supervisadas por 

método de Random Forest, las áreas deforestadas desde el año 2014 al año 2019 se presentan a 

continuación. 
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ü Resultados 2014. 

 

Ilustración 39. Cobertura Bosque - No Bosque 2014. 
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 En principio, los municipios con mayor cobertura de No Bosque son los municipios de La 

Macarena y Cartagena del Chairá. La cobertura Sin Información para el 2014 es muy baja, apenas 

un 0.2% del área total. A ese momento se registraban 1ô655.846 ha de Bosque lo que corresponde 

al 75.3% de las 2ô200.235 hect§reas totales de la zona. 

Tabla 33. Área (ha) Bosque - No Bosque 2014. 

2014 

BOSQUE 1655846 75,3% 
NO BOSQUE 539893 24,5% 

Sin Info 4495 0,2% 
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ü Resultados 2017 

 

Ilustración 40. Cobertura Bosque - No Bosque 2017. 
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La principal diferencia del año 2014 al 2017 de la cobertura No Bosque se encuentra en la zona 

del municipio de Cartagena del Chairá, se evidencia deforestación principalmente en esta zona 

seguida de San José del Guaviare y Calamar.  

Tabla 34. Área (ha) Bosque - No Bosque 2017. 

2017 

BOSQUE 1619462 73,6% 

NO BOSQUE 577849 26,3% 

Sin Info 2923 0,1% 

Entre 2014 y 2017 se perdieron más de 36 mil hectáreas de Bosque, es importante resaltar que 

la cobertura sin información para ambos años es baja por lo tanto está comparación es fiable. 
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ü Resultados 2019 

 

Ilustración 41. Cobertura Bosque - No Bosque 2019. 
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No se registra una zona focalizada de deforestación, se presentó en toda la zona para los 5 

municipios en estudio, en especial el municipio de San Vicente del Caguán registra una dinámica 

de parcelación. 

Tabla 35. Área (ha) Bosque - No Bosque 2019. 

2019 

BOSQUE 1560345 70,9% 

NO BOSQUE 610978 27,8% 

Sin Info 28913 1,3% 

Entre 2017 al 2019 se perdieron alrededor de 59 mil hectáreas en tan solo dos años. Lo cual 

evidencia un aumento de la tasa deforestada en el transcurso de estos dos años. 

Tabla 36. Resumen Área en hectárea Bosque - No Bosque 2014, 2017, 2019. 

Cobertura 2014 2017 2019 

Bosque 1655846 75,30% 1619463 73,60% 1560345 70,90% 

No Bosque 539893 24,50% 577849 26,30% 610978 27,80% 

Sin Info 4495 0,20% 2924 0,10% 28913 1,30% 

En síntesis, la perdida de cobertura de Bosque entre 2014 y 2019 fue de más de 95 mil hectáreas 

a lo largo de los 5 municipios comprendidos en la Sub escena trabajada, es evidente el aumento de 

área deforestada en los últimos 2 años por encima del periodo inicial con diferencia de 3 años.  

 

Ilustración 42. Gráfico de áreas Bosque - No Bosque. 
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Para obtener la tasa de deforestación anual entre los diferentes periodos, se retoma lo planteado 

en el apartado 6.1.5 usando la siguiente ecuación planteada por (FAO, 1996). 

‏
Ὓ

Ὓ

ϳ

ρ 

Donde ŭ es la tasa anual de cambio, S1 es la superficie en la fecha 1, S2 es la superficie en la 

fecha 2 y n es la diferencia en años entre ambas fechas (Osorio, Mas, Guerra, & Maass, 2015).  

Tabla 37. Tasa anual Deforestación. 

Periodo 2014-2017 2017-2019 2014-2019 

Tasa Anual -0,74% -1,84% -1,18% 

 

Se evidencia que, para el segundo periodo analizado, la deforestación aumento en más del doble 

de lo que se venía presentando en el primer periodo; es decir para el primer periodo se registraban 

poco más de 16 mil hectáreas deforestadas por año, mientras que para el segundo se deforestaban 

más de 40 mil hectáreas anualmente.  

Esto puede estar asociado a un mayor acceso a estos territorios tras la firma de los acuerdos de 

paz en 2016 (Furumo & Lambin, 2020) y (Armenteras, y otros, 2020). Como se venía discutiendo 

en los antecedentes, el campesinado y otros grandes grupos han aprovechado la falta de ñcontrolò 

en el territorio para así aumentar la frontera agropecuaria, de paso aprovechar la explotación 

extractiva de madera en la zona, además la clase identificada como No Bosque agrupa coberturas 

como pastoreo, el cual es utilizado por la ganadería extensiva y cultivos los cuales extienden 

deliberadamente la frontera agrícola. 
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8.4 Resultados Modelo 

A partir de los resultados de las clasificaciones presentados anteriormente, se calcula un modelo 

que permite estimar la perdida de la cobertura Bosque en el área de estudio al año 2030. 

8.5 Calibración de modelo 

La calibración del modelo presentado corresponde a lo encontrado en los tres periodos 

planteados 2014 ï 2017, 2017 ï 2019 y 2014 ï 2019, a partir de esta calibración y su respectiva 

validación de los mejores resultados se pretende realizar la simulación de las zonas en riesgo a ser 

deforestadas en los próximos años hasta 2030. 

8.5.1 Matriz de transición. 

La matriz de transición indica la tasa de cambio de cobertura boscosa a otra que no corresponde 

a bosque. La matriz de múltiple paso indica la tasa por el número de divisiones aplicadas en el 

tiempo, en este caso la tasa anual; por su parte la matriz de único paso indica la tasa de cobertura 

boscosa perdida en el intervalo de tiempo a calibrar. 

Tabla 38. Matriz de Transición periodos 2014-2017, 2017-2019, 2014-2019. 

Transición de Bosque a No Bosque 

MATRIZ 2014 - 2017 2017 - 2019 2014 - 2019 

Múltiples pasos 0,0195 0,0342 0,0196 

Único Paso 0,0554 0,0653 0,0894 

Se evidencia que la mayor tasa anual registrada fue durante el segundo periodo de 2017 a 2019, lo 

que se ve reflejado en estudios como (Finer & Mamani, 2020) y (Clerici, y otros, 2020), cuyas 

tasas deforestadas aumentaron en tiempos de postconflicto, sin embargo, la tasa anual del periodo 

completo de 2014 ï 2019 no se ve afectada drásticamente por este segundo periodo. 

8.5.2 Coeficientes pesos de evidencia 

Consiguiente a determinar los rangos como fue indicado en la sección No. , se obtienen los 

coeficientes de los pesos en los intervalos, es importante recordar que estas son variables 

calculadas de manera continua en distancias con respecto a cada uno de los elementos contenidos 

sobre un archivo raster y tras la determinación de intervalos estas variables son categóricas. 
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ü Distancia NB: A continuación, se observan los coeficientes obtenidos de la distancia a 

zonas no boscosas del mapa inicial. 

Tabla 39. Coeficiente de peso - Distancia NB (Año Base). 

Intervalo de 

rango 

Coeficiente de Peso 

 2014 ï 2017 2017 ï 2019 2014 ï 2019 

0 50 2.25633910585975 1.88995949927247 1.62961872182209 

50 100 1.47198636230695 1.17150135823923 1.1677975613749 

100 150 1.16759430149069 0.919570663001987 1.03767475068129 

150 200 1.00349110200996 0.77742357364853 0.954955963388501 

200 250 0.856995379830508 0.660069689328203 0.885494081770306 

250 300 0.724131264181457 0.560831016427238 0.813933063345763 

300 350 0.584220148059302 0.468560025914799 0.734706208458958 

350 400 0.445467241441992 0.386249843446388 0.663986280577528 

400 450 0.333621350612192 0.291137512924973 0.595718655255279 

450 500 0.23258736823104 0.188787335576555 0.535895425457357 

Como se evidencia en la Tabla 39, hasta los 200 metros de cercanía a las áreas no boscosa se 

registran altos coeficientes, lo que quiere decir que hay una gran propensión a expandir las áreas 

ya deforestadas, esto se evidenció en los resultados visuales de las imágenes siendo esta expansión 

más notoria que la creación de nuevos parches. Esta información será de utilidad en la creación de 

la simulación explicada más adelante.  

ü Protegido: A continuación, se observan los coeficientes obtenidos de la distancia a las 

áreas establecidas como zonas de protección del RUNAP.  

Se estableció como límite superior 1 km de distancia ya que las delimitaciones muchas veces 

no son materializadas ni recibe protección continua del territorio. 

Estas zonas evidentemente funcionan como protectoras de la cobertura boscosa, los valores 

negativos indican una menor probabilidad de que dichas zonas sean transformadas (Tabla 40). 



121 

 

   

 

Tabla 40. Coeficiente de peso - Protegido. 

Intervalo 

de rango 

Coeficiente de Peso 

2014 ï 2017 2017 ï 2019 2014 ï 2019 

0 100 -1.26878239870023 -0.838064995820368 -1.50501757491321 

100 200 -1.35435108200187 -0.858865635812109 -1.22380676619164 

200 300 -1.31984901069719 -0.738874859916301 -1.02487634193361 

300 400 -1.3173484405908 -0.60313724306306 -0.911938026618122 

400 500 -1.37258638001319 -0.612962166609744 -0.900134054443608 

500 600 -1.25833982598238 -0.557697059351744 -0.820568539444012 

600 700 -1.1144754565514 -0.604510833006411 -0.858705601758965 

700 800 -1.04792846112737 -0.627960913396003 -0.851199587446254 

800 900 -1.00347877297365 -0.769566827021191 -0.961385251548916 

900 1000 -0.971675727895136 -0.828661244007266 -0.98476487078264 

ü Resguardos: Obtenidos de la distancia a las áreas conferidas a comunidades indígenas. 

Tabla 41. Coeficiente de peso - Resguardos. 

Intervalo 

de rango 

Coeficiente de Peso 

2014 ï 2017 2017 ï 2019 2014 ï 2019 

0 100 -0.682999615761935 -0.457559112397413 -0.458172005312494 

100 200 -0.64723904744301 -0.511902200581953 -0.461897634290662 

200 300 -0.601824362401224 -0.771897315864191 -0.509384199134571 

300 400 -0.614456447182088 -0.747083761400685 -0.504552903855509 

400 500 -0.752983163647566 -0.578614405032169 -0.494338746545778 

500 600 -0.658881519669858 -0.635632881872615 -0.580784743612848 

600 700 -0.490548197540706 -0.935634673141581 -0.811876481248475 

700 800 -0.532198398954245 -1.14154659143985 -0.981883557269833 

800 900 -0.483705388361774 -1.04354389838586 -0.872051250620835 

900 1000 -0.199580598765189 -0.919760675368359 -0.701440883346896 
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Nuevamente, los valores negativos corresponden a zonas con menor predisposición a ser 

deforestadas, sin embargo, estos coeficientes no parecen tener una secuencia clara ya que los 

valores más altos (negativamente) corresponden a las áreas más alejadas de los territorios.  

ü Ríos: A continuación, se observan los coeficientes obtenidos de la distancia a los ríos 

encontrados en la zona de estudio. 

Tabla 42. Coeficiente de peso ï Ríos. 

Intervalo de 

rango 

Coeficiente de Peso 

2014 ï 2017 2017 ï 2019 2014 ï 2019 

0 1000 0.254283100248579 -0.183073048440125 -0.227906395961467 

1000 2000 0.334825980082166 0.193891885647326 0.162694364026522 

2000 3000 0.334923248491864 0.306173108154204 0.306813590914001 

3000 4000 0.220485949492815 0.354299655136046 0.27792777443037 

4000 5000 0.332916308400927 0.409108833386357 0.3346980925617 

5000 6000 0.357178160987101 0.202083418844118 0.206833189017483 

6000 7000 0.26657840297005 0.27717012883209 0.236575057995415 

7000 8000 0.107525833223787 0.174114936074954 0.131492215228084 

8000 9000 0.109250240056029 0.0529046678202277 
-

0.00276587264646699 

9000 10000 0.235223304595373 0.0282753230935055 0.130102671924728 

10000 11000 0.171209241885116 0.0439443640217549 0.0748787247743458 

11000 12000 
-

0.0364568554921735 
0.119637475225325 0.0443617737997427 

12000 13000 -0.167990583922397 0.0856521888547344 0.00880153806003725 

13000 14000 0.0563505732957008 0.144192035592561 0.171863820354494 

14000 15000 0.240614745379579 0.136979682848895 0.252263879969455 

15000 16000 0.295230915119974 0.204632870637994 0.340437638872839 

16000 17000 0.260363716171691 0.114342559299213 0.179057607841737 

17000 18000 0.267879604143975 0.186507663647121 0.202414090086862 
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18000 19000 0.186137333727652 0.193255482601038 0.245502545590602 

19000 20000 0.190731961027818 0.245151904317361 0.275877466787696 

20000 21000 0.0663457707263638 0.184122226139153 0.1564271026447927 

21000 22000 0.0345713199052076 0.327713895625545 0.246965921262064 

22000 23000 0.155642620919944 0.185359875521366 0.232148565342835 

23000 24000 0.213018720407432 0.165313471311904 0.293938908432614 

24000 25000 0.213258748719427 0 0.210910428825988 

25000 30000 0 0 0 

 

Se puede evidenciar (Tabla 42) que la mayoría de los valores son positivos ya que alrededor de 

los ríos se encuentran la mayoría de las áreas deforestadas, ya sea por el uso del recurso hídrico, 

movilidad de materiales o acceso a los mismos territorios, solo algunos sectores en donde se 

encuentran cuerpos de agua presentan valores negativos y son los menos propensos a deforestación 

ya que son los lugares más alejados de los focos de perdida de superficie boscosa. Se encuentra 

además que a partir de los 25 km de distancia al rio deja de ser una variable que afecte 

significativamente la deforestación en la zona. 

ü Urbano: Se presentan los resultados obtenidos de los pesos de evidencia en cercanías a 

los dos principales centros poblados de la zona como Remolinos del viento y La 

Macarena. 

Tabla 43. Coeficiente de peso - Urbano. 

Intervalo de 

rango 

Coeficiente de Peso 

2014 ï 2017 2017 ï 2019 2014 ï 2019 

0 1000 2.03841491299605 -0.413570301329905 0.423964390874257 

1000 2000 1.26587682537124 0.485675793294368 0.447988896710161 

2000 3000 1.46857477563649 0.228736213866339 0.564553089691371 

3000 4000 1.01093390435504 0.251085006572769 0.267100087550556 

4000 5000 1.07656025873111 0.193930700462385 0.5355857578810039 
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5000 6000 1.26582681709697 0.506978575076204 0.812967877651295 

6000 7000 1.30320536998241 0.751303841462753 0.931566710334051 

7000 8000 1.31467433089948 0.758073027117168 0.99343950138846 

8000 9000 1.10348054517199 0.841134921771825 1.00365454871868 

9000 10000 1.27869177824631 0.914625463118291 1.06605371818154 

10000 11000 1.29375402465351 0.882758680305686 1.13114062956952 

11000 12000 1.283795929207 0.625792708278758 0.994319704092481 

12000 13000 1.08229054905089 0.577117531419513 0.849681605702273 

13000 14000 1.14955368839905 0.664565283946948 0.851168803887814 

14000 15000 1.06087693664513 0.498657217731616 0.761523326905136 

15000 16000 1.08906733501881 0.779780227021439 0.931435517298712 

16000 17000 1.02173510835281 0.518511180236908 0.784509940810003 

17000 18000 0.877607875610155 0.454111140352331 0.683608725259607 

18000 19000 0.91414615629106 0.43014318718496 0.734273379524217 

19000 20000 0.972257545094235 0.461368821009859 0.783807476565289 

20000 21000 0.826158455878137 0.327908367763161 0.620053660221139 

21000 22000 0.77513011616257 0.447236099647406 0.652002355383919 

22000 23000 0.715763065098198 0.3617348738403 0.630184441416897 

23000 24000 0.36137066686147 0.282507665031723 0.424835962394288 

24000 25000 0.31170077727942 0.190569673267447 0.360110528361995 

25000 26000 0.139849626006942 0 0.0950452540515042 

26000 27000 0.286225887846601 0 0.314377150854617 

27000 28000 0.200865411778257 0 0.292638353468675 

28000 29000 0.233644797851449 0 0.183684203069723 

29000 40000 0 0 0 

A pesar de que las áreas de uso urbano tienen áreas muy pequeñas respecto al total de la imagen 

los pesos evidencian denotan una predisposición de aumento en la deforestación cercano a estas 
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zonas, lo cual puede ser natural por el crecimiento poblacional y la cantidad de área requerida para 

diferentes actividades económicas, sociales y otras actividades antrópicas.  

Para esta variable se encuentra que a partir de los 29 km de distancia la variable deja de ser 

significativa como factor de riesgo a la deforestación en la zona. Adicional se debe anotar que la 

variación de los coeficientes del segundo periodo (2017 ï 2019) presentan irregularidades en 

comparación de los otros dos periodos. 

ü Vías: A continuación, se presentan los coeficientes calculados en cercanías a las 

principales vías de acceso a lo largo de la zona de estudio.  

Tabla 44. Coeficiente de peso - Vías. 

Intervalo de 

rango 

Coeficiente de Peso 

2014 ï 2017 2017 ï 2019 2014 ï 2019 

0 1000 1.24443913125781 0.641472351125879 0.783863773409424 

1000 2000 0.997590981797681 0.486600026031036 0.6162668455619022 

2000 3000 0.754702118625051 0.438648270959785 0.508028408823342 

3000 4000 0.642449999137492 0.478201787002345 0.566505980522715 

4000 5000 0.64188893849054 0.516239304127753 0.590953925649126 

5000 6000 0.602805223693085 0.527267321513131 0.608700887712122 

6000 7000 0.415227922217373 0.41644198669105 0.466420494309852 

7000 8000 0.360286267238916 0.489843345735417 0.507033714116407 

8000 9000 0.203212648738698 0.346598757587122 0.342543627692868 

9000 10000 0 0.392253817560446 0.315873200396907 

10000 11000 0 0.0497696761012324 0.11396339590947 

11000 12000 0 0.31112666826261 0.243365459501283 

12000 13000 0 0.190791403165114 0.127567671059005 

13000 30000 0 0 0 

Las vías que se presentan en la imagen suponen un aumento en la deforestación cercano a ellas, 

lo cual es normal ya que los accesos a las zonas se dan por medio de estas, incluso en la ampliación 

de estas mallas viales, sin embargo, los valores de los coeficientes no son demasiado altos, además, 
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a pesar de haber estimado un área de influencia de hasta 30 km, los coeficientes llegan a ser 

significativos hasta los 13 km de distancia. Por lo tanto, si bien las vías representan un riesgo, no 

resulta en demasía un problema para este caso en particular. 

   

  

   

Ilustración 43. Gráficas distribución de pesos de evidencia. 
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Las gráficas permiten resumir y analizar la magnitud de influencia a las zonas potenciales a ser 

deforestadas al encontrarse cercanas a estas variables amenazantes; a excepción de zonas 

protegidas y resguardos indígenas cuya cercanía contribuye a la protección de la naturaleza. Entre 

las más destacadas por su alto peso se encuentra la cercanía a zonas ya deforestadas y la cercanía 

a zonas urbanas, además una tendencia marcada al revisar las distancias se presenta con la variable 

de vías, lo cual evidencia que las zonas se ven amenazadas por la afectación antrópica del fácil 

acceso a la ubicación. 

8.5.3 Correlación de Variables 

Para el modelamiento espacial de probabilidades por pesos de evidencia el único supuesto a ser 

analizado es la ausencia de correlación entre las variables utilizadas.  

Entre algunos diferentes coeficientes analizados, a continuación, se presentan los estadísticos 

V de Cramer y la Contingencia de Pearson; en ambos casos los coeficientes se encuentran entre 0 

y 1 donde valores cercanos a 0 indican independencia absoluta, mientras que valores de 0,4 indican 

correlación relativamente moderada. 

Los datos obtenidos y analizados en conjunto evidencian ausencia de correlación moderada, ya 

que para valores V de Cramer menores a un 0,4 se consideran no relacionadas, en todos los casos 

este coeficiente se encuentra muy por debajo (Tabla 45).  

Para el coeficiente de contingencia si bien se encuentran algunas relaciones entre variables de 

ríos, vías y urbano; en ningún caso es superior a un 40%. Esta relación puede estar asociada a la 

dinámica del territorio puesto que las principales cabeceras urbanas se encuentran construidas 

contiguas al río, mientras las vías son construidas para la conectividad de estas zonas urbanas. 

Además, estas tres variables en conjunto aumentan el riesgo de deforestación de zonas contiguas 

a ellas. 

Así pues, se evidencia la ausencia de correlación entre las diferentes variables, por esta razón 

serán utilizadas en su totalidad para la realización de los modelos de simulación.  
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Tabla 45. Análisis - Correlación de Variables. 

Primera 

variable 

Segunda 

variable 

2014 ï 2017 2017 ï 2019 2014 ï 2019 

V de Cramer 
Coef. 

Contingencia 
V de Cramer 

Coef. 

Contingencia 
V de Cramer 

Coef. 

Contingencia 

NB 2014 Protegido 0,029972486 0,094358435 0,038068907 0,119521492 0,029972486 0,094358435 

NB2014 Resguardos 0,005228755 0,016532516 0,018254894 0,057631097 0,005228755 0,016532516 

NB 2014 Ríos 0,109175943 0,326342994 0,092733507 0,281399138 0,109279427 0,326619336 

NB2014 Urbano 0,106134443 0,318183751 0,106551484 0,319306763 0,106379391 0,318843512 

NB2014 Vías 0,164440918 0,442416606 0,15456744 0,439134918 0,160312008 0,452166642 

Protegido Resguardos 0,019945715 0,062948798 0,016830197 0,101841809 0,019945715 0,062948798 

Protegido Ríos 0,060185841 0,186968155 0,070336238 0,325777913 0,064957136 0,201211373 

Protegido Urbano 0,02219034 0,069999883 0,01884073 0,093788415 0,033739158 0,106090465 

Protegido Vías 0,023062419 0,069022255 0,03171261 0,113601242 0,023935452 0,075474655 

Resguardos Ríos 0,021440818 0,06764651 0,055268791 0,261350135 0,026341376 0,083011248 

Resguardos Urbano 0,017460364 0,055130545 0,056633511 0,272454915 0,021645258 0,068288531 

Resguardos Vías 0,009013782 0,027031464 0,051757855 0,183448603 0,010014909 0,031654052 

Ríos Urbano 0,096379609 0,434120234 0,089468693 0,401437806 0,107607396 0,481038249 

Ríos Vías 0,118096656 0,333950409 0,105494321 0,355516002 0,111593478 0,385305549 

Urbano Vías 0,11192511 0,318310486 0,100763851 0,341471489 0,10917646 0,378164914 

 

8.6 Evaluación de modelo mediante simulación 

Es necesario analizar los resultados obtenidos por varias simulaciones con las cuales se buscó 

modelar por medio de las diferentes calibraciones y ajustes del modelo (sección 7.7), validando 

así cuál de ellas se ajusta en mayor medida y a su vez se pueda realizar con mayor probabilidad la 

predicción al año 2030.  

Para poder validar dichas simulaciones, se considera la comparación de similitudes por 

funciones de decaimiento, realizadas por el software de Dinamica Ego; por otra parte, es necesario 

tener en cuenta los porcentajes de área de los años clasificados y validados en este trabajo 

(subzonas 2014, 2017 y 2019) para conocer el margen las diferencias de área por cada simulación.  
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8.6.1 Comparación por similitudes. 

El software de Dinamica Ego al realizar los mapas de cambio entre el clasificado de manera 

independiente y el mapa simulado (sección 7.7.2.1 ). 

Se presentan los resultados de similitudes por celdas agrupadas de 15*15 ya que a mayor es el 

tamaño de la ventana, la probabilidad de pixeles similares aumenta. 

Tabla 46. Comparación por similitudes ï Ventana de 15*15. 

Expander 
2014 - 2017 2017 ς 2019 2014 - 2019 

Min Simil Max. Simil Min Simil Max. Simil Min Simil Max. Simil 

0,75 0,3458 0,6264 0,2895 0,5765 0,2965 0,4649 

0,8 0,3458 0,6264 0,2937 0,5892 0,3146 0,5466 

0,85 0,3454 0,6325 0,2925 0,5987 0,3091 0,5549 

Se consideraron las calibraciones de los tres periodos planteados, para todos ellos se encontró 

que a mayor es el porcentaje asignado a la función de expansión de parches prexistentes se 

presentan mejores resultados de similitud, para Expander menor al 0,7 la simulación no sobrepasa 

las similitudes del 50%, mientras que para Expander mayor al 0,9 los resultados no mejoran 

considerablemente, además de haber disminuido drásticamente la posibilidad de encontrar nuevos 

parches deforestados. 

Así pues, esta validación nos presenta tras la agrupación de pixeles en un área de tan solo 2 

hectáreas es posible obtener similitudes de entre 55% y 63%, estos resultados se ajustan en gran 

nivel si consideramos que el área total de la sub zona de estudio es de más de 2,2 millones de 

hectáreas. 

8.6.2 Comparación por áreas.  

A continuación, se muestran los resultados obtenidos una vez realizadas las simulaciones, 

calculadas sus áreas y comparadas por las áreas de cobertura boscosa respecto a las clasificaciones 

originales (metodología explicada en la sección 7.7.2.2). 

Para la calibración del primer periodo se simulo la transición de la fecha inicial 2014 hacia 

2017, luego se obtuvieron las áreas de esta simulación y son comparadas con las áreas originales 

obtenidas del 2017. Los resultados son satisfactorios puesto que el promedio de las diferencias no 

supera en un 5%, lo que equivale a poco más de cien mil hectáreas. 
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Tabla 47. Comparación de áreas simuladas - 2017. 

 Clasificación  

observada 2017 

Calibración 2014 - 2017 

 Expander 0,8 Expander 0,85 

BOSQUE 1619462 73,6% 68,9% 68,8% 

NO BOSQUE 577849 26,3% 31,1% 31,2% 

Sin Info 2923 0,1%   

Diferencia   4,8% 4,9% 

 

Los siguientes dos periodos al ser simulados hasta el año 2019, deben ser comparados con la 

clasificación observada para dicho año, en general se presentaron mejores resultados con 

diferencias de apenas un 3% es decir hasta 66 mil hectáreas. 

Tabla 48. Comparación de áreas simuladas - 2019. 

 Clasificación 

observada 2019 

Calibración 2017-2019 Calibración 2014 - 2019 

 Expan 0,8 Expan 0,85 Expan 0,8 Expan 0,85 

BOSQUE 1560345 70,9% 68,7% 68,7% 67,5% 68,3% 

NO BOSQUE 610978 27,8% 31,3% 31,2% 32,5% 31,7% 

Sin Info 28913 1,3%     

Diferencia   2,8% 2,8% 4,1% 3,2% 

Como se muestra en las tablas 47 y 48, los porcentajes de área en los diferentes periodos de 

tiempo son muy similares entre ellos. El error calculado se midió respecto a las diferencias del 

porcentaje de área en los años ya mencionados y los cuales fueron punto de comparación para 

validar los resultados. El porcentaje de error más alto no supera el 5%, lo cual suponen resultados 

aceptables, el menor error se presentó en el periodo 2017 ï 2019 y 2014 ï 2019, en ambos casos 

otorgando unos 0,85 puntos de probabilidad a la expansión de parches preexistentes, lo cual 

además concuerda con la evaluación realizada por diferencia de similitud en el software de 

Dinamica EGO.  

8.6.3 Validación predictiva cercana 

Tras las comparaciones de las simulaciones sobre años considerados por su misma calibración, 

se decide realizar una corta predicción comparando así dichos modelos hacia resultados del año 

2020, cuyo año también fue obtenido en la clasificación supervisada de este estudio. Es de anotar 
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que la clasificación obtenida para este año presentó hasta un 4,4% de cobertura sin información, 

por esta razón no fue considerada para la calibración de los modelos.  

La evaluación anterior se encontró que los mejores resultados se obtuvieron de las calibraciones 

2017 ï 2019 y 2014 ï 2019 con un Expander del 0,85. Estas son las consideradas para realizar esta 

corta predicción. 

Tabla 49. Validación predictiva - 2020. 

 
Clasificación  

obtenida 2020 

Calibración  

2017 - 2019 

Calibración  

2014 - 2019 

 Min-Max Similitud Min-Max Similitud 

 0,34 ï 0,736 0,354 ï 0,707 

BOSQUE 1452540,141 66,0% 64,12% 66,95% 

NO BOSQUE 649843,932 29,5% 35,88% 33,05% 

Sin Info 97851,7705 4,4%   

Diferencia   4,1% 1,3% 

 

La comparación por funciones de similitud de Dinamica EGO se consideró un tamaño de 

ventana mayor el cual abarca un área de 9,6 hectáreas por lo cual se encuentra un mejor resultado 

de hasta 73% de similitud a lo predictivo en la calibración de 2017 ï 2019 y un 70% en la 

calibración del periodo completo 2014 ï 2019.  

Al realizar la comparación por cobertura, los resultados también son excelentes puesto que para 

el primer periodo presenta un error de 4%; mientras que para el segundo apenas sobrepasa el 1% 

es decir menos de 30 mil hectáreas. 

La Ilustración 44 presenta la distribución espacial de las similitudes resaltando las zonas rojas 

como un ajuste alto en dicho sector, si bien se presenta en varios sectores de la imagen, es claro 

que predomina el azul como ajuste bajo en estas zonas.  

Al revisar los resultados en su conjunto, encontramos que, si bien la distribución del aumento 

de zonas deforestadas no presenta un ajuste alto, es aceptable y aún más al analizar los resultados 

cuantitativos por áreas de cada cobertura. Por lo cual el modelo ajusta y modelará en buena medida 

la cantidad de área que se podría perder de continuar con estas tasas de deforestación. 
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a) Predicción con periodo 2017 ï 2019.   b)   Predicción con periodo 2014 ï 2019. 

Ilustración 44. Distribución espacial de similitud - 2020. 

Con estos resultados se considera la validación de ambos modelos eficiente en el uso de las 

matrices de transición expuestas, resaltando que la tasa anual del periodo 2017 ï 2019 es mayor; 

las asignaciones de una probabilidad de 0,85 de las transiciones corresponden a expansiones de 

los parches existentes; y el uso de las variables propuestas generan confiabilidad para proyectar 

simulaciones, así obtener mapas de vulnerabilidad en el área sobre zonas que serás deforestadas. 

8.7 Modelo de simulación predictiva a 2030 

Una vez validados ambos modelos, se tomaron los periodos de tiempo que mejores resultados 

y menor porcentaje de error obtuvo, como lo son 2017 ï 2019 y 2014 ï 2019 para realizar una 

predicción al año 2030 y así evaluar las diferencias en cuanto a porcentaje de área que cubre cada 

cobertura o uso del suelo, para este caso, ñBosqueò y ñNo Bosqueò. 

Tabla 50. Resultado de áreas predichas a 2030. 

 
2017 - 2019 

(Expander 0,85) 

2014 - 2019 

(Expander 0,85) 

BOSQUE 1063587,06 48,99% 1254256,87 57,76% 

NO BOSQUE 1107634,99 51,01% 916965,17 42,23% 

Área Total 2171222,06  2171222,057  
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Los resultados predictivos de áreas en ambos casos son inquietantes. Recordando las tasas de 

deforestación de ambos periodos, el periodo completo mantuvo una tasa anual de 1,96% de área 

deforestada; mientras que para el segundo periodo 2017 ï 2019 esta tasa aumento 

considerablemente a un 3,42% de bosque perdido anualmente. Estas tasas anuales son la razón de 

las diferencias de áreas, donde la obtenida en los últimos años llegaría a superar el área sin 

cobertura de bosque natural.  

 

Ilustración 45. Gráfico de coberturas proyectadas al 2030. 

Para este caso los resultados muestran porcentajes de área bastante distintos entre periodos de 

tiempo, las diferencias entre ambas simulaciones son de casi un 9%, es decir poco menos de 200 

mil hectáreas. 

Como se esperaba, las zonas que se encontraban deforestadas en 2019 se expandieron a su 

alrededor registrando alto riesgo de aumentar la cobertura de no bosque y no se observa la creación 

de nuevos parches de gran área. Aunque todos los municipios de esta zona se verían fuertemente 

afectados, aquellos con mayor riesgo de esta zona es La Macarena seguida de Cartagena del 

Chairá. Por otra parte, se evidencia que el periodo considerado 2017 ï 2019 registra una mayor 

pérdida de bosque (Ilustración 47), mientras el periodo completo conserva las formas de los 

parches existentes (Ilustración 47). 
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Ilustración 46. Mapa de predicción cobertura ï 2030 (Tasa 2017 ï 2019). 
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Ilustración 47. Mapa de predicción cobertura ï 2030 (Tasa 2014 ï 2019). 
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La gráfica a continuación evidencia el cambio de las coberturas del año 2019 hasta la predicción 

2030. Al mantener la tasa anual alta registrada en los últimos 2 años disminuye en poco más del 

23,2% que corresponde a 511 mil hectáreas, mientras si continua con la tasa promedio de los 

últimos 5 años la perdida registrada es de 318 mil hectáreas correspondientes a un 14,4% en los 

siguientes 11 años. 

 

Ilustración 48. Gráfico comparación de coberturas 2019 - 2030. 

Se obtuvieron de manera diferenciada aquellas áreas que tras la simulación a 2030 se encuentran 

deforestadas, mientras para la vigencia 2019 no lo estaban. Es decir, las zonas que se encuentran 

susceptibles a ser transformadas en los próximos años (Ilustración 49 y 50). Las zonas 

representadas en color rojo corresponden a las zonas con una mayor probabilidad a ser deforestadas 

en los próximos años hasta el año 2030. Nuevamente, es evidente que cualquier panorama es 

preocupante y aún peor lo es continuar con una tasa anual alta como la de los últimos años 

(Ilustración 49). Todos los municipios de la zona presentan un alto riesgo, se resalta en particular 

las fuertes manchas rojas en Cartagena del Chairá y La Macarena. 

Además, se presenta afectación en áreas protegidas, a pesar que el modelo por pesos de 

evidencia desincentiva la tala en estas zonas como se evidenciaba en el apartado 8.5.2. De los 

parques nacionales naturales con mayor riesgo se encuentran la Sierra de la Macarena y Tinigua 

por su zona sur cubierta en este estudio; mientras que el resguardo del pueblo Pijao nombrado 

Yaguará II se encuentra en alto riesgo. Es necesario focalizar esfuerzos de protección en estas 

zonas para garantizar la seguridad de los pueblos indígenas, junto a las especies de fauna y flora 

presentes en dichos territorios.   
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Ilustración 49. Mapa de zonas potenciales de riesgo- 2030 (Tasa 2017 ï 2019). 



138 

 

   

 

  

Ilustración 50. Mapa de zonas potenciales de riesgo- 2030 (Tasa 2014 ï 2019). 



139 

 

   

 

9 CONCLUSIONES 

ü Se implementó una clasificación supervisada usando el algoritmo de ñRandom Forestò 

con los diferentes tipos de imágenes óptico, radar y sinergia óptico-radar, teniendo en 

cuenta el mayor detalle posible y las dificultades en el proceso; obteniendo como 

resultados numéricos y visuales que para el periodo 2014-2020 en la zona de estudio y 

con las condiciones presentadas, las imágenes del sensor Landsat 8 OLI son las más 

adecuadas para el respectivo análisis y cálculo de la deforestación. La pérdida de 

cobertura boscosa entre el 2014 y 2019 se estima en 95 mil 501 hectáreas (95.501 ha) 

de las 2.2 millones analizadas, especialmente en las zonas estudiadas de los municipios 

de La Macarena, San Vicente del Caguán y Cartagena del Chairá. La clasificación 

evidencia de que manera la tasa de deforestación aumento significativamente en los 

últimos años, esto en especial en tiempos de post conflicto; se evidencia de que manera 

en el periodo inicial 2014 ï 2017 se habían deforestado más de 36 mil hectáreas, 

mientras que para el segundo periodo analizado de 2017 ï 2019, considerando un año 

menos, la cifra aumenta a 59 mil hectáreas. 

ü Se evaluaron los resultados por medio del índice Kappa en donde se obtuvo como 

resultado que este está por encima del 70% y hasta un 80% para clasificaciones de 

segundo nivel de Corine Land Cover con las imágenes del sensor Landsat 8 OLI. La 

evaluación de resultados de esta clasificación es superior en un 38% respecto a las 

imágenes del sensor Sentinel 1 y 25% sobre la clasificación de la sinergia óptico-radar. 

Además, no fue posible obtener clasificaciones aceptables con el sensor de Sentinel 1 

para el segundo nivel de clasificación por metodología Corine Land Cover, ya que este 

sensor presento limitaciones en la identificación entre las diferentes clases de vegetación 

de bajo follaje, mientras que sí logra identificar bosques frondosos y superficies de agua. 

La sinergia de bandas multiespectrales con la imagen de Sentinel 1 aporta ligeramente 

a la identificación y clasificación de coberturas comparada con el resultado de la 

intensidad SAR, mientras que mejora la resolución espacial de las imágenes de Landsat, 

sin embargo, las características espectrales son mucho más bajas. Se desarrolló un 

modelo predictivo a partir de los resultados de la clasificación supervisada teniendo en 

cuenta variables que afectan de manera directa el territorio, la evaluación de dicho 
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modelo al ser comparado con las clasificaciones supervisadas demuestra un nivel de 

confianza de hasta un 95% en la simulación del total de áreas deforestadas; en cuanto a 

las zonas en las cuales se genera la deforestación permite simular correctamente su 

ubicación en un 60% a partir de las variables consideradas como distancias a vías, ríos, 

centros poblados, cobertura no boscosa, y resguardos y zonas protegidas que inhiben la 

deforestación. 

ü La validación de los resultados se hizo mediante el uso de información espacial de 

fuentes oficiales en donde no se buscaba mejorar los mapas de estas fuentes sino tener 

estos como punto de validación de resultados y posible complemento para los años en 

los cuales no se encuentra información espacial oficial, se realiza comparación de los 

resultados obtenidos frente a los usos del suelo que identifican en SINCHI, donde no 

fue posible tener fiabilidad de las clases a segundo nivel de Corine Land Cover, debido 

a las limitaciones de verificación en campo, desconocimiento detallado sobre cultivos, 

pastos, suelos de la región y dificultades para una correcta clasificación de los usos del 

suelo. Fue necesario hacer un cambio a cobertura de ñBosqueò y ñNo Bosqueò lo que 

mejoró los resultados, haciendo posible su validación y permitió un mejor desarrollo de 

los procedimientos posteriores, como el cálculo de áreas y el modelo predictivo. El 

modelo predictivo se validó mediante una predicción cercana, obteniendo resultados 

con un error por debajo del 5%, mientras que el modelamiento de la ubicación de las 

zonas deforestadas establece un 70% de similitud. De esta manera, se lograron proyectar 

dos estimados de deforestación al año 2030, teniendo en cuenta diferentes tasas anuales 

de 1,9% y 3,4% para los periodos de 2014 ï 2019 y 2017 ï 2019 respectivamente; 

obteniendo como resultado una pérdida de cobertura de Bosque de entre 318 y 511 mil 

hectáreas. Haciendo uso de los resultados del modelo predictivo, se estimaron áreas de 

posible vulnerabilidad sobre la zona de estudio, en donde se evidencia que los cascos 

urbanos, zonas cercanas a vías y zonas cercanas a los ríos son mucho más propensas a 

ser deforestadas. Entre las variables con mayor peso se encuentra la cercanía a zonas ya 

deforestadas, esto se debe no solo a la facilidad de acceso a las zonas, sino además a que 

la variable lleva implícita factores como la cobertura de pastos para el uso de la 

ganadería extensiva y zonas de cultivo ampliando así descontroladamente la frontera 

agrícola, además de la cercanía a centros poblados, vías y ríos en dicho orden. Las 
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variables consideradas como protectoras a la transición de la deforestación como 

parques nacionales naturales y resguardos indígenas, a pesar de que sus pesos 

evidencian el desincentivo sobre estas zonas, no es suficiente y presentan zonas 

vulnerables a ser deforestadas en los siguientes años, como ya ha venido sucediendo 

hasta ahora. 

 

10 LIMITACIONES Y RECOMENDACIONES  

ü La falta de validación en campo de los puntos de entrenamiento amplia la posibilidad 

de confundir clases de tipo vegetación como pastos, cultivos, arbustivas o suelo 

desnudo. Debido a ello es conveniente no entrar a detalle y simplemente identificar áreas 

de Bosque vs No Bosque. 

ü La disponibilidad de imágenes de Radar de mayor resolución anteriores al año 2015 tras 

la puesta en órbita del satélite de Sentinel 1 limitó un estudio de mayor temporalidad, la 

disponibilidad de nuevos sensores SAR con mayor resolución facilitará la correcta 

identificación de las coberturas. 

ü De las imágenes SAR se tuvo disponibilidad de polarizaciones VV y VH, teniendo en 

cuenta que para esta aplicación puede ser conveniente utilizar la polarización HH la cual 

penetra en el dosel forestal, mientras que la HV es más sensible al volumen de la 

vegetación. 

ü Es conveniente realizar estudios comparativos de Sentinel 1 y Landsat a un menor nivel, 

como el nivel 1 de Corine Land Cover, puesto que allí el sensor SAR puede alcanzar 

mejores resultados y por ende el sinergismo con imágenes ópticas también podría 

mejorar. De lo contrario, se recomienda utilizar sensor SAR de mayor resolución y 

diferente longitud de banda. 

ü Los resultados con el sensor OLI de Landsat 8 se ven afectados por la alta nubosidad de 

la zona de estudio que impide visualizar la cobertura presente y la interferencia 

atmosférica con el sensor multiespectral que perturba la reflectancia de la superficie, 

conlleva a la confusión de clases por tanto resultados con mayores porcentajes de error. 



142 

 

   

 

ü Herramientas computacionales de mayor capacidad que permitieran optimizar procesos 

y con las cuales probablemente se pudieran obtener mejores resultados y mejorar los 

tiempos de los mismos.  
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12 ANEXOS 

12.1 IMÁGENES SENTINEL 1 PROCESADAS  

12.1.1 2015 Sigma VV 

 

12.1.2 2017 Sigma VH y Sigma VV 
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12.1.3 2018 Sigma VH y Sigma VV 

    

12.1.4 2019 Sigma VV y Sigma VH 
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12.1.5 2020 Sigma VV y Sigma VH  
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12.2 Ubicación de los Mapas SIAT-AC 

12.2.1 Mapas SIAT-AC 2014 

 

12.2.2 Mapas SIAT-AC 2016 
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12.2.3 Mapas SIAT-AC 2018 

 

12.3 Índices espectrales realizados 

12.3.1 Índices 2014 

AVI        BSI 
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EVI      NBRI  

 

 

 

NDVI  

 



157 

 

   

 

12.3.2 Índices 2015 

AVI       BSI 

   

 

EVI       NBRI  

   

 



158 

 

   

 

NDVI  

 

12.3.3 Índices 2016 

AVI        BSI 
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EVI        NBRI  

   

 

 

NDVI  
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12.3.4 Índices 2017 

AVI       BSI 

   

 

EVI       NBRI  

   

 


