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Glosario 

• Aprendizaje Automático (Machine Learning): Rama de la inteligencia artificial 
que permite a las máquinas aprender patrones a partir de datos sin ser 
programadas de forma explícita. 

• Bounding Box: Rectángulo delimitador que se dibuja sobre una imagen para 
señalar la posición de un objeto de interés, como una señal de tránsito. 

• CNN (Convolutional Neural Network): Tipo de red neuronal artificial 
especializada en el procesamiento de imágenes, capaz de extraer 
características visuales para tareas de clasificación y detección. 

• Colab (Google Colaboratory): Plataforma en línea que permite ejecutar código 
en Python y entrenar modelos de inteligencia artificial usando recursos 
gratuitos de GPU. 

• Dataset: Conjunto de datos estructurados (en este caso, imágenes de señales 
de tránsito) utilizados para entrenar, validar y probar un modelo de aprendizaje 
automático. 

• Epoca (Epoch): Una iteración completa sobre el conjunto de datos durante el 
entrenamiento de un modelo. 

• Inferencia: Proceso mediante el cual un modelo entrenado realiza 
predicciones sobre nuevos datos. 

• IoU (Intersection over Union): Métrica utilizada para evaluar la precisión de las 
predicciones de bounding boxes, comparando la superposición entre la caja 
real y la predicha. 

• Jetson Nano: Dispositivo de cómputo embebido desarrollado por NVIDIA, 
diseñado para ejecutar modelos de inteligencia artificial de forma eficiente en 
aplicaciones de visión artificial y robótica. 

• Label Studio: Herramienta de código abierto para el etiquetado de datos, 
utilizada para marcar objetos de interés dentro de imágenes. 

• mAP (Mean Average Precision): Métrica de evaluación en visión artificial que 
mide la precisión promedio de un modelo de detección de objetos en distintos 
umbrales de IoU. 

• OpenCV: Librería de visión por computador utilizada para procesar imágenes y 
videos en tiempo real. 



 

• Overfitting (Sobreajuste): Situación en la que un modelo aprende demasiado 
bien los datos de entrenamiento, perdiendo capacidad de generalización sobre 
datos nuevos. 

• Precisión (Precision): Métrica que indica la proporción de predicciones 
correctas entre todas las predicciones realizadas por el modelo. 

• Recall (Exhaustividad): Métrica que indica la proporción de objetos 
correctamente detectados entre todos los objetos presentes en la imagen. 

• Red Neuronal Convolucional Profunda (Deep CNN): Variante de las CNN que 
emplea múltiples capas de convolución para mejorar la extracción de 
características y la capacidad de detección. 

• TensorFlow: Biblioteca de código abierto para el desarrollo y entrenamiento de 
modelos de aprendizaje automático. 

• TensorRT: Herramienta de NVIDIA que optimiza modelos de deep learning para 
ejecutarse de forma más rápida y eficiente en GPUs. 

• YOLO (You Only Look Once): Algoritmo de detección de objetos en tiempo real 
que identifica y localiza múltiples objetos dentro de una imagen en una sola 
pasada de la red neuronal. 
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1. Resumen 

 

Detección de señales verticales de velocidad máxima en Bogotá mediante Visión 
Artificial y Machine Learning: 

 

El proyecto tiene como objetivo desarrollar un sistema de detección de señales de 
velocidad máxima en Bogotá mediante visión artificial y redes neuronales 
convolucionales (CNN), siguiendo las normativas del INVIAS y el Código Nacional de 
Tránsito. Utilizará OpenCV, TensorFlow y el modelo YOLO para procesar imágenes en 
tiempo real, con el objetivo de reducir infracciones y accidentes por exceso de 
velocidad. 

Palabras clave: Visión Artificial, Machine Learning, Redes Neuronales 
Convolucionales (CNN), Reconocimiento de Imágenes, Señales de Tránsito, 
Procesamiento de Imágenes 

 

The project aims to develop a system for detecting maximum speed limit signs in 
Bogotá using computer vision and convolutional neural networks (CNN), following the 
regulations of INVIAS and the National Traffic Code. It will use OpenCV, TensorFlow, and 
the YOLO model to process images in real time, with the goal of reducing traffic 
violations and accidents caused by speeding. 

 

Keywords: Computer Vision, Machine Learning, Convolutional Neural Networks 
(CNN), Image Recognition, Traffic Signs, Image Processing 
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2. Introducción 

 

En la ciudad de Bogotá, el exceso de velocidad constituye una de las principales 
causas de accidentalidad vial y el motivo más frecuente de comparendos, según el 
Observatorio de Movilidad. Este problema se ve agravado por la omisión involuntaria 
de las señales de velocidad máxima, provocada tanto por distracciones del conductor 
como por condiciones del entorno que dificultan su visibilidad. 

 

Ante esta situación, se plantea el desarrollo de un sistema inteligente capaz de 
detectar y reconocer automáticamente las señales de velocidad máxima en tiempo 
real, empleando técnicas de Visión Artificial y Aprendizaje Automático. Para ello, se 
implementarán modelos avanzados como las Redes Neuronales Convolucionales 
(CNN) y el algoritmo YOLO, reconocidos por su eficacia en la identificación precisa de 
objetos en entornos urbanos complejos. 

 

La propuesta busca contribuir a la seguridad vial mediante la asistencia directa al 
conductor, reduciendo la probabilidad de infracciones y accidentes. Asimismo, su 
diseño permitirá la integración en vehículos y sistemas de monitoreo de tráfico, 
fortaleciendo el cumplimiento de las normativas de tránsito y fomentando el uso de 
tecnologías inteligentes en la movilidad urbana. 
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3. Planteamiento del Problema 
 

En Bogotá, el exceso de velocidad es una de las principales causas de accidentes de 
tránsito y representa el mayor número de comparendos impuestos a los conductores, 
según el Observatorio de Movilidad de Bogotá [11]. Una de las razones detrás de este 
problema es la omisión involuntaria de las señales de velocidad máxima mientras se 
conduce, ya sea por distracción o por condiciones del entorno que dificultan su 
visibilidad. 

Para abordar esta problemática, este proyecto propone desarrollar un sistema capaz 
de detectar y reconocer automáticamente las señales de velocidad máxima en tiempo 
real, ayudando a los conductores a respetar los límites establecidos y reduciendo así 
la probabilidad de recibir comparendos o verse involucrados en accidentes. Se 
utilizarán tecnologías de Visión Artificial y Aprendizaje Automático, implementando 
modelos como Redes Neuronales Convolucionales (CNN) y YOLO, que permitirán la 
identificación precisa de estas señales en distintos entornos urbanos. 

Esta solución contribuirá a mejorar la seguridad vial y podrá ser integrada en vehículos 
o sistemas de monitoreo, brindando asistencia en tiempo real a los conductores y 
reforzando el cumplimiento de las normativas de tránsito. 

 

3.1 Objetivos 

 

3.1.1 General. 

Implementar un sistema basado en visión artificial y aprendizaje automático 
supervisado para detectar en tiempo real señales verticales de velocidad máxima en 
la ciudad de Bogotá, utilizando datos etiquetados para el entrenamiento del modelo, 
con el objetivo de asistir al conductor.    
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3.1.2 Específicos. 

 

• Obtener   un conjunto de datos para la detección de señales verticales de 
velocidad máxima de Bogotá, mediante la recopilación, etiquetado y 
preprocesamiento de imágenes, asegurando que cumpla con las normativas 
vigentes del Manual de Señalización Vial y el Código Nacional de Tránsito. 

 

• Desarrollar un modelo de visión artificial basado en YOLO, una red neuronal 
convolucional especializada en detección de objetos, para la identificación en 
tiempo real de señales verticales de velocidad máxima en Bogotá, mediante un 
sistema de procesamiento de imágenes que permita la ejecución eficiente del 
algoritmo.    

 

• Evaluar el rendimiento del sistema de detección y clasificación de señales 
verticales de velocidad máxima basado en visión artificial y aprendizaje 
automático supervisado, utilizando métricas como la matriz de confusión, 
precisión y exactitud, con el fin de analizar su desempeño en condiciones reales 
de tráfico.  
 

4.  Justificación 

El desarrollo de un sistema de detección de señales de velocidad máxima en Bogotá 
mediante visión artificial y machine learning se presenta como una solución 
innovadora para reducir las infracciones de tránsito relacionadas con el 
incumplimiento de los límites de velocidad. Las infracciones por exceso de velocidad 
son una de las principales causas de accidentes de tránsito, por lo que un sistema que 
permita identificar y monitorear las señales de velocidad máxima en tiempo real tiene 
el potencial de prevenir tanto las infracciones como los accidentes asociados. Este 
proyecto busca facilitar el cumplimiento de las normas de tráfico, mejorando así la 
seguridad vial y promoviendo una conducción más responsable en la ciudad. 

Para la universidad, este proyecto representa una excelente oportunidad para 
fortalecer la investigación y el desarrollo en áreas clave como la automatización, el 
control de procesos inteligentes y la aplicación de tecnologías emergentes en la 
prevención de infracciones. Además, permite la creación de un modelo que puede ser 
utilizado como herramienta educativa, fomentando el interés de los estudiantes en el 
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uso de inteligencia artificial y procesamiento de imágenes para resolver problemas 
reales. 

El proyecto integra diversas áreas del conocimiento, como el procesamiento de 
señales e imágenes, control de sistemas inteligentes y el desarrollo de algoritmos 
basados en machine learning. Con herramientas como Python, TensorFlow, OpenCV y 
redes neuronales, se pone en práctica la teoría en un entorno real, contribuyendo tanto 
a la prevención de infracciones como a la mejora de la seguridad vial en Bogotá. Este 
enfoque no solo responde a una necesidad urgente en la ciudad, sino que también 
fortalece el aprendizaje y la capacidad de innovación dentro del campo de la 
ingeniería. 

 

5. Desarrollo del sistema 
 

➢ Capítulo 1: Recolección y Preparación del Conjunto de Datos 

Para iniciar el desarrollo del sistema, se construyó un conjunto de datos de señales de 
tránsito enfocado en las señales de velocidad máxima en Bogotá. Se emplearon 
imágenes provenientes de un dataset base complementadas con aproximadamente 
1200 fotografías capturadas directamente por el autor, lo que permitió enriquecer la 
base de datos y aumentar la capacidad de generalización del modelo en condiciones 
reales. 

 

Figura 1. proceso de etiquetado inicial en el dataset. 
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La imagen muestra un fragmento del conjunto de entrenamiento utilizado en el 
proyecto, donde se observan múltiples señales de tránsito etiquetadas con bounding 
boxes de diferentes clases. Cada recuadro incluye la categoría de la señal (por 
ejemplo, límites de velocidad de 20, 30, 50 y 60 km/h) y el nivel de confianza asignado. 
Esta figura ilustra el proceso de etiquetado inicial y estructuración del dataset, 
evidenciando la diversidad de condiciones de iluminación, ángulos y contextos en los 
que fueron capturadas las señales, lo cual favorece la capacidad de generalización del 
modelo en entornos reales. 

El proceso de etiquetado se realizó de manera manual utilizando la herramienta Label 
Studio, una plataforma de código abierto para la anotación de imágenes. Cada señal 
fue clasificada cuidadosamente, marcando su categoría y las coordenadas de su 
ubicación mediante bounding boxes. Posteriormente, los datos fueron exportados al 
formato compatible con YOLO, que genera archivos de texto asociados a cada imagen 
donde se registra la clase y su posición. 

Con el dataset estructurado, las imágenes fueron distribuidas en tres subconjuntos: 

• Entrenamiento: 60–70% de los datos. 

• Validación y prueba: el 30% restante. 

Esta división garantizó un entrenamiento balanceado y riguroso del modelo 
supervisado. 

 

➢ Capítulo 2: Desarrollo del Modelo de Visión Artificial 

El modelo base seleccionado para este proyecto fue YOLO (You Only Look Once), por 
ser una de las mejores opciones para detección de objetos en tiempo real, gracias a su 
equilibrio entre eficiencia y precisión. Este modelo emplea una red neuronal 
convolucional profunda optimizada para detectar y clasificar objetos en una sola 
pasada, lo que lo convierte en una herramienta ideal para este tipo de aplicación. 

El proceso de entrenamiento se llevó a cabo en la plataforma Google Colab, 
aprovechando el uso de GPU T4 en su versión gratuita. Cada ciclo de entrenamiento 
tomó aproximadamente 3 horas, con un límite de memoria de 15 GB por sesión. 

Se utilizó la versión YOLOv5s (YOLO12s.pt), seleccionada por su capacidad de cumplir 
con los parámetros de precisión y eficiencia requeridos en entornos de tráfico urbano. 
El modelo fue configurado para entrenarse en 100 épocas, aunque se observó que con 
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50 ya se obtenían resultados satisfactorios. Con este ajuste se buscó refinar aún más 
el rendimiento del sistema. 

Durante esta fase se generaron los archivos de ponderación (weights), de los cuales 
se seleccionó el más representativo según las métricas de evaluación obtenidas en 
validación y testeo. 

 

Figura 2. proceso de etiquetado inicial en el dataset 

 

Las imágenes presentan ejemplos de los resultados obtenidos por el modelo YOLOv5s 
al aplicarse sobre el subconjunto de validación. En ellas se observa cómo el sistema 
detecta y clasifica correctamente las señales de velocidad máxima, asignando a cada 
predicción una categoría y un nivel de confianza. 

Estas predicciones visuales complementan las métricas cuantitativas obtenidas en la 
evaluación (precisión cercana al 100% y recall superior al 90%), ya que permiten 
evidenciar el desempeño del algoritmo en condiciones reales de prueba. Asimismo, se 
aprecia la capacidad del modelo para identificar señales en distintos tamaños y 
posiciones dentro de la imagen, confirmando su robustez y generalización. 
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➢ Capítulo 3: Implementación del Sistema de Procesamiento de Imágenes 

El modelo entrenado fue trasladado a una NVIDIA Jetson Nano, un dispositivo de 
cómputo embebido diseñado para aplicaciones de inteligencia artificial. Para la 
configuración se empleó Docker, debido a que la versión disponible de JetPack 
presentaba incompatibilidades por desactualización. 

El modelo fue convertido al formato TensorRT (.engine), lo cual optimizó su ejecución 
en la GPU de la Jetson Nano. Asimismo, se desarrolló un script en Python encargado 
de: 

• Cargar el modelo convertido. 

• Configurar la cámara de entrada. 

• Capturar imágenes en tiempo real (frame by frame). 

• Ajustar la relación de aspecto de cada imagen al formato esperado por el 
modelo. 

• Ejecutar la inferencia con un umbral de confianza predeterminado. 

 

➢ Capítulo 4: Montaje físico y conexión 

El sistema fue validado en condiciones controladas mediante el uso de la cámara 
Logitech Brio 4K HDR junto con la NVIDIA Jetson Nano. Durante estas pruebas se 
verificó la necesidad de una fuente de alimentación estable entre 5.0 y 5.3 V, que 
garantizara el funcionamiento simultáneo de la GPU y los periféricos sin caídas de 
voltaje. 

 

Figura 3. Referencia al diagrama de la placa 
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La figura muestra el diagrama de la placa (Jetson) con los conectores y encabezados 
relevantes para el montaje del prototipo: Power Jack, Power Jack / USB Power Select 
Jumper, Camera Connector, USB 3.0 Type A, Fan Header, Ethernet Jack, POE y SODIMM 
Connector. En el documento el recuadro verde indica el área donde se decidió inyectar 
la alimentación del sistema (pinheader/jumper de potencia). 

• Carcasa y montaje mecánico 

Se fabricó/ensambló una carcasa protectora que aloja la Jetson Nano, la cámara 
Logitech Brio 4K HDR y la electrónica de potencia. La carcasa protege el equipo de 
vibraciones y polvo y permite la fijación de la cámara con el ángulo requerido para la 
captura de señales verticales. 

 

Figura 4. Carcasa final para Jetson 

Entre la placa y la carcasa se colocaron separadores (standoffs) para evitar contactos 
directos y se dejó espacio para disipadores y ventilador. 

• Alimentación 

Para garantizar suministro suficiente, se emplearon dos reguladores de 5 V / 4 A (cada 
uno), conectados al pinheader de alimentación de la Jetson (área marcada en verde). 
El objetivo fue asegurar corriente suficiente para la GPU y periféricos (cámara, discos, 
ventilador). 

Se colocó el jumper de selección de fuente en la posición correspondiente según el 
método de alimentación elegido (barrel jack vs. micro-USB), de acuerdo con el 
diagrama de la placa. 
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Se comprobó la Power LED para verificar que la placa recibe alimentación 
correctamente. 

• Conexión de la cámara 

La Logitech Brio 4K HDR fue conectada vía USB 3.0 Type A a la Jetson (puerto J6/J32 en 
el diagrama). Se prefirió el puerto USB 3.0 por ancho de banda necesario (4K / 90 fps). 

 

Figura 5. Diseño carcasa protección camara 

La cámara se fijó mecánicamente en la carcasa con un soporte antivibración y 
orientada para cubrir el campo de visión frontal del vehículo (altura y ángulo ajustados 
para maximizar la detección de señales verticales). 

• Software y despliegue 

El modelo entrenado (YOLOv5s) fue dockerizado para facilitar despliegues y mantener 
dependencias aisladas. La imagen docker incluye OpenCV y la librería necesaria para 
ejecutar el engine de TensorRT. 

El modelo se convirtió a TensorRT (.engine) para optimizar inferencia en la GPU de la 
Jetson Nano y se montó dentro del contenedor para ejecución local. 

• Pruebas e integración 

Tras conectar la cámara y arrancar el contenedor docker, se probó la lectura de frames 
(/dev/video0) y la inferencia en tiempo real. 

Se comprobaron niveles de confianza y latencia, ajustando el umbral de confianza para 
balance entre precisión y recall. 
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➢ Capítulo 5: Evaluación del Desempeño del Algoritmo 

El entrenamiento y evaluación del modelo se llevó a cabo en Google Colab, 
aprovechando los recursos de GPU T4 y el framework Ultralytics YOLO.  

A través de este entorno se configuraron los parámetros de entrenamiento, incluyendo 
el número de épocas (100), la división del dataset en subconjuntos de entrenamiento 
y validación, y el procesamiento de imágenes bajo el formato YOLO. 

 

Figura 6. Codigo de referencia de Colab 

Durante la ejecución se generaron automáticamente métricas de desempeño como 
precisión, recall, mAP@50 y mAP@50-95, así como gráficas de pérdida (box_loss, 
cls_loss, dfl_loss). Estas métricas permitieron validar el comportamiento del modelo y 
verificar que no se presentara sobreajuste. 

Adicionalmente, Colab generó salidas gráficas como la matriz de confusión y las 
curvas F1, P-Confidence y R-Confidence, que evidencian la capacidad del sistema 
para clasificar las señales de tránsito de forma correcta en distintos escenarios. 

 

➢ Capítulo 6: Desarrollo de la Interfaz de Visualización y Monitoreo 

Como parte preliminar al desarrollo de la interfaz final, se realizaron pruebas de 
visualización en Colab. Se utilizaron librerías como cv2 y IPython.display para 
desplegar los resultados de detección del modelo directamente sobre imágenes y 
secuencias de video. 

Esto permitió observar cómo el modelo identificaba las señales de tránsito en tiempo 
real y asignaba un nivel de confianza a cada predicción, constituyendo un primer paso 
hacia la integración en una interfaz gráfica más robusta, posteriormente implementada 
en Python sobre la Jetson Nano. 
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6. Comparación con Objetivos y Expectativas 
 

➢ Objetivo Específico 1: Construir un conjunto de datos propio de señales de 
tránsito 

Los resultados relacionados con la distribución y etiquetado del dataset muestran 
que se logró conformar un conjunto balanceado, con la mayoría de las clases bien 
representadas y anotadas en condiciones variadas (día/noche, distintos ángulos y 
distancias). Las gráficas de distribución (Figura x. histograma de instancias por clase y 

distribución espacial de bounding boxes y Figura x. correlación entre variables de las bounding 

boxes) evidencian una correcta dispersión de las bounding boxes en los ejes de 
posición y tamaño, lo que favorece la generalización del modelo. 

 

Figura 7. histograma de instancias por clase y distribución espacial de bounding boxes. 

 

La imagen presenta la distribución de las instancias por clase y la ubicación de las 
anotaciones (bounding boxes) dentro del conjunto de datos. En la parte superior se 
observa un histograma que refleja la cantidad de ejemplos por cada clase de señal de 
tránsito incluida en el dataset. La mayoría de las clases cuentan con un número 
balanceado de instancias, aunque algunas presentan menor representación, lo cual 
es importante considerar para evitar sesgos en el entrenamiento. 
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En la parte inferior, se visualiza la dispersión de las bounding boxes en términos de sus 
coordenadas (x, y, ancho y alto). Esta representación permite verificar que las señales 
fueron capturadas en distintas posiciones y tamaños, garantizando variabilidad en los 
datos y favoreciendo la capacidad de generalización del modelo durante la detección 
en entornos reales. 

 

Figura 8. correlación entre variables de las bounding boxes. 

 

La figura muestra un correlograma que representa la relación entre las variables de las 
bounding boxes (coordenadas x, y, ancho y alto) utilizadas en el proceso de anotación 
del conjunto de datos. Cada punto corresponde a una instancia anotada en el dataset 
y su distribución evidencia cómo varían las posiciones y dimensiones de las señales 
dentro de las imágenes. 

Este análisis permite identificar la diversidad del conjunto de datos, confirmando que 
las señales no se concentran en un único punto de la imagen ni presentan tamaños 
uniformes. Por el contrario, la dispersión observada indica que se consideraron 
distintos ángulos, distancias y condiciones de captura, lo que fortalece la capacidad 
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del modelo para generalizar y detectar señales en escenarios reales con mayor 
robustez. 

Se cumplió el objetivo de construir y etiquetar un dataset adecuado y conforme a las 
normativas vigentes. 

 

➢ Objetivo Específico 2: Desarrollar un modelo de visión artificial basado en 
YOLO 

El proceso de entrenamiento reflejado en las curvas de pérdida (loss) demuestra que 
el modelo YOLOv5s aprendió de forma progresiva y estable, sin señales de sobreajuste. 
Además, la curva F1 alcanzó un valor de 0.98, indicando un equilibrio óptimo entre 
precisión y recall. 

 

Figura 9. Curvas de pérdida durante el entrenamiento y validación del modelo YOLOv5s 

La figura muestra la evolución de las funciones de pérdida (loss) utilizadas durante el 
proceso de entrenamiento y validación del modelo YOLOv5s: box_loss, cls_loss y 
dfl_loss. 

Box_loss: mide la precisión en la localización de las bounding boxes alrededor de las 
señales de tránsito. 

Cls_loss: refleja la exactitud en la clasificación de las señales en sus respectivas 
categorías. 
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Dfl_loss: evalúa el ajuste de la distribución de coordenadas dentro de las bounding 
boxes. 

Se evidencia una disminución progresiva y estable en todas las curvas a lo largo de las 
épocas, tanto para entrenamiento como para validación. Este comportamiento indica 
que el modelo aprendió de manera adecuada, reduciendo sus errores de predicción 
de forma constante y sin mostrar señales de sobreajuste (overfitting). 

 

Figura 10. Curva F1 del modelo YOLOv5s en función del umbral de confianza 

La figura presenta la evolución de la métrica F1-score en relación con distintos valores 
de umbral de confianza aplicados durante la inferencia del modelo YOLOv5s. El F1-
score combina la precisión y el recall en una única medida, lo que permite evaluar el 
equilibrio entre ambas métricas. 

Se observa que la curva alcanza un valor máximo cercano a 0.98, lo cual indica un 
desempeño altamente equilibrado del sistema, minimizando tanto los falsos positivos 
como los falsos negativos. Este resultado confirma que el modelo no solo logra 
detectar las señales con gran exactitud, sino que también mantiene una cobertura 
adecuada, garantizando una detección confiable en tiempo real. 

El modelo fue entrenado con éxito, cumpliendo con los parámetros esperados de 
detección y clasificación en tiempo real. 
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➢ Objetivo Específico 3: Evaluar el rendimiento del sistema 

Las métricas de evaluación obtenidas muestran resultados sobresalientes: 

• Precisión: cercana al 100%, evidenciando una tasa mínima de falsos 
positivos. 

• Recall: superior al 90%, lo que indica una alta detección de señales 
presentes. 

• mAP@50: cercano a 1.0, reflejando un excelente desempeño general. 

• mAP@50-95: superior a 0.85, confirmando robustez en distintos umbrales de 
IoU. 

La matriz de confusión (normalizada y absoluta) demuestra que la mayoría de las 
clases fueron correctamente identificadas, con pequeñas confusiones en señales 
similares (ejemplo: límites de velocidad cercanos), lo cual es esperable. 

 

Figura 11. Presenta las métricas de evaluación obtenidas durante el entrenamiento y validación 
del modelo YOLOv5s: precisión (Precision), exhaustividad (Recall), mAP@50 y mAP@50–95. 

 

Precisión (Precision): se mantuvo cercana al 100%, lo que indica que la gran mayoría 
de las detecciones realizadas por el modelo corresponden efectivamente a señales de 
tránsito (baja tasa de falsos positivos). 
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Exhaustividad (Recall): alcanzó valores superiores al 90%, lo que evidencia que el 
modelo detecta la mayoría de las señales presentes en las imágenes (baja tasa de 
falsos negativos). 

mAP@50: se aproximó al 1.0, demostrando un excelente desempeño en la detección 
cuando se consideran coincidencias de IoU del 50%. 

mAP@50–95: se mantuvo por encima del 0.85, confirmando que el sistema conserva 
un rendimiento robusto incluso bajo criterios más estrictos de localización. 

En conjunto, estas métricas validan la alta fiabilidad y eficacia del modelo en la 
detección y clasificación de señales de velocidad máxima en condiciones variadas. 

 

 

Figura 12. Matriz de confusión absoluta del modelo YOLOv5s 

La figura muestra la matriz de confusión generada a partir del conjunto de prueba, 
expresada en valores absolutos. Cada fila representa las instancias reales de una 
clase de señal de tránsito, mientras que cada columna refleja las predicciones 
realizadas por el modelo. 
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Se observa que la mayoría de los valores se concentran en la diagonal principal, lo que 
indica que las señales fueron correctamente clasificadas en su categoría 
correspondiente. Las pocas instancias fuera de la diagonal reflejan casos de 
confusión, principalmente entre señales con similitudes visuales (por ejemplo, límites 
de velocidad cercanos como 40 km/h y 50 km/h). 

Este resultado confirma que el modelo presenta un alto grado de exactitud en la 
clasificación, con un número reducido de errores en comparación con el total de 
predicciones realizadas. 

 

Figura 13. Matriz de confusión normalizada del modelo YOLOv5s 

 

La figura presenta la matriz de confusión normalizada, en la cual los valores se 
expresan como proporciones entre 0 y 1. Esto permite evaluar de forma relativa el 
desempeño del modelo en cada clase, independientemente del número de ejemplos 
disponibles. 

Se aprecia que la mayoría de los valores en la diagonal principal se encuentran muy 
próximos a 1.0, lo que indica una clasificación correcta en casi la totalidad de los 
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casos. Los valores fuera de la diagonal son bajos, lo que refleja un nivel mínimo de 
confusiones entre clases. 

 

En general, esta matriz confirma que el modelo mantiene un alto grado de precisión y 
consistencia en la detección y clasificación de señales de tránsito, incluso 
considerando la variabilidad en la representación de las distintas clases dentro del 
dataset. 

 

 

Figura 14. Curva de precisión del modelo YOLOv5s en función del umbral de confianza 

 

La figura muestra la relación entre la precisión del modelo y distintos valores de umbral 
de confianza aplicados durante la inferencia. La precisión mide la proporción de 
detecciones correctas frente al total de predicciones realizadas, evaluando la 
capacidad del sistema para minimizar los falsos positivos. 

Se observa que la precisión se mantiene en valores cercanos al 100% en un amplio 
rango de umbrales, lo que indica que el modelo clasifica con alta fiabilidad las señales 
detectadas. Solo cuando se utilizan niveles de confianza muy bajos se aprecia una 
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ligera disminución, lo cual es esperable debido a la mayor permisividad en la 
aceptación de detecciones. 

En conjunto, esta curva confirma que el modelo ofrece un rendimiento robusto y 
confiable en la identificación de señales, incluso bajo variaciones en los parámetros 
de inferencia. 

 

Figura 15. Curva de recall del modelo YOLOv5s en función del umbral de confianza 

 

La figura muestra la relación entre el recall del modelo y distintos valores de umbral de 
confianza aplicados durante la inferencia. El recall mide la proporción de instancias 
reales correctamente detectadas por el sistema, evaluando su capacidad para 
minimizar los falsos negativos. 

Se observa que el recall alcanza valores superiores al 90% en la mayoría de los 
umbrales de confianza, lo que evidencia que el modelo logra identificar la mayoría de 
las señales presentes en el conjunto de prueba. A medida que se incrementa el umbral 
de confianza, el recall tiende a disminuir ligeramente, dado que el sistema se vuelve 
más estricto y descarta algunas detecciones de baja probabilidad. 



21 
 

En términos generales, esta curva confirma que el modelo mantiene un desempeño 
sólido en la detección de señales, garantizando una cobertura amplia y reduciendo 
significativamente la omisión de instancias relevantes. 

El sistema muestra una alta fiabilidad en la detección y clasificación de señales, 
validado con métricas estándar en visión artificial. 

 

7. Conclusiones y recomendaciones 
 

• Conclusiones 

El sistema desarrollado logró integrar con éxito un dataset propio de señales de 
tránsito, un modelo basado en YOLOv5s entrenado en condiciones controladas, y un 
proceso de validación con métricas avanzadas que alcanzaron niveles de desempeño 
sobresalientes (precisión cercana al 100% y recall superior al 90%). 

Subconjunto Cantidad de imágenes Descripción 

Entrenamiento ~60т70% (ej. 3.500) 
Usadas para 
ajustar los pesos 
del modelo. 

Validación ~20% (ej. 1.000) 

Monitoreo del 
rendimiento 
durante el 
entrenamiento. 

Prueba ~10% (ej. 500) Evaluación final del 
modelo. 

 

Estos resultados permiten afirmar que el prototipo cumple con el objetivo general de 
asistir al conductor en la identificación de señales de velocidad máxima en Bogotá. 

Métrica Valor alcanzado 
Precisión ~0.99 т 1.00 
Recall > 0.90 
mAP@50 ~0.99 т 1.00 
mAP@50т95 > 0.85 
F1-score 
(máx.) 0.98 

 

La tabla evidencia el rendimiento alcanzado por el modelo, confirmando su fiabilidad 
en la detección y clasificación de señales de tránsito. 
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El modelo se encuentra listo para pruebas en entornos reales, aunque se recomienda 
ampliar la base de datos en clases con menor representación para fortalecer su 
robustez. 

Componente Prueba realizada Resultado 

Cámara Logitech Brio 4K 
HDR 

Captura de imágenes 
en tiempo real con 
HDR y 90 fps 

Operación estable, buena 
calidad de imagen 

Jetson Nano Ejecución de modelo 
en Docker y TensorRT 

Ejecución en tiempo real 
alcanzada 

Fuente de alimentación 
Reguladores 2 × 4A 
conectados al 
pinheader 

Sistema estable entre 5.0 
y 5.3 V 

Carcasa 3D cámara Protección física y 
fijación estable Integración correcta 

Carcasa 3D Jetson Ventilación y acceso a 
puertos Funcionamiento seguro 

 

La tabla muestra el comportamiento de la cámara, la Jetson Nano, la fuente de 
alimentación y las carcasas impresas en 3D, confirmando la viabilidad técnica y 
estabilidad del prototipo en condiciones controladas. 

• Recomendaciones 

Ampliación del dataset: Incluir más imágenes de clases menos representadas 
(ejemplo: límites de velocidad poco comunes) y capturas en condiciones adversas 
(lluvia, neblina, tráfico denso) para robustecer la generalización del modelo. 

Pruebas en campo: Implementar el sistema en vehículos en circulación dentro de 
Bogotá para validar su desempeño en escenarios urbanos reales y recopilar 
retroalimentación. 

Optimización en hardware embebido: Explorar la implementación en plataformas más 
potentes como Jetson Xavier NX o incluso en sistemas integrados de vehículos, para 
mejorar velocidad de procesamiento y autonomía. 

Interfaz mejorada: Desarrollar una interfaz gráfica más amigable que no solo muestre 
las detecciones, sino que también emita alertas sonoras o visuales al conductor en 
caso de exceso de velocidad. 

Escalabilidad: Integrar el sistema en un marco más amplio de Sistemas Inteligentes de 
Transporte (ITS), permitiendo su uso en monitoreo vial, control de flotas o apoyo a 
entidades de tránsito. 
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Mantenimiento del modelo: Actualizar periódicamente el modelo con nuevos datos de 
señales en Bogotá, considerando cambios normativos o variaciones en el entorno 
urbano. 
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