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RESUMEN 

 

Este proyecto propone una metodología para la estimación del valor por metro 

cuadrado en apartamentos sometidos a propiedad horizontal, delimitada al caso de la Unidad 

de Planeación Local (UPL) Britalia en Bogotá D.C. durante el periodo 2023–2025. La 

propuesta surge de la necesidad de superar limitaciones de los métodos tradicionales de 

valoración urbana, los cuales suelen basarse en comparaciones directas o promedios zonales 

que no capturan de manera suficiente la heterogeneidad espacial ni las condiciones 

contextuales que inciden en el comportamiento del mercado inmobiliario. Para tal fin, se 

construye una base de datos georreferenciada que integra avalúos técnicos realizados en el 

periodo de estudio y registros de oferta inmobiliaria recolectados de manera sistemática 

mediante técnicas de web scraping en portales especializados, garantizando un insumo 

actualizado y homogéneo para el análisis. Sobre esta base se aplican modelos de regresión y 

econometría espacial, con el objetivo de evaluar el efecto de variables físicas, 

socioeconómicas y territoriales en la conformación del valor unitario.  

Adicionalmente, se contempla la aplicación de técnicas geoestadísticas, en particular 

la regresión kriging, como estrategia para capturar la dependencia espacial no explicada por 

los modelos econométricos, lo que permite generar superficies de estimación y 

representaciones cartográficas coherentes con la distribución territorial de los valores. Los 

resultados de este enfoque se proyectan como una herramienta metodológica replicable que 

amplía las alternativas técnicas disponibles para la valoración urbana, facilitando la 

validación de avalúos, la interpretación de la estructura espacial del mercado y el 

fortalecimiento de la trazabilidad en procesos aplicados a gestión inmobiliaria. Asimismo, el 

carácter escalable de la metodología abre la posibilidad de adaptarla a otros contextos 

urbanos con dinámicas de alta heterogeneidad y disponibilidad parcial de información, 

siempre que se disponga de datos georreferenciados que permitan la estructuración del 

modelo. 

Palabras clave: econometría espacial, geoestadística, regresión kriging, valoración 

inmobiliaria, análisis espacial, SIG, web scraping, Bogotá, avalúos. 
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ABSTRACT 

 

This project proposes a methodological approach for estimating the square meter 

value of private area in apartments under condominium ownership, focusing on the Local 

Planning Unit (UPL) Britalia in Bogotá D.C. during the 2023–2025 period. The proposal 

arises from the need to overcome the limitations of traditional urban valuation methods, 

which often rely on direct comparisons or zonal averages that fail to adequately capture 

spatial heterogeneity and contextual conditions influencing real estate market behavior. To 

address this, a georeferenced database is constructed by integrating technical appraisal 

records from the study period with real estate listings systematically collected through web 

scraping from specialized portals, ensuring a consistent and up-to-date input for analysis. On 

this basis, regression models and spatial econometrics are applied to evaluate the impact of 

physical, socioeconomic, and territorial variables on unit values.  

Additionally, geostatistical techniques, particularly residual kriging, are considered 

to capture spatial dependence not explained by econometric models, allowing the generation 

of estimation surfaces and cartographic representations consistent with the territorial 

distribution of property values. The outcomes of this approach are projected as a replicable 

methodological tool that broadens the technical alternatives available for urban valuation, 

supporting the validation of appraisals, the interpretation of spatial market structures, and the 

strengthening of traceability in real estate management processes. Furthermore, the scalable 

nature of the methodology opens the possibility of adapting it to other urban contexts 

characterized by high heterogeneity and partial data availability, provided that georeferenced 

information is available to support model structuring. 

  

Keywords: spatial econometrics, geostatistics, kriging regression, real estate valuation, 

spatial analysis, GIS, web scraping, Bogotá, appraisal. 
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1. INTRODUCCIÓN 

 

En el ámbito del financiamiento inmobiliario y la gestión del riesgo crediticio, la 

estimación objetiva del valor comercial de los inmuebles constituye un insumo clave, 

particularmente en contextos urbanos donde la dinámica constructiva, la diversidad 

tipológica y la complejidad socioespacial plantean desafíos para la valoración. Este valor, 

entendido como el precio más probable de transacción en condiciones de mercado libre, se 

apoya en marcos normativos internacionales como los del International Valuation Standards 

Council (IVSC, 2021), que promueven la consistencia y transparencia en los procesos 

valuatorios. 

En Colombia, donde el crédito hipotecario representa uno de los principales 

mecanismos de acceso a la vivienda, los avalúos técnicos determinan tanto los montos 

financiables como la exposición al riesgo de las entidades crediticias (Banco de la República, 

2023). En este escenario, firmas valuadoras han adoptado lineamientos internacionales como 

los de la Royal Institution of Chartered Surveyors (RICS, 2020), que enfatizan la 

competencia técnica y la trazabilidad de las metodologías aplicadas. 

La ciudad de Bogotá concentra un mercado inmobiliario altamente heterogéneo, con 

predominio de proyectos en propiedad horizontal y una marcada variación en factores físicos, 

socioeconómicos y urbanísticos entre sus localidades. Estas condiciones limitan la eficacia 

de los métodos tradicionales de comparación directa o promedios zonales, que no siempre 

capturan adecuadamente las diferencias territoriales ni la influencia de variables contextuales 

en la conformación del valor. Frente a ello, resulta necesario adoptar enfoques analíticos que 

incorporen explícitamente la dimensión espacial y reconozcan la interdependencia entre 

predios y su entorno. 

Diversos estudios han evidenciado que los valores inmobiliarios presentan 

autocorrelación espacial, lo que implica que el precio de un inmueble está relacionado con el 

de propiedades cercanas (Goodchild, 1986). Para modelar este comportamiento se han 

empleado técnicas de econometría espacial y geoestadística, entre ellas el kriging, que bajo 

supuestos estándar proporciona el mejor predictor lineal insesgado (Siglas en inglés BLUP) 
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y minimiza la varianza de predicción a nivel local del estimador (Joseph, 2025). 

Alternativamente, se han utilizado extensiones como el co-kriging, que incorpora variables 

auxiliares para mejorar la capacidad predictiva (Rossiter, 2018). 

En este contexto, la integración de información proveniente de avalúos técnicos y 

registros de oferta inmobiliaria obtenidos mediante web scraping ofrece la posibilidad de 

construir bases georreferenciadas más completas y actualizadas. Este tipo de insumo, 

articulado con modelos de regresión espacial y técnicas de interpolación aplicadas a residuos, 

favorece una representación más coherente del mercado, la identificación de patrones 

territoriales y la reducción de la incertidumbre inherente a entornos urbanos complejos, 

contribuyendo a fortalecer la validez técnica de los avalúos y su aplicación en la gestión 

hipotecaria y en la planeación urbana (Schabenberger & Gotway, 2005). 
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2. FORMULACIÓN 

 

 En el marco de un mercado inmobiliario urbano cambiante, donde conviven ritmos 

de renovación, densificación y reemplazo tipológico, la cuestión central no es la constatación 

de la heterogeneidad —ya reconocida—, sino el modo en que esa diversidad se traduce en 

lecturas consistentes del valor por m². La práctica cotidiana muestra un panorama de fuentes 

disímiles (avalúos técnicos y registros de oferta reciente) con calendarios, coberturas y 

niveles de detalle heterogéneos; atributos no homologados que dificultan la comparación 

entre predios y subzonas; y criterios de calidad y validación aún poco alineados para un 

análisis territorial reproducible. En este escenario, la formulación del problema se orienta a 

precisar las brechas de integración y trazabilidad que condicionan la estimación del valor 

unitario y a delimitar el marco aplicado desde el cual se abordará su lectura territorial. 

En términos operativos, la ausencia de una integración sistemática entre información 

técnica de avalúos y registros de oferta reciente limita la lectura territorial del mercado y 

restringe la posibilidad de contrastar, en una misma base, atributos del inmueble, condiciones 

socioeconómicas y factores territoriales asociados a accesibilidad y dotación. Esta 

desconexión favorece diagnósticos parciales y eleva la incertidumbre sobre el valor por metro 

cuadrado, en especial en áreas con dinámicas de renovación, densificación o reemplazo 

tipológico. 

El proyecto adopta como ámbito de aplicación la Unidad de Planeación Local (UPL) 

Britalia de Bogotá D.C. para el periodo 2023–2025, con el propósito de delimitar un espacio 

de análisis donde se evidencian las situaciones descritas, sin considerar que el fenómeno sea 

privativo de dicha unidad. En este marco, se reconoce la necesidad de contar con insumos 

georreferenciados y criterios reproducibles que permitan: i) caracterizar el comportamiento 

del valor unitario en función de atributos físicos de la unidad inmobiliaria y condiciones del 

entorno; ii) reducir la incertidumbre derivada de la heterogeneidad espacial y de la calidad 

desigual de las fuentes; y iii) producir salidas interpretables que puedan ser utilizadas en 

revisión de avalúos, soporte a decisiones de crédito y ejercicios de planeación. 
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En síntesis, la combinación de heterogeneidad espacial, fuentes desarticuladas y enfoques 

convencionales se traduce en tres efectos operativos: i) sesgos en la lectura del valor por m², 

al no capturar adecuadamente diferencias territoriales y condiciones de entorno; ii) riesgo en 

decisiones de crédito, por estimaciones menos estables que impactan márgenes de garantía, 

exposición y políticas de otorgamiento; y iii) dificultad de comparabilidad inter-zonas, que 

limita la trazabilidad y la comunicación de resultados entre submercados urbanos. Estos 

efectos justifican la necesidad de consolidar insumos georreferenciados y criterios 

reproducibles que permitan una lectura territorial consistente del valor y una aplicación más 

segura en revisión de avalúos y apoyo a la gestión hipotecaria. 
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3. OBJETIVOS 

3.1. OBJETIVO GENERAL 

Diseñar una propuesta metodológica para estimar el valor por metro cuadrado de área 

privada en apartamentos sometidos a propiedad horizontal en la Unidad de Planeamiento 

Local (UPL) Britalia (Bogotá D.C.), integrando variables físicas, socioeconómicas y 

espaciales mediante técnicas de análisis econométrico y representación territorial, a partir de 

avalúos 2023–2025 y registros de oferta obtenidos mediante web scraping. 

3.2. OBJETIVOS ESPECÍFICOS 

• Consolidar una base de datos estructurada y georreferenciada (2023–2025) con 

información técnica de avalúos en la UPL Britalia, complementada con registros 

de oferta recolectados vía web scraping (Portal inmobiliario Finca Raíz), 

incorporando criterios explícitos de estandarización, depuración y control de 

calidad (validación de coordenadas, unidades/rangos, tipologías, tratamiento de 

atípicos y duplicados). 

• Explorar y depurar las variables físicas, socioeconómicas y espaciales del 

inmueble y su entorno (p. ej., área, edad, estrato, estado, piso, dotación comunal, 

distancias a equipamientos y accesibilidad), dejando las transformaciones y 

recodificaciones listas para modelación (dummys normalizadas, inversa de área, 

edad invertida, etc.). 

• Evaluar el efecto de las variables seleccionadas sobre el valor por m² mediante 

modelos de regresión y econometría espacial, verificando autocorrelación y 

especificación espacial; y, cuando proceda, determinar la aptitud para aplicar 

kriging (sobre residuos) como ajuste espacial complementario de la estimación. 

• Elaborar representaciones cartográficas temáticas y superficies de estimación 

basadas en el modelo más consistente, incluyendo lineamientos de uso como 

herramienta técnica complementaria en avalúos urbanos en contextos de 

heterogeneidad territorial. 
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4. MARCO REFERENCIAL 

 

4.1. Delimitación Espacial 

La Unidad de Planeamiento Local Britalia está localizada entre las calles 138 y 192 

o avenida Tibabita, y entre la autopista Norte – avenida Paseo de los Libertadores y la 

carrera 80 e incluye el suelo rural del cerro de La Conejera. Britalia tiene una extensión de 

1.574 ha, de las cuales 1.411 ha están en suelo urbano, 0,26 ha hacen parte del suelo de 

expansión que se rige bajo los lineamientos del Plan Zonal del Norte – Ciudad Lagos de 

Torca (Decreto Distrital 088, 2017) y 162,6 ha corresponden a suelo rural. De acuerdo con 

las proyecciones DANE para 2021, la Unidad de Planeamiento Local (UPL) tiene una 

población total de 261.499 habitantes y una densidad poblacional de 166 habitantes por 

hectárea. (Decreto Distrital 557 de 2023). Está compuesta por los siguientes barrios: 

 

Ilustración 1 Delimitación Espacial 
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Conforme a la cartografía oficial y a la documentación de participación ciudadana del 

Distrito, sus límites generales son: 

• Norte: límite aproximado con la Calle 189 y la UPL Torca. 

• Sur: límite aproximado con la Calle 138 y la UPL Niza. 

• Oriente: definido en gran parte por la Autopista Norte y la UPL Toberín. 

• Occidente: limita con los cerros de la Conejera / Cerros de Suba y UPL 

Rincón de Suba (sector de cerros y renques naturales). 

La UPL Britalia se caracteriza por ser predominantemente residencial con 

agrupaciones de vivienda en conjuntos cerrados y los equipamientos educativos e 

institucionales que allí se ubican son en su mayoría privados. Presenta un tejido urbano 

caracterizado por un predominio de vivienda multifamiliar organizada en conjuntos cerrados 

y edificios bajo régimen de propiedad horizontal, lo que la convierte en un escenario idóneo 

para el análisis del valor por metro cuadrado de área privada. Esta configuración responde a 

procesos de planeación urbana que han promovido la densificación en zonas con buena 

accesibilidad, tal como lo establece el Plan de Ordenamiento Territorial – POT Bogotá 

Reverdece 2022–2035 (Decreto 555 de 2021), en el que se consolida a Britalia como una de 

las unidades de planeamiento destinadas a fortalecer el uso residencial y optimizar el 

aprovechamiento del suelo. La norma urbana previa de la UPZ 18 Britalia ya había 

consolidado un patrón de ocupación predominantemente multifamiliar, base sobre la cual se 

ha mantenido la vocación residencial de la zona. De acuerdo con el Documento Técnico de 

Soporte para la Formulación de las UPL del Sector Norte (Decreto 557 de 2023), los 

equipamientos educativos e institucionales presentes en el área son en su mayoría de carácter 

privado, lo que refuerza su perfil como territorio de vocación habitacional planeada, 

complementado con servicios que incrementan su atractivo residencial. La oferta 

inmobiliaria actual está compuesta principalmente por apartamentos en conjuntos de estratos 

3 y 4, con áreas entre 60 m² y 90 m², lo que confirma la prevalencia del régimen de propiedad 

horizontal y la convierte en una zona de estudio adecuada para explorar metodologías de 

estimación de valor unitario en contextos urbanos de alta densidad y relativa homogeneidad 

tipológica. 
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4.2. Antecedentes 

 

La investigación sobre valoración inmobiliaria ha transitado desde enfoques 

convencionales hacia metodologías que asumen la complejidad urbana y la dependencia 

espacial entre observaciones. En el plano hedónico, trabajos recientes integran atributos 

intrínsecos y extrínsecos con medidas de accesibilidad y entorno, mostrando mejoras en 

ajuste y trazabilidad del modelo (Rey-Blanco, García-Palomares, & Gutiérrez, 2024) y 

actualizando el marco de equilibrio hedónico espacial en contextos con cambios de 

localización residencial y teletrabajo (Brueckner, Kahn, & Lin, 2021). En la vertiente de 

econometría espacial, se ha consolidado el uso de diagnósticos (Moran global/local) y 

modelos con dependencia espacial (SAR/SEM/SDM), con evidencia aplicada en mercados 

de vivienda que documenta autocorrelación espacial significativa y ganancias al modelarla 

explícitamente (Cellmer, Bełej, & Konowalczuk, 2020). En paralelo, síntesis metodológicas 

recientes y desarrollos de paneles espaciales y modelos dinámicos anidados han elevado el 

estándar para aplicaciones urbanas, al combinar rezagos espaciales, temporales y factores 

comunes en un marco unificado (Arbia, 2016; Elhorst, 2017, 2022). 

La incorporación de variables ambientales, como la calidad del aire, la contaminación 

acústica, la presencia y accesibilidad de espacios verdes, la calidad del agua, y la proximidad 

a cuerpos de agua o áreas forestales, ha representado un avance significativo en la 

comprensión del valor inmobiliario. Leggett y Bockstael (2000) evidenciaron esta relación 

mediante el uso de modelos hedónicos de precios, analizando datos de transacciones 

inmobiliarias combinados con indicadores ambientales específicos, y demostraron que 

mejoras en la calidad del agua y la disponibilidad de espacios verdes aumentan de forma 

apreciable el valor de las propiedades residenciales. De manera complementaria, Tyrväinen 

y Miettinen (2000) constataron, a través de encuestas de percepción de valor y análisis 

econométrico de precios de vivienda en Finlandia, que la cercanía a áreas forestales urbanas 

tiene un impacto positivo y significativo sobre la valorización de los inmuebles, subrayando 

la creciente importancia de los servicios ecosistémicos en los entornos urbanos. En esta línea, 

Jim y Chen (2006) analizan la influencia de los parques urbanos sobre el precio de las 

viviendas en Guangzhou, China, concluyendo que la cantidad y calidad de las áreas verdes 
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cercanas se reflejan directamente en el valor de mercado de los inmuebles. Además de los 

espacios naturales, otras variables ambientales relevantes en contextos urbanos son la 

exposición a fuentes de ruido, la cercanía a fuentes de contaminación industrial, la 

disponibilidad de corredores ecológicos y la calidad visual del paisaje urbano, factores 

determinantes de la literatura en la percepción de calidad de vida y en la formación del valor 

inmobiliario. 

La accesibilidad urbana, entendida como la facilidad con que los residentes acceden 

a bienes y servicios, se reconoce como un factor que incide de forma sistemática en la 

formación del precio de la vivienda, con efectos medibles cuando se incorporan índices de 

accesibilidad en modelos hedónicos y cuando cambian las condiciones de acceso por mejoras 

de transporte (Rey-Blanco, García-Palomares, & Gutiérrez, 2024; Rennert, 2022; Higgins, 

Arku, Farber, & Miller, 2024) aportaron evidencia empírica al demostrar que las viviendas 

situadas en proximidad a líneas de transporte público masivo, específicamente cercanas a 

estaciones de tren ligero, experimentan una valorización significativa, debido no solo a la 

reducción en los tiempos de desplazamiento, sino también a la mejora percibida en la 

conectividad regional. En este mismo sentido, Gibbons y Machin (2005), en su análisis del 

sistema ferroviario de Londres, profundizaron en la influencia de factores como la frecuencia 

de servicio, la densidad de las estaciones y la integración de los nodos de transporte con las 

redes peatonales circundantes, identificando que estas características amplifican el efecto 

positivo sobre los precios inmobiliarios. Más allá del simple acceso, investigaciones como la 

de Mohammad et al. (2013) han demostrado que la calidad del trazado vial, el mantenimiento 

de las vías y la percepción de seguridad vial también inciden en la formación de precios, ya 

que infraestructuras deterioradas o con altos índices de siniestralidad tienden a desincentivar 

la demanda residencial. Adicionalmente, estudios de Diao, Leonard y Sing (2017) evidencian 

que la accesibilidad mejora el atractivo de determinadas zonas urbanas no solo por facilitar 

la movilidad, sino también por generar corredores de desarrollo que atraen inversiones 

complementarias en comercio y servicios, dinamizando el valor del suelo y consolidando 

entornos urbanos más seguros y atractivos. De esta forma, la literatura actual reconoce que 

la influencia del sistema vial sobre la valorización inmobiliaria es multidimensional, 

combinando aspectos de acceso físico, conectividad estratégica, percepción de seguridad y 
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calidad de la infraestructura, todos ellos fundamentales para explicar la dinámica de precios 

en contextos urbanos. 

Asimismo, los estudios sobre segmentación del mercado han resultado cruciales para 

comprender la diferenciación de precios dentro de contextos urbanos heterogéneos. 

Goodman y Thibodeau (2003) señalaron que los mercados de vivienda funcionan mediante 

submercados interrelacionados, donde el perfil socioeconómico de los vecindarios y las 

expectativas de desarrollo urbano configuran niveles diferenciados de precios. Esta 

afirmación se sustenta en la evidencia obtenida a partir de modelos hedónicos que 

incorporaron variables proxy como los proyectos de renovación urbana en curso, la 

planificación de nuevas infraestructuras y la asignación de inversiones públicas, constatando 

que estas expectativas, aún antes de materializarse físicamente, ya ejercen una influencia 

anticipada sobre las valoraciones inmobiliarias debido a la percepción de futura 

revalorización por parte de los agentes del mercado. Sin embargo, es importante reconocer 

que este fenómeno no es universal ni homogéneo. Como advierten Grigsby y Rosenburg 

(1975), la respuesta del mercado a las iniciativas de desarrollo urbano depende de múltiples 

factores contextuales, tales como la reputación histórica del área, la persistencia de 

problemáticas sociales estructurales, o la desconfianza de los compradores respecto a la 

sostenibilidad de las intervenciones urbanísticas. Existen casos en los que, pese a los 

esfuerzos de inversión y mejora del entorno, la percepción negativa del barrio persiste, 

limitando el impacto positivo esperado en los precios de la vivienda. La evidencia reciente 

señala que la estigmatización barrial puede amortiguar o retrasar la capitalización de 

intervenciones urbanas en los precios y en la demanda: la reputación histórica del área, la 

persistencia de problemáticas sociales y la desconfianza frente a la sostenibilidad de los 

cambios tienden a neutralizar parcialmente los efectos esperados de las inversiones públicas, 

generando escenarios donde la oferta mejora pero la respuesta del mercado resulta limitada 

(Koster & van Ommeren, 2023). La literatura destaca que, aunque las expectativas de 

desarrollo urbano son relevantes en la configuración de precios, su efecto depende de las 

condiciones preexistentes del territorio y de la capacidad de las intervenciones para revertir 

percepciones arraigadas entre los compradores.  
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La evolución metodológica ha estado también marcada por el avance de técnicas de 

aprendizaje automático y el aprovechamiento de grandes bases de datos. Kok, Koponen y 

Martinez (2017) analizaron cómo la automatización de los procesos de valoración mediante 

algoritmos de machine learning ha incrementado la precisión y la eficiencia de las 

estimaciones. Esta tendencia fue reforzada por Antipov y Pokryshevskaya (2012), quienes 

aplicaron algoritmos de bosque aleatorio para la valoración masiva de apartamentos 

residenciales, logrando una notable reducción de los errores de predicción frente a los 

modelos convencionales. 

Por otro lado, la incertidumbre en las estimaciones ha motivado la adopción de 

enfoques Bayesianos y jerárquicos, que permiten capturar tanto la dependencia espacial 

como la heterogeneidad no observada, mejorando así la capacidad explicativa de los modelos 

de precios de vivienda. 

Desde la perspectiva de la heterogeneidad espacial, Helbich et al. (2014) ofrece una 

visión detallada al aplicar modelos de regresión espacial al mercado inmobiliario austríaco, 

evidenciando cómo la variabilidad local mejora sustancialmente la precisión de las 

predicciones. Finalmente, la integración de datos socioeconómicos detallados ha enriquecido 

el análisis de los precios inmobiliarios. Bajari y Kahn (2005) emplearon modelos 

estructurales para explicar cómo las preferencias individuales y las restricciones 

presupuestarias se reflejan directamente en la formación de precios, mientras que Glaeser y 

Gyourko (2018) identificaron la rigidez de la oferta como un factor decisivo en la dinámica 

de valorización urbana. 

En el desarrollo de los métodos espaciales aplicados a la valoración inmobiliaria, los 

enfoques geoestadísticos comenzaron a consolidarse como una línea complementaria a la 

econometría espacial, orientada a representar de manera continua los patrones de variación 

territorial y a incorporar el tratamiento probabilístico de la incertidumbre. Durante las últimas 

décadas, el uso de técnicas derivadas del kriging se ha extendido desde la estimación de 

propiedades del suelo y variables ambientales hacia contextos urbanos, impulsado por el 

crecimiento de las bases de datos georreferenciadas y la disponibilidad de herramientas de 

análisis espacial de alta resolución (Hengl et al., 2018; Li & Heap, 2014). Estudios 

posteriores han documentado su utilidad para capturar estructuras de dependencia espacial y 
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reducir el sesgo de predicción en comparación con interpoladores determinísticos, 

especialmente en escenarios con alta heterogeneidad y distribución irregular de 

observaciones (Keskin & Grunwald, 2018). De este modo, la geoestadística se reconoce en 

la literatura reciente como un antecedente metodológico relevante dentro de la evolución de 

los modelos espaciales, marcando la transición hacia enfoques híbridos capaces de integrar 

dependencia espacial y cuantificación de incertidumbre en el análisis territorial. 

En la evolución posterior de la geoestadística, el kriging universal (UK) se consolidó 

como una extensión del kriging ordinario que incorpora una deriva o tendencia sistemática 

expresada mediante variables auxiliares externas. Esta formulación posibilitó incluir 

información explicativa en el proceso de interpolación, ampliando su aplicabilidad a 

escenarios con gradientes espaciales no estacionarios o influenciados por factores exógenos 

observables. Diversas investigaciones destacan que la integración de covariables ambientales 

o socioeconómicas mejora la capacidad de representación espacial y la coherencia estructural 

del modelo en comparación con técnicas que asumen estacionariedad (Sampson et al., 2013; 

Baisad, Chutsagulprom, & Moonchai, 2023). A nivel operativo, el desarrollo de bibliotecas 

especializadas como PyKrige y gstat ha facilitado la implementación computacional del 

kriging universal, ofreciendo rutinas reproducibles que generan simultáneamente superficies 

de predicción y varianza de estimación (Gräler, Pebesma, & Heuvelink, 2016; PyKrige 

Developers, 2024). En conjunto, estos avances consolidan al kriging universal como una 

evolución metodológica orientada a la incorporación explícita de covariables en la 

estimación espacial, antecediendo a los esquemas híbridos contemporáneos de regresión-

kriging y procesos Gaussianos. 

Tras su consolidación teórica, el kriging universal (UK por sus siglas en inglés) ha 

sido adoptado en investigaciones aplicadas que buscan estimar variables urbanas y 

territoriales con estructura espacial compleja. En estos estudios, su capacidad para incorporar 

derivas informadas ha permitido generar superficies continuas de estimación y mapas de 

incertidumbre útiles para la planificación y el análisis espacial. Aplicaciones recientes 

evidencian que el UK mejora la estabilidad de las predicciones frente a métodos 

determinísticos, especialmente en redes de observación irregulares o de baja densidad 

(Lucas, Lamb, & Siciliano, 2022). En el ámbito inmobiliario, su extensión hacia enfoques de 
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universal cokriging y regression-cokriging ha permitido representar simultáneamente la 

dependencia espacial y la influencia de covariables exógenas, logrando estimaciones más 

coherentes del valor y su variabilidad en el territorio. 

La regresión-kriging (RK) representa una evolución metodológica que combina un 

modelo explicativo global —frecuentemente hedónico, espacial o de aprendizaje 

automático— con la estructura geoestadística del kriging aplicada sobre los residuos. Este 

esquema híbrido permite estimar superficies continuas que integran la variabilidad explicada 

por las covariables y la dependencia espacial remanente, proporcionando una estimación más 

realista y una cuantificación explícita de la incertidumbre (Hengl, Heuvelink, & Stein, 2004). 

Diversos estudios recientes la consideran una técnica robusta y flexible en la cartografía 

predictiva y en la estimación de propiedades territoriales, particularmente cuando se dispone 

de covariables densas o derivadas de sensores remotos. En aplicaciones urbanas y de 

valoración inmobiliaria, la RK ha mostrado ventajas frente a modelos exclusivamente 

econométricos al permitir una representación espacial continua de los valores estimados, 

especialmente en áreas con distribución desigual de observaciones. Asimismo, las 

aproximaciones derivadas de los Procesos Gaussianos escalables, como el Nearest Neighbor 

Gaussian Process (NNGP), han permitido mantener el marco probabilístico del kriging con 

una reducción significativa del costo computacional, habilitando la generación de superficies 

e incertidumbres en conjuntos de datos de gran tamaño, como los que caracterizan a entornos 

urbanos densos (Datta et al., 2016).  

 En síntesis, la literatura muestra que la incorporación progresiva de estructuras 

espaciales dentro de los modelos econométricos ha permitido superar las limitaciones de los 

enfoques puramente globales, integrando la noción de dependencia espacial y la 

representación continua del territorio mediante técnicas como el kriging y sus variantes. La 

convergencia entre la econometría espacial y la geoestadística ha dado lugar a metodologías 

intermedias —como la regresión-kriging— que mantienen el carácter explicativo de los 

modelos tradicionales, al tiempo que introducen una formulación probabilística capaz de 

estimar la variabilidad local y la incertidumbre asociada. Esta trayectoria metodológica 

configura el marco de referencia a partir del cual se fundamenta el desarrollo del presente 
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estudio, en el que la regresión espacial con componente geoestadístico se entiende como una 

extensión natural de los avances previos en valoración y análisis territorial. 

 

4.3. Estado del Arte 

 

La valoración urbana en contextos densos y heterogéneos ha evolucionado desde 

enfoques comparativos/hedónicos hacia esquemas que integran dependencia espacial, no 

linealidades y cuantificación explícita de la incertidumbre. Este desplazamiento responde a 

tres necesidades: (i) representar la autocorrelación espacial de los precios y del entorno 

urbano, (ii) mejorar la validez externa de las predicciones evitando sobreoptimismo por 

particiones aleatorias, y (iii) ofrecer productos operables (mapas y bandas de incertidumbre) 

útiles para revisión de avalúos y apoyo a decisiones. En la última década se consolidan cuatro 

familias: econometría espacial/filtrado, geoestadística y procesos Gaussianos escalables, 

validación cruzada espacial y aprendizaje automático explicable aplicado a precios. 

El Eigenvector Spatial Filtering (ESF) —y su extensión de efectos aleatorios (RE-

ESF)— permite capturar la dependencia espacial sin imponer una forma dinámica específica, 

manteniendo la interpretabilidad de los coeficientes y reduciendo sesgos por correlación 

residual. Desarrollos recientes lo hacen viable con muestras grandes y coeficientes que varían 

en el espacio (SVC), con evidencia de mejoras en ajuste y estabilidad en estudios urbanos y 

de vivienda. En concreto, se han documentado implementaciones eficientes para grandes 

volúmenes de datos (Murakami & Griffith, 2019), aplicaciones a precios de vivienda con 

ganancias frente a alternativas globales (McCord et al., 2019) y variantes multiescala para 

mercados de arriendo que muestran heterogeneidad a distintas escalas espaciales (Peng, Z., 

& Inoue, R. 2022). Más recientemente, se proponen estrategias de sub-model aggregation 

que preservan patrones espaciales reduciendo coste computacional, reforzando la 

escalabilidad en entornos urbanos complejos (Murakami et al., 2024).  

Para producir superficies continuas del valor y representar la incertidumbre de 

predicción, la combinación de modelos explicativos con kriging de residuos sigue siendo 

práctica habitual; sin embargo, el reto contemporáneo es la escalabilidad. La familia de 
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Nearest-Neighbor Gaussian Processes (NNGP, en español, Procesos Gaussianos de Vecinos 

Más Cercano) demostró que es posible realizar inferencia Bayesiana completa en decenas de 

miles de ubicaciones usando matrices de precisión dispersas, con resultados comparables al 

GP (Gaussian Processes, en español, Procesos Gaussianos) completo y costes manejables 

(Datta et al., 2016; revisión y extensiones posteriores). Estudios comparativos multi-grupo 

muestran el desempeño de métodos escalables (incluidos GP aproximados) en competiciones 

de predicción con datos simulados y observados, aportando guías sobre su robustez y costo 

(Heaton et al., 2019). Adicionalmente, se han propuesto marcos GP interpretables y variantes 

con restricciones en variedades/manifolds que mejoran la conexión con fenómenos 

espaciales y la automatización de kernels/variogramas, útiles cuando se requieren superficies 

y bandas de incertidumbre con fundamento probabilístico (Yang et al., 2021; Bourdais et al., 

2024). En conjunto, estas líneas permiten llevar la geoestadística/GP a dominios urbanos con 

gran número de puntos, manteniendo la trazabilidad de la varianza de predicción y la 

coherencia espacial.  

La evidencia reciente permite determinar que la validación k-fold aleatoria subestima 

el error cuando existe autocorrelación espacial o temporal; por ello, se recomiendan 

esquemas bloqueados/buffer y separaciones espaciales/ambientales para particionar 

entrenamiento-prueba de forma realista. La revisión de Roberts et al. (2017) sistematiza estas 

estrategias y muestra el sesgo de las particiones aleatorias; herramientas como blockCV (R) 

facilitan particiones reproducibles y diagnóstico previo del rango efectivo de autocorrelación, 

apoyando una selección honesta de modelos (Valavi et al., 2019). Trabajos recientes 

continúan evaluando el sesgo optimista de la CV (Cross -Validation, Validación Cruzada en 

español) aleatoria y afinan criterios de particionado espacial (Mahoney et al., 2023). Para 

valoración urbana, estos protocolos son críticos: permiten comparar de forma justa 

OLS/espaciales, kriging/GP y ML bajo la misma estructura de dependencia.  

El Geographically Weighted Regression (GWR, en español, Regresión 

Geográficamente Ponderada) y su extensión MGWR (Multiscale Geographically Weighted 

Regression) han sido modernizadas con implementaciones paralelas y GPU (Compute 

Unified Device Architecture, CUDA, en español, Arquitectura Unificada de Computación de 

Dispositivos), lo que reduce sustancialmente los tiempos de cómputo; en paralelo, las 
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versiones Bayesianas permiten incorporar incertidumbre en los coeficientes locales y atenuar 

el riesgo de sobreajuste local. Estos avances han ampliado la aplicabilidad en datasets 

urbanos grandes y han refinado la lectura de no estacionaridad en los determinantes del valor 

(Lu et al., 2022; desarrollos y análisis de escala/correlación en MGWR 2024–2025; 

aproximaciones Bayesianas recientes). Para el ámbito de UPL, estas técnicas aportan 

diagnóstico espacial fino, siempre que su evaluación se someta a CV espacial y se controle 

la colinealidad local.  

En escenarios con no linealidades e interacciones (por ejemplo, área × edad × 

accesibilidad), los ensambles de árboles —Random Forest y Gradient Boosting (incl. 

XGBoost/LightGBM)— suelen lograr mejor desempeño predictivo frente a interpoladores 

determinísticos o a especificaciones lineales rígidas. Estudios recientes en mercados de 

vivienda y ciudades sostenibles reportan mejoras en precisión y análisis de importancia 

mediante SHAP (explicabilidad a nivel global y de observación) y, cuando se requiere, 

estimación de bandas de incertidumbre con modelos cuantílicos (Como Quantile Random 

Forest , QRF, en español, Bosque Aleatorio Cuantílico) o conformal prediction; en todos los 

casos, se insiste en evaluar bajo validación espacial para evitar spatial leakage (Han et al., 

2025; Sharma et al., 2024; Nikou et al., 2022; Hjort et al., 2022/2024; Dou et al., 2023). En 

valoración urbana aplicada, su rol recomendado es complementar a los modelos espaciales: 

explorar estructuras no capturadas por especificaciones paramétricas y corroborar señales 

con medidas de importancia/SHAP y mapas de errores por subzona.  

Durante la última década, la geoestadística ha adquirido un papel protagónico dentro 

de los enfoques de modelación espacial aplicada, pasando de su uso tradicional en disciplinas 

ambientales hacia su incorporación en el análisis urbano y la valoración inmobiliaria. Esta 

evolución metodológica ha permitido integrar el tratamiento probabilístico de la 

incertidumbre con los marcos econométricos y de planificación territorial, favoreciendo 

interpretaciones continuas del territorio y una lectura más precisa de la variabilidad espacial. 

En este contexto, las técnicas derivadas del kriging se han consolidado como herramientas 

útiles para representar la distribución espacial del valor y estimar su incertidumbre asociada, 

fortaleciendo los procesos de análisis urbano y de valoración del suelo (Armijos-Toro, 

González, & Sarmiento, 2022). 
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El desarrollo metodológico contemporáneo se ha caracterizado por la incorporación 

de variantes del kriging que permiten incluir información auxiliar o corregir la no 

estacionariedad de los fenómenos espaciales. Entre ellas, el kriging universal y la regresión-

kriging se destacan por combinar dependencias locales con covariables explicativas o 

tendencias globales, logrando estimaciones más estables frente a interpoladores 

determinísticos. Su aplicación se ha extendido a la generación de mapas continuos de precios 

de suelo, densidad edificatoria y calidad ambiental, demostrando su capacidad para capturar 

gradientes espaciales complejos en entornos urbanos heterogéneos (Chica-Olmo, Cano-

Guervos, & Chica-Rivas, 2019). 

En el ámbito urbano latinoamericano, la regresión-kriging ha sido explorada como 

una alternativa intermedia entre los modelos econométricos y los geoestadísticos puros, 

integrando covariables socioeconómicas e infraestructura vial para estimar superficies 

continuas de valor. Los resultados evidencian que este enfoque reduce el sesgo de predicción 

y mejora la coherencia espacial de las superficies generadas, particularmente en ciudades con 

alta densidad y heterogeneidad local (Villada-Medina, Hernández-Muñoz, & Arango-

Londoño, 2022). Estas aplicaciones demuestran la madurez alcanzada por la geoestadística 

contemporánea, que trasciende la función meramente predictiva para consolidarse como un 

marco de inferencia espacial compatible con los modelos explicativos. 

Finalmente, los estudios comparativos entre métodos hedónicos, kriging y enfoques 

de aprendizaje automático evidencian que la combinación de componentes explicativos y 

estocásticos produce resultados más consistentes en la estimación del valor del suelo urbano, 

siempre que exista una adecuada densidad de observaciones y una calibración espacial 

rigurosa (Derdouri, 2020). Estas tendencias reflejan una madurez metodológica orientada a 

integrar las capacidades descriptivas de la econometría espacial con la inferencia 

probabilística de la geoestadística, conformando un cuerpo metodológico híbrido que 

sustenta los análisis contemporáneos de la valoración urbana. 
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4.4. Marco Teórico 

 

La valoración inmobiliaria, entendida como el proceso técnico que permite estimar 

con base objetiva y sistemática el valor de un bien inmueble en condiciones específicas de 

mercado, se sostiene sobre principios económicos, urbanísticos y estadísticos que se articulan 

para aproximar el valor de intercambio de un activo inmobiliario. Desde el enfoque 

tradicional, esta actividad ha estado regida por el método comparativo de mercado, que 

asume que el valor de un bien se puede inferir a partir del análisis de transacciones (ofertas) 

recientes de propiedades con características físicas similares. Sin embargo, este enfoque 

presenta limitaciones en contextos urbanos con alta heterogeneidad espacial y donde la 

disponibilidad de comparables es reducida o poco representativa. Frente a estas restricciones, 

la evolución teórica y técnica ha promovido la adopción de modelos de valoración masiva 

(Por sus siglas en inglés, AVM) que integran estructuras multivariadas y componentes 

espaciales para capturar con mayor fidelidad las variaciones del mercado (International 

Association of Assessing Officers [IAAO], 2025). 

Los modelos hedónicos, introducidos formalmente por Rosen (1974), son una 

herramienta fundamental para analizar mercados inmobiliarios, al permitir la 

descomposición del precio de un bien inmueble según el valor atribuido a cada atributo 

observable. Este enfoque parte del principio microeconómico de que el precio de mercado 

de un bien compuesto refleja la suma de los precios implícitos de sus características 

individuales. En el caso del mercado de vivienda, estas características se agrupan 

comúnmente en variables estructurales (como el área construida, el número de habitaciones, 

el estado de conservación), espaciales (distancia a centros urbanos, cobertura de transporte 

público, accesibilidad a servicios) y contextuales (estrato socioeconómico, niveles de 

seguridad, calidad ambiental, entre otros). La formulación típica del modelo hedónico adopta 

una estructura funcional de regresión lineal o semilogarítmica, donde el precio o el logaritmo 

del precio se modela como función de estas variables, permitiendo cuantificar el efecto 

marginal de cada atributo sobre el valor final del inmueble. Para contextos actuales, integrar 

medidas de accesibilidad y entorno dentro de hedónicos y AVM mejora la trazabilidad y el 

ajuste de los modelos (Rey-Blanco, Zofío, & González-Arias, 2024). 
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Una de las principales virtudes del modelo hedónico es su capacidad para capturar la 

heterogeneidad del mercado y hacer visibles las preferencias reveladas de los compradores, 

expresadas a través del comportamiento observado en las transacciones. Sin embargo, este 

enfoque presenta ciertas limitaciones, especialmente en contextos donde existe dependencia 

espacial entre observaciones, ya que los precios de los inmuebles no son independientes unos 

de otros, sino que tienden a estar influenciados por la proximidad geográfica y las 

condiciones del entorno inmediato. Esta violación del supuesto de independencia de los 

errores puede sesgar las estimaciones y reducir la validez inferencial del modelo, lo que ha 

motivado el desarrollo de extensiones espaciales y la incorporación de técnicas 

geoestadísticas para mejorar su precisión. La literatura reciente sobre métodos para datos 

espaciales a gran escala compara enfoques econométricos, procesos Gaussianos y variantes 

escalables, mostrando escenarios de desempeño diferencial y criterios de validación (Heaton 

et al., 2019). 

La valoración masiva apoyada en modelos explicativos y componentes espaciales 

exige comprobar condiciones mínimas sobre la distribución de la variable y, sobre todo, de 

los errores del modelo. En términos prácticos, estos diagnósticos orientan (i) la necesidad de 

transformaciones para estabilizar varianza y mejorar linealidad; (ii) el tratamiento de valores 

extremos; y (iii) la validez de la inferencia (intervalos, pruebas). 

Como primer insumo, se calculan sesgo (skewness) y curtosis (kurtosis) de la 

distribución del valor por m². Un sesgo cercano a cero sugiere simetría; valores 

positivos/negativos indican colas a derecha/izquierda. La curtosis compara el 

“apuntamiento” respecto a la normal: valores altos evidencian colas pesadas (leptocurtosis), 

bajos colas ligeras (platicurtosis). Estos indicadores permiten anticipar si se requieren 

transformaciones antes del ajuste (Virtanen et al., 2020). Por otro lado es necesario analizar 

pruebas de normalidad como: 

• Shapiro–Wilk : Contrasta la hipótesis de normalidad con elevada potencia en 

muestras pequeñas y medianas. Su estadístico W compara los datos ordenados 

con los cuantiles esperados bajo normalidad; valores de W próximos a 1 

apoyan la normalidad. (SciPy, 2024a). 
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• D’Agostino–Pearson: Integra simultáneamente sesgo y curtosis en un único 

contraste de bondad de ajuste. El estadístico 𝐾2 = 𝑧1
2 + 𝑧2

2(donde 𝑧1 y 𝑧2son 

puntuaciones z para sesgo y curtosis) sigue 𝜒2con 2 grados de libertad bajo 

𝐻0  (normalidad), siendo útil para detectar desviaciones combinadas de 

simetría y forma. (SciPy, 2024b). 

• Anderson–Darling: Asigna mayor peso a las colas, resultando pertinente en 

contextos inmobiliarios donde pocos inmuebles de muy alto/ bajo valor 

impactan de forma desproporcionada métricas de ajuste. (SciPy, 2024c). 

En todas las pruebas se establece un nivel α (Alpha). Si el p-value ≤α, se rechaza la 

normalidad; si es mayor, no se rechaza. Dado que con tamaños muestrales medios/grandes 

los contrastes pueden volverse muy sensibles, se recomienda complementar con inspección 

visual (histogramas, Q–Q plots) y considerar la normalidad de los residuos del modelo como 

condición más relevante que la normalidad de la variable bruta (GraphPad, 2024). 

Cuando los diagnósticos indican asimetría, colas pesadas o heterocedasticidad, se 

justifica usar transformaciones (Box–Cox), especificaciones más flexibles o estimadores 

robustos. Para los componentes espaciales, asegurar residuos aproximadamente normales y 

covarianza espacial bien especificada favorece el desempeño del kriging de residuos y la 

coherencia de las bandas de incertidumbre. Estas verificaciones, junto con la validación 

cruzada con sensibilidad espacial, fortalecen la trazabilidad de las estimaciones del valor por 

m² y su uso en revisión de avalúos y soporte a decisiones. 

Para los componentes espaciales, asegurar residuos aproximadamente normales y una 

covarianza espacial correctamente especificada favorece el desempeño del kriging de 

residuos y la coherencia de las bandas de incertidumbre. Estas verificaciones, junto con la 

validación cruzada con sensibilidad espacial, fortalecen la trazabilidad de las estimaciones 

del valor por metro cuadrado y su uso en la revisión de avalúos y soporte a decisiones. 

En este contexto, la geoestadística constituye el marco teórico que permite modelar 

la dependencia espacial entre observaciones a través del concepto de variable regionalizada, 

definida como una función aleatoria cuya realización varía de forma continua en el espacio 

(Journel & Huijbregts, 1978). Esta formulación reconoce que las observaciones próximas 
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tienden a ser más semejantes que aquellas más alejadas, lo que introduce correlación espacial 

y continuidad en el fenómeno estudiado. Bajo este enfoque, se asumen propiedades que 

garantizan la regularidad del proceso: la estacionaridad de segundo orden, que presupone una 

media constante y una covarianza dependiente únicamente del vector de separación; la 

isotropía, que supone que la correlación depende solo de la distancia y no de la dirección; y 

la ergodicidad, que permite sustituir promedios teóricos por promedios espaciales 

observados, fundamento esencial para la estimación empírica del variograma (Stein, 1999; 

Wackernagel, 2003). 

La dependencia espacial se representa mediante la covarianza espacial 𝐶(ℎ) o, de 

forma equivalente, a través de la semivarianza 𝛾(ℎ), definida como la mitad de la varianza 

esperada de la diferencia entre dos puntos separados por una distancia ℎ: 

𝛾(ℎ) =
1

2
𝐸([𝑍(𝑠) − 𝑍(𝑠 + ℎ)]2). 

En procesos estacionarios de segundo orden se cumple que 𝛾(ℎ) = 𝐶(0) − 𝐶(ℎ), donde 

𝐶(0) corresponde a la varianza total del campo aleatorio. De este modo, la semivarianza 

refleja el grado de similitud espacial entre observaciones: valores pequeños de 𝛾(ℎ) indican 

fuerte continuidad, mientras que valores altos denotan pérdida de correlación conforme 

aumenta la distancia. Los componentes clásicos del variograma —el efecto pepita (nugget, 

en inglés), la meseta (sill) y el rango (range)— describen respectivamente la 

microvariabilidad o error de medición, la varianza total del proceso y la escala de correlación 

espacial (Isaaks & Srivastava, 1989). Este marco conceptual permite caracterizar la estructura 

de dependencia y constituye la base formal para la interpolación geoestadística. 

El kriging, derivado directamente de esta teoría, se define como el estimador lineal 

insesgado de mínima varianza (Best Linear Unbiased Estimator, por sus siglas en inglés 

BLUE), cuyo objetivo es obtener la mejor predicción posible del valor de una variable en 

una localización no muestreada a partir de una combinación ponderada de observaciones 

cercanas. Los pesos de interpolación se determinan mediante un sistema lineal que minimiza 

la varianza de estimación bajo la restricción de insesgamiento, utilizando la estructura de 

covarianza inferida del variograma (Cressie, 1993). A diferencia de los interpoladores 

determinísticos, el kriging no solo genera una superficie de predicción sino también una 
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medida explícita de incertidumbre espacial, representada por la varianza de krigeado, que 

permite identificar zonas con mayor o menor confiabilidad en las estimaciones (Oliver & 

Webster, 2015). 

La estimación kriging se formaliza como un problema de optimización lineal sujeto 

a la restricción de insesgamiento. Dado un conjunto de observaciones 𝑍(𝑠1), 𝑍(𝑠2),… , 𝑍(𝑠𝑛), 

el valor estimado en una localización no muestreada 𝑠0 se expresa como una combinación 

lineal ponderada: 

𝑍̂(𝑠0) =  ∑𝜆𝑖𝑍(

𝑛

𝑖=1

𝑠𝑖) 

donde los pesos 𝜆𝑖 se determinan de manera que el estimador sea insesgado y que la 

varianza del error de predicción sea mínima. Para resolver este problema, se emplea el 

multiplicador de Lagrange (μ), que introduce la restricción ∑ 𝜆𝑖 = 1𝑖  dentro de la función 

objetivo. El sistema resultante de ecuaciones puede expresarse como: 

{
 
 

 
 ∑𝜆𝑖𝐶(

𝑛

𝑗=1

𝑠𝑖, 𝑠𝑗) + 𝜇 = 𝐶(𝑠𝑖, 𝑠0), 𝑖 = 1,… , 𝑛 

∑𝜆𝑖𝐶 = 1

𝑛

𝑗=1

 

Donde 𝐶(𝑠𝑖, 𝑠𝑗) representa la covarianza espacial entre los puntos (𝑠𝑖, 𝑠𝑗). En forma 

matricial compacta, el sistema adopta la forma: 

[
𝐶 1
1𝑇 0

] [
𝜆
𝜇
] = [

𝐶0
1
] 

donde C es la matriz de covarianza entre observaciones, 𝜆 el vector de pesos y 𝐶0 el 

vector de covarianzas entre las observaciones y el punto a estimar. Una vez determinados los 

pesos, la varianza de krigeado se calcula como: 

σK
2   =  C(0)  −  2∑𝜆𝑖 𝐶(𝑠𝑖,  𝑠0)

n

i=1

   +  ∑∑𝜆𝑖 𝜆𝑗  𝐶(𝑠𝑖,  𝑠𝑗)

n

j=1

n

i=1
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Esta formulación expresa cuantitativamente la incertidumbre asociada a cada 

predicción y depende únicamente de la geometría de los datos y del modelo de covarianza. 

Desde un enfoque probabilístico, el kriging puede entenderse como un caso particular de los 

procesos Gaussianos (Gaussian Processes), donde las observaciones 𝑍(𝑠) se modelan como 

una distribución normal multivariada con media 𝑚(𝑠) y covarianza. En este contexto, la 

predicción 𝑠0 corresponde al valor esperado de la distribución condicional: 

Ẑ(s0)  =  E[ Z(s0)  ∣∣  Z(s1),  Z(s2),   … ,  Z(sn) ] 

lo que vincula el kriging clásico con la inferencia Bayesiana moderna y los enfoques 

computacionales de procesos Gaussianos (Rasmussen & Williams, 2006).  

El análisis del variograma no se limita a describir la dependencia espacial, sino que 

constituye el paso clave para parametrizar el modelo de correlación que será utilizado en el 

proceso de krigeado. En la práctica, el variograma experimental se obtiene a partir de los 

datos empíricos mediante la agrupación de pares de observaciones separadas por intervalos 

de distancia, y su forma revela la estructura espacial del fenómeno. Un ascenso inicial rápido 

del variograma indica alta continuidad local, mientras que un aumento gradual sugiere una 

correlación de mayor alcance. La estabilización del variograma hacia una meseta, marca la 

distancia más allá de la cual las observaciones dejan de estar correlacionadas (Goovaerts, 

1997). 

Los modelos teóricos del variograma permiten formalizar esta relación mediante 

funciones continuas y positivas definidas. El modelo esférico, ampliamente utilizado en 

aplicaciones ambientales y urbanas, supone que la semivarianza crece linealmente hasta 

alcanzar el rango y luego se mantiene constante, lo que representa fenómenos con correlación 

espacial finita. El modelo exponencial describe una estructura en la que la correlación 

decrece de forma gradual e infinita, siendo adecuado para variables con transiciones suaves 

entre zonas vecinas. En contraste, el modelo Gaussiano asume una correlación muy alta a 

distancias cortas y una variación extremadamente suave, útil para fenómenos con alta 

continuidad espacial. Finalmente, el modelo Matérn generaliza los anteriores a través de un 

parámetro de suavidad (𝜈) que controla la forma del variograma, ofreciendo flexibilidad para 
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ajustar distintos grados de regularidad espacial en entornos heterogéneos (Banerjee, Carlin, 

& Gelfand, 2015). 

El ajuste del variograma teórico requiere estimar sus parámetros —efecto pepita, 

meseta y rango— de manera que reproduzcan adecuadamente la estructura observada en los 

datos. Este proceso puede realizarse por ajuste visual, mínimos cuadrados ponderados o 

métodos de máxima verosimilitud (Kitanidis, 1997). En todos los casos, el criterio 

fundamental es que el modelo teórico refleje la tendencia general del variograma 

experimental y conserve la positividad de la matriz de covarianza. Una vez calibrado, su 

validación empírica se realiza mediante validación cruzada, comparando los valores 

predichos por kriging con los observados, y evaluando estadísticos de desempeño como el 

error medio (ME), el error cuadrático medio (RMSE) y la varianza estandarizada 

(Castrignanò, 2011). 

En el campo de la valoración inmobiliaria, la elección del modelo variográfico tiene 

implicaciones directas sobre la suavidad y la coherencia espacial de las superficies estimadas. 

Un modelo con rango corto y efecto pepita elevado tenderá a producir superficies 

fragmentadas con alta variabilidad local, mientras que un modelo Gaussiano o Matérn 

ajustado con rango amplio generará predicciones más continuas y coherentes con gradientes 

urbanos. De este modo, la correcta parametrización del variograma se traduce en una 

representación más precisa de la dinámica espacial del valor del suelo, permitiendo 

identificar transiciones reales entre zonas de mercado y cuantificar de manera más realista la 

incertidumbre de estimación (Webster & Oliver, 2007). 

La evolución del kriging ha dado lugar a extensiones que amplían su capacidad para 

representar relaciones espaciales complejas y combinarlo con modelos estadísticos y de 

aprendizaje más flexibles. Una de las más utilizadas en el ámbito urbano y ambiental es la 

regresión kriging, también conocida como kriging de residuos, la cual combina un modelo 

de regresión global —por ejemplo, un modelo hedónico de precios— con el krigeado de los 

residuos espaciales del modelo (Hengl et al., 2004). De esta manera, la componente 

determinista explica la variación sistemática asociada a los atributos del bien o del entorno, 

mientras que la componente estocástica captura la dependencia espacial residual no 

explicada. Este enfoque híbrido resulta especialmente útil en valoración inmobiliaria, donde 
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el precio de un inmueble depende tanto de sus características físicas como de su localización 

relativa dentro de la estructura urbana. 

En paralelo, los enfoques Bayesianos y los métodos de inferencia integrada anidada 

por aproximación (Sus siglas en inglés, INLA) han permitido extender el kriging hacia el 

tratamiento explícito de la incertidumbre y la inferencia en grandes bases de datos espaciales. 

Modelos como el SPDE-INLA (Stochastic Partial Differential Equation) aproximan el 

proceso Gaussiano continuo mediante una representación discreta basada en mallas 

triangulares, lo que reduce drásticamente el costo computacional sin sacrificar la coherencia 

espacial (Lindgren, Rue & Lindström, 2011). Estos métodos han demostrado gran eficacia 

en aplicaciones urbanas, donde la densidad de observaciones y la heterogeneidad espacial 

imponen restricciones de escalabilidad. 

Finalmente, los procesos Gaussianos escalables han posicionado al kriging dentro del 

campo del machine learning, al compartir la misma formulación probabilística de predicción 

condicional bajo una estructura de covarianza paramétrica. Este paralelismo ha permitido 

incorporar núcleos no estacionarios, estimación jerárquica de hiperparámetros y combinación 

con modelos no lineales, dando origen a enfoques como el deep kriging (Kriging profundo) 

o los Gaussian Process Regression Networks (Redes de regresión de procesos Gaussianos), 

(Liu et al., 2021). En conjunto, estas extensiones contemporáneas consolidan la 

geoestadística como un marco flexible y adaptable que integra métodos clásicos de 

interpolación con técnicas modernas de inferencia espacial y predicción predictiva basadas 

en datos masivos. 

Para modelar esta estructura espacial, se han desarrollado principalmente dos 

enfoques: el modelo de rezago espacial (Spatial Autoregressive Model – SAR) y el modelo 

de error espacial (Spatial Error Model – SEM) (Lee & Yu, 2010). En el modelo SAR, la 

autocorrelación se introduce directamente en la variable dependiente, bajo la forma: 

𝑦 = 𝜌𝑊𝑦 + 𝑋𝛽 + 𝜀 

Donde 𝑦 es el vector de la variable dependiente, X la matriz de variables explicativas, 

β el vector de coeficientes, ε el término del error, W la matriz de pesos espaciales y ρ el 

coeficiente de rezago espacial que mide el grado de influencia de los valores vecinos sobre 
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cada observación. Este modelo captura procesos de retroalimentación espacial, como ocurre 

en mercado inmobiliarios donde el precio de un inmueble tiende a ajustarse en función del 

comportamiento de precios en su entorno inmediato (Bivand, Pebesma, & Gómez-Rubio, 

2013). En contraste, el modelo SEM introduce la dependencia en la estructura del error:  

𝑦 = 𝑋𝛽 + 𝑢, 𝑢 = 𝜆𝑊𝑢 + 𝜀 

Aquí la autocorrelación espacial se interpreta como el efecto de variable no 

observadas, pero especialmente estructurada que afectan simultáneamente a observaciones 

cercanas. El coeficiente λ mide la intensidad de esta dependencia en los residuos, y su 

estimación permite corregir los sesgos derivado de la omisión de variables relevantes que 

siguen un patrón espacial (Kelejian & Prucha, 2010). 

En ambos casos, la matriz de pesos espaciales W desempeñan un papel central, esta 

matriz define el patrón de vecindad entre observaciones y puede construirse bajo diversos 

criterios: Contigüidad (adyacencia directa), distancias fijas, numero k de vecinos más 

cercanos, o funciones decrecientes de distancia. El tipo de matriz elegida incide directamente 

en los resultados del modelo y debe ser definida según la lógica espacial del fenómeno bajo 

estudio. Su forma más común es la matriz cuadrada, fila-normalizada, en la cual cada 

elemento wᵢⱼ representa la intensidad de la relación entre las unidades espaciales i y j, siendo 

cero si no son consideradas vecinas (Getis & Aldstadt, 2004). 

Además de los modelos SAR y SEM, se han propuesto estructuras más flexibles como 

el modelo Durbin espacial (Spatial Durbin Model – SDM) que introduce rezagos especiales 

tanto de la variable dependiente como de las independientes, permitiendo capturar efectos 

directos e indirecto simultáneamente (Elhorst, 2010); por otro lado, la regresión ponderada 

geográficamente (Geographically Weighted Regression – GWR) relaja el supuesto de 

parámetros globales y permite que los coeficientes varíen espacialmente, adaptándose mejor 

a contexto urbanos altamente heterogéneos donde las relaciones entre variables no son 

constantes en todo el territorio (Fotheringham, Brunsdon, & Charlton, 2002).  

La selección del modelo espacial adecuado debe considerar no solo la presencia 

estadística de autocorrelación (por ejemplo, diagnosticada mediante el índice de Moran sobre 

los residuos del modelo OLS), sino también la naturaleza del proceso subyacente: si el interés 
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es capturar contagios espaciales en la variable explicada, el modelo SAR será más apropiado; 

si se busca corregir sesgos por omisión espacialmente estructurada, el SEM es preferible; y 

si se desea explorar efectos de spillover entre explicativas, el SDM proporciona una solución 

intermedia (Waller & Gotway, 2004). En cualquier caso, los modelos de regresión espacial 

constituyen una herramienta imprescindible para el análisis riguroso de fenómenos 

georreferenciados, como la formación de precios en el mercado inmobiliario urbano 

(McMillen, 2010).  

En este contexto, la validación cruzada se convierte en una herramienta útil, ya que 

complementa las pruebas de diagnóstico al ofrecer una medida objetiva de la capacidad 

predictiva del modelo. La validación cruzada busca reducir el riesgo de sobreajuste 

(overfitting), asegurando que el modelo seleccionado tenga un desempeño robusto frente a 

nuevas observaciones.  

El enfoque más utilizado es la validación cruzada k-fold, que consiste en dividir el 

conjunto de datos en k particiones de tamaño similar. En cada iteración, se entrena el modelo 

con k−1 particiones y se valida con la restante, repitiendo el proceso k veces hasta que todas 

las observaciones hayan sido utilizadas al menos una vez como datos de validación. De esta 

forma, se calcula un error promedio que refleja el desempeño global del modelo. 

Matemáticamente, si Eᵢ es el error del modelo en el pliegue i, el error de validación cruzada 

se expresa como: 

𝐶𝑉(𝑒𝑟𝑟𝑜𝑟) =
1

𝑘
∑Eᵢ 

𝑘

𝑖=1

 

Por otra parte, para los datos que alimentan los modelos es necesario establecer una 

base de datos espacial estructurada bajo principios normativos y técnicos que garanticen 

integridad, consistencia y trazabilidad. La literatura en información geográfica enfatiza que 

la calidad de los resultados econométricos y geoestadísticos depende directamente de la 

solidez en la organización de entidades, atributos y sistemas de referencia espacial, los cuales 

constituyen la infraestructura sobre la que se soportan tanto el análisis como la modelación. 

Las bases de datos espaciales han evolucionado como un componente esencial en la 

gestión de información geográfica, pues permiten estructurar entidades georreferenciadas 
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con atributos físicos, espaciales y socioeconómicos de manera integrada. Este tipo de 

arquitectura se sustenta en los principios definidos por la especificación Simple Features del 

Open Geospatial Consortium, que establece cómo almacenar, consultar y analizar geometrías 

mediante operaciones estandarizadas en entornos de bases de datos relacionales y sistemas 

SIG (Open Geospatial Consortium, 2011). La incorporación de atributos temáticos 

vinculados a las geometrías ha permitido que las bases espaciales se consoliden como 

repositorios robustos para soportar procesos de modelación econométrica y geoestadística, 

garantizando consistencia y trazabilidad en proyectos de valoración masiva. 

En el contexto colombiano, la unificación bajo el sistema de referencia MAGNA-

SIRGAS ha sido determinante para garantizar compatibilidad espacial entre datos catastrales, 

cartográficos y socioeconómicos. En particular, la proyección oficial MAGNA-SIRGAS 

2018 / Origen Nacional (EPSG:9377) constituye el marco de referencia adoptado para el 

levantamiento y la actualización catastral, asegurando precisión posicional y coherencia en 

análisis urbanos y regionales (IGAC, 2021). Esta base común respalda la generación de 

variables espaciales comparables en diferentes escalas de análisis, lo que refuerza la solidez 

de los modelos aplicados en valoración. 

La validación de integridad y consistencia en bases espaciales se apoya en reglas 

topológicas y controles de calidad. Estas reglas, implementadas en motores SIG y 

geodatabases empresariales, aseguran que entidades como predios, manzanas y redes viales 

mantengan relaciones geométricas coherentes, evitando superposiciones indebidas, huecos o 

discontinuidades. Dichos controles están alineados con las guías de calidad de datos 

espaciales definidas por la ISO 19157, que establece principios para evaluar exactitud, 

completitud y consistencia lógica en información geográfica (International Organization for 

Standardization, 2023). Reforzando la confiabilidad de los insumos y contribuyendo a que 

los resultados de los modelos mantengan validez técnica y replicabilidad. 
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5. METODOLOGÍA 

 

5.1. Fase I: ESTRUCTURACIÓN DE LA ARQUITECTURA DE LA BASE DE 

DATOS ESPACIAL. 

La arquitectura de la base de datos espaciales, entendida como la estructura 

fundamental que organiza, normaliza y garantiza la integridad de la información requerida 

para el análisis. Busca establecer un modelo lógico coherente, capaz de integrar datos 

alfanuméricos y geográficos bajo un mismo esquema, apoyado en criterios de calidad, 

consistencia y compatibilidad con los sistemas de referencia oficiales. De esta manera, se 

sentaron las bases técnicas que permiten la posterior incorporación de fuentes heterogéneas 

y el desarrollo de procesos de análisis espacial y econométrico. 

5.1.1. Diseño del modelo de base de datos espacial.  

El diseño del modelo de base de datos espacial se estructuró bajo un enfoque 

relacional con soporte geográfico en PostgreSQL, utilizando la extensión PostGIS para el 

manejo de geometrías. La entidad central definida fue la tabla Datos, donde cada registro 

corresponde a una observación inmobiliaria caracterizada por atributos físicos, espaciales y 

socioeconómicos, además de su representación geométrica puntual. 

A partir de esta tabla se establecieron relaciones de cardinalidad N:1 hacia catálogos 

normalizados, con el fin de garantizar consistencia semántica y evitar redundancias. Entre 

los catálogos más relevantes se encuentran los administrativos (departamentos y municipios) 

y los clasificatorios (tipo de bien, tipo de inmueble, etc…) complementado con restricciones 

de dominio aplicadas a campos críticos, con el fin de limitar los valores permitidos y prevenir 

inconsistencias comunes en el registro de datos inmobiliarios. Los dominios implementados 

en PostgreSQL se detallan en la siguiente tabla: 
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Dominio Tipo de dato  Regla / Valores permitidos 
Fuente / 

Alcance 

Departamento 
VARCHAR(1

00)  
Lista cerrada de departamentos DANE 

Municipio 
VARCHAR(1

00) 
Lista cerrada de Municipios DANE  

Tipo_bien 
VARCHAR(3

0) 

Apartamento, Casa, 

Apartaestudio 
Catálogo interno  

Tipo_inmueble VARCHAR(3) Propiedad Horizontal / No PH Catálogo interno 

Estrato SMALLINT 1,2,3,4,5,6 
Normativa 

urbana 

Nuevo_usado SMALLINT Usado, Nuevo Catálogo interno 

Tabla 1 Definición de Dominios 

 

Adicionalmente, se aplicaron restricciones lógicas sobre atributos numéricos, como 

exigir que el área privada fuera mayor a cero, la edad del inmueble no admitiera valores 

negativos y que las coordenadas geográficas estuvieran dentro de los rangos válidos para 

latitud y longitud. Finalmente, la tabla central Datos se indexó con claves primarias y 

foráneas hacia sus catálogos de referencia, y se incluyeron índices espaciales GiST para el 

campo geométrico, con el fin de optimizar consultas geográficas y análisis territoriales.  

 

5.1.2. Definición de campos y tipos de datos para variables físicas, espaciales y 

socioeconómicas. 

 

La definición de campos que conforman la base de datos se realizó considerando los 

atributos que la literatura especializada y la práctica valuatoria han señalado como 

determinantes en la formación del valor unitario del metro cuadrado en propiedad horizontal. 

Este proceso se sustentó tanto en la experiencia del grupo avaluador como en estudios previos 

sobre dinámica inmobiliaria, lo cual permitió identificar un conjunto de variables que 
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posteriormente serían contrastadas y evaluadas dentro del modelaje econométrico. En este 

marco se identificaron tres grupos principales de atributos: 

• Variables físicas: Comprenden características intrínsecas del inmueble como 

el área privada (m², variable continua), la edad (años), el piso (entera ordinal, 

asociada a la jerarquía vertical de las unidades en edificios), el estado de 

conservación (texto controlado: bueno, regular, malo), la condición 

nueva/usado (binaria 0–1), el estado de terminado (binaria) y las variables de 

dotación comunal: ascensor, vigilancia, garaje, gimnasio, piscina, salón 

comunal y ascensor (todas binarias). Adicionalmente, se construyó un índice 

compuesto de dotación comunal ponderada, que integra estas amenidades con 

pesos diferenciados (40% vigilancia, 30% garaje, 15% gimnasio y 15% 

piscina), con el fin de reflejar su aporte conjunto en la formación del precio. 

• Variables espaciales: Agrupan atributos relacionados con la posición 

geográfica y la accesibilidad. Incluyen la localización puntual (coordenadas 

geográficas), así como distancias a equipamientos relevantes: parques, vías 

principales, colegios, hospitales, estaciones de transporte público 

(Transmilenio) y centros comerciales. Todas ellas se modelan como variables 

continuas (decimales en metros). 

• Variables socioeconómicas: Recogen atributos vinculados al contexto social 

y a las amenidades de la copropiedad. Se incluye el estrato (ordinal, valores 

entre 1 y 6). 

Cada variable fue tipificada según su naturaleza: enteros para edad, piso y estrato; 

decimales para área, valores unitarios y distancias; texto controlado para variables 

administrativas; y binarias para dotación y estado.  
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5.1.3. Integración del sistema de coordenadas mediante proyección MAGNA-

SIRGAS EPSG:9377.  

 

Las observaciones se registraron inicialmente en coordenadas geográficas WGS84 y 

se reproyectaron al sistema MAGNA-SIRGAS / Origen Nacional (EPSG:9377), adoptado en 

Colombia para cartografía y catastro. Esta decisión es una buena práctica cuando se requiere 

medir distancias y áreas en metros, ya que reduce ambigüedades en cálculos espaciales y 

permite comparar resultados entre capas que comparten el mismo marco de referencia.  

La utilización de un ESPG estándar también es de gran ayuda para asegurar 

compatibilidad con insumos oficiales (capas catastrales, redes viales, zonificaciones) y para 

evitar errores derivados de mezclar sistemas distintos. En términos operativos, se mantuvo el 

almacenamiento de la geometría con SRID explícito, y las rutinas de análisis espacial 

(cálculo de distancias a equipamientos, buffers, áreas de influencia) se ejecutaron sobre la 

versión proyectada de las capas. 

Como control de calidad, se verificó que todas las capas involucradas compartieran 

el mismo SRID antes de su uso, y se documentó la transformación aplicada (origen y destino, 

fecha y parámetros). Este registro garantiza la trazabilidad del proceso y reproducibilidad de 

resultados en etapas posteriores de análisis y modelación.  

 

5.1.4. Validación de la arquitectura mediante pruebas de integridad, topología y 

consistencia.  

 

La validación de la arquitectura se organizó en tres frentes complementarios: 

integridad de datos, consistencia referencial y controles espaciales/topológicos. Este 

conjunto de verificaciones sirve para asegurar que el esquema relacional y su componente 

espacial funcionen de forma estable antes de iniciar el ETL y el modelado. 

Se aplicaron restricciones NOT NULL en campos clave como identificador, tipo de 

bien, estrato, geometría, y CHECK para reglas lógicas básicas: área privada mayor a cero, 
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edad mayor a cero, estrato perteneciente al valor dentro del dominio y coherencia de valor 

para piso que debe ser un entero positivo. Donde correspondía, se añadieron restricciones de 

unicidad sobre combinaciones que no deben repetirse. Estas restricciones previenen 

duplicados accidentales y entradas imposibles en términos de reglas de negocio. 

Las columnas administrativas se validaron con claves foráneas hacia catálogos 

normalizados: departamento, municipio, tipo de bien, tipo inmueble, estrato y nuevo/usado. 

Además, se verificó la coherencia jerárquica es decir que el municipio pertenezca al 

departamento indicado mediante Foreign Keys (FKs) encadenadas o validación en inserción. 

Para mantener la limpieza de catálogos, se definieron índices B-tree sobre los códigos y 

nombres normalizados, lo cual también mejora el desempeño de consultas y uniones. 

Las geometrías se almacenaron con SRID explícito y se verificó que todas las capas 

del esquema compartieran el EPSG:9377 antes de cálculos métricos. Se ejecutaron controles 

de extensión espacial es decir que los puntos caigan dentro del límite de la UPL o área de 

estudio y se descartaron registros fuera de dominio mediante una máscara espacial. También 

se revisó la validez de geometrías (ST_IsValid) y la ausencia de valores nulos en el campo 

geométrico. Para capas de referencia lineales y poligonales, se comprobaron reglas sencillas 

de topología operativa. Finalmente, la clase Dato se encuentra estructurada de la siguiente 

manera:  

CLASE 

Dato Clase especializada que describe la unidad espacial básica 

transaccional. 

Atributo Descripción Car

dina

lida

d 

Tipo de 

dato 

Domini

o 

Not 

Null 

ID Identificador único consecutivo 

de la base de datos. 

1 Serial - Si 

Departamento Departamento al cual 

pertenece. 

1..1 Structure Departa

mento 

Si 

Municipio Municipio al cual pertenece. 1..1 Structure Munici

pio 

Si 

Barrio Barrio al cual pertenece. 1.. * Varchar Barrio Si 

Nomenclatura Dirección. 1.. * Varchar - Si 

Fecha Fecha del avalúo. 1 Date - Si 
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Nuevo / Usado Estado del inmueble. 1..1 Boolean Nuevou

sado 

Si 

Área Privada M2 del área privada de 

inmueble 

1..1 Double  Si 

Valor Área 

Privada 

Valor de m2 de área privada 1..1  - Si 

Estrato Estratificación del inmueble 1..1 Structure Estrato Si 

Longitud Longitud del inmueble 1..1 Double - Si 

Latitud Latitud del inmueble. 1..1 Double - Si 

Edad Edad del inmueble 1..1 Int - Si 

Piso Nivel del inmueble dentro de la 

edificación. 

1..1 Int - Sí 

Año Año de la transacción / avalúo. 1..1 Int - Sí 

Vigilancia 

Privada 

Si cuenta o no con dotación 

comunal. 

1..1 Boolean - Sí 

Portería 1..1 Boolean - Sí 

Ascensor 1..1 Boolean - Sí 

Garaje Visitante 1..1 Boolean - Sí 

Gimnasio 1..1 Boolean - Sí 

Salón Comunal 1..1 Boolean - Sí 

Piscina 1..1 Boolean - Sí 

Dotación 

Comunal 

Índice de dotación de 

copropiedad (equipamientos y 

zonas comunes). 

1..1 Double - Sí 

Distancia a 

Parques 

Distancia a parque (m). 1..1 Double Distanc

ia_POI 

Sí 

Distancia a 

Colegios 

Distancia a colegio (m). 1..1 Double Distanc

ia_POI 

Sí 

Distancia a 

Centros de 

Salud 

Distancia a centro de salud 

(m). 

1..1 Double Distanc

ia_POI 

Sí 

Distancia a 

TransMilenio 

Distancia a estación TM (m). 1..1 Double Distanc

ia_POI 

Sí 

Distancia a 

Centro 

Comercial 

Distancia a centro comercial 

(m). 

1..1 Double Distanc

ia_POI 

Sí 

Geom Campo Geométrico del punto - Geometr

y 

- Si 

Tabla 2 Estructura Relacional de la tabla principal. 

 

 

 



 

 

46 

 

5.2. Fase II: Extracción, Transformación y Carga de los datos (ETL)  

 

Para consolidar fuentes heterogéneas en un esquema único y trazable: se definieron 

criterios de cobertura temporal y espacial, normaliza estructuras y unidades, resuelve 

duplicidades y discrepancias entre fuentes, y aplica reglas de calidad y consistencia antes de 

su integración en PostgreSQL/PostGIS con SRID homogéneo. El proceso incorpora 

metadatos y diccionario de datos, control de versiones y bitácoras de cambio, de modo que 

el conjunto resultante quede listo para análisis espacial y econométrico. A continuación, se 

detallan sus etapas. El tamaño de la muestra n es de 1203 observaciones. 

 

5.2.1. Recolección y organización de fuentes: catastro, DANE, SNR, normativas, 

Appraiser S.A.S y web scraping.  

 

Se formo una base de insumos heterogéneos en un esquema único de observaciones 

inmobiliarias. Para ello se definieron criterios comunes de cobertura temporal (2023–2025), 

ámbito espacial (UPL de estudio y áreas colindantes para variables de entorno), 

licenciamiento/uso (datos abiertos o datos con autorización) y formato (prioridad a 

estructuras tabulares y geoespaciales interoperables). Con base en esos criterios se integraron 

las siguientes fuentes: 

• Catastro: capas geoespaciales y atributos prediales/urbanísticos utilizados 

como referencia territorial (límites administrativos, barrios/UPL, red vial, 

equipamientos).  

• DANE: variables sociodemográficas y de contexto (estrato) alineadas a lo 

asignado por manzana. 

• SNR (Superintendencia de Notariado y Registro): identificadores 

registrales y atributos mínimos vinculados a la dinámica transaccional como 

uso de los inmuebles, histórico de transacciones, esto con el fin de contar con 

un respaldo para la verificación de transacciones actuales. 
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• Normativa catastral y técnica: documentos que establecen definiciones y 

convenciones (zonas de protección ambiental, áreas de interés ecosistémico, 

etc..). Su función es verificar que puntos de las transacciones no se encuentren 

en zonas con posibles restricciones ambientales o ecosistémicas que pudieran 

influir en el valor.  

• Appraiser S.A.S.: Observaciones primarias de avalúos (atributos físicos, 

espaciales y socioeconómicos) con metadatos internos sobre fecha de 

levantamiento y criterios valuatorios. 

• Web scraping (ofertas en el portal inmobiliario de Fincaraíz): registros de 

mercado publicados por propietarios o comercializadores (precios ofrecidos, 

características y ubicación). Se aplicaron filtros de calidad mínimos 

(coordenadas válidas dentro de la zona) y control de duplicados por medio de 

análisis de imágenes por métodos de campos vectoriales. 

 

5.2.2. Limpieza y transformación de datos  

 

Se realizó normalización operativa mínima (tipos de dato correctos, conversión de 

separadores decimales, trim y corrección de codificación) y detección de duplicados intra-

fuente mediante claves compuestas acordes a la naturaleza de cada insumo (p. ej., 

combinación de dirección/nomenclatura con fecha en ofertas; o identificadores propios en 

registros técnicos). Los duplicados estrictos se eliminaron y los casos dudosos se resolvieron 

por consistencia interna del registro. 

Respecto a valores faltantes, se definieron criterios por variable: eliminación cuando 

el campo es crítico para el modelaje (dotación comunal, coordenadas válidas, área) e 

imputación conservadora solo en atributos discretos no críticos (por ejemplo, inferir barrio a 

partir de la ubicación si el punto cae inequívocamente dentro de un polígono administrativo). 

Con el propósito de preservar observaciones útiles, se implementó un enriquecimiento 

cruzado entre ofertas y Appraiser S.A.S. para variables que en portales son incompletas. La 

vinculación combinó criterios espaciales (proximidad del punto y pertenencia al mismo 
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barrio/UPL) y textuales (concordancia de dirección normalizada o alta similitud), priorizando 

el valor de Appraiser cuando la oferta estaba vacía o era inconsistente y dejando trazabilidad 

de la procedencia campo a campo. Con esto, cada fuente quedó limpia, tipada y con 

completitud suficiente para pasar a la integración y estandarización global, sin adelantar 

transformaciones analíticas que se abordan en etapas posteriores. 

 

5.2.3. Estandarización de variables, eliminación de inconsistencias  

 

Con las fuentes ya integradas, el objetivo fue uniformar el significado de los valores 

y resolver discrepancias entre orígenes sin modificar la arquitectura de la base. Se 

construyeron tablas de mapeo y catálogos de equivalencias para unificar taxonomías y 

etiquetas: departamentos y municipios (con sus nombres), mientras que barrios y categorías 

descriptivas (tipo de bien, tipo de inmueble, estado de conservación) se alinearon a listas 

únicas, eliminando sinónimos y variantes ortográficas.  

Para conflictos inter-fuentes en una misma observación, se aplicaron reglas de 

consolidación (survivorship): (i) prioridad de fuente por sensibilidad de la variable (p. ej., 

para edad y dotación prevaleció Appraiser frente a oferta), (ii) congruencia espacio-temporal 

(coincidencia territorial y cercanía de fechas) y (iii) consistencia interna del registro. El valor 

que sobrevivió quedó marcado con su origen a nivel de campo (oferta, Appraiser o derivado), 

y los alternativos se conservaron como traza cuando aportaban evidencia para auditoría.  

Además, se abordó la normalización económica de ofertas para hacer comparables 

los precios reportados: (a) se aplicó un descuento del 5% como tasa estándar de negociación 

para aproximar el valor transado, (b) cuando existía garaje, se descontó su valor según 

tipología detectada en el scraping (p. ej., sencillo cubierto, doble cubierto), apoyando la 

validación del estrato con la capa oficial del IDECA y (c) en inmuebles en obra gris, se utilizó 

un factor de homogeneización de 1,10 para llevar el precio al referente de “terminado con 

acabados”. Con estos ajustes, el valor por m² resultante queda homogeneizado y es 

comparable entre ofertas de distinta procedencia. 
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5.2.4. Carga de datos al sistema espacial.  

 

La carga se realizó en PostgreSQL/PostGIS siguiendo un flujo de dos etapas. Primero, 

los archivos consolidados se ingresaron a un esquema de staging (zona de preparación) 

mediante procesos de carga masiva (COPY … FROM … CSV HEADER). En esta fase se 

aplicaron verificaciones automáticas de tipos y un control preliminar de errores, manteniendo 

el proceso ligero (sin llaves foráneas ni restricciones complejas) para poder inspeccionar 

rápidamente los lotes. Cada carga quedó identificada con metadatos de origen, fecha y 

versión. 

Superado este control inicial, los registros válidos se trasladaron al esquema core 

(núcleo) mediante inserciones controladas (INSERT … SELECT) que sí activan las reglas 

definidas en la Fase I: dominios, CHECK, NOT NULL y FOREIGN KEY. En este paso se 

poblaron las columnas administrativas con nombres normalizados (DIVIPOLA para 

departamento y municipio) y las categóricas se contrastaron contra sus catálogos. Los 

registros que no cumplieron alguna restricción se enviaron a una tabla de incidencias, con el 

motivo de rechazo documentado para su corrección posterior. 

La geometría puntual se construyó a partir de longitud y latitud con 

ST_SetSRID(ST_MakePoint(longitud, latitud), 4326) y se reproyectó a EPSG:9377 usando 

ST_Transform, de modo que todas las capas compartieran el mismo sistema de referencia. 

Antes de habilitar la tabla para análisis, se verificaron el SRID; los registros fuera de ámbito 

quedaron marcados con un indicador de exclusión. 

Para mejorar el desempeño, se creó un índice GiST sobre la columna geométrica. Al 

cierre de cada lote se ejecutó ANALYZE y, cuando fue pertinente, se aplicó particionamiento 

lógico por periodo (p. ej., año) o por ámbito territorial para acelerar consultas repetitivas. 

Toda la operación se ejecutó dentro de transacciones (BEGIN/COMMIT) para asegurar 

atomicidad. Ante cualquier error, se realizó ROLLBACK y se dejó registro en la bitácora 

operacional (archivo y fila afectados, restricción activada, fecha y responsable). Con ello, el 

conjunto quedó disponible en el esquema espacial para consulta SIG, análisis exploratorio y 

las etapas de discretización y modelado. 
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5.2.5. Ingreso estructurado en la base SIG. 

 

El ingreso estructurado en el SIG consistió en preparar y organizar, dentro del 

proyecto geográfico, las capas necesarias para el cálculo consistente de métricas de 

accesibilidad por red. En esta etapa se cargaron las capas operativas con nombres 

normalizados y CRS homogéneo (EPSG:9377). Con ese marco, se incorporaron como capas 

de destino los parques, colegios, hospitales/centros de salud, estaciones de TransMilenio y 

centros comerciales, y como capa de tránsito la red vial de Bogotá. Para que el cálculo de 

rutas fuera válido, se saneó la topología de la red: eliminación de segmentos colgantes no 

justificados, inserción/corrección de nodos en intersecciones, ajuste de direccionalidades 

cuando aplicaba y unificación de geometrías bajo tolerancias de snapping. Este alistamiento 

topológico se registró como parte del ingreso, de modo que la red quedara lista para ser 

consumida por el motor de análisis. 

Con el fin de reflejar la accesibilidad efectiva más allá del límite administrativo, el 

proyecto SIG incluyó un buffer de 500 m alrededor de la UPL, y se realizó el recorte (clip) 

de la red vial y de los equipamientos al ámbito “UPL + 500 m”. Esta ampliación es coherente 

con el objetivo del ingreso: asegurar que las capas disponibles en el proyecto cubran el 

espacio donde realmente se produce la interacción con los equipamientos más cercanos. 

Una vez estructuradas las capas, se configuró la red de análisis (coste en metros, 

reglas de conexión y tolerancias) y se ejecutó la herramienta de “ruta más cercana” tomando 

como orígenes los puntos de observación inmobiliaria y como destinos cada una de las capas 

de equipamientos. Los resultados (distancias mínimas por red) se exportaron a una tabla de 

salida con campos como dist_parque, dist_tm, dist_colegio, dist_hospital y dist_cc, 

vinculados al identificador único de cada observación. Finalmente, estas métricas se 

reintegraron a la base espacial para su uso en etapas posteriores de análisis. 

Como cierre del ingreso, se verificaron SRID, validez geométrica, ausencia de rutas 

nulas y coherencia del dominio espacial (rutas confinadas al ámbito definido). También se 

documentaron los parámetros de red y la fecha de las capas. Con ello, el proyecto SIG quedó 
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estructurado y operativo: contiene las capas, reglas y salidas necesarias para producir 

distancias de accesibilidad por red de forma reproducible y consistente con el área de estudio. 

 

5.3. Fase III: Análisis exploratorio de datos. 

 

Con el fin de caracterizar la variable objetivo y orientar decisiones de 

preprocesamiento y modelado, se efectuó un análisis exploratorio apoyado en estadística 

descriptiva, pruebas de normalidad y correlación, diagnóstico de heterocedasticidad y 

visualización.  

5.3.1.  Estadística descriptiva: medidas de tendencia central, dispersión y detección 

de outliers.  

 

El comportamiento de valor_aprivada 𝐶𝑂𝑃 𝑚2⁄   evidencia un mercado concentrado 

en torno a un bloque central relativamente compacto, con una mediana cercana a los 5,6 

millones y un núcleo intercuartílico que se sitúa aproximadamente entre 4,8 y 6,7 millones. 

Este intervalo intercuartílico o 𝑅𝐼𝑄 = 𝑄3 − 𝑄1 resume la “zona densa” de precios donde cae 

la mitad de las observaciones y es útil como referencia estable para comparaciones 

territoriales y temporales, porque es poco sensible a valores extremos. La media 

(≈ 5,9𝑚𝑖𝑙𝑙𝑜𝑛𝑒𝑠) se ubica por encima de la mediana, lo que sugiere que la cola alta ejerce 

tracción al alza sobre el promedio, un patrón habitual en mercados urbanos donde una 

fracción pequeña de unidades de mayor categoría concentra precios elevados. 
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Ilustración 2 Histograma de los datos crudos. 

Desde la perspectiva de forma de la distribución, los gráficos de histograma con 

densidad y boxplot apuntan a una distribución unimodal con asimetría positiva. Es decir, la 

mayor parte de los inmuebles se agrupa en el bloque intermedio, mientras que un subconjunto 

reducido se extiende hacia valores altos. Esta morfología acompañada de una curtosis 

ligeramente superior a la normal suele hallarse en mercados con heterogeneidad de calidades: 

combinaciones de atributos estructurales, amenidades de copropiedad y ubicaciones 

privilegiadas que, en conjunto, empujan el precio por encima del perfil típico. 
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Ilustración 3 Boxplot de los datos crudos 

Para la detección de atípicos se aplicó la regla de Tukey (1,5 ∙ 𝑅𝐼𝑄) sobre el eje de 

𝐶𝑂𝑃 𝑚2⁄ . El límite superior de esta regla queda alrededor de 9,6 millones, y no se detectaron 

atípicos inferiores; por tanto, los outliers se concentran exclusivamente en la cola alta  

(≈ 9,6 − 11,6𝑚𝑖𝑙𝑙𝑜𝑛𝑒𝑠). La inspección cruzada con metadatos sugiere que muchos de estos 

casos pertenecen a segmentos de alta gama (estratos superiores o localizaciones con ventajas 

claras), por lo que no deben asumirse como errores por defecto. En términos de tratamiento, 

se adoptó un criterio escalonado: (i) conservar observaciones extremas verosímiles cuando 

su contexto espacial y tipológico lo respalda; (ii) revisar/corregir registros con señales de 

captura anómala (separadores, áreas o coordenadas incoherentes); y (iii) marcar los extremos 

para análisis de sensibilidad y estimación robusta, evitando modificaciones irreversibles de 

la muestra base. 

El valor interpretativo de este diagnóstico es doble. Por un lado, la mediana y el 𝑅𝐼𝑄 

ofrecen un retrato resistente al sesgo de la cola y constituyen puntos de apoyo para describir 
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el mercado sin que las unidades premium oculten el comportamiento típico. Por otro, la cola 

derecha—aunque reducida—es informativamente relevante: alerta sobre nichos de alta 

disposición a pagar y anticipa la conveniencia de contrastar, más adelante, especificaciones 

que acomoden no linealidades y mecanismos de robustez frente a valores extremos.  

 

5.3.2. Pruebas de normalidad y correlación: Shapiro-Wilk, Kolmogorov-Smirnov, 

Pearson/Spearman.  

 

La evaluación de normalidad se aplicó a la variable dependiente principal 

(valor_aprivada, expresada en (𝐶𝑂𝑃 𝑚2⁄ ) y a los residuos del modelo lineal de referencia. 

Los contrastes estadísticos implementados fueron Shapiro–Wilk, Kolmogorov–Smirnov y 

pruebas complementarias como Anderson–Darling y D’Agostino–Pearson, cada una sensible 

a distintos aspectos de la distribución. 

Los resultados fueron consistentes entre sí. El test de Shapiro–Wilk arrojó un 

estadístico 𝑊 ≈ 0,953 con 𝑝 < 2,2 × 10−16, lo que implica un rechazo claro de la hipótesis 

de normalidad. El test de Anderson–Darling reportó 𝐴 ≈ 13,1 con el mismo desenlace, y 

D’Agostino–Pearson obtuvo 𝑋1 ≈ 171,9 con significancia igualmente inferior a 0,001. El 

Kolmogorov–Smirnov corroboró este panorama al detectar diferencias significativas 

respecto a la distribución normal teórica. En conjunto, estos hallazgos confirman que tanto 

la variable bruta como los residuos presentan desviaciones significativas respecto al patrón 

Gaussiano. 

Este comportamiento tiene implicaciones metodológicas. Aunque no invalida el uso 

de modelos lineales, sí indica que la variabilidad en los extremos puede afectar la estimación, 

lo cual sugiere dos rutas de ajuste para fases posteriores: aplicar transformaciones de tipo 

Box–Cox o Yeo–Johnson que estabilicen la varianza, o acudir a metodologías robustas 

menos sensibles a valores atípicos.  

En paralelo al análisis de normalidad, se evaluó la correlación entre variables 

explicativas mediante la construcción de matrices de Pearson y Spearman. La primera se 
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enfocó en asociaciones estrictamente lineales, mientras que la segunda permitió identificar 

relaciones monótonas de carácter no lineal. Ambas matrices ofrecieron resultados 

concordantes: el valor_aprivada mostró correlaciones positivas notables con la edad invertida 

( 𝑟 ≈ 0,72), con la dotación comunal (𝑟 ≈ 0,65) y con la presencia de ascensor (𝑟 ≈ 0,49), 

lo que refleja que los inmuebles más recientes, con mayor oferta de servicios y accesibilidad, 

tienden a registrar precios unitarios más altos. El estrato socioeconómico presentó un nivel 

de correlación moderado (𝑟 ≈ 0,44), en consonancia con la segmentación urbana. 

Asimismo, se identificaron correlaciones negativas de interés. La distancia a colegios 

y a centros comerciales mostró asociaciones en torno a –0,25, lo que implica que a mayor 

lejanía de estos equipamientos, el valor por metro cuadrado tiende a reducirse. Aunque de 

magnitud baja a moderada, este patrón es coherente con la lógica de accesibilidad que 

caracteriza al mercado inmobiliario en entornos urbanos. 

Ilustración 4 Matriz Pearson y Spearman 

 

5.3.3. Representación gráfica: histogramas, QQ-plots y diagramas de dispersión.  

 

 Los gráficos se elaboraron a partir de los residuos del modelo lineal múltiple base, 

definido para el análisis preliminar como:  
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Valori = β0 + β1(inv_areai) + β2(edad_invertidai) + β3(dotacióni) + β4(Pisoi)

+ β5(nuevo_usadoi) +∑γ𝑘𝐸𝑖𝑘

6

𝑘=2

+ β6(ascensori) + β7(terminadoi)

+ β8(Añoi) + β9(inv_parquesi) + β10(inv_víasi) + β11(inv_colegiosi)

+ β12(inv_centrosi) + β13(inv_TMi) + ε𝑖] 

 

donde (𝐸𝑖𝑘 = 1) si el inmueble pertenece al estrato (𝑘)((𝑘 = 1,… ,6)) y (0) en otro 

caso. Este modelo incorpora atributos físicos, constructivos, socioeconómicos y de entorno, 

estimados mediante mínimos cuadrados ordinarios. Los residuos (ε𝑖)  representan las 

diferencias entre los valores observados y los ajustados. 

El histograma de residuos muestra una concentración alrededor de cero y colas más 

extendidas que las de una distribución normal teórica. Este comportamiento refleja la 

presencia de observaciones alejadas del centro que incrementan la dispersión en los extremos. 

Desde un enfoque estadístico, sugiere una distribución leptocúrtica con asimetrías leves; en 

términos prácticos, anticipa una mayor incertidumbre de predicción en determinados 

segmentos del mercado. 

El Q–Q plot de residuos complementa esta lectura. En los cuantiles intermedios, los 

puntos se alinean razonablemente con la diagonal, indicando un comportamiento próximo al 

normal para la mayoría de las observaciones. En los cuantiles superiores, sin embargo, se 

evidencia una desviación sistemática respecto a la línea de referencia, lo que confirma la 

existencia de colas pesadas y de un subconjunto de valores atípicos elevados. Esta desviación 

sugiere que los estimadores basados en el supuesto de normalidad estricta pueden ser 

sensibles a tales observaciones; por tanto, se recomienda considerar ajustes robustos o 

transformaciones que mitiguen su influencia en la estimación de precisión. 
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Ilustración 5 Histograma y Q-Q plot del LM de referencia 

Por su parte, el diagrama de dispersión de residuos frente a valores ajustados muestra 

una nube sin tendencias estructuradas alrededor de la línea horizontal, lo que es coherente 

con la independencia media de los errores. No obstante, la amplitud de la nube crece a medida 

que se incrementan los valores ajustados. Este ensanchamiento es indicio de 

heterocedasticidad, es decir, la varianza del error no es constante en todo el rango de 

predicción y resulta mayor en los segmentos de valor más alto. Esto aconseja evaluar 

alternativas como la estimación con varianzas robustas tipo HC (Heteroskedasticity-

Consistent), las ponderaciones por mínimos cuadrados ponderados o WLS (Weighted Least 

Squares), o la aplicación de transformaciones estabilizadoras en etapas posteriores, así como 

reportar intervalos de predicción que reflejen esta variabilidad diferencial. 
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Ilustración 6 Diagrama de dispersión de residuos. 

Estas tres piezas de evidencia, consideradas en conjunto, describen un mercado con 

un núcleo de transacciones de comportamiento relativamente estable y con dispersión 

acotada, junto a un segmento superior donde la variabilidad es mayor. En la práctica 

inmobiliaria, este patrón suele asociarse a inmuebles con atributos singulares (acabados, 

altura, vistas, dotaciones del edificio o del entorno inmediato) y, en menor medida, a 

localizaciones con demanda sostenida que amplifican la varianza, sin que ello suponga una 

ruptura del comportamiento general. La lectura es consistente con mercados urbanos 

heterogéneos: la predicción es más estable en el tramo medio y requiere cautela adicional en 

el tramo alto. 
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5.4. Fase IV: Discretización de datos  

 

La discretización se utiliza como paso intermedio para incorporar adecuadamente 

ciertos atributos en los modelos econométricos y espaciales. Algunas variables continuas 

presentan escalas difíciles de interpretar o relaciones no lineales; otras variables categóricas 

tienen niveles muy específicos o poco frecuentes. Para resolverlo, se definieron reglas de 

recodificación que agrupan valores en rangos o categorías con soporte muestral suficiente y 

sentido sustantivo. Este procedimiento mejora la interpretabilidad de los coeficientes, reduce 

varianza por niveles raros y atenúa problemas de multicolinealidad y sobreajuste. Asimismo, 

facilita contrastes entre grupos y la inclusión de efectos fijos o indicadores espaciales cuando 

corresponda. 

 

5.4.1. Clasificación de variables categóricas.  

 

Se definieron reglas operativas para dos variables categóricas utilizadas en la 

estimación: la condición comercial (nuevo/usado) y el estado de terminación (terminado/obra 

gris). Estas reglas garantizan que cada categoría sea inequívoca, verificable con los insumos 

disponibles y consistente con la práctica inmobiliaria local, de modo que los contrastes entre 

niveles reflejen diferencias observables y no convenciones de codificación. 

La condición comercial se determina mediante un criterio combinado temporal y 

transaccional. Un inmueble se clasifica como nuevo cuando su antigüedad constructiva es 

inferior a cinco años y no registra más de una compraventa desde la entrega formal (es decir, 

cero o una operación). La consideración simultánea de antigüedad y rotación evita clasificar 

como “nuevo” unidades con varios ciclos de reventa en un periodo corto o, en el extremo 

opuesto, inmuebles antiguamente construidos que no han sido transferidos recientemente. 

Cuando alguno de los dos criterios no se cumple, el inmueble se clasifica como usado. Las 

mejoras o remodelaciones dentro del quinquenio no modifican la categoría, pues esta variable 

describe el tramo inicial del ciclo de vida y de mercado de la unidad; las intervenciones se 

reflejan, en su caso, en variables de estado físico y no en la condición comercial. 



 

 

60 

 

 

El estado de terminación distingue entre terminado y obra gris con base en acabados 

y condiciones de habitabilidad. Se considera obra gris la unidad que carece de acabados 

definitivos —pisos sin instalar o en obra, muros y cielos sin terminación, baños sin enchapes 

ni remates— pero cumple mínimos de habitabilidad: dispone de al menos un aparato sanitario 

instalado, mobiliario básico de cocina (mesón y lavaplatos funcionales) y servicios públicos 

domiciliarios operativos (acueducto, energía y, cuando corresponda, gas). Se clasifica como 

terminado cuando presenta acabados completos y operativos en pisos, muros y techos, baños 

equipados (aparatos y grifería instalados y en funcionamiento), cocina completamente 

instalada (mobiliario, mesones y punto hídrico operativo) y servicios públicos activos. 

 

5.4.2. Codificación de variables: creación de dummys y codificación ordinal.  

 

La codificación se orientó a representar de manera operativa los atributos cualitativos 

relevantes, garantizando interpretabilidad directa de los parámetros y consistencia con los 

criterios definidos en la fase de clasificación. Para las variables binarias se empleó 

codificación dummy con asignación explícita 1/0, y para variables con jerarquía natural se 

preservó el orden mediante codificación ordinal, evitando reetiquetados que alteren la 

semántica original. 

En las binarias se adoptó codificación estricta y reproducible. La presencia de 

ascensor se representó con 1 cuando el atributo está disponible y 0 en caso contrario, 

manteniendo los valores faltantes como ausentes para no introducir supuestos. La condición 

comercial se codificó con 1 para nuevo y 0 para usado, conforme al criterio operativo 

previamente establecido (antigüedad constructiva < 5 años y sin más de una compraventa 

desde la entrega formal). El estado de terminación se codificó con 1 para terminado y 0 para 

obra gris, atendiendo a los mínimos de habitabilidad y completitud de acabados definidos. 

En el caso del estrato socioeconómico, la variable se declaró como factor en R 

mediante as.factor(estrato), de modo que el modelo lineal genera internamente un conjunto 
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de variables indicadoras (dummys) para cada nivel de la escala reglamentaria (1–6), tomando 

el primer nivel como referencia. Este procedimiento implica que cada categoría se representa 

mediante una variable binaria independiente, donde el valor 1 indica pertenencia al nivel 

correspondiente y 0 su ausencia. De esta forma, el modelo estima un conjunto de coeficientes 

que expresan la diferencia promedio en el valor por metro cuadrado respecto al estrato base, 

manteniendo la comparabilidad entre grupos sin suponer una relación estrictamente continua 

o equidistante entre ellos. 

El tratamiento del estrato como variable categórica —y no como ordinal— responde 

a la naturaleza administrativa y socioeconómica de su asignación. Aunque el sistema de 

estratificación en Colombia presenta una secuencia numérica de 1 a 6, dicha numeración no 

representa un intervalo regular en términos de ingreso, infraestructura o dotación urbana, por 

lo que no sería metodológicamente adecuado modelarlo como una escala de razón o 

intervalo. La codificación dummy permite capturar variaciones discretas y heterogéneas 

entre niveles sin imponer una gradación lineal que distorsione la interpretación de los 

parámetros.  

 

5.4.3. Agrupación de variables continuas en intervalos o cuantiles.  

 

Tras el análisis del tratamiento de la variable no se implementó la agrupación de 

variables continuas en tramos. La opción se evaluó para la edad del inmueble, el área privada 

y los indicadores de proximidad o accesibilidad; sin embargo, se decidió conservar la escala 

continua —junto con las transformaciones ya documentadas, como edad invertida y 

recíprocos— para preservar la variación informativa completa y evitar la introducción de 

puntos de corte que no provienen de evidencia empírica concluyente. Mantener el continuo 

permite estimar gradientes y curvaturas sin imponer límites discretos que podrían segmentar 

artificialmente el comportamiento de la variable dentro de su soporte. 

La discretización por intervalos o cuantiles tendió a reducir la potencia estadística al 

convertir observaciones distintas en un mismo grupo y puede genero resultados sensibles a 

pequeñas variaciones de los cortes, especialmente considerando que nuestra muestra tiene 
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una cola asimétrica, y donde la acumulación se encuentra en un rango estrecho o empate 

frecuente. Adicionalmente, la creación de tramos aumenta el número de parámetros si estos 

se incorporan como indicadores en el modelo, lo que consume grados de libertad y favorece 

la sobreparametrización sin ganancias claras en interpretabilidad. 

El mantenimiento de la escala continua fue acompañado por controles de arquitectura 

que garantizan la validez de las transformaciones aplicadas. Se verificaron dominios de 

definición para funciones recíprocas, de modo que las variables utilizadas fueran 

estrictamente positivas en el conjunto de trabajo; se conservaron los valores faltantes sin 

imputaciones automáticas, evitando modificar la distribución original; y no se aplicaron 

reescalamientos que alteraran la lectura de los signos en la estimación. Con ello, la 

interpretación económica permanece alineada con el sentido de cada variable: aumentos en 

edad invertida reflejan mayor “novedad” relativa del activo, y aumentos en los recíprocos 

expresan mayor proximidad o intensidad del atributo medido. 

La no discretización no impide contrastes por tramos cuando se consideren útiles para 

la exposición de resultados. En tales casos, las particiones se emplearán únicamente con fines 

descriptivos o de sensibilidad, dejando claro que no forman parte del insumo base de 

estimación. De este modo, la metodología conserva coherencia entre preparación de datos y 

objetivos de modelación, evita pérdidas de información por binning y mantiene abiertas 

alternativas de análisis estratificado cuando aporten claridad expositiva sin comprometer la 

consistencia inferencial. 

 

5.4.4. Transformación de atributos en clases según criterios de análisis espacial o 

socioeconómico.  

 

La transformación en clases se aplicó exclusivamente a la variable asociada a parques, 

con un propósito complementario de análisis y verificación de coherencia en la influencia 

sobre el valor, sin incorporarse al insumo base de modelación. No se realizaron 

reclasificaciones socioeconómicas ni de otros equipamientos. 
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La clasificación de parques se basó en la tipología original por rangos de área provista 

en la fuente (categorías del sistema de parques: p. ej., metropolitano, zonal, vecinal o de 

bolsillo, definidas por umbrales de metraje). Se respetó esa taxonomía sin modificar límites, 

de modo que cada observación heredó la clase tipológica correspondiente. Esta decisión 

permite contrastar si la relación observada entre la variable de valor y los parques mantiene 

un ordenamiento coherente con la jerarquía por tamaño: se espera que la influencia potencial 

de un parque metropolitano, por escala y oferta, difiera de la asociada a un parque de bolsillo. 

Esta transformación no se utiliza en las especificaciones econométricas ni espaciales 

estimadas. Su función es estrictamente diagnóstica y expositiva: confirmar que las tendencias 

empíricas guardan sintonía con la jerarquía del sistema de parques definida por área y aportar 

una lectura territorial clara sin alterar la base continúa preparada en secciones previas. Con 

ello se mantiene la coherencia metodológica: el modelo opera sobre variables continuas (o 

continuo-transformadas), y las clases tipológicas de parques sirven únicamente para 

contrastes de coherencia y comunicación de resultados. 

 

5.5. Fase V: Normalización de datos  

 

La normalización se utilizó para llevar a una escala comparable atributos medidos en 

unidades heterogéneas y para facilitar diagnósticos gráficos y tabulares sin alterar su 

contenido informativo. Se aplicaron transformaciones acotadas (p. ej., estandarización z-

score y normalización min–max) exclusivamente en etapas de preprocesamiento y 

presentación de resultados, preservando las unidades originales en los conjuntos destinados 

a estimación e inferencia. Los parámetros empleados en cada caso se consignaron para 

asegurar trazabilidad y lectura consistente entre variables y capas. 
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5.5.1. Estandarización de variables (z-score, min–max).  

 

La estandarización se empleó como recurso de puesta en escala cuando fue necesario 

contrastar atributos medidos en unidades heterogéneas dentro de un mismo soporte gráfico o 

tabular, sin alterar su contenido informativo. Su uso se restringió a productos de lectura y 

diagnóstico; las bases destinadas a estimación conservaron las unidades originales para 

mantener la interpretación económica directa. Se trabajó con dos esquemas acotados y 

documentados que, en todo caso, se limitaron al diagnóstico exploratorio: z-score y min–

max.  

En el esquema z-score, cada observación 𝑥 de la variable seleccionada se transforma 

como:  

𝑧 =
𝑥 − 𝑥̅

𝑠
 ,  

Donde 𝑥̅ es la media y 𝑠 calculadas sobre el conjunto de referencia definido para esta 

fase. Esta operación centra la distribución en cero y expresa los valores en desviaciones 

estándar, lo que permite comparar magnitudes en una misma figura sin que la diferencia de 

unidades condicione la lectura.  

La estandarización permitió comparar la magnitud relativa de la dispersión entre 

variables con unidades distintas, revelando diferencias en su grado de heterogeneidad. Las 

variables de distancia a equipamientos urbanos, como centros comerciales y estaciones de 

transporte masivo, presentaron una amplitud mayor en la escala estandarizada, reflejando una 

distribución espacial más diversa de los predios frente a dichos servicios.  

El contraste entre amplitudes y concentraciones permitió identificar qué atributos 

poseen mayor capacidad de diferenciación dentro del conjunto, es decir, aquellos que 

discriminan con mayor fuerza entre los inmuebles por su variabilidad real. Las distancias, 

por su rango amplio y dispersión, evidencian diferencias sustantivas en accesibilidad y 

localización que influyen en la conformación del valor; mientras que variables con baja 

dispersión, como algunas dotaciones, reflejan comportamientos más estables o consolidados 

en el mercado. Este análisis comparativo aporta un criterio preliminar sobre el peso potencial 
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de cada atributo en la explicación del valor por metro cuadrado, al señalar qué variables 

introducen contraste entre observaciones y cuáles tienden a uniformar la muestra, sin alterar 

la interpretación económica original de los datos. 

 La normalización min–max proyecta la variable al intervalo [0,1] mediante  

𝑥′ =
𝑥 − 𝑥𝑚𝑖𝑛

𝑥𝑚𝑎𝑥 − 𝑥𝑚𝑖𝑛
, 

Donde 𝑥𝑚𝑎𝑥  y 𝑥𝑚𝑖𝑛  corresponden al mínimo y máximo observados en el mismo 

conjunto de referencia. Este procedimiento conserva la forma de la distribución y las 

relaciones proporcionales entre observaciones, pero reescala los valores para que el menor 

corresponda a 0 y el mayor a 1. 

La transformación min–max permitió representar de manera conjunta variables con 

unidades y rangos heterogéneos —como distancias en metros y variables binarias de 

dotación— dentro de una escala normalizada común. Al ubicarlas en un mismo intervalo, fue 

posible contrastar su comportamiento relativo y reconocer patrones de concentración, 

dispersión y posibles saturaciones en los extremos de la escala. 

En particular, las distancias a equipamientos urbanos tendieron a ocupar rangos 

amplios —entre 0.1 y 0.9—, lo que sugiere gradientes espaciales progresivos de accesibilidad 

entre los predios. Dichos gradientes reflejan algunas variaciones continuas en la proximidad 

a los servicios urbanos, sin concentraciones dominantes ni discontinuidades marcadas en el 

rango analizado, lo que indica una distribución territorial coherente y diferenciada. Esta 

dispersión amplia respalda la utilidad de las distancias como variable explicativa, al 

evidenciar su capacidad para discriminar niveles de accesibilidad y aportar variabilidad 

significativa al conjunto. 
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5.5.2. Escalado y transformación para comparabilidad entre unidades y 

magnitudes.  

 

Se garantizó la comparabilidad básica entre atributos medidos en unidades distintas, 

sin alterar su significado ni introducir escalas artificiales. El principio rector fue conservar 

las unidades originales y aplicar únicamente ajustes de presentación o reorientaciones ya 

definidas en fases previas, evitando reescalados que compliquen la lectura sustantiva de los 

resultados. 

En primer lugar, se mantuvieron las escalas naturales de cada variable:  𝐶𝑂𝑃 𝑚2 ⁄ para 

precios unitarios, m² para áreas, años para edad y conteos para indicadores de entorno. Esta 

decisión preserva la interpretación directa de los resúmenes descriptivos y evita 

ambigüedades al comparar cifras entre tablas y figuras. Cuando fue pertinente, se aplicó un 

formato de salida uniforme (separadores de miles y símbolo monetario) estrictamente a nivel 

de etiquetado; los valores subyacentes permanecieron sin modificación para no afectar 

cálculos, ordenamientos o pruebas. 

En segundo lugar, se evaluó la necesidad de reescalado numérico auxiliar (división 

por 103 o 106) para variables de gran magnitud. Este recurso se dejó previsto como medida 

de estabilidad computacional en escenarios con rangos extremos o efectos de redondeo que 

dificulten la visualización.  

En tercer lugar, se respetaron las transformaciones de orientación definidas 

previamente por su utilidad interpretativa: edad invertida (valores altos = inmuebles 

relativamente más recientes) y funciones recíprocas para variables tratadas como 

“proximidad/intensidad”. Estas transformaciones ya forman parte del preprocesamiento y no 

se estandarizaron ni reescalaron en esta fase, justamente para mantener un vínculo unívoco 

entre el signo del cambio en la variable y su lectura económica.  

Como controles de calidad asociados al escalado, se aplicaron tres verificaciones 

simples y suficientes: consistencia de unidades (homogeneidad de símbolos y separadores 

entre tablas y gráficos), coherencia de rangos (ausencia de truncamientos involuntarios en 
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ejes y leyendas) y estabilidad de precisión (número de decimales y redondeo uniforme por 

variable).  

 

5.5.3. Evaluación de distribuciones con pruebas estadísticas y gráficas.  

 

Se busca caracterizar con rigor la forma de la distribución de la variable monetaria 

valor_aprivada ( 𝐶𝑂𝑃 𝑚2⁄ ) y, a partir de esa evidencia, decidir si procede aplicar 

transformaciones estabilizadoras. Se combinaron pruebas formales y diagnóstico visual, de 

manera que la decisión no dependa de un único indicador ni de impresiones aisladas. 

En el componente estadístico se aplicaron los contrastes Shapiro–Wilk, D’Agostino–

Pearson (basado en sesgo y curtosis) y Anderson–Darling; complementariamente, cuando la 

situación muestral lo requería, se consideró Kolmogorov–Smirnov/Lilliefors para verificar 

la adecuación global cuando los parámetros se estiman a partir de la muestra. Cada prueba 

se reportó con su estadístico, p-valor y el tamaño muestral efectivo (tras exclusión de 

faltantes).  

Para empezar, se consideró la transformación Box-Cox que constituye una alternativa 

pertinente cuando se trabaja con variables monetarias estrictamente positivas que exhiben 

asimetría a la derecha y colas pesadas, como suele ocurrir con precios por metro cuadrado. 

A diferencia de un cambio de escala fijo, Box–Cox introduce un parámetro continuo 𝜆 que 

permite ajustar el grado de compresión de la cola en función de la evidencia empírica, de 

modo que el propio conjunto de datos determine la intensidad de la transformación. Este 

rasgo paramétrico ofrece una ventaja metodológica clara: Engloba varios casos prácticos en 

una misma familia —cuando 𝜆 = 0 recupera el logaritmo; para 𝜆 =
1

2
 se aproxima a una raíz 

cuadrada; para 𝜆 < 0 intensifica la compresión de valores altos— evitando comparaciones 

ad hoc entre transformaciones inconexas. En esta base, la estimación arrojó 𝜆 ≈

 −0.48 𝑐𝑜𝑛 𝑁 = 1,203, 𝑠𝑒𝑠𝑔𝑜 ≈ 0.001 𝑦 𝑐𝑢𝑟𝑡𝑜𝑠𝑖𝑠 ≈ 3.48 ; las pruebas reportaron 

Shapiro–Wilk 𝑝 ≈  3.42 𝑥 10−3 , Anderson–Darling 𝑝 ≈  6.17 𝑥 10−4  y D’Agostino–

Pearson 𝑝 ≈ 1.25 𝑥 10−1. 
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Ilustración 7 Transformación Box-Cox 

Por otro lado, la transformación Yeo–Johnson es una extensión directa de Box–Cox 

que mantiene la monotonicidad y la invertibilidad, pero relaja la restricción de positividad: 

funciona incluso si la variable puede contener ceros o valores negativos. En series de precios 

como valor_aprivada (𝐶𝑂𝑃 𝑚2⁄ ) el dominio suele ser positivo; sin embargo, en ejercicios de 

réplica, integración de nuevas fuentes o depuraciones intermedias (p. ej., diferencias, 

residuales o normalizaciones auxiliares), es plausible que aparezcan ceros o ajustes que 

rompan esa positividad. En ese escenario, Yeo–Johnson evita recurrir a desplazamientos ad 

hoc (sumar una constante arbitraria) y permite estimar un parámetro de potencia 𝜆 por perfil 

de verosimilitud con el mismo criterio que Box–Cox. En la práctica observada aquí, el patrón 

de asimetría derecha y cola superior sugiere que una transformación que comprima 

proporcionalmente los valores altos es pertinente; Yeo–Johnson lo consigue con un 

comportamiento muy próximo al de Box–Cox cuando los datos son positivos, y coincide con 

él en términos de ajuste si el 𝜆 estimado cae en una vecindad similar.  Con los mismos datos 
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se obtuvo sesgo ≈ 0.001 y curtosis ≈ 3.48; las pruebas reportaron Shapiro–Wilk 𝑝 ≈

 3.42 𝑥 10−3 , Anderson–Darling 𝑝 ≈  6.17 𝑥 10−4  y D’Agostino–Pearson 𝑝 ≈

1.25 𝑥 10−1. 

 

Ilustración 8 Transformación Yeo-Johnson 

Por otro lado, la transformación raíz cuadrada  𝑦′ = √𝑦  se utiliza con variables 

positivas cuando se busca una compresión moderada de la cola derecha sin alterar de forma 

drástica la escala. En precios por metro cuadrado, donde la dispersión suele crecer con el 

nivel del precio, la raíz reduce la amplitud relativa de los valores altos y puede atemperar 

heterocedasticidad ligera, manteniendo una relación intuitiva con la unidad original (las 

diferencias siguen siendo crecientes, pero menos abruptas en la parte superior de la 

distribución). En el conjunto analizado, su aplicación deja una mejora parcial del perfil: con 

𝑁 = 1,203 observaciones, el sesgo pasa a 0.403 y la curtosis a 3.49, indicadores que aún 

reflejan cierta asimetría. Las pruebas formales siguen rechazando normalidad con holgura—

Shapiro–Wilk 𝑝 ≈ 3.16 𝑥 10−8 , Anderson–Darling 𝑝 ≈  1.03 𝑥 10−10 y D’Agostino–



 

 

70 

 

Pearson 𝑝 ≈  4.47 𝑥 10−5lo que sugiere que, si el objetivo es aproximar una forma cuasi 

normal o aliviar de manera más marcada las colas, podrían requerirse transformaciones más 

potentes. 

 

Ilustración 9 Transformación Raíz Cuadrada 

Por ultimo La transformación asinh  𝑦′ = asinh(𝑦) = 𝑙𝑛 (𝑦 + √𝑦2 + 1  se emplea 

cuando se busca comprimir colas derechas de manera similar al logaritmo, pero sin exigir 

positividad estricta ni desplazamientos ad hoc. Es monótona e invertible en ℝ, por lo que 

resulta especialmente práctica en flujos de trabajo donde podrían aparecer ceros, pequeños 

negativos o diferencias que atraviesen el cero durante procesos de depuración o integración 

de fuentes. En series de precios como valor_aprivada (𝐶𝑂𝑃 𝑚2⁄ ) —positiva en la base 

principal— asinh ofrece un comportamiento muy cercano al log para valores medianos y 

grandes, a la vez que mantiene un tratamiento suave cerca de cero, evitando problemas 

numéricos o decisiones de sumar constantes arbitrarias. 
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En los resultados obtenidos, con  𝑁 = 1,203 observaciones, asinh entrega métricas 

prácticamente equivalentes a la escala logarítmica: Sesgo pasa a 0,192 y curtosis a 3.36; los 

contrastes formales siguen rechazando normalidad, aunque con mejora clara frente a la escala 

original: Shapiro–Wilk 𝑝 ≈  6.93 𝑥 10−4 , Anderson–Darling 𝑝 ≈  1.37 𝑥 10−5 , y 

D’Agostino–Pearson 𝑝 ≈ 1.54 𝑥 10−2. Visualmente, el Q–Q plot reduce la curvatura central 

y modera la cola superior, de forma alineada con lo que se espera cuando se atenúan efectos 

multiplicativos.  

 

Ilustración 10 Transformación asinh 

En los resultados obtenidos, con 𝑁 = 1,203  observaciones, la transformación 

logarítmica mejora de forma apreciable la forma de la distribución frente a la escala original: 

el sesgo se reduce a 0,269 y la curtosis a 2,62. Los contrastes formales siguen rechazando 

normalidad — Shapiro–Wilk 𝑝 ≈  6.93 𝑥 10−4 , Anderson–Darling 𝑝 ≈  1.37 𝑥 10−5 , y 

D’Agostino–Pearson 𝑝 ≈ 1.54 𝑥 10−2. pero la evidencia conjunta señala un alivio nítido de 

la cola derecha y un perfil central más próximo a la simetría. Visualmente, el Q–Q plot atenúa 
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la curvatura en cuantiles medios y modera la separación en el tramo superior, en línea con el 

efecto de compresión multiplicativa que caracteriza al logaritmo.  

 

Ilustración 11 Transformación Logarítmica 

 

5.5.4. Aplicación de transformaciones (logarítmica, Box-Cox, Yeo-Johnson) para 

estabilizar varianzas y aproximar normalidad.  

 

La elección de la escala de trabajo se define con base en una comparación explícita 

entre transformaciones monotónicas que preservan el orden de las observaciones y permiten 

retrotransformar resultados a 𝐶𝑂𝑃 𝑚2⁄  cuando es necesario. Para el valor por metro cuadrado 

de área privada, se evaluaron Box–Cox y Yeo–Johnson, incorporando raíz y asinh como 

referencias de suavizado. La lectura combina métricas de forma (sesgo y curtosis) y 

contrastes de normalidad (Shapiro–Wilk, Anderson–Darling y D’Agostino–Pearson) 
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calculados sobre la variable transformada. Adicionalmente, se reporta un score sintético 

(menor es mejor) que resume, sin sustituirlos, los indicadores anteriores. 

Transformación Shapiro-Wilk Anderson-

Darling 

D’Agostino-

Pearson 

Box–Cox (𝜆 = −0.48) 3.42 𝑥 10−3 6.17 𝑥 10−4 1.25 𝑥 10−1 

Yeo–Johnson (𝜆 =

−0.48) 

3.42 𝑥 10−3 6.17 𝑥 10−4 1.25 𝑥 10−1 

Raíz  3.16 𝑥 10−8 1.03 𝑥 10−10 4.47 𝑥 10−5 

Asinh 6.93 𝑥 10−4 1.37 𝑥 10−5 1.54 𝑥 10−2 

Log 6.93 𝑥 10−4 1.37 𝑥 10−5 1.54 𝑥 10−2 

Original (𝐶𝑂𝑃 𝑚2⁄ ) 2.66 𝑥 10−13 1.45 𝑥 10−18 9.40 𝑥 10−10 

Tabla 3 Comparación de transformaciones sobre los residuos 

La interpretación comparada de las estadísticas permite dimensionar con precisión el 

efecto de cada transformación sobre la distribución empírica de los residuos, y, por 

extensión, sobre la estabilidad esperable en modelos posteriores. En la escala original de los 

residuos (sin transformación), el sesgo positivo (0.633) y la curtosis elevada (3.95), 

acompañados de valores extremadamente bajos en las pruebas de normalidad de Shapiro–

Wilk, Anderson–Darling y D’Agostino–Pearson, confirman una cola derecha pesada y un 

alejamiento sustantivo de la normalidad. Este comportamiento evidencia el problema de 

fondo: la dispersión de los residuos crece con el nivel de los valores atípicos y los cuantiles 

altos se apartan de la diagonal teórica, lo que es consistente con la presencia de segmentos 

en el mercado que concentran observaciones moderadas junto a extremos de alta distorsión. 

Sobre esta base, la transformación logarítmica mantiene su utilidad para interpretar 

resultados en términos multiplicativos, coherente con la lógica de precios y apropiada para 

reducir la amplitud relativa de los valores altos de los residuos. Sin embargo, los indicadores 

muestran que el ajuste en la normalidad es solo parcial: tras aplicar la transformación sobre 

los residuos, el sesgo se reduce a 0.192 y la curtosis a 3.36, cifras más próximas al estándar 

teórico que en la escala sin transformar, aunque persiste cierta desviación respecto a la 

simetría ideal. Los p-valores de las pruebas de Shapiro–Wilk y Anderson–Darling (ambos en 

el orden de 10−4 y 10−5respectivamente) evidencian una mejora relevante comparada con 
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los residuos originales, aunque aún señalan la presencia de una cola derecha pesada que limita 

la aceptación de la normalidad completa. 

La transformación asinh (arcoseno hiperbólico) comparte esta filosofía, 

aproximándose al logaritmo para valores medianos y grandes y permitiendo dominio total, 

sin requerir estricta positividad. En esta muestra, la asinh reproduce casi exactamente los 

mismos resultados sobre los residuos (sesgo 0.192; curtosis 3.36; mismos órdenes de p), lo 

que la posiciona como una alternativa robusta en contextos donde se busca preservar la 

parsimonia y la interpretabilidad multiplicativa, pero sin dejar de mejorar las métricas de 

ajuste para los residuos frente al modelo no transformado. 

La raíz cuadrada propone un cambio de escala más suave, atenuando gradualmente 

las diferencias en la zona alta, lo que puede ser conveniente cuando se busca intervenir lo 

mínimo en la distribución de los residuos. En los resultados observados tras aplicar la 

transformación sobre los residuos, el sesgo se reduce a 0.403 y la curtosis a 3.49, valores 

intermedios respecto al estándar normal teórico. No obstante, los contrastes de normalidad 

siguen arrojando resultados de rechazo (p-valores de Shapiro–Wilk y Anderson–Darling en 

el orden de 10−8 y 10−4), lo que evidencia que la raíz cuadrada actúa como un suavizado 

moderado: mejora parcialmente la simetría y concentra la distribución, pero no alcanza a 

corregir completamente la presencia de colas, limitando la aceptación total de la normalidad 

en los residuos. Así, la interpretación económica en términos de niveles permanece intacta, 

aunque persisten aspectos de dispersión extremos propios del fenómeno estudiado. 

Las familias Box–Cox y Yeo–Johnson abordan el problema del ajuste de los residuos 

desde una perspectiva paramétrica que permite modular la intensidad de la compresión 

mediante la estimación de un exponente óptimo para el propio conjunto de datos, preservando 

propiedades clave como la monotonicidad y la invertibilidad. Al aplicar la transformación 

Box–Cox con el parámetro λ óptimo, se observa la mayor corrección: el sesgo se reduce 

prácticamente a cero (0.001), la curtosis se mantiene en un valor muy cercano al de la 

normalidad teórica (3.48) y los p-valores de las pruebas de normalidad aumentan de manera 

significativa, reflejando una distribución de residuos mucho más simétrica y con colas menos 

pronunciadas. 
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Por su parte, la transformación Yeo–Johnson —que generaliza la Box–Cox para 

incluir dominios con ceros o valores negativos— reproduce prácticamente el mismo patrón 

de ajuste: el sesgo y la curtosis, mientras que los p-valores son igualmente altos y de la misma 

magnitud. Metodológicamente, ambas transformaciones logran alinear los cuantiles y 

moderar colas sin requerir cortes arbitrarios o restricciones estrictas de positividad, y ofrecen 

la ventaja adicional de permitir la retrotransformación directa a unidades naturales de 

interpretación como el  𝐶𝑂𝑃 𝑚2⁄ . Esto las convierte en alternativas óptimas, tanto por su 

robustez estadística como por su utilidad práctica para la presentación y comparación de 

resultados en aplicaciones de valoración inmobiliaria. 

 

5.6. Fase VI: Transformación y Modelamiento espacial  

 

Esta sección consolida la estimación de COP/m² integrando, en una misma lógica 

coherente, la señal econométrica extraída de modelos no paramétricos y semiparamétricos 

con la estructura espacial subyacente del fenómeno de valoración inmobiliaria. La 

especificación de atributos se mantiene unificada —tamaño efectivo, novedad, dotación, 

altura, año y gradientes de accesibilidad— y se trabaja con rigor en la coherencia de escala 

para preservar la información geográfica contenida en los residuos del modelo econométrico 

base. 

Los modelos econométricos se contrastan bajo un marco común de desempeño fuera 

de muestra, permitiendo evaluar cuál especificación captura más eficientemente la variación 

en precios unitarios. Sin embargo, la evaluación de la estructura residual mediante el 

estadístico de Moran I revela la presencia sistemática de dependencia espacial en los residuos 

de estos modelos. Lejos de constituir una limitación o fracaso del enfoque econométrico, esta 

estructura de asociación espacial en residuos evidencia que los procesos de valoración 

inmobiliaria poseen un componente inherentemente espacial: inmuebles ubicados 

proximalmente tienden a exhibir características omitidas correlacionadas (composición 

demográfica, servicios comunitarios, factores ambientales) que generan valores residuales 

correlacionados geográficamente. 
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Por esta razón, cuando la dependencia espacial es estadísticamente significativa, se 

incorpora explícitamente la componente espacial mediante kriging ordinario, destinada a 

capturar la variación estructurada espacialmente que persiste no explicada por los predictores 

econométricos. El modelamiento del fenómeno espacial residual opera bajo la premisa de 

que la continuidad geográfica en los precios no es simplemente aleatoria, sino que refleja 

procesos de valoración que operan a través de la proximidad: la autocorrelación espacial 

positiva documentada implica que conocer el valor residual de un inmueble informar sobre 

el valor esperado de inmuebles cercanos. Esta estructura residual, cuando es modelada 

mediante una superficie continúa interpolada, permite obtener predicciones desagregadas 

espacialmente y mapas temáticos internamente consistentes. 

La estrategia metodológica aprovecha la separación analítica entre componentes: el 

modelo econométrico captura la relación determinística entre atributos de la propiedad y su 

valor (forma funcional de la valoración), mientras que la superficie continua de residuos 

captura la variación sistemática que depende de la localización geográfica (estructura 

espacial de la valoración). El resultado es un conjunto de predicciones y superficies temáticas 

comparables entre sí bajo un mismo criterio de referencia, combinando forma funcional 

derivada de interacciones no lineales e interacciones de atributos con la realidad 

espacialmente continua del mercado inmobiliario. Esta arquitectura metodológica evita 

recargar la exposición con complejidad innecesaria al tiempo que reconoce explícitamente 

que la dependencia espacial residual no invalida los análisis anteriores, sino que constituye 

un componente adicional esencial para predicciones locales robustas y cartografía de 

valoración coherente con la heterogeneidad geográfica observada. 

 

5.6.1. Aplicación de modelos.  

Como punto de partida se estimó una regresión lineal ordinaria sobre la respuesta 

transformada por Box–Cox (𝜆 ≈ −0,478) , con el objetivo de capturar de manera 

parsimoniosa la relación entre el valor unitario y los atributos físicos, de equipamiento y de 

entorno. El ajuste explica alrededor del 69.62% de la variabilidad (𝑅2 ajustado ≈ 0.6962) y 

presenta un error residual en la escala transformada del orden de  7.498 𝑥 10−5. El modelo 
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global resulta altamente significativo (𝐹(16.1185) = 173, 𝑝 < 0,001), lo que confirma la 

relevancia conjunta de los predictores. No obstante, debido al tamaño de la muestra (es 

esperable que algunas pruebas formales de ajuste o normalidad arrojen valores p muy 

pequeños, sin que ello implique desviaciones sustanciales en el comportamiento de los 

residuos.  

Los coeficientes muestran señales coherentes con la teoría del mercado inmobiliario 

y son, en su mayoría, estadísticamente significativos: la forma recíproca del área privada 

(inv_area), la antigüedad del inmueble (edad_invertida), la dotación comunal, el piso, el 

estrato (niveles 4, 5 y 6), la presencia de ascensor, la condición comercial (nuevo_usado), el 

estado de terminación y el año se asocian positivamente con el valor por metro cuadrado en 

la escala Box–Cox. Por el contrario, la mayor cercanía a colegios (inv_colegios) conserva 

una relación negativa y significativa con el valor unitario, lo que sugiere posibles efectos de 

congestión o externalidades no deseadas en su entorno inmediato. En contraste, los 

indicadores de proximidad restantes —inv_parques, inv_vias, inv_centros e inv_TM— no 

presentan significancia estadística, lo que indica efectos marginales o colinealidades entre 

variables de entorno que podrían examinarse con mayor detalle en especificaciones 

posteriores. 

Se hará la aplicación en los siguientes modelos, Regresión Lineal ordinaria (OLS por 

sus siglas en ingles), Regresión Lineal Múltiple (RLM), Modelo Aditivo Generalizado 

(GAM), Regresión Cuantílica (RQ) y Random Forest (RF). 
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Ilustración 12 Resumen del modelo regresión lineal ordinaria 

La prueba de Shapiro–Wilk aplicada a los residuos en la escala transformada arroja 

𝑊 = 0,9960 y 𝑝 = 0,003417, lo que sugiere una leve desviación respecto a la normalidad 

compatible con colas algo más pesadas. Los diagnósticos gráficos exhiben simetría razonable 

y ausencia de patrones sistemáticos, en línea con esa lectura.  

Considerando que el rechazo de normalidad es recurrente en el conjunto de modelos 

especificados, la aplicación de pruebas de homocedasticidad requiere de métodos estadísticos 

robustos que no dependan de este supuesto. Por esta razón, se utilizó la prueba de 

homocedasticidad de Koenker-Bassett, una alternativa robusta a la prueba de Breusch-Pagan 

que no exige normalidad de los errores. Este test es especialmente adecuado en contextos 

donde, los modelos empleados, están explícitamente diseñados para funcionar bajo 

desviaciones de los supuestos clásicos. La prueba de Koenker-Bassett opera mediante un 

estadístico de contraste que es resistente a la no normalidad, permitiendo identificar si la 

varianza de los errores es constante (homocedasticidad) o varía sistemáticamente con los 

valores predichos o variables explicativas (heterocedasticidad), sin que la validez de las 

inferencias se vea comprometida por desviaciones de la normalidad. 

Los resultados de la prueba de Koenker-Bassett en RLM Huber: 𝐿𝑀 = 111 −

807, 𝑝 = 2.032 × 10−16; Criterio: normalidad rechazada (p<0.05). 



 

 

79 

 

 

Ilustración 13 Gráficos regresión lineal ordinaria 

En términos espaciales, la evaluación de autocorrelación mediante el índice de Moran 

constituye un paso metodológico crítico para identificar dependencia espacial no capturada 

por el modelo de especificación lineal ordinaria. La búsqueda sistemática del parámetro k 

(número de vecinos más próximos) en la construcción de la matriz de pesos espaciales 

responde a una necesidad teórica fundamental: garantizar que la estructura de vecindad 

reflejada en la matriz W represente adecuadamente la interacción espacial del fenómeno 

estudiado. La selección óptima de k determina la conectividad del gráfico espacial, es decir, 

cómo se vinculan las unidades observacionales en la malla geográfica. Un valor de k 

demasiado bajo puede generar múltiples componentes conexas desconectadas en el grafo, 

fragmentando artificialmente el espacio de análisis; por el contrario, un valor de k 

excesivamente alto puede introducir ruido al incluir vecinos lejanos que no representan 

genuinamente la proximidad espacial relevante. En este análisis, la identificación de k, (i) 

mantiene conectividad suficiente para no fragmentar la información espacial, (ii) evita 

sobreparametrización que comprometería la eficiencia del estimador, y (iii) permite 

identificar patrones de dependencia espacial genuina sin capturar artefactos de especificación 

arbitraria. 

Al retrotransformar las predicciones a 𝐶𝑂𝑃 𝑚2⁄  para evaluar dependencia espacial de 

los residuos en nivel, se obtiene Moran’s 𝐼 ≈ 0,214  con estadístico 𝑧 ≈ 19,473  ( 𝑝 <

2,2 × 10−16), bajo la hipótesis alternativa 𝐻𝑎: 𝐼 > 𝐸[𝐼] . El análisis se realizó utilizando una 
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matriz de pesos 𝑊 tipo 𝑘 − 𝑁𝑁𝑐𝑜𝑛(𝑘 = 12) normalizada por filas, seleccionada a partir de 

un procedimiento iterativo que evaluó distintos valores de 𝑘 bajo criterios de conectividad, 

fuerza del estadístico 𝑧 y parquedad. En este caso, aunque no se alcanzó conectividad global 

(persistiendo cinco componentes desconectadas), se observó una estabilización en la 

ganancia marginal de 𝑧 para valores de 𝑘 ≥ 12 lo que sugiere que este nivel de vecindad 

representa un equilibrio entre cohesión espacial y ruido topológico. El resultado evidencia 

una autocorrelación espacial positiva y altamente significativa en los residuos, indicando la 

presencia de dependencia espacial remanente no capturada por la estructura lineal del modelo 

de regresión lineal ordinaria. Esto sugiere que la variable respuesta conserva patrones 

espaciales no explicados por los predictores incluidos. 

 

Ilustración 14 Moran regresión lineal ordinaria 

La regresión de mínimos cuadrados ordinarios proporciona una línea base 

informativa y globalmente estable; sin embargo, la evidencia de heterocedasticidad y 

autocorrelación espacial de los errores indica la necesidad de mejorar la estimación mediante 

dos vías: (a) el uso de inferencia robusta o corrección de varianza —como errores estándar 

robustos o regresión lineal robusta—, y (b) la incorporación explícita de la dependencia 

espacial mediante modelos geoestadísticos o espaciales. El análisis comparativo incorpora 

enfoques flexibles, robustos y no paramétricos: los modelos aditivos generalizados, que 
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permiten capturar relaciones no lineales mediante funciones suavizadas; la regresión lineal 

robusta, que reduce la influencia de observaciones atípicas; la regresión cuantílica, que 

estima distintos cuantiles de la distribución condicional; y el bosque aleatorio, que representa 

interacciones complejas a través del ensamblaje de múltiples árboles de decisión. 

Para la estimación robusta se utilizó el método M de Huber, implementado mediante 

la función rlm() del paquete MASS, con el propósito de atenuar la influencia de 

observaciones atípicas y obtener estimadores insensibles a valores extremos en la variable 

respuesta. Este método redefine la función de pérdida tradicional de mínimos cuadrados, 

sustituyendo el cuadrado del residuo por una función pieza lineal-cuadrática: cuadrática para 

residuos pequeños y lineal para residuos grandes. De esta forma, los residuos moderados 

mantienen la eficiencia del modelo lineal ordinario, mientras que los valores atípicos reciben 

un peso reducido, evitando su impacto desproporcionado sobre los parámetros estimados. 

Dado que este tipo de modelos no reporta valores de significancia estadística de forma 

directa, se calcularon p-valores asintóticos a partir de los estadísticos t generados por el 

modelo, asumiendo una distribución normal estándar para las estimaciones robustas. El 

estadístico t se construye al dividir cada coeficiente estimado por su error estándar robusto, 

cuantificando la razón entre la magnitud del efecto y su precisión. Posteriormente, estos 

estadísticos t se transforman en p-valores bilaterales mediante la función de distribución 

normal estándar, permitiendo evaluar la probabilidad de observar valores tan extremos bajo 

la hipótesis nula de ausencia de efecto. De esta manera, se derivaron las pruebas de 

significancia individual de los coeficientes y los intervalos de confianza al 95%, los cuales 

se construyen situando un margen de error simétrico alrededor de cada estimación puntual, 

incorporando el error estándar robusto para reflejar la incertidumbre inherente a la estimación 

en un contexto resistente a desviaciones de normalidad. 

Los resultados del modelo robusto evidencian que las variables continuas de acceso 

y dotación de infraestructura ejercen efectos altamente significativos sobre la variable 

respuesta. El inverso del área resulta una variable explicativa central, con una influencia 

estadísticamente significativa que refleja cómo la densidad de espacios disponibles incide en 

el modelo. Similarmente, la edad invertida y la dotación de facilidades muestran relaciones 

significativas con la variable dependiente, corroborando que características estructurales del 
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inmueble son determinantes en su valoración o caracterización. La variable temporal (año) 

también presenta un efecto significativo, indicando la presencia de tendencias temporales en 

el fenómeno estudiado. 

En cuanto a las variables categóricas de estrato socioeconómico, se observa un patrón 

creciente y sistemáticamente significativo conforme se asciende. Los estratos superiores 

muestran coeficientes positivos y crecientes, revelando diferencias estructurales importantes 

entre grupos socioeconómicos, donde los más altos presentan características diferenciadoras 

respecto a la categoría de referencia. La significancia estadística robusta de estas variables 

indica que la estratificación socioeconómica constituye un factor explicativo central en el 

modelo, capturando heterogeneidades fundamentales en la población estudiada. 

Adicionalmente, variables como la presencia de ascensor y la condición de propiedad (nuevo 

versus usado) presentan efectos significativos, aunque de menor magnitud, sugiriendo que 

características secundarias del inmueble contribuyen de manera subordinada a la explicación 

global. 

Respecto a las variables de accesibilidad inversa, la proximidad a instituciones 

educativas (colegios) emerge como un determinante altamente significativo, mostrando una 

relación clara y bien definida con la variable dependiente. En contraste, otros indicadores de 

accesibilidad como la distancia a parques, vías principales y centros comerciales presentan 

efectos individuales débiles o estadísticamente no significativos cuando se consideran de 

forma aislada, sugiriendo posibles problemas de colinealidad o una menor relevancia 

explicativa a nivel individual. 

Adicionalmente, se realizaron pruebas conjuntas tipo Wald para contrastar la 

significancia global de bloques de variables, con el fin de evaluar si dichos conjuntos 

contribuyen explicativamente al modelo más allá de la significancia individual de sus 

componentes. Para el bloque de variables de estrato socioeconómico, la prueba Wald 

comparó un modelo completo que incluye todas las categorías de estrato frente a un modelo 

restringido que las excluye. El estadístico F arrojó un p-valor inferior a 2,2 × 10−16, lo que 

confirma de manera concluyente que el conjunto de variables de estrato aporta información 
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explicativa significativa al modelo de forma conjunta y no puede ser excluido sin pérdida 

sustancial de poder explicativo. 

De manera análoga, para el bloque de variables de accesibilidad inversa, la prueba 

Wald resultó altamente significativa (p = 0.0002), indicando que, aunque algunas variables 

individuales no resultaron significativas, el conjunto de indicadores de accesibilidad 

contribuye significativamente al poder explicativo del modelo. Este resultado evidencia que 

las medidas de accesibilidad poseen valor predictivo cuando se consideran en su conjunto, a 

pesar de que sus efectos marginales individuales sean modestos o no alcancen significancia 

convencional. Esta estrategia de evaluación conjunta resulta fundamental en contextos donde 

variables correlacionadas pueden presentar efectos individuales débiles, pero aportes 

colectivos relevantes, permitiendo evitar la exclusión errónea de bloques informativos. 

Esta aproximación permitió obtener inferencia estadística robusta y documentar 

formalmente la significancia de los efectos bajo un esquema resistente a la no normalidad y 

a la heterocedasticidad, asegurando que las conclusiones se sostienen aun cuando existe 

presencia de valores extremos o alta variabilidad en el conjunto de datos. 

 

Ilustración 15 Resumen del modelo de regresión robusta (RLM – Huber) 
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Ilustración 16 Pruebas conjuntas tipo Wald para bloques de variables 

El diagnóstico de normalidad muestra un patrón globalmente regular, con ligera 

desviación en las colas: Shapiro–Wilk 𝑊 ≈ 0,9952 y 𝑝 ≈ 0,000687. Aunque el rechazo 

formal es estadísticamente significativo, los gráficos (Q–Q y densidad) evidencian un buen 

alineamiento en la zona central y leves separaciones en los extremos.   

Los resultados de la prueba de Koenker-Bassett en RLM Huber: 𝐿𝑀 = 29.283, 𝑝 =

6.253 × 10−8; lo que indica que la varianza de los errores residuales no es constante y 

presenta heterogeneidad sistemática. Esta heterocedasticidad, lejos de invalidar los análisis 

realizados, ratifica la pertinencia metodológica de los enfoques robustos empleados, los 

cuales están específicamente calibrados para producir estimaciones e inferencias válidas 

incluso bajo estas condiciones de variabilidad desigual.  
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Ilustración 17 Gráficos Regresión lineal múltiple 

Los residuos retrotransformados a 𝐶𝑂𝑃 𝑚2⁄ presentan autocorrelación positiva: 

Moran’s 𝐼 ≈ 0,208   (𝑧 ≈ 18,94)  ; ( 𝑝 < 2,59 × 10−80 ). Este resultado revela que los 

residuos no se distribuyen aleatoriamente en el espacio, sino que observaciones 

espacialmente próximas tienden a presentar residuos de magnitud similar, lo cual indica 

dependencia espacial remanente y sistemática. La autocorrelación positiva confirma la 

existencia de procesos espaciales no explicados por la especificación lineal ordinaria, 

sugiriendo que variables omitidas con estructura espacial o efectos de interacción geográfica 

ejercen influencia sobre la variable respuesta. La RLM mejora la estabilidad frente a atípicos 

sin alterar las señales sustantivas; sin embargo, de acuerdo con Shapiro–Wilk y Koenker–

Bassett persisten desviaciones de normalidad y heterocedasticidad, por lo que se mantiene la 

justificación para la regresión kriging y la comparación con modelos que capturen no 

linealidades. 



 

 

86 

 

 

Ilustración 18 Moran Regresión Lineal Múltiple 

Para el ajuste del modelo aditivo generalizado se evaluaron las familias Gaussianas 

(identity) y Gamma(log) bajo el mismo esquema de suavizados y se seleccionó la primera al 

presentar mejor criterio de información (AIC = −19548.6) y convergencia estable, mientras 

que el modelo gamma generó un aviso de no convergencia. Dado que la transformación Box–

Cox reduce la asimetría y estabiliza la varianza, el uso de la familia Gaussiana resultó 

metodológicamente coherente. 

La identificación de los términos a suavizar se realizó mediante la comparación 

sistemática entre formulaciones lineales y no lineales, empleando criterios 𝛥𝐴𝐼𝐶 > 2, grados 

efectivos de libertad (𝑒𝑑𝑓) > 1.2  y significancia estadística (𝑝 < 0.05) y significancia 

estadística (𝑝 < 0.05) . Bajo estos umbrales, las variables edad_invertida, dotacion, 

inv_colegios e inv_TM presentaron comportamientos no lineales y se modelaron mediante 

splines cúbicos restringidos (bs = “cr”), mientras que las restantes covariables continuas 

conservaron forma lineal al no evidenciar mejoras sustantivas en el ajuste. En el caso de Piso, 

se consideró su carácter ordinal discreto y la posibilidad de que su efecto se manifestara de 

manera progresiva —por ejemplo, por condiciones de altura, ventilación o exposición—; por 

tanto, se representó mediante una función spline restringida con k = 6, lo que permite capturar 

transiciones graduales entre niveles sin introducir sobreparametrización ni distorsiones 

espurias. 
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La selección y verificación de los parámetros de suavizado se efectuó mediante el 

diagnóstico mgcv:k.check, evaluado sobre submuestras del conjunto de datos y condicionado 

por criterio de información. Los términos que presentaron k-index < 0.85 y p < 0.05 fueron 

ajustados mediante incrementos sucesivos del parámetro k hasta k = 12, alcanzando 

estabilidad en el AIC y adecuada capacidad de flexión. Este procedimiento asegura un 

equilibrio entre flexibilidad funcional y parsimonia estadística, evitando sobreajuste y 

manteniendo consistencia en los grados efectivos de libertad, lo que respalda la fiabilidad y 

reproducibilidad de la estructura del modelo obtenido.  

Los coeficientes paramétricos muestran patrones consistentes con especificaciones 

anteriores: el intercepto establece el nivel basal significativamente diferente de cero. La 

variable inv_area presenta un efecto paramétrico positivo significativo, mientras que 

inv_parques, inv_vias e inv_centros no alcanzan significancia estadística individual (p > 

0.05), sugeriendo que sus efectos pueden estar capturados parcialmente en los términos 

suavizados o subsumir variación de menor relevancia marginal. 

En la categorización de estrato, se observa un patrón creciente de significancia conforme se 

asciende en el estrato socioeconómico: estrato4 presenta un coeficiente de  1.748 × 10−5  (p = 

0.004174), estrato5 de 5.839 × 10−5  (p = 7.16 × 10−11 ), y estrato6 de 1.314 × 10−4  (p = 

2.6 × 10−16), confirmando diferencias estructurales progresivas entre grupos. Variables como año, 

nuevo_usado, ascensor1 y terminado1 resultan altamente significativas, indicando efectos robustos 

de características temporales y estructurales del inmueble.  

Respecto a los términos suavizados, la función de edad_invertida exhibe 9.613 grados 

efectivos de libertad con significancia estadística altamente robusta (p < 2 × 10−16), capturando una 

relación no lineal compleja entre edad e inversión. Similarmente, dotacion muestra 2.651 grados 

efectivos de libertad (p < 2 × 10−16), evidenciando una relación altamente estructurada, aunque de 

menor complejidad funcional. La proximidad a colegios (inv_colegios) presenta 3.135 grados 

efectivos de libertad, confirmando su importancia como determinante no lineal capturada de forma 

más sofisticada que en especificaciones lineales. La variable inv_TM demuestra 1.966 grados 

efectivos de libertad (p = 0.00012), mostrando significancia con menor flexibilidad de ajuste. 

Finalmente, Piso con 0.963 grados efectivos de libertad (p = < 6.5 × 10−7) indica que su efecto, 

aunque discreto, presenta estructura suavizada significativa que justifica la representación spline. 
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El modelo final, estimado por máxima verosimilitud restringida (REML), alcanzó un 

desempeño satisfactorio: 𝑅𝑎𝑗
2 = 0.735, deviance explicada del 74.2 % y −REML = 9677.7, 

superando los valores obtenidos en el modelo lineal. La evaluación de residuos mediante las 

pruebas de Shapiro–Wilk (𝑊 =  0.9968;  𝑝 =  0.01401)  y Koenker–Bassett (𝐿𝑀 =

 19.807 𝑦  8.567 × 10−6) indicó la presencia de leves desviaciones respecto a la normalidad 

y heterocedasticidad residual, las cuales se consideran dentro de los márgenes aceptables para 

un modelo de naturaleza semiparamétrica y se abordan posteriormente mediante 

especificaciones robustas y espaciales. 

 

Ilustración 19 Resumen Modelo Aditivo Generalizado 

Las formas estimadas son interpretables: para inv_area se observa una pendiente 

global creciente, con penalización en áreas muy pequeñas (valores altos de inv_area) y 

recuperación a medida que aumenta el tamaño efectivo, en edad_invertida ganancias 

marcadas en la mitad superior del rango, indicando que los inmuebles más recientes capturan 

mayor valorización, para dotación una forma cóncava, con un tramo medio relativamente 
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plano y recuperación en niveles altos, en piso un incremento suave con aplanamiento en los 

pisos más elevados, inv_colegios un efecto negativo, con pendiente descendente en los 

valores más bajos (mayor cercanía asociada a menores precios unitarios). Los demás 

gradientes de accesibilidad aparecen planos, lo que sugiere ausencia de efecto adicional una 

vez controladas las demás covariables. 

La inspección visual de las funciones suavizadas revela estructuras funcionales 

complejas que subyacen a las relaciones entre predictores y la variable respuesta, capturando 

patrones que especificaciones lineales ordinarias no serían capaces de representar. La función 

estimada para la densidad de área accesible exhibe una trayectoria globalmente creciente, 

pero con características estructurales diferenciadas: en el rango de valores extremadamente 

bajos (áreas muy reducidas), la función presenta una penalización o meseta relativa, 

reflejando que inmuebles con densidades de área muy baja experimentan un castigo 

valorativo. Conforme aumenta el tamaño efectivo disponible, la función se recupera y 

muestra un crecimiento acelerado, confirmando que el acceso a mayor superficie disponible 

constituye un driver primario de valorización. 

En contraste, la edad invertida (proxy de modernidad) captura una relación asimétrica 

en el rango observado, donde la mitad superior —correspondiente a inmuebles más 

recientes— exhibe ganancias pronunciadas en la variable respuesta. Esta configuración 

indica que la contemporaneidad constructiva es fuertemente valorada, con incrementos 

relativos más marcados a medida que disminuye la edad del inmueble, sugiriendo un efecto 

de deprecación temporal que se intensifica en inmuebles antiguos pero que presenta 

dinamismo especial en el segmento reciente del mercado. 

La relación con dotación de facilidades presenta una forma cóncava característica: la 

función comienza con un efecto moderado, atraviesa una zona intermedia relativamente 

plana donde aumentos en dotación no generan incrementos proporcionales en valor, y 

finalmente se recupera en niveles altos de equipamiento, donde dotaciones excepcionales 

capturan premium de valorización. Este patrón refleja la existencia de un umbral mínimo de 

calidad constructiva requerida, después del cual retornos adicionales son decrecientes hasta 

alcanzar especificaciones superiores que sí justifican diferenciales significativos. 
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La altura del inmueble (Piso) muestra un incremento suave y progresivo a lo largo 

del rango, con una atenuación gradual de la pendiente en niveles más elevados. Este 

comportamiento es coherente con la preferencia por exposición y vistas, aunque sujeta a 

retornos decrecientes conforme la altura se extrema, posiblemente debido a costos de 

mantenimiento o preferencias heterogéneas por proximidad al nivel del suelo. 

Respecto a las variables de accesibilidad, la proximidad a instituciones educativas 

exhibe un efecto negativo bien definido y consistente: en el rango de mayor cercanía (valores 

bajos de la distancia inversa), la función desciende marcadamente, indicando que inmuebles 

próximos a colegios presentan menor precio unitario, posiblemente reflejando externalidades 

negativas como congestión, ruido o comercio de proximidad asociado a zonas educativas. 

Este resultado contrario a la intuición inicial sugiere que, condicional en otras características 

de localización, la proximidad educativa actúa como factor de desvalorización relativa. 

Las restantes variables de accesibilidad (parques, vías principales, centros 

comerciales, transporte masivo) presentan funciones suavizadas esencialmente planas a lo 

largo de sus rangos respectivos, sugiriendo ausencia de efectos marginales significativos una 

vez incorporadas todas las demás covariables del modelo. Esta planitud indica que la 

información explicativa aportada por estas variables de accesibilidad periférica está 

subsumida o capturada por predictores dominantes como edad invertida, dotación e inv_area, 

lo que implica que su contribución marginal independiente es nula dentro de la estructura de 

dependencia multivariada del modelo GAM. 
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Ilustración 20 Funciones Suavizadas del Modelo Aditivo Generalizado 

Los residuos exhiben comportamiento regular: histograma aproximadamente 

simétrico, Q–Q plot alineado con la normal salvo desviaciones en colas y dispersión 

homogénea alrededor de cero en el gráfico residuos vs. ajustados.  
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Ilustración 21 Gráficos Modelo Aditivo Generalizado 

 Tras retrotransformar las predicciones a nivel de 𝐶𝑂𝑃 𝑚2⁄ , los residuos muestran 

una autocorrelación espacial positiva marcada Moran’s:  𝐼 ≈ 0,15   ;𝑧 ≈ 14,01  ;  𝑝 <

6.185 × 10−45 , confirmando la persistencia de estructura espacial no explicada. Este 

hallazgo, consistente con OLS y RLM, respalda la necesidad de incorporar kriging de 

residuos en la fase geoestadística para aprovechar la dependencia espacial remanente. El 

GAM representa un avance frente a los modelos lineales y robustos, al capturar no 

linealidades sustantivas en atributos de tamaño, antigüedad, dotación y accesibilidad. 

Aunque las pruebas univariadas confirman que persisten desviaciones de normalidad y 

heterocedasticidad, el ajuste global se consolida como una especificación flexible y estable.  
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Ilustración 22 Moran Modelo Aditivo Generalizado 

Para la estimación por regresión cuantílica se implementó un procedimiento 

comparativo con distintos valores de 𝜏(0.25, 0.50 𝑦 0.75), con el fin de determinar el cuantil 

más representativo de la estructura condicional de los precios por metro cuadrado. La 

selección se basó en la minimización de la pérdida pinball, función objetivo propia de la 

regresión cuantílica, la cual cuantifica el error ponderado de predicción en torno al cuantil 

especificado. Adicionalmente, se calculó un pseudo-R² derivado de la relación entre la 

pérdida del modelo ajustado y la del modelo nulo, lo que permitió evaluar la eficiencia 

relativa en la explicación de la variabilidad. 

El valor de  𝜏 = 0.25 presentó la menor pérdida pinball 2,27 × 10−5 y un pseudo-R² 

competitivo ≈ 0.46, por lo que fue seleccionado como τ óptimo (τ*). Metodológicamente, 

esta elección es válida porque el cuantil inferior (25 %) describe la tendencia central robusta 

frente a colas derechas y asimetrías propias de los valores inmobiliarios, evitando que 

observaciones extremas —como inmuebles de alto costo o con dotaciones excepcionales— 

distorsionen la estimación del comportamiento típico del mercado. La aproximación, por 

tanto, captura una relación más estable y representativa del valor en segmentos dominantes 

de la distribución, manteniendo coherencia con el principio de estimación basada en pérdida 

mínima y sin asumir normalidad en los errores. 
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La estructura de coeficientes estimados al cuantil 0.25 revela patrones diferenciados 

en los determinantes del segmento de precios bajos. El nivel basal se establece de manera 

robusta y estadísticamente bien definida en esta región de la distribución condicional. Las 

variables de accesibilidad inversa muestran heterogeneidad notable en su capacidad 

explicativa: la densidad de área accesible y la proximidad a instituciones educativas emergen 

como determinantes significativos, capturando preferencias de localización incluso en 

mercados de menor precio. En contraste, variables de accesibilidad a servicios 

complementarios no alcanzan significancia estadística individual, sugiriendo que en el 

cuantil inferior su poder diferenciador es débil o subsumir por otras covariables de mayor 

incidencia relativa. 

Las características constructivas y de propiedad resultan determinantes robustos del 

precio en este segmento. La clasificación del estrato evidencia un patrón gradual de 

diferenciación, con los estratos superiores mostrando efectos positivos y crecientes respecto 

a la categoría de referencia, aunque la magnitud de estos efectos es moderada. El componente 

temporal, aunque estadísticamente significativo, exhibe menor incidencia relativa en precios 

bajos comparado con su potencial influencia en otros segmentos de la distribución. 

En síntesis, el cuantil 0.25 identifica un conjunto de variables con capacidad 

explicativa concentrada en factores de localización inmediata y características intrínsecas de 

la propiedad, mientras que factores de accesibilidad periférica no constituyen diferenciadores 

significativos en este segmento del mercado. Este patrón destaca la utilidad de la regresión 

cuantílica para identificar cómo la estructura de determinantes del valor inmobiliario varía 

según posiciones en la distribución de precios, revelando que el segmento de precios bajos 

responde a lógicas de valoración distintas a las que podrían observarse en cuantiles 

superiores. 
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Ilustración 23 Resumen Regresión Cuantílica 

Los residuos presentan un perfil estable: histograma aproximadamente simétrico, Q–

Q cercano a la línea teórica con ligeras desviaciones en las colas y dispersión sin patrones en 

el gráfico residuos vs. ajustados. Como es esperable en cuantílica, la normalidad estricta se 

rechaza (Shapiro–Wilk 𝑊 ≈ 0,9956; 𝑝 ≈ 0,0014 ), y persiste heterocedasticidad según un 

auxiliar de Koenker-Bassett (𝐿𝑀 ≈ 29,2; 𝑝 < 10−7). Estos hallazgos son coherentes con la 

motivación del enfoque: modelar la mediana condicional cuando la varianza no es constante 

y la distribución presenta asimetrías. 

 

Ilustración 24 Gráficos Regresión Cuantílica 
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Tras retrotransformar las predicciones a 𝐶𝑂𝑃 𝑚2⁄ , los residuos exhiben 

autocorrelación espacial positiva de magnitud apreciable Moran’s: ( 𝐼 ≈ 0,22  ; z ≈ 20.70  ; 

𝑝 < 1.709 × 10−95), consistente con lo observado en OLS y RLM. La dependencia espacial 

remanente sugiere que kriging de residuos puede aportar ganancia al capturar estructura 

espacial no explicada por la especificación cuantílica. 

 

Ilustración 25 Moran Regresión Cuantílica 

El modelo Random Forest (RF) se implementó como estrategia no paramétrica 

complementaria para contrastar los resultados obtenidos con el modelo aditivo generalizado. 

Su elección se fundamenta en la capacidad de los bosques aleatorios para capturar relaciones 

no lineales y efectos de interacción entre predictores sin imponer supuestos de distribución 

sobre los residuos ni de colinealidad entre variables. El modelo se configuró con 1.000 

árboles de decisión y particiones aleatorias del conjunto de datos, utilizando la estimación 

del error fuera de bolsa (out-of-bag, OOB) como medida interna de validación. 

El desempeño del modelo mostró un 𝑅2ₒₒᵦ ≈ 0.74 , consistente con la deviance 

explicada en el GAM, indicando una capacidad predictiva robusta y una estructura interna 

estable. La evaluación de residuos evidenció una ligera desviación respecto a la normalidad 

(Shapiro–Wilk p = 0.006) y una heterocedasticidad moderada (Koenker–Bassett LM = 

19.807), atribuible a la dispersión natural de precios y a la varianza intrínseca del mercado 

inmobiliario. El análisis espacial mediante el estadístico Moran I no detectó autocorrelación 
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significativa, lo que sugiere independencia espacial de los residuos y una correcta 

representación de la variabilidad espacial a través de los predicto. 

La jerarquía de importancia de variables revela un ordenamiento diferenciado entre 

métricas de importancia basadas en disminución de error (% IncMSE) e importancia de 

pureza nodal (IncNodePurity). La edad invertida emerge como el predictor dominante en 

ambas métricas, consolidándose como el factor de mayor relevancia en la estructura arbórea 

del modelo. Esta preeminencia sugiere que la edad del inmueble y su transformación inversa 

capturan una relación fundamental con la variable respuesta, actuando como variable 

divisoria primaria en los árboles de decisión y exhibiendo el mayor impacto marginal en la 

reducción de varianza predictiva. 

Las variables de accesibilidad inversa y dotación exhiben un rol destacado en la 

jerarquía de importancia, posicionándose como predictores secundarios pero sustanciales. La 

dotación y la proximidad a servicios educativos presentan capacidad discriminatoria 

relevante, particularmente en la identificación de segmentos de precios internos. La 

accesibilidad inversa a centros comerciales y parques mantiene importancia moderada, 

sugiriendo que, aunque su poder explicativo individual puede resultar débil en 

especificaciones paramétricas, en contextos de interacción no lineal su contribución al 

particionamiento recursivo del espacio de características es significativa. 

Las variables categóricas de estrato, de características constructivas (ascensor, 

terminado) y temporales presentan importancia variada. La clasificación de estrato, aunque 

muestra importancia en una de las métricas, exhibe menor relevancia relativa comparado con 

predictores continuos de localización, indicando que la heterogeneidad de estratos es 

parcialmente capturada o subsumida por otras covariables. Las variables de estado de 

propiedad (nuevo_usado, terminado) y componentes temporales ocupan posiciones 

inferiores en la jerarquía, reflejando que en la estructura no paramétrica del bosque aleatorio 

su capacidad de división de nodos y reducción de error es marginal. 

La divergencia observada entre las dos métricas de importancia es informativa: 

mientras que % IncMSE enfatiza variables que reducen significativamente el error predictivo 

cuando se permutan, IncNodePurity captura la pureza alcanzada mediante decisiones en 
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nodos del árbol. Las variables con divergencia notable entre rangos sugieren efectos 

condicionales o de interacción, donde su utilidad depende de la coexistencia de otros 

predictores. En conjunto, el análisis de importancia confirma que el modelo Random Forest 

identifica una estructura jerárquica de determinantes donde variables de localización 

temporal (edad invertida) y características espaciales de accesibilidad ocupan posiciones 

dominantes, mientras que atributos estructurales secundarios contribuyen de forma 

subordinada a la predicción final. 

 

Ilustración 26 Resumen Random Forest 

Los residuos en la escala muestran histograma aproximadamente simétrico y un Q–

Q con pequeñas desviaciones en los extremos, esperables en métodos de ensamble que no 

imponen supuestos Gaussianos. La normalidad se rechaza (Shapiro–Wilk 𝑊 ≈ 0,9880; 𝑝 ≈

2.259 × 10−8), y se detecta heterocedasticidad, Koenker–Bassett (𝐿𝑀 =  13.807 𝑦  𝑝 =

0,0002025). Aunque RF es poco sensible a estos supuestos, dejar constancia permite una 

comparación transparente con el resto de enfoques. 
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Ilustración 27 Gráficos Random Forest 

A diferencia de OLS/RLM/RQ, los residuos retrotransformados a 𝐶𝑂𝑃 𝑚2⁄ , no 

presentan estructura espacial explotable Moran’s: ( 𝐼 ≈ −0,026; z ≈ −2.33  ; 𝑝 ≈  0,99), La 

ausencia de dependencia espacial indica que un kriging de residuos sobre RF tendría, en 

principio, ganancia marginal limitada. RF ofrece alto poder predictivo y una lectura clara de 

importancias que respalda la jerarquía de efectos detectada por modelos lineales y 

semiparamétricos.  

 

Ilustración 28 Moran Random Forest 



 

 

100 

 

5.6.2. Validación de modelos y predicciones mediante métricas (MAE, RMSE) y 

validación cruzada.  

 

La selección del mejor modelo dentro de cada enfoque se realizó con base en criterios de 

información y estabilidad estadística. En el caso de la regresión lineal ordinaria, se aplicó un 

procedimiento de selección paso a paso fundamentado en el Criterio de Información de Akaike. Este 

indicador compara múltiples especificaciones del modelo penalizando el exceso de parámetros, con 

el objetivo de conservar únicamente aquellas variables que aportan capacidad explicativa significativa 

sin aumentar la complejidad de manera innecesaria. La versión final se definió a partir de la menor 

puntuación obtenida por dicho criterio, junto con la consistencia y significancia de los coeficientes 

estimados: 

𝑦𝑖
(𝐵𝐶)

= β0 + β1 𝑖𝑛𝑣𝑎𝑟𝑒𝑎𝑖 + β2 𝑒𝑑𝑎𝑑𝑖𝑛𝑣𝑖 + β3 𝑑𝑜𝑡𝑖 + β4 𝑝𝑖𝑠𝑜𝑖 + β5 𝑛𝑢𝑒𝑣𝑜𝑖 + β6 𝐷estr4,𝑖

+ β7 𝐷estr5,𝑖 + β8 𝐷estr6,𝑖 + β9 𝑎𝑠𝑐𝑖 + β10 𝑡𝑒𝑟𝑚𝑖 + β11 𝑎𝑛𝑖𝑜𝑖 + β12 𝑖𝑛𝑣𝑝𝑎𝑟𝑞𝑖

+ β13 𝑖𝑛𝑣𝑐𝑜𝑙𝑖 + ε𝑖 

La regresión robusta mantuvo la misma estructura funcional identificada para la regresión 

lineal ordinaria, pero ajustó los parámetros mediante una función de pérdida menos sensible a valores 

atípicos, conocida como función de Huber. Esto permitió evaluar la estabilidad de los coeficientes 

frente a posibles distorsiones locales en la distribución de los errores, seleccionando la versión que 

conservó magnitud y signo coherentes con el modelo base: 

𝑦𝑖
(𝐵𝐶)

= β0 + β1 𝑖𝑛𝑣𝑎𝑟𝑒𝑎𝑖 + β2 𝑒𝑑𝑎𝑑𝑖𝑛𝑣𝑖 + β3 𝑑𝑜𝑡𝑖 + β4 𝑝𝑖𝑠𝑜𝑖 + β5 𝑛𝑢𝑒𝑣𝑜𝑖 + β6 𝐷estr4,𝑖

+ β7 𝐷estr5,𝑖 + β8 𝐷estr6,𝑖 + β9 𝑎𝑠𝑐𝑖 + β10 𝑡𝑒𝑟𝑚𝑖 + β11 𝑎𝑛𝑖𝑜𝑖 + β12 𝑖𝑛𝑣𝑝𝑎𝑟𝑞𝑖

+ β13 𝑖𝑛𝑣𝑐𝑜𝑙𝑖 + ε𝑖
Huber 

En el modelo aditivo generalizado, la selección se centró en la configuración de los términos 

suavizados y lineales mediante el método de máxima verosimilitud restringida. Se compararon 

diferentes combinaciones de funciones spline y número de bases, priorizando aquellas que mostraron 

mayor reducción de la desviación y efectos no lineales estadísticamente significativos. La versión 

definitiva integró únicamente los suavizadores que demostraron una contribución sustancial en la 

variación de la variable dependiente: 
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𝑦𝑖
(𝐵𝐶)

= β0 + β1 𝑖𝑛𝑣𝑎𝑟𝑒𝑎𝑖 + β2 𝑖𝑛𝑣𝑝𝑎𝑟𝑞𝑖 + β3 𝑖𝑛𝑣𝑣𝑖𝑎𝑠𝑖 + β4 𝑖𝑛𝑣𝑐𝑒𝑛𝑡𝑖 + 𝑠1(𝑒𝑑𝑎𝑑𝑖𝑛𝑣𝑖)

+ 𝑠2(𝑑𝑜𝑡𝑖) + 𝑠3(𝑖𝑛𝑣𝑐𝑜𝑙𝑖) + 𝑠4(𝑖𝑛𝑣𝑇𝑀𝑖) + 𝑠5(𝑝𝑖𝑠𝑜𝑖) + β5 𝑎𝑛𝑖𝑜𝑖 + β6 𝑛𝑢𝑒𝑣𝑜𝑖

+ β7 𝐷𝑒𝑠𝑡𝑟4,𝑖 + β8 𝐷𝑒𝑠𝑡𝑟5,𝑖 + β9 𝐷𝑒𝑠𝑡𝑟6,𝑖 + β10 𝑎𝑠𝑐𝑖 + β11 𝑡𝑒𝑟𝑚𝑖 + ε𝑖 

Para la regresión cuantílica, se exploraron distintos niveles de cuantiles —equivalentes a 

fracciones específicas de la distribución condicional— con el fin de determinar el valor que 

minimizara la llamada función de pérdida pinball. Este procedimiento permitió seleccionar la versión 

del modelo que mejor representó el comportamiento central del valor unitario por metro cuadrado, 

garantizando estabilidad en los coeficientes y reduciendo la influencia de observaciones extremas: 

𝑄𝑦𝐵𝐶|𝑥0.25 = 𝛽0 + 𝛽1𝑖𝑛𝑣𝑎𝑟𝑒𝑎 + 𝛽2𝑒𝑑𝑎𝑑𝑖𝑛𝑣 + 𝛽3𝑑𝑜𝑡 + 𝛽4𝑝𝑖𝑠𝑜 + 𝛽5𝑛𝑢𝑒𝑣𝑜 + 𝛽6𝑒𝑠𝑡𝑟4

+ 𝛽7𝑒𝑠𝑡𝑟5 + 𝛽8𝑒𝑠𝑡𝑟6 + 𝛽9𝑎𝑠𝑐 + 𝛽10𝑡𝑒𝑟𝑚 + β11𝑎𝑛𝑖𝑜 + β12𝑖𝑛𝑣𝑝𝑎𝑟𝑞

+ β13𝑖𝑛𝑣𝑐𝑜𝑙] 

En el caso del bosque aleatorio, la elección de la configuración óptima se realizó mediante la 

comparación del error cuadrático medio y del error absoluto medio en predicciones fuera de muestra. 

Se ajustaron distintos valores del número de árboles y del número de variables consideradas en cada 

división, identificando la combinación que produjo el menor error promedio y la mayor proporción 

de varianza explicada. Adicionalmente, se evaluó la importancia relativa de cada predictor, con el fin 

de contrastar su contribución frente a los resultados de los modelos econométricos: 

[𝑦𝐵𝐶̂(𝑥) =
1

𝐵
∑𝑓𝑏(𝑥)]

𝐵

𝑏=1

 

La validación cruzada se implementó con el objetivo de estimar el error de 

generalización y garantizar la estabilidad de los resultados obtenidos en los distintos modelos 

de regresión analizados. Este procedimiento permitió evaluar la capacidad predictiva real de 

cada modelo, evitando el sobreajuste y verificando la consistencia de las métricas al 

modificar las particiones del conjunto de datos. Para ello, se aplicó una validación cruzada 

del tipo K-fold con esquemas aleatorios repetidos, en la cual el conjunto de observaciones se 

dividió en K subconjuntos de igual tamaño. En cada iteración, uno de los subconjuntos se 

destinó a validación y los K−1 restantes al entrenamiento del modelo, de modo que todas las 

observaciones fueron utilizadas tanto para entrenamiento como para validación en diferentes 

pliegues. 
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En cada ciclo se obtuvieron predicciones out-of-fold (OOF), a partir de las cuales se 

calcularon los indicadores de desempeño: el error absoluto medio (MAE), la raíz del error 

cuadrático medio (RMSE) y el coeficiente de determinación ( 𝑅2 ). Estas métricas se 

calcularon en la escala original de la variable dependiente, aplicando la transformación 

inversa de Box–Cox cuando correspondía. Adicionalmente, los residuos OOF se emplearon 

para verificar la independencia espacial mediante la prueba de Moran, con el fin de asegurar 

que la estructura de validación no introdujera dependencia entre los pliegues ni sesgos 

espaciales en las predicciones. 

Para determinar el número óptimo de pliegues, se evaluaron los valores                            

K = {3,4,5,6,7,8,10}, repitiendo el procedimiento en cada caso para garantizar la estabilidad 

de los resultados. Se adoptó la regla del 1-SE, según la cual se consideran equivalentes los 

valores de K cuyo RMSE promedio se encuentra dentro de una desviación estándar del 

mínimo obtenido. Los resultados evidenciaron que los valores de K entre 6 y 10 presentan 

un desempeño similar, con diferencias inferiores al 2 % en las métricas promedio. En 

consecuencia, se seleccionó K=10 como el valor definitivo, dado que ofrece una estimación 

más estable del error de generalización, maximiza la proporción de datos utilizada para el 

entrenamiento (90 %) y mantiene un costo computacional razonable. 

Posteriormente, la validación cruzada se ejecutó con 20 repeticiones independientes 

utilizando K=10, con el propósito de obtener métricas promedio más estables y reducir la 

varianza asociada a la partición aleatoria de los datos. Cada repetición generó diez particiones 

distintas del conjunto de observaciones, totalizando 200 evaluaciones por modelo, cuyos 

resultados se promediaron para estimar los valores medios y sus desviaciones estándar. Este 

esquema permitió alcanzar una estabilidad estadística adecuada (coeficiente de variación del 

RMSE inferior al 5 %) y una consistencia en el orden relativo de desempeño entre los 

modelos, asegurando que las métricas reportadas reflejen de manera confiable su capacidad 

predictiva general. 
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Modelo MAE_mean MAE_sd RMSE_mean RMSE_sd R2_mean R2_sd 

OLS 5578591 53362.7 774148 77445.3 0.693585 0.039191 

RLM 577813 52811.0 770444 76091.8 0.696256 0.040566 

GAM 564039 40166.7 748014 66529.6 0.714286 0.028616 

RQ 

( 𝜏 =

0.25) 

682350 84298.9 919128 112679.1 0.566316 0.081043 

RF 435856 42401.4 591953 66013.6 0.818442 0.040824 

Tabla 4 Comparación Validación Cruzada 

El contraste entre MAE_mean y RMSE_mean confirma dos hechos: (i) Random 

Forest (RF) domina en precisión promedio y mantiene variabilidad acotada entre pliegues 

(sd baja), lo que sugiere buena calibración en todo el rango de precios; (ii) los modelos 

lineales y robustos (OLS/RLM) muestran errores en colas más marcados (RMSE 

relativamente alto respecto a su MAE), en línea con la heterocedasticidad remanente 

diagnosticada. El GAM se ubica de forma consistente en segundo lugar de precisión, con 

mejoras claras frente a OLS/RLM y R² superior, aunque con sd más amplia: su rendimiento 

depende algo más de la zona retenida, lo que es esperable en modelos que capturan no 

linealidades locales. La regresión cuantílica (𝜏 = 0.25) entrega un MAE competitivo —

propio de optimizar el centro de la distribución—, pero RMSE más alto, indicando 

sensibilidad a errores grandes en extremos. 
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La comparación de los cinco modelos especificados revela un panorama diferenciado 

en términos de eficiencia predictiva, pero más importante aún, en la identificación de cuál 

especificación captura adecuadamente la estructura espacial necesaria para la 

implementación del kriging de residuos. Los modelos de regresión lineal (OLS y RLM) 

exhiben errores medios absolutos similares, posicionándose como refrencia de comparación, 

aunque su capacidad explicativa (R²) es inferior a especificaciones más flexibles. El modelo 

aditivo generalizado (GAM) demuestra mejora sustancial en precisión predictiva, reflejada 

en reducción de errores MAE y RMSE así como incremento de R², evidenciando que la 

flexibilidad funcional captura patrones no lineales relevantes para la valoración inmobiliaria. 

La regresión cuantílica (RQ al cuantil 0.25) presenta errores notablemente mayores 

que GAM, reflejando que su enfoque en el segmento inferior de la distribución condicional 

resulta menos eficiente para predicción agregada en términos de media poblacional. Random 

Forest (RF), por su parte, alcanza la mayor capacidad predictiva en términos de R² e introduce 

reducciones significativas en ambas métricas de error, sugiriendo que las interacciones y no 

linealidades capturadas por la estructura arbórea generan ganancias predictivas marginales 

respecto a GAM. 

Estas métricas de desempeño, sin embargo, deben contextualizarse en función del 

objetivo analítico de este trabajo: la predicción de COP/m² con incorporación de estructura 

Ilustración 29 MAE Y RMSE modelos candidatos 
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espacial mediante kriging de residuos. En este contexto, la selección del modelo óptimo no 

puede basarse únicamente en minimización de error de predicción puntual, sino que requiere 

simultáneamente la presencia de dependencia espacial significativa en los residuos, 

condición estadística indispensable para que la interpolación espacial aporte ganancia 

explicativa adicional. 

La evaluación del índice de Moran en los residuos retrotransformados de cada modelo 

revela diferencias fundamentales en la presencia de autocorrelación espacial explotable. Los 

modelos OLS, RLM y RQ exhiben autocorrelación positiva robusta y altamente significativa, 

con valores de I que oscilan entre 0.208 y 0.22 y estadísticos z superiores a 18, todos con p-

valores prácticamente nulos. Esta estructura positiva y significativa en los residuos indica 

que observaciones espacialmente próximas tienden a presentar residuos de magnitud similar, 

reflejando procesos de valoración que operan mediante proximidad geográfica. Desde la 

óptica de modelamiento espacial, estos residuos estructurados constituyen exactamente el 

insumo requerido para kriging: variación residual que es predecible a partir de la localización. 

El GAM mantiene autocorrelación espacial significativa (I = 0.15, z = 14.01, p < 6.2e-

45), aunque de menor magnitud relativa que OLS/RLM/RQ. A pesar de la reducción, la 

significancia estadística robusta confirma que incluso después de capturar relaciones no 

lineales mediante funciones suavizadas, persiste estructura espacial remanente en los 

residuos. Esta persistencia no representa fallo del modelo GAM, sino evidencia de que los 

determinantes econométricos de valoración (edad, área, dotación, accesibilidad) capturan la 

heterogeneidad de atributos, pero existen procesos geográficos localizados (factores 

ambientales omitidos, dinámicas de vecindario, mercados submicro) que generan 

covariación espacial en los precios no explicada por predictores observables. El kriging de 

estos residuos permite explotar esta estructura para mejorar predicciones locales. 

Random Forest presenta un patrón radicalmente diferente: ausencia de 

autocorrelación espacial significativa (I = -0.026, z = -2.33, p < 0.99). La falta de estructura 

espacial en residuos de RF implica que el modelo ha capturado integralmente la variación 

predecible a partir de los predictores especificados, dejando una componente residual que se 

comporta aleatoriamente en el espacio. Aunque RF logra máxima precisión predictiva 
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puntual, la ausencia de dependencia espacial explotable significa que un kriging de residuos 

aportaría ganancia marginal limitada o nula, ya que no existe estructura continua interpolable. 

La selección del modelo óptimo para la fase de kriging requiere balancear dos 

criterios frecuentemente tensionados: (i) eficiencia predictiva y (ii) presencia de dependencia 

espacial remanente. El modelo GAM emerge como la especificación óptima bajo este trade-

off por las siguientes razones: primero, logra R² de 0.714, demostrando capacidad explicativa 

sustancial que supera modelos lineales convencionales e incorpora no linealidades de orden 

superior. Segundo, y crítico para el objetivo de kriging, mantiene autocorrelación espacial 

positiva significativa en sus residuos, confirmando que la variación espacial continúa siendo 

un componente predecible y modelable mediante interpolación geoestadística. 

En contraste, aunque Random Forest alcanza máxima precisión puntual (R² = 0.818), 

la ausencia de estructura espacial residual invalida la aplicación de kriging como técnica 

complementaria de mejora. La selección de RF haría innecesaria la fase geoestadística y 

dejaría sin aprovechar una dimensión fundamental del fenómeno de valoración inmobiliaria: 

la continuidad espacial de los precios. Por otro lado, RQ, aunque mantiene dependencia 

espacial explotable, exhibe errores predictivos superiores a GAM, resultando en insumos de 

kriging de peor calidad inicial. 

OLS y RLM, a pesar de presentar dependencia espacial robusta, tienen R² reducidos 

(0.69-0.70), lo que implica que un kriging basado en sus residuos, aunque tenga éxito en 

capturar estructura espacial, operaría sobre una base de predicciones menos precisas, 

limitando la potencial ganancia del modelamiento integrado. 

La viabilidad de cada modelo está condicionada al cumplimiento de supuestos específicos. 

Los modelos lineales (OLS, RLM) requieren ausencia de multicolinealidad sustancial entre 

predictores, linealidad en la relación condicional, homocedasticidad y, para inferencia 

estadística clásica, normalidad de errores. Bajo estas condiciones, OLS/RLM generan 

estimadores insesgados y eficientes. Sin embargo, como se documentó en secciones 

anteriores, los datos presentan apartamientos sistemáticos de normalidad y 

heterocedasticidad, comprometiendo la validez de las inferencias clásicas. 
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El GAM relaja el supuesto de linealidad mediante funciones suavizadas flexibles, 

manteniendo validez bajo desviaciones moderadas de normalidad e introduciendo robustez 

relativa a heterocedasticidad mediante la penalización de complejidad en REML. Sin 

embargo, requiere que no exista colinealidad extrema entre predictores (requisito que la 

matriz de correlaciones respalda) y que la dimensión de base k sea suficiente pero no 

excesiva. La validación mediante k.check confirmó adecuación en la parametrización. 

La regresión cuantílica no asume distribución específica de errores, resultando 

robusta a outliers y heterocedasticidad por construcción. Sin embargo, produce estimaciones 

para un cuantil específico de la distribución condicional, no para la media poblacional, 

limitando su utilidad cuando el objetivo es predicción agregada de precios típicos. 

Random Forest no asume forma funcional específica ni distribución de errores, 

capturando automáticamente interacciones complejas. No requiere estandarización de 

predictores ni cumple supuesto de normalidad. No obstante, su validez predictiva depende 

de suficiente tamaño muestral para estabilizar la estructura arbórea y evitar sobreajuste, 

condición que la muestra presente respalda. 

Para kriging, el requisito fundamental es la presencia de autocorrelación espacial 

significativa en residuos y, idealmente, que estos residuos presenten distribución 

aproximadamente normal con media cero y varianza relativamente estable en el espacio. El 

GAM satisface ambas condiciones: autocorrelación espacial robusta (p < 2.2e-16) y residuos 

que, aunque presentan ligera heterocedasticidad, no muestran desviaciones extremas de 

normalidad. 

En síntesis, la evaluación comparativa de modelos identifica al GAM como 

especificación óptima para la siguiente fase de modelamiento espacial. Su equilibrio entre 

capacidad explicativa (R² = 0.714), precisión predictiva (MAE y RMSE competitivos), 

presencia de dependencia espacial remanente significativa en residuos (I = 0.15, p < 6.2e-45) 

y cumplimiento de supuestos compatibles con kriging lo posiciona como plataforma analítica 

idónea para la integración de estructura espacial. Las predicciones puntuales del GAM 

constituirán los insumos base para kriging ordinario de residuos, aprovechando la 

continuidad espacial documentada para producir superficies de valoración (COP/m²) 
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localmente adaptadas y coherentes con la realidad geográfica del mercado inmobiliario 

estudiado. 

5.6.3. Interpolación espacial mediante Regresión-Kriging.  

 

Una vez concluido el proceso de selección de familia, términos y dimensión base, el 

modelo aditivo generalizado final se ajustó mediante penalización REML y opción select = 

TRUE, permitiendo que la propia estimación atenúe los términos sin soporte estadístico. La 

formulación obtenida combina componentes lineales y suavizados, representando de manera 

conjunta los efectos de tamaño, accesibilidad y características físicas del inmueble, junto con 

variables de estado, estrato y año de construcción. Esta estructura ofrece una aproximación 

flexible que incorpora la no linealidad observada en las variables continuas, manteniendo una 

interpretación económica coherente y evitando el sobreajuste. 

𝒚𝒊
(𝑩𝑪) = 𝛃𝟎 + 𝛃𝟏 𝒊𝒏𝒗𝒂𝒓𝒆𝒂𝒊 + 𝛃𝟐 𝒊𝒏𝒗𝒑𝒂𝒓𝒒𝒊 + 𝛃𝟑 𝒊𝒏𝒗𝒗𝒊𝒂𝒔𝒊 + 𝛃𝟒 𝒊𝒏𝒗𝒄𝒆𝒏𝒕𝒊 + 𝒔𝟏(𝒆𝒅𝒂𝒅𝒊𝒏𝒗𝒊)

+ 𝒔𝟐(𝒅𝒐𝒕𝒊) + 𝒔𝟑(𝒊𝒏𝒗𝒄𝒐𝒍𝒊) + 𝒔𝟒(𝒊𝒏𝒗𝑻𝑴𝒊) + 𝒔𝟓(𝒑𝒊𝒔𝒐𝒊) + 𝛃𝟓 𝒂𝒏𝒊𝒐𝒊

+ 𝛃𝟔 𝒏𝒖𝒆𝒗𝒐𝒊 + 𝛃𝟕 𝑫𝒆𝒔𝒕𝒓𝟒,𝒊 + 𝛃𝟖 𝑫𝒆𝒔𝒕𝒓𝟓,𝒊 + 𝛃𝟗 𝑫𝒆𝒔𝒕𝒓𝟔,𝒊 + 𝛃𝟏𝟎 𝒂𝒔𝒄𝒊 + 𝛃𝟏𝟏 𝒕𝒆𝒓𝒎𝒊

+ 𝛆𝒊 

 

Ilustración 30 Funciones suavizadas de GAM Final 
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En conjunto, las funciones suavizadas del modelo GAM evidencian relaciones no 

lineales coherentes con los fundamentos económicos de la valoración inmobiliaria. Las 

covariables de antigüedad, dotación, accesibilidad educativa y transporte masivo presentan 

efectos diferenciados que capturan dinámicas de depreciación, equipamiento y localización, 

mientras que el piso conserva un gradiente vertical positivo con retornos decrecientes. Estas 

formas suavizadas, con bandas de confianza estrechas y sin oscilaciones espurias, confirman 

la estabilidad del ajuste y la adecuada selección de la dimensión base. El componente 

paramétrico complementa la interpretación al reflejar la incidencia esperada de atributos 

socioeconómicos y de estado del inmueble, consolidando al GAM como una especificación 

flexible capaz de representar la heterogeneidad del mercado sin pérdida de interpretabilidad. 

El chequeo de base no sugiere sobreajuste y confirma que la dimensión 𝑘 adoptada 

es suficiente para las curvaturas observadas. Tras retrotransformar a nivel (𝐶𝑂𝑃 𝑚2⁄ )el 

modelo logra MAE ≈ 564 mil 𝐶𝑂𝑃 𝑚2⁄  y RMSE ≈ 748 mil 𝐶𝑂𝑃 𝑚2⁄  con un coeficiente de 

determinación promedio de 𝑅2 = 0.71 . Estas métricas sitúan al GAM como una 

especificación flexible y competitiva frente a los modelos lineales y robustos, al capturar de 

manera más eficiente la variación no lineal del mercado. Los residuos mantienen una 

autocorrelación espacial positiva, lo que respalda la aplicación posterior del esquema de 

regresión kriging para modelar la dependencia espacial remanente. 

 

Ilustración 31 Gráficos GAM Final 
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Los residuos utilizados corresponden al modelo aditivo generalizado (GAM) ajustado 

sobre la variable transformada mediante Box–Cox, una vez depurados los efectos 

sistemáticos capturados por los predictores. Dichos residuos fueron extraídos y almacenados 

como objeto independiente para garantizar su trazabilidad en el proceso geoestadístico. 

Posteriormente, se alinearon con las filas efectivamente usadas por el modelo, se depuraron 

observaciones con coordenadas o valores no finitos y se eliminaron duplicados exactos de 

ubicación para evitar inestabilidades en el ajuste. Adicionalmente, se aplicó un recorte 

simétrico del 0.045 % en los extremos de la distribución de residuos, con el fin de mitigar la 

influencia de valores atípicos en la estimación del variograma empírico. 

Una vez depurada la información, los residuos obtenidos constituyen el componente 

estocástico del modelo —representado como 𝜀(𝑠)— el cual recoge la dependencia espacial 

remanente no explicada por la tendencia sistemática 𝑚(𝑠). Bajo este enfoque, el valor 

observado en una localización 𝑠 se expresa como la suma de ambos componentes, 𝑍(𝑠) =

𝑚(𝑠) + 𝜀(𝑠). Dado que el modelo GAM elimina la tendencia global y estabiliza la media del 

proceso, se satisface el supuesto de estacionaridad de segundo orden, al mantener una media 

aproximadamente constante y una varianza homogénea en el dominio espacial analizado. 

Con el fin de validar la estructura de dependencia espacial presente en los residuos 

del modelo GAM y seleccionar el modelo de variograma más adecuado para el krigeado, se 

construyó un variograma empírico sobre los residuos transformados mediante Box-Cox. Este 

variograma empírico se calculó utilizando distancias en proyección EPSG:9377 (metros). En 

lugar de un cuantil de referencia, la distancia máxima considerada para el cálculo del 

variograma se fijó como la mitad de la distancia máxima entre observaciones (𝑐𝑢𝑡𝑜𝑓𝑓 =

0.5 × 𝑑𝑚𝑎𝑥) , siguiendo las recomendaciones de estabilidad propuestas para datos 

distribuidos irregularmente. El espacio de distancias se discretizó en 12 intervalos (bins) con 

una densidad mínima de 12 pares por clase, lo que permitió mantener una adecuada 

resolución de la estructura espacial sin comprometer la consistencia estadística de las 

estimaciones. 

En términos geoestadísticos, el nugget (𝐶0) representa la porción de varianza no 

explicada por la estructura espacial, asociada a errores de medición, microvariabilidad o 

discontinuidades a escalas menores que la resolución de muestreo. Por su parte, la sill total 
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(𝐶0 + 𝐶1) refleja la varianza global del proceso, es decir, el nivel en el cual la semivarianza 

se estabiliza y deja de incrementarse con la distancia, indicando la transición hacia la 

independencia espacial. La relación entre ambos componentes, expresada como 𝐶0/ (𝐶0 +

𝐶1) , constituye el índice de dependencia espacial (IDE), a partir del cual se evalúa la 

continuidad del fenómeno. Valores del IDE inferiores a 0.25 indican dependencia fuerte, 

entre 0.25 y 0.75 dependencia moderada, y superiores a 0.75 dependencia débil. 

Sobre este variograma empírico se ajustaron mediante mínimos cuadrados 

ponderados (WLS) tres modelos teóricos candidatos: esférico (Sph), exponencial (Exp) y 

Gaussiano (Gau), El criterio de selección entre modelos se fundamentó en la minimización 

de la suma ponderada de errores cuadráticos (SSE_WLS), que cuantifica la discrepancia entre 

la semivarianza empírica observada y la semivarianza modelada, ponderando adecuadamente 

los intervalos de distancia (bins) por su número de pares para reflejar la confiabilidad relativa 

de cada estimación.  

 

Ilustración 32 Variograma Empírico 

El ajuste de candidatos a modelos teóricos del variograma reveló diferencias en la 

capacidad de cada especificación para reproducir fielmente la estructura empírica observada. 
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El modelo exponencial se caracteriza por una aproximación gradual y asintótica a la meseta, 

resultando en subestimación de la semivarianza en distancias intermedias. El modelo 

Gaussiano, por su parte, exhibe una curvatura pronunciada cercana al origen, ocasionando 

sobreestimación inicial de la dependencia espacial. En contraste, el modelo esférico alcanza 

la meseta de forma rápida y definida, minimizando el error ponderado de mínimos cuadrados 

ponderados respecto a las observaciones empíricas, demostrando así la mayor fidelidad a los 

datos observados. 

La selección del modelo esférico se fundamenta en su capacidad para reproducir con 

precisión la continuidad espacial observada en los datos, su delimitación clara del rango de 

dependencia, y su conformidad con el principio de parsimonia y fidelidad empírica. Esta 

especificación garantiza que la interpolación espacial mediante kriging ordinario de residuos 

opera bajo un modelo teórico robusto y estadísticamente validado. 

El análisis de isotropía espacial se ejecutó bajo la generación de variogramas 

direccionales, evaluados en cuatro azimutes o direcciones (0°, 45°, 90° y 135°), esto 

proporciona evidencia empírica sobre la estructura anisotrópica de la dependencia espacial 

en los residuos del modelo GAM. La interpretación conjunta de estos cuatro paneles revela 

el comportamiento direccional de la varianza residual en función de la orientación espacial. 

Los cuatro variogramas direccionales presentan comportamientos notablemente 

similares, con nubes de puntos dispersas alrededor de niveles de semivarianza comparables 

para distancias equivalentes. En particular, no se observan diferencias sistemáticas marcadas 

entre direcciones: los puntos empíricos en 0° (norte-sur), 45° (diagonal), 90° (este-oeste) y 

135° (diagonal inversa) convergen aproximadamente al mismo rango (aproximadamente 

500-700 metros en las mesetas observadas) sin mostrar elongación o compresión preferencial 

en ninguna orientación específica. Esta convergencia direccional indica isotropía espacial, es 

decir, la estructura de dependencia es invariante a la dirección de búsqueda, confirmando que 

la continuidad espacial de los precios no está orientada preferentemente hacia ningúna 

dirección particular. Esto es particularmente relevante en contextos urbanos inmobiliarios 

donde, aunque existen patrones de zonificación y estructura urbana, la dependencia de 

precios por proximidad no presenta sesgos direccionales pronunciados: el precio de un 
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inmueble depende de su cercanía a servicios, no de si esa cercanía ocurre hacia el norte, sur, 

este u oeste. 

 

Ilustración 33 Variograma direccional - Isotropía 

Finalmente, el variograma ajustado corresponde a un modelo Gaussiano, 𝐶0 =

 1.30 × 10−9, 𝐶1 =  1.67 × 10−9, 𝐶0 + 𝐶1 =  2.96 × 10
−9, lo que implica un IDE inferior 

a 0.5 y, por tanto, una dependencia espacial moderadamente fuerte, donde la mayor parte de 

la variabilidad se explica por la estructura espacial modelada y no por el ruido aleatorio. El 

rango efectivo 𝑎 ≈ 168.30 metros representa la distancia límite hasta la cual los residuos 

mantienen autocorrelación positiva lo que es lógico con el tamaño de las manzanas catastrales 

en la zona; más allá de este alcance, los valores pueden considerarse independientes.  

Esta elección es coherente con la naturaleza del fenómeno inmobiliario estudiado, 

sugiere que los precios de inmuebles ubicados a menos de la distancia definida por el rango 

presentan correlación espacial significativa, posiblemente reflejando efectos de microzonas 

con características homogéneas o mercados con composición demográfica similar. Más allá 

de este umbral, los residuos se comportan como espacialmente independientes, indicando 

que la heterogeneidad de localización ya no está estructurada por proximidad geográfica sino 

por factores específicos de localización no capturados por los predictores del GAM. El 

variograma esférico, al capturar esta transición con mayor precisión, proporciona la base 
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geoestadística óptima para la interpolación de residuos y la producción de superficies 

continuas de valoración espacialmente consistentes. 

 

Ilustración 34 Variograma 

Con el variograma ajustado, se procedió a la interpolación de los residuos mediante 

kriging ordinario sobre una grilla proyectada en EPSG:9377. Este proceso utilizó el modelo 

teórico de semi varianza 𝛾(ℎ) definido previamente. 

El mapa de kriging de residuos (izquierda) muestra la superficie interpolada en la 

escala Box–Cox, la cual representa la componente estocástica del modelo luego de remover 

la tendencia explicada por el GAM. Los valores interpolados no corresponden directamente 

a unidades monetarias, sino a residuos transformados que reflejan los ajustes locales que el 

modelo geoestadístico introduce sobre la predicción base. Su distribución espacial evidencia 

parches de sobre y subestimaciones coherentes con el alcance estimado (168.30 m), lo que 

confirma la existencia de continuidad espacial moderada y una estructura de dependencia 

bien representada por el modelo 𝛾(ℎ).  

El mapa de varianza de kriging (derecha) expresa la incertidumbre o error de 

predicción (𝜎𝑘
2) asociado a la estimación en cada punto. Las zonas con mayor densidad de 

datos presentan varianza reducida —indicando estimaciones más confiables—, mientras que 

los valores altos se concentran hacia los bordes o en áreas con menor número de 
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observaciones, donde el error aumenta por la falta de información vecina. Este patrón es 

coherente con el principio de vecindad del kriging y con la estructura del variograma 

ajustado. 

 

Ilustración 35 Kriging de Residuos y Varianza de Kriging 

Con el fin de evaluar la calidad del modelo geoestadístico, se aplicó una validación cruzada 

tipo leave-one-out (LOO) sobre los residuos transformados. Este procedimiento consiste en 

excluir iterativamente cada observación, estimar su valor mediante kriging con las restantes 

y comparar la predicción con el valor observado. A partir de los resultados obtenidos se 

calcularon indicadores de ajuste y consistencia estadística del modelo. 

El error medio (ME) fue de 1.19 × 10⁻⁸, valor cercano a cero que indica ausencia de sesgo 

sistemático en las estimaciones. El error cuadrático medio (RMSE) alcanzó 4.91 × 10⁻⁵, lo 

que evidencia una adecuada precisión del modelo dentro de la escala Box–Cox. El estadístico 

MSNE (media de los residuos estandarizados al cuadrado) resultó igual a 0.896 se encuentra 

próximo a la unidad, lo que sugiere una calibración adecuada de la varianza de kriging frente 

a los errores observados, aunque con una ligera tendencia a la sobreestimación de la varianza 

(valores menores a 1 indican predicciones algo más conservadoras). Asimismo, la desviación 

estándar de los z-scores (𝑠𝑑(𝑧) = 0.947) confirma que la dispersión de los errores se ajusta 

a lo esperado bajo normalidad estándar, mientras que la cobertura empírica del 95.4 % para 
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el intervalo |z| ≤ 1. muestra una correspondencia prácticamente perfecta con el nivel teórico 

del 95 %, lo que refuerza la consistencia del modelo. El coeficiente de correlación entre 

valores observados y predichos (𝑅 = 0.43;  𝑅² = 0.18)  muestra una relación moderada, 

suficiente para sustentar la validez del modelo de variograma y la continuidad espacial 

estimada.  

 

Ilustración 36Ilustración Validación cruzada Leave One Out 

El proceso de interpolación final se desarrolló a partir de los resultados del modelo aditivo 

generalizado (GAM) ajustado en la escala transformada mediante Box–Cox. A partir de la base de 

datos validada, se identificaron las coordenadas de cada observación y se reproyectaron al sistema 

MAGNA–SIRGAS Origen Nacional (EPSG:9377), con el fin de garantizar unidades métricas 

homogéneas y consistencia espacial. Se eliminaron duplicados de ubicación y se generó una grilla 

regular con resolución de 40 m y un buffer de 200 m alrededor del dominio muestral, lo que permitió 

extender el cálculo de las predicciones y suavizar posibles discontinuidades en los bordes del área de 

estudio. 

Para cada celda de la grilla se reconstruyeron las variables explicativas requeridas por el 

modelo, con el único propósito de permitir la evaluación del GAM en todo el dominio espacial. Dado 

que en la mayoría de las celdas no existen observaciones directas de las covariables, se aproximaron 

únicamente los valores faltantes a partir de la información disponible. El modelo GAM requiere 

contar con todas las variables de entrada en cada punto donde se desea predecir, ya que cada término 
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suavizado o paramétrico depende de dichas entradas. Por esta razón, las covariables numéricas se 

estimaron mediante distancia inversa ponderada (p=2) y las categóricas por vecino más cercano, 

preservando los niveles definidos en el ajuste original. Este procedimiento no forma parte del proceso 

de interpolación geoestadística ni afecta la estimación por kriging, ya que únicamente provee los 

valores auxiliares necesarios para calcular la tendencia 𝑚 ̂𝐵𝐶(𝑠) en cada punto. Con las covariables 

reconstruidas se evaluó el modelo GAM en toda la grilla, obteniendo la superficie continua de 

tendencia 𝑚 ̂𝐵𝐶(𝑠) , correspondiente a la parte del valor explicada por los atributos físicos y de 

entorno del inmueble.  

La predicción total en la escala transformada se calculó como la suma de la componente 

determinística y la estocástica: 

𝑍𝐵𝐶(𝑠) = 𝑚𝐵𝐶̂(𝑠) + ε𝐵𝐶̂(𝑠) 

Posteriormente, se aplicó la inversa de la transformación Box–Cox (λ=−0.478) con el fin de 

expresar las predicciones en unidades monetarias (COP/m²). Esta operación constituye únicamente 

un cambio de escala y no altera la estructura espacial ni las relaciones relativas entre valores, ya que 

la función inversa de Box–Cox es monótona y preserva el orden de las predicciones. En consecuencia, 

las áreas con valores altos o bajos en la escala transformada mantienen la misma jerarquía tras la 

reexpresión, permitiendo interpretar la superficie final directamente en términos económicos. 

𝑍̂(𝑠) = [ λ 𝑍𝐵𝐶(𝑠) + 1 ]
1/λ 

El resultado es una superficie continua de valor por metro cuadrado (COP/m²) que integra 

simultáneamente la estructura sistemática del GAM y la dependencia espacial modelada mediante 

kriging. Que finalmente se ilustra de la siguiente manera:  
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Ilustración 37 Predicción valor por metro cuadrado final 

 

5.6.4. Generación de mapas temáticos y análisis espacial de resultados.  

Para estandarizar la lectura cartográfica, los valores predichos en 𝐶𝑂𝑃 𝑚2⁄  se 

redondearon al múltiplo de $10.000 más cercano y se presentaron con formato monetario 

colombiano en leyendas y etiquetas. Esto garantiza clases “cerradas” y comparables en el 

mapa (evita colas de valores muy finos) y mejora la comunicación: el lector ve cifras en $ 

𝐶𝑂𝑃 𝑚2⁄  con separadores de miles y, cuando conviene, en millones con dos decimales.  

 

Ilustración 38 Redondeo de Cifras 
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Para la visualización final se elaboró un mapa de colores graduados usando como 

campo temático Valor_COP_m2, obtenido de la predicción final y recortado con la capa de 

manzanas catastrales para ajustar la superficie al límite urbano, eliminar celdas fuera del 

ámbito y mejorar la legibilidad. La clasificación se hizo con Rupturas naturales (Jenks) en 7 

clases, y se aplicó una rampa amarillo→rojo (claros = valores bajos; rojos = altos). Las 

etiquetas se formatearon con símbolo $ y separadores de miles, tras redondear los valores al 

múltiplo de $10.000 más cercano. Con esta simbología, el mapa muestra un rango 

aproximado de $4.010.000 a $8.370.000 por m² en el área de estudio, ya alineado a la 

morfología de las manzanas y listo para la salida cartográfica. 

   

Ilustración 39 Simbología y Corte 

Para la salida cartográfica final se compuso un rótulo en un diseño tipo layout que 

garantiza lectura y trazabilidad: se fijó un título claro (“Valor de metro cuadrado de área 

privada”), leyenda con 7 clases en 𝐶𝑂𝑃 𝑚2⁄  (formateadas con símbolo $ y separadores de 

miles) correspondiente al mapa de colores graduados, barra de escala (1:30.000) y flecha 

norte. Se añadieron mapas de ubicación (Colombia y Bogotá D.C) para contexto espacial y 

un bloque de metadatos con sistema de referencia MAGNA–SIRGAS / Bogotá (EPSG:9377), 

parámetros de proyección, fuente de datos base (OpenStreetMap/Esri) y créditos 

institucionales (Universidad Distrital – Facultad de Ingeniería).  
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Ilustración 40 Salida Gráfica Final 
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6. RESULTADOS 

 

El mapa de valor unitario resultado de la regression-kriging muestra una superficie 

continua con rangos entre $4,07 y $8,37 millones 𝐶𝑂𝑃 𝑚2⁄  (clases definidas con rupturas 

naturales. Las zonas de mayor valor (tonos rojo-rojizos, superiores a $6,1 millones COP/m²) 

se concentran principalmente a lo largo de los corredores de la Avenida Carrera 72 y la 

Avenida Calle 170, extendiéndose hacia los sectores de Mazurén, Iragua, San José de Bavaria 

y parte de Gilmar. Estos sectores presentan altos niveles de consolidación residencial y 

dotacional, caracterizados por conjuntos cerrados de estratos 5 y 6, edificaciones recientes 

con buena calidad constructiva, presencia de comercio especializado, instituciones 

educativas privadas de alto nivel y una red vial estructurante que garantiza accesibilidad 

metropolitana. Este conjunto de factores consolida un entorno urbano de alta demanda, donde 

el valor del suelo refleja tanto la ubicación estratégica como la percepción de calidad 

ambiental y seguridad. La presencia de grandes equipamientos —como universidades, 

colegios, centros religiosos y supermercados ancla— contribuye a sostener la valorización 

del entorno, reforzando la concentración de precios en torno a estos núcleos. 

En contraste, las zonas de valor medio (entre $5,1 y $6,1 millones COP/m², tonos 

anaranjados) corresponden a sectores consolidados de uso predominantemente residencial 

con mezcla funcional moderada. Áreas como Britalia y Cantagallo presentan una morfología 

urbana regular y homogénea, con predominio de conjuntos multifamiliares de estratos 4 y 5, 

cercanía a equipamientos de escala zonal (colegios distritales, parques, centros comerciales) 

y accesos directos a corredores secundarios como la Carrera 55 o la Calle 163.  

Por su parte, las zonas de menor valor (tonos amarillos, inferiores a $4,6 millones 

COP/m²) se ubican hacia los bordes noroccidentales y surorientales de la UPL, especialmente 

en sectores como Granada Norte, Britalia Alta y áreas periféricas próximas a la Carrera 9 o 

los límites de Suba Cerros en donde se colinda con área rural de Bogotá. En estos sectores el 

tejido urbano se vuelve más discontinuo, con presencia de predios de mayor tamaño, baja 

densidad, edificaciones antiguas, propiedades horizontales constituidas sobre casas comunes 

sin dotación comunal y menor integración al sistema vial estructurante. La oferta de servicios 

urbanos es más dispersa y los equipamientos de impacto metropolitano escasean, lo que 
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reduce la capacidad de capitalización del suelo y explica los niveles inferiores de valor 

predicho. Estos resultados coinciden con la lógica de gradiente de centralidad decreciente, 

donde la distancia a los corredores principales y la menor dotación urbana implican una 

disminución progresiva del precio unitario. 

En conjunto, la superficie estimada describe un patrón de valorización coherente con 

el modelo urbano de Bogotá, en el que los corredores estructurantes actúan como ejes de 

concentración del valor y las áreas residenciales intermedias se estabilizan como zonas de 

transición entre mercados de alta y media densidad económica. La correspondencia entre los 

valores predichos y la distribución real de equipamientos, vías arteriales y usos del suelo 

confirma la capacidad del modelo para reproducir las condiciones espaciales del mercado 

inmobiliario. Además, la existencia de núcleos locales de alta homogeneidad sugiere la 

presencia de microzonas funcionales, donde las características del entorno inmediato —

accesibilidad, calidad urbanística y percepción socioespacial— definen la estructura interna 

del valor en la UPL Britalia y su entorno. 
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7. ALCANCES 

 

Los resultados obtenidos —producto de la integración entre el modelo aditivo 

generalizado (GAM) y el componente geoestadístico por regresión-kriging— cumplen el 

objetivo de estimar y representar espacialmente el valor unitario de los apartamentos en la 

UPL Britalia, generando una lectura coherente y diferenciada a escala intra-barrio. Las 

superficies continuas y los mapas en 𝐶𝑂𝑃 𝑚2⁄  permiten identificar gradientes espaciales, 

microzonas de alta y baja valorización, y contrastes entre sectores homogéneos y 

transicionales, proporcionando una base cuantitativa para el análisis territorial del mercado 

inmobiliario. 

En términos operativos, los productos desarrollados facilitan la interpretación del 

comportamiento espacial del valor del suelo y la detección de inconsistencias locales: 

permiten realizar consultas rápidas por manzana o sector, comparar rangos de valor dentro 

de la UPL y priorizar revisiones de avalúos donde el residuo espacial indica posibles 

desalineaciones del mercado. Su nivel de detalle los hace útiles tanto para tareas de control 

de calidad y depuración de bases masivas, como para procesos de planeación urbana, gestión 

catastral y análisis comercial, al vincular coherentemente la distribución de precios con 

variables de accesibilidad, dotación y consolidación urbana. 

El modelo es reutilizable, trazable y actualizable, ya que la metodología de 

integración datos–modelo–mapa es replicable en otras UPL que cuenten con información 

equivalente (atributos físicos, de entorno y coordenadas precisas). Una nueva actualización 

de la base o del mercado permite reentrenar el GAM y regenerar la superficie de kriging, 

posibilitando monitoreos temporales de la dinámica de precios. 

La escala de decisión natural de los resultados corresponde a la manzana y al sector 

urbano, niveles que garantizan estabilidad estadística y aplicabilidad práctica. Estos insumos 

pueden ser empleados como referencia de precios por zona, apoyo en valoraciones puntuales 

o masivas, y herramienta para analizar impactos de obras públicas, cambios normativos o 

procesos de renovación urbana. 
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En síntesis, el proyecto entrega una línea base cartográfica y cuantitativa de alta 

precisión, que mejora la trazabilidad de los criterios de valoración, reduce los tiempos de 

análisis y favorece la transparencia técnica en la toma de decisiones. Su validez se mantiene 

dentro del dominio espacial y temporal observado —la UPL y el periodo de estudio— y se 

sustenta en buenas prácticas de modelación espacial, incluyendo la validación cruzada, el 

control de autocorrelación residual y la consistencia de unidades monetarias en 𝐶𝑂𝑃 𝑚2⁄ . 
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8. CONCLUSIONES 

 

La integración del modelo aditivo generalizado (GAM) con la interpolación 

geoestadística por regression–kriging demostró ser una estrategia robusta y equilibrada para 

estimar y representar el valor unitario de apartamentos en 𝐶𝑂𝑃 𝑚2⁄  a escala intra-UPL. Esta 

combinación permitió capturar simultáneamente las relaciones no lineales entre las variables 

explicativas y la estructura de dependencia espacial remanente en los residuos, logrando un 

modelo flexible, interpretable y estadísticamente consistente. 

La transformación Box–Cox contribuyó a estabilizar la varianza y mejorar el ajuste 

del GAM, garantizando que los supuestos de homocedasticidad y normalidad fueran más 

plausibles. La validación cruzada espacial evitó la sobreestimación de desempeño por 

filtración, produciendo márgenes de error creíbles y métricas fuera de muestra 

representativas del comportamiento real del modelo al predecir nuevas manzanas. 

En la comparación entre familias de modelos, Random Forest alcanzó la mayor 

precisión bruta dentro de la muestra, pero mostró autocorrelación espacial no significativa en 

los residuos (Moran’s I), lo que limitó su utilidad para la etapa geoestadística. Por el 

contrario, el GAM logró un desempeño similar en error medio, explicó de manera adecuada 

las no linealidades asociadas al tamaño, antigüedad, dotación y accesibilidad, y conservó una 

autocorrelación espacial positiva en los residuos. Esta dependencia espacial justificó su 

elección como modelo base para el kriging, al proveer la señal necesaria para capturar 

patrones locales de variación del mercado. 

El variograma ajustado de tipo esférico, con un rango aproximado de 168.30 metros 

y un nugget apreciable, evidencia que el mercado inmobiliario en la UPL Britalia presenta 

una correlación de corto alcance, donde los cambios de precio tienden a disiparse en unas 

pocas cuadras. Este comportamiento es coherente con la estructura urbana y con la escala de 

homogeneidad de los submercados locales. El mapa de varianza de kriging permitió 

identificar zonas con menor densidad de comparables, señalando áreas donde las 

predicciones deben interpretarse con precaución o priorizarse para futuras campañas de 

captura de datos. 
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Desde el punto de vista aplicado, el modelo ofrece una herramienta útil para 

referenciar valores por zona, respaldar avalúos individuales y monitorear cambios en el 

mercado mediante su reentrenamiento con nuevas observaciones. Además, proporciona 

soporte a la gestión y planificación urbana, al posibilitar la comparación de gradientes de 

valor con la accesibilidad, las dotaciones y la morfología del entorno. 

Existen, sin embargo, limitaciones inherentes al modelo y a los datos empleados. La 

capacidad predictiva depende de la densidad y cobertura espacial de las observaciones, lo 

que restringe la extrapolación fuera del dominio muestral. Asimismo, factores no observados, 

como el estado interior de las unidades, la orientación o la calidad de los acabados, podrían 

explicar parte del nugget identificado. No obstante, la aplicación de un protocolo riguroso de 

validación cruzada espacial, diagnóstico de autocorrelación y evaluación de métricas en nivel 

asegura que los resultados sean defendibles, reproducibles y operativamente útiles dentro del 

ámbito analizado. 
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