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Resumen

En este trabajo se analizó el desempeño de la herramienta EasyOCR en la extracción automática de
información contenida en documentos digitalizados. El estudio se desarrolló a partir de las activi-
dades de procesamiento documental realizadas durante la pasantía en Banco Davivienda, donde se
empleaban herramientas de inteligencia artificial para automatizar la captura de información.

Para la evaluación se implementó EasyOCR sobre un conjunto de 32 cédulas de ciudadanía digitali-
zadas. Se aplicaron técnicas de preprocesamiento de imágenes, incluyendo corrección de orientación
y filtrado gaussiano, y posteriormente se calcularon métricas de precisión para diferentes campos de
información presentes en los documentos.

Los resultados muestran que la configuración compuesta por GPU y preprocesamiento de imáge-
nes alcanzó una precisión general de 90.31%, superando la obtenida mediante la configuración sin
preprocesamiento. Asimismo, se observó que la calidad de las imágenes influye directamente en el
desempeño del sistema, especialmente en campos con una mayor cantidad de texto.

Finalmente, el estudio permitió comprender los principales elementos de la arquitectura CNN+CTC
utilizada por EasyOCR y evidenciar el potencial de este tipo de herramientas para apoyar procesos
de extracción automática de información documental.

Palabras clave: Aprendizaje de máquina, Aprendizaje Profundo, Redes Neuronales Convolucionales,
LSTM, CTC.

Clasificación AMS: 62Jxx, 68T07.
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1 INTRODUCCIÓN

1. Introducción

Durante mi pasantía en Banco Davivienda participé en actividades relacionadas con la automatiza-
ción documental, donde herramientas basadas en inteligencia artificial permitían extraer información
contenida en documentos digitalizados y transformarla en datos estructurados. Observar cómo estas
tecnologías eran capaces de identificar automáticamente texto presente en imágenes y documentos
escaneados despertó mi interés por comprender los modelos que hacen posible este proceso.

El Reconocimiento Óptico de Caracteres (OCR) se ha convertido en una herramienta ampliamente
utilizada para la extracción automática de información contenida en documentos digitales. Su apli-
cación permite transformar imágenes o documentos escaneados en texto procesable, reduciendo la
necesidad de digitación manual y facilitando el manejo de grandes volúmenes de información.

Los avances recientes en aprendizaje profundo han permitido mejorar significativamente el desem-
peño de estos sistemas. Entre las arquitecturas más utilizadas se encuentra la combinación de Redes
Neuronales Convolucionales (CNN) y Clasificación Temporal Conexionista (CTC), la cual constituye la
base de herramientas como EasyOCR. Mientras las CNN se encargan de extraer características visua-
les de las imágenes, la CTC permite transformar dichas representaciones en secuencias de caracteres
sin requerir una alineación previa entre la imagen y el texto.

En este contexto, el presente trabajo surge del interés por comprender las tecnologías observadas
durante las actividades de procesamiento documental desarrolladas en la pasantía. Para ello, se ana-
lizan los fundamentos de la arquitectura CNN+CTC utilizada por EasyOCR y se implementa esta
herramienta para la extracción automática de información en documentos digitalizados, evaluando
su precisión mediante métricas aplicadas a un conjunto de documentos previamente seleccionado y
preparado para este propósito.

En el desarrollo del presente trabajo se utilizó la herramienta de inteligencia artificial Claude, de
Anthropic, como apoyo en la redacción y corrección de estilo del texto [2]. El análisis conceptual, la
implementación técnica, la evaluación de los resultados y las conclusiones presentadas corresponden
en su totalidad a un desarrollo propio del autor.
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2 OBJETIVOS

2. Objetivos

2.1. Objetivo General

Analizar el funcionamiento de la herramienta EasyOCR en procesos de extracción automática de
información documental, a partir de las actividades de procesamiento documental desarrolladas du-
rante la pasantía en Banco Davivienda, evaluando su desempeño sobre documentos digitalizados y
estudiando la arquitectura CNN+CTC que sustenta su funcionamiento.

2.2. Objetivos Específicos

Describir el papel de los sistemas OCR en los procesos de extracción automática de información
documental observados durante la pasantía.

Estudiar los fundamentos de la arquitectura CNN+CTC implementada por la herramienta Eas-
yOCR.

Implementar EasyOCR sobre un conjunto de documentos digitalizados aplicando técnicas de
preprocesamiento de imágenes.

Evaluar la precisión de las extracciones obtenidas y analizar los factores que afectan el desem-
peño de la herramienta.

Página 4



3 BANCO DAVIVIENDA S.A.

3. Banco Davivienda S.A.

Banco Davivienda es una entidad financiera colombiana que hace parte del Grupo Empresarial Bo-
lívar, fundada en 1972. Cuenta con presencia internacional en Estados Unidos, El Salvador, Costa
Rica, Honduras y Panamá, brindando servicios financieros a personas naturales, empresas y sectores
rurales. La organización busca generar valor para sus clientes, accionistas, colaboradores y terceros a
través de la innovación, la tecnología y la sinergia empresarial.

3.1. Historia Banco Davivienda

Davivienda cuenta con más de 50 años de trayectoria generando valor económico a las personas y a
sus empresas en Colombia y Centroamérica. Estos son algunos de los hitos más importantes de este
recorrido:

1972: Nace la Corporación Colombiana de Ahorro y Vivienda con el nombre Coldeahorro. La
“Casita Roja” como símbolo hasta la fecha.

1973: Coldeahorro cambia de nombre por Corporación Colombiana de Ahorro y Vivienda,
Davivienda.

1994: Sale el producto de tarjetas de crédito.

1997: Davivienda se convierte en un Banco comercial con el nombre de Banco Davivienda S.A.
y se consolida en el sector financiero en Colombia.

2006: Se fusiona Davivienda y el Banco Superior.

2007: Davivienda adquiere a Granbanco S.A. Bancafé. Lo que permitió aumentar los servicios
financieros a empresas y llegar a Panamá y Miami.

2010: Davivienda emite por primera vez acciones preferenciales en la Bolsa de Valores de
Colombia. Más de 80.000 personas pusieron Davivienda a su nombre.

2011: Davivienda emite por segunda vez acciones en la Bolsa de Valores de Colombia. Nace
DaviPlata, un servicio gratuito para hacer transacciones a través del celular.

2012: Se firma un acuerdo para HSBC Costa Rica, Honduras y El Salvador ampliando su
presencia en Centroamérica.

2013: El Banco cierra un acuerdo con Corredores Asociados que fortalece su oferta y portafolio.
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3 BANCO DAVIVIENDA S.A.

2016: Crece su oferta para pymes gracias a la fusión con Leasing Bolívar S.A.

2019: Nace la alianza RappiPay Davivienda potenciando los pagos digitales, bajando los costos
de acceso y transaccionales.

2024: Davivienda regresa al mercado de valores con una emisión de acciones ordinarias y para
un total de 36 millones de acciones emitidas.

3.2. Descripción de la pasantía

Durante el periodo de prácticas desarrollé diferentes labores en el área de analítica y tecnología del
banco. Las actividades abarcaron tres frentes principales, los cuales se describen a continuación.

Migración de servidores locales a Google Cloud Platform

La primera parte de la pasantía estuvo enfocada en apoyar el proceso de migración de servidores
locales hacia Google Cloud Platform (GCP). Este trabajo se desarrolló desde tres frentes. El primero fue
el desarrollo de códigos, donde se reescribieron consultas SQL siguiendo los nuevos lineamientos de
GCP y homologando las diferentes funciones hacia BigQuery (BQ). Este proceso implicó comprender
las diferencias de sintaxis y funcionamiento entre el entorno local y el entorno en la nube, así como
adaptar lógicas existentes para garantizar la equivalencia en los desarrollos.

El segundo frente fue la certificación de históricos, que consistía en comparar la información alma-
cenada en los servidores locales con la obtenida en BigQuery para validar la correcta migración de
los datos. Para ello, se desarrolló una herramienta en Python que automatizaba la consulta de la
información en BigQuery y realizaba la comparación contra los datos extraídos del servidor local.
Este proceso era semiasistido, ya que la información del servidor local debía obtenerse manualmente
mediante consultas dinámicas y cargarse en una hoja de cálculo, a partir de la cual el código ejecutaba
las validaciones y generaba los resultados de la comparación. Esta tarea requería interpretar las dife-
rencias encontradas y determinar si correspondían a errores de migración o a diferencias esperadas
en la estructura de los datos.

El tercer frente fue la documentación de los desarrollos, donde por cada código se realizaba un
registro que incluía las tablas utilizadas, los cruces realizados, una descripción de las variables de la
tabla final y un diagrama del modelo lógico. Esta documentación era fundamental para garantizar la
trazabilidad de los procesos migrados y facilitar su mantenimiento.

Extracción de información de páginas web

De manera complementaria, se realizaron labores de extracción automática de información de páginas
web públicas. La información obtenida era organizada y utilizada posteriormente de acuerdo con las
necesidades de los diferentes procesos apoyados durante la práctica.
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4 PRELIMINARES

Procesamiento documental con herramientas de inteligencia artificial

Otra de las actividades desarrolladas durante la pasantía estuvo relacionada con el procesamiento
documental mediante herramientas de inteligencia artificial. En este proceso se trabajaba con docu-
mentos digitalizados a partir de los cuales se extraía información para reducir los tiempos asociados
al procesamiento manual.

Esta actividad permitió observar cómo las herramientas utilizadas eran capaces de extraer informa-
ción de manera automática y convertirla en datos que posteriormente podían ser utilizados en otros
procesos. También permitió ver que factores como la calidad de la imagen o la forma en que se
encontraba organizado el documento podían influir en los resultados obtenidos.

Aunque las actividades desarrolladas durante la práctica abarcaron diferentes áreas, el procesamiento
documental fue una de las que más despertó mi interés. Observar cómo estas herramientas eran
capaces de identificar información contenida en documentos escaneados y transformarla en datos
estructurados generó inquietudes sobre los modelos que hacen posible este proceso. A partir de esta
experiencia surgió el interés por estudiar los sistemas de reconocimiento óptico de caracteres (OCR) y,
en particular, las arquitecturas CNN+CTC utilizadas por herramientas como EasyOCR, tema central
del presente trabajo.

4. Preliminares

Las actividades de procesamiento documental desarrolladas durante la pasantía despertaron el interés
por comprender los modelos utilizados para la extracción automática de información. Por esta razón,
en este capítulo se presentan algunos conceptos necesarios para entender el funcionamiento de los
sistemas OCR y de la arquitectura utilizada por EasyOCR.

4.1. Reconocimiento Óptico de Caracteres (OCR)

El Reconocimiento Óptico de Caracteres (OCR) es una tecnología que permite convertir texto conte-
nido en imágenes o documentos escaneados en información digital que puede ser procesada por un
computador. Su principal objetivo es automatizar tareas que tradicionalmente requerían la lectura y
digitación manual de información.

Los sistemas OCR tienen aplicaciones en diferentes sectores, donde son utilizados para digitalizar
documentos, automatizar procesos administrativos y facilitar la consulta de información almacenada
en formatos físicos. En el sector financiero, por ejemplo, permiten extraer datos de formularios, do-
cumentos de identificación y otros soportes documentales que hacen parte de los procesos operativos
de las organizaciones.
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Los primeros sistemas OCR se basaban en reglas diseñadas para reconocer patrones específicos y
requerían documentos con formatos muy controlados para obtener buenos resultados. Con el avance
del aprendizaje profundo, surgieron modelos capaces de aprender automáticamente las características
relevantes de los caracteres a partir de grandes conjuntos de datos, mejorando significativamente la
precisión y la capacidad de adaptación a diferentes tipos de documentos.

4.2. Aprendizaje profundo en OCR

El aprendizaje profundo ha transformado la forma en que se desarrollan los sistemas modernos de
reconocimiento óptico de caracteres. A diferencia de los métodos tradicionales, que dependían de re-
glas definidas manualmente, estos modelos aprenden directamente a partir de ejemplos, identificando
patrones presentes en las imágenes y relacionándolos con los caracteres correspondientes.

En la actualidad, muchas herramientas OCR utilizan arquitecturas compuestas por diferentes tipos
de redes neuronales que trabajan de manera conjunta. Estas arquitecturas permiten extraer caracte-
rísticas visuales de las imágenes, interpretar la relación secuencial entre los caracteres y generar una
transcripción final del texto detectado.

Entre las arquitecturas más utilizadas se encuentran aquellas basadas en Redes Neuronales Convolu-
cionales (CNN), redes recurrentes tipo LSTM y mecanismos de decodificación mediante Clasificación
Temporal Conexionista (CTC). Esta combinación constituye la base de funcionamiento de herramien-
tas como EasyOCR, utilizada en el desarrollo del presente trabajo.

4.3. EasyOCR

EasyOCR es una librería de Python especializada en reconocimiento óptico de caracteres (OCR), dise-
ñada para detectar y extraer texto a partir de imágenes y documentos digitalizados mediante técnicas
de aprendizaje profundo. Su implementación permite automatizar procesos de extracción de informa-
ción sin necesidad de entrenar modelos desde cero, lo que facilita su integración en aplicaciones de
procesamiento documental.

Para el desarrollo de este trabajo se seleccionó EasyOCR debido a que es una herramienta de código
abierto, cuenta con modelos preentrenados para múltiples idiomas y puede implementarse fácilmente
en Python. Además, su arquitectura incorpora técnicas ampliamente utilizadas en sistemas moder-
nos de reconocimiento de texto, lo que permite estudiar tanto su funcionamiento teórico como su
aplicación práctica.

De manera general, EasyOCR combina tres componentes principales. En primer lugar, una red neu-
ronal convolucional (CNN) se encarga de extraer características visuales de la imagen. Posteriormente,
redes recurrentes tipo LSTM procesan estas características considerando la naturaleza secuencial del
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texto. Finalmente, el algoritmo de Clasificación Temporal Conexionista (CTC) transforma las predic-
ciones generadas por la red en una secuencia de caracteres legible.

Una de las ventajas de EasyOCR es su capacidad para trabajar con múltiples idiomas y distintos
estilos tipográficos, manteniendo un desempeño adecuado en una amplia variedad de documentos.
Sin embargo, factores como la calidad de la imagen, la presencia de ruido o una orientación incorrecta
del documento pueden afectar la precisión de los resultados, por lo que en muchos casos es necesario
aplicar técnicas de preprocesamiento antes de la extracción de texto.

4.4. Redes Neuronales Convolucionales CNN y VGGNet

Una CNN es un tipo de arquitectura inspirada en el sistema visual humano, diseñada específicamente
para procesar datos con estructura de rejilla, como las imágenes.

Funcionamiento sencillo: En lugar de analizar cada píxel de forma aislada, la CNN utiliza filtros que
se deslizan sobre la imagen para detectar patrones [9].

Jerarquía de aprendizaje: Las primeras capas de la red aprenden a reconocer rasgos básicos como
bordes y colores; a medida que la red se vuelve más profunda, combina esos rasgos para identificar
formas complejas como letras o caracteres específicos.

La primera etapa del reconocimiento de texto en escenas (STR) consiste en la extracción de caracterís-
ticas, donde una red neuronal convolucional (CNN) mapea la imagen de entrada a una representación
abstracta que resalta los atributos relevantes para el reconocimiento de caracteres [12].

La Figura 1 ejemplifica cómo una imagen se representa como matriz binaria antes de ser procesada
por la red.

Figura 1: Representación de una imagen en escala de grises y su matriz binaria correspondiente para
el carácter “A”, donde cada celda indica la presencia (1) o ausencia (0) de píxel activo.

Nota. Tomada de [4].
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Arquitectura VGG: Históricamente, modelos como VGGNet introdujeron el uso de filtros pequeños
de 3×3 aplicados de forma modular y profunda. Este diseño demostró que apilar múltiples capas de
filtrado fino permite capturar detalles complejos con un menor número de parámetros en comparación
con kernels de mayor tamaño [11, 3] . En OCR, estas capas aprenden a detectar desde bordes simples
hasta formas abstractas como los arcos y trazos de los caracteres.

La Figura 2 ilustra el flujo de procesamiento de VGGNet, desde la entrada de la imagen hasta la
generación de las coordenadas y puntajes de confianza.

Figura 2: Flujo de procesamiento de la arquitectura VGG16 combinada con una red BLSTM, desde la
extracción de características convolucionales hasta la generación de coordenadas verticales, puntajes
de confianza y refinamiento lateral.

Nota. Tomado de [14].
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4.4.1. Modelado de Secuencias mediante LSTM

Una vez extraídas las características visuales, estas se reformatean como una secuencia de colum-
nas donde cada elemento representa una franja horizontal de la imagen. Sin embargo, el análisis
independiente de estas franjas carece de información contextual, problema que se resuelve mediante
el modelado de secuencias. La LSTM es un tipo especializado de Red Neuronal Recurrente (RNN)
diseñada para trabajar con secuencias de datos donde el orden es fundamental, como el habla o el
texto.

Long Short-Term Memory (LSTM): Las redes recurrentes tradicionales sufren del problema del
gradiente desvaneciente, lo que les impide retener información de pasos de tiempo lejanos. La
arquitectura LSTM soluciona esto mediante bloques de memoria que contienen una celda auto-
conectada y tres compuertas multiplicativas: entrada (input), olvido (forget) y salida (output)
[7].

Una vez extraídas las características visuales, se procesan como una secuencia. La LSTM actúa
como el motor contextual, analizando franja por franja de la imagen. Gracias a su capacidad
para gestionar dependencias a largo plazo, el sistema no reconoce caracteres aislados, sino que
entiende la relación espacial y lingüística entre ellos.

Funcionamiento de las Compuertas: Utiliza tres compuertas inteligentes. Compuerta de Olvido:
Decide qué información antigua ya no es útil y debe borrarse. Compuerta de Entrada: Selecciona
qué nueva información de la secuencia actual vale la pena guardar. Compuerta de Salida:
Determina qué parte de la memoria se usará para realizar la predicción en ese momento. En
el OCR, esto permite que el sistema entienda que si ya leyó "H", O y "L", existe una alta
probabilidad de que la siguiente letra sea una A.

Bidireccionalidad (BiLSTM): Para maximizar el contexto, se utilizan capas BiLSTM que procesan
la secuencia tanto hacia adelante como hacia atrás, permitiendo que cada predicción se beneficie
de la información pasada y futura de la cadena de texto [13] .
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4 PRELIMINARES

La Figura 3 esquematiza este procesamiento, mostrando cómo la secuencia de características atraviesa
las capas recurrentes bidireccionales hasta generar las predicciones por cada franja de la imagen.

Figura 3: Procesamiento secuencial de las características visuales mediante una red LSTM bidireccio-
nal (BiLSTM), donde cada franja de la secuencia de entrada genera una predicción por cuadro.

Nota. Adaptada de [1].

4.4.2. Decodificación y Alineación mediante CTC

El mayor desafío en el reconocimiento de texto es que la alineación entre la imagen (secuencia de
entrada) y el texto (secuencia de etiquetas) es desconocida; no sabemos exactamente cuántas franjas
de la imagen corresponden a una letra específica.

Símbolo Blank y Colapso de Secuencias: El método Connectionist Temporal Classification (CTC)
resuelve esto interpretando las salidas de la red como una distribución de probabilidad sobre
todas las posibles secuencias de etiquetas, incluyendo un símbolo especial llamado "blank"(-) [5].

Mapeo Muchos-a-Uno: CTC define una función de mapeo B que transforma una ruta de predic-
ciones de la red en la transcripción final eliminando primero las etiquetas repetidas y luego los
espacios en blanco. Por ejemplo, una secuencia predicha como HH-EE-LL-LL-OO se colapsa
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4 PRELIMINARES

legalmente en HELLO. Este proceso permite que la red se entrene directamente con pares de
imágenes y textos sin necesidad de que los datos estén pre-segmentados manualmente.

Entrenamiento de extremo a extremo: Esto permite que la red aprenda directamente de imáge-
nes de palabras completas sin necesidad de que un humano le indique dónde empieza y termina
cada letra individualmente

La Figura 4 ilustra este proceso de alineación, mostrando las distintas rutas posibles y sus probabili-
dades asociadas para una secuencia de entrada.

Figura 4: Matriz de probabilidades de salida del algoritmo de Clasificación Temporal Conexionista
(CTC), donde cada celda representa la probabilidad asignada a un símbolo en un instante de tiempo
determinado, para la secuencia manuscrita “ab”.

Nota. Tomada de [10].

4.4.3. Generación de Resultado

Finalmente, se agrupa la información procesada y entrega una salida estructurada para el usuario que
incluye la ubicación exacta (coordenadas del bounding box), el texto final decodificado y un índice de
confianza que representa qué tan segura está la red de su predicción.
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La Figura 5 presenta un ejemplo de esta salida, donde se observa el texto detectado junto con su
respectivo índice de confianza.

Figura 5: Salida generada por EasyOCR sobre un documento de prueba, mostrando el texto detectado
y su respectivo índice de confianza (probability) para cada campo reconocido.

Nota. Elaboración propia.

5. Metodología

La siguiente sección describe la metodología implementada para la aplicación de EasyOCR en la
extracción de texto por campo sobre un conjunto de cédulas de ciudadanía digitalizadas mediante
escáner.

5.1. Entorno de ejecución

Las pruebas realizadas en este trabajo se ejecutaron utilizando dos configuraciones de hardware CPU
(Central Processing Unit) y GPU (Graphics Processing Unit). La CPU es el componente encargado de
ejecutar las operaciones generales de un computador y se caracteriza por procesar tareas de forma
principalmente secuencial. Por su parte, la GPU fue desarrollada inicialmente para el procesamiento
gráfico, pero su arquitectura basada en miles de núcleos de procesamiento permite ejecutar un gran
número de operaciones de manera paralela.[8]

Esta capacidad resulta especialmente útil en aplicaciones de aprendizaje profundo, ya que los modelos
de redes neuronales requieren una gran cantidad de operaciones matriciales durante la etapa de
inferencia. Debido a ello, las GPU suelen ofrecer tiempos de ejecución considerablemente menores que
las CPU en tareas relacionadas con visión por computador y reconocimiento óptico de caracteres.[6]

Con el fin de evaluar el impacto del hardware sobre el desempeño del modelo, EasyOCR se ejecutó
utilizando ambas configuraciones. Los tiempos obtenidos se presentan en la Tabla 1.

Página 14



5 METODOLOGÍA

Configuración Tiempo de ejecución
CPU 20 min
GPU 1 min

Tabla 1: Comparación de los tiempos de ejecución de EasyOCR sobre el conjunto de 32 cédulas de
ciudadanía, utilizando configuración de hardware basada en CPU y en GPU, sin aplicar preprocesa-
miento de imágenes.

Nota. Elaboración propia.

Los resultados muestran una diferencia significativa en los tiempos de procesamiento. Mientras que
la ejecución completa del conjunto de documentos utilizando CPU requirió aproximadamente 20
minutos, la misma tarea ejecutada sobre GPU se completó en cerca de 1 minuto. Esto representa una
aceleración aproximada de 20 veces respecto a la ejecución sobre CPU.

La reducción observada se atribuye a la capacidad de las GPU para ejecutar múltiples operaciones de
manera paralela, característica especialmente útil en modelos basados en redes neuronales profundas.
Estos resultados evidencian la importancia del hardware utilizado en aplicaciones de reconocimiento
óptico de caracteres, particularmente cuando se trabaja con grandes volúmenes de documentos o
cuando se requieren tiempos de respuesta reducidos.

5.2. Conjunto de Datos

Con el fin de evaluar la precisión del modelo, se utilizaron 32 cédulas de ciudadanía colombianas
de modelo antiguo, digitalizadas mediante escáner. Los campos sobre los cuales se van a calcular
las métricas de extracción son número de cédula, apellidos, nombres, fecha de nacimiento, lugar de
nacimiento, estatura, grupo sanguíneo (RH), sexo y fecha y lugar de expedición.

El conjunto de imágenes presenta una variación significativa en la calidad del escaneo. Algunos docu-
mentos presentan baja resolución, otros llegaron rotados o con la hoja desplazada durante el escaneo,
lo que generó solapamiento entre campos. También se encuentran documentos en buenas condiciones.
Esta variedad en la calidad permite evaluar el comportamiento del sistema ante condiciones reales de
uso.

La selección de las cédulas se realizó debido a que se contaba con este tipo de documentos para
realizar las pruebas. Además, su estructura definida y la cantidad limitada de campos facilitaron la
validación de los resultados obtenidos y el cálculo de las métricas utilizadas en la evaluación.
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Para cada documento se construyó una tabla con los valores reales de cada campo, utilizada como
referencia para el cálculo de las métricas de evaluación y la comparación con los resultados obtenidos
por el modelo.

5.3. Preprocesamiento de imágenes

Antes de realizar la extracción de texto, se aplicó una etapa de preprocesamiento con el objetivo de
mejorar la calidad de las imágenes de entrada y facilitar el reconocimiento de caracteres. Debido a
que algunos documentos presentaban problemas de orientación, se realizó una corrección de rotación
cuando fue necesario, garantizando que el texto se encontrara en una posición adecuada para su
procesamiento.

Posteriormente, se aplicó un filtro gaussiano utilizando la función GaussianBlur de OpenCV con
una ventana de tamaño (5× 5). Este filtro permite suavizar la imagen y reducir pequeñas variaciones
de intensidad asociadas al ruido presente en el proceso de digitalización.

Una vez realizada esta etapa, la imagen preprocesada fue utilizada como entrada para EasyOCR,
encargado de detectar las regiones de texto y generar la transcripción correspondiente junto con un
nivel de confianza asociado a cada predicción.

5.4. Extracción de texto mediante EasyOCR

Después de aplicar el preprocesamiento descrito en la sección anterior, se realizó la extracción de
texto mediante EasyOCR. Como resultado, se obtuvo el texto identificado en cada documento junto
con un valor de confianza para cada extracción.

Dado que EasyOCR extrae todo el texto presente en la imagen, fue necesario revisar los resulta-
dos obtenidos para identificar la información correspondiente a los campos evaluados. Esta revisión
se realizó de forma manual, seleccionando únicamente los resultados asociados a dichos campos y
descartando la información que no era necesaria para el cálculo de las métricas.

La Figura 6 muestra un ejemplo de los resultados obtenidos por EasyOCR sobre uno de los docu-
mentos evaluados, incluyendo los distintos campos detectados y su nivel de confianza asociado.
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Figura 6: Resultado de la extracción de EasyOCR sobre una cédula de ciudadanía del conjunto
de datos evaluado, mostrando los distintos campos detectados (número de identificación, apellidos,
nombres, fecha y lugar de nacimiento, estatura, grupo sanguíneo, sexo, y fecha y lugar de expedición)
junto con su índice de confianza asociado.

Nota. Elaboración propia.

5.5. Validación de las extracciones

Con el fin de evaluar el desempeño del modelo, se compararon los textos extraídos por EasyOCR con
los valores de referencia definidos para cada documento. La evaluación se realizó de manera inde-
pendiente para cada uno de los campos analizados: número de cédula, apellidos, nombres, fecha de
nacimiento, lugar de nacimiento, estatura, grupo sanguíneo (RH), sexo y fecha y lugar de expedición.

Para cada campo se contabilizó el número de extracciones correctas y se calculó el porcentaje de acier-
tos respecto al total de documentos evaluados. Se consideró una extracción correcta cuando el valor
obtenido por el modelo coincidía con el valor registrado en la tabla de referencia correspondiente.
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La precisión por campo se calculó mediante la siguiente expresión:

precisión campo =
Campos correctos

Total de documentos
× 100 (1)

donde las extracciones correctas corresponden al número de documentos en los que el campo fue
reconocido adecuadamente y el total de documentos corresponde al tamaño completo del conjunto
de datos evaluado.

Esta metodología permitió analizar el comportamiento del modelo para cada tipo de información
presente en la cédula y determinar cuáles campos presentan mayor o menor dificultad de reconoci-
miento.

6. Resultados y discusión

6.1. Resultados de extracción por campo

La Tabla 2 presenta los porcentajes de precisión obtenidos para cada uno de los campos evaluados
bajo las configuraciones CPU sin filtro y GPU con filtro gaussiano.

Campo GPU + Filtro (%) CPU sin filtro (%)
Número de cédula 93.75 78.125
Apellidos 90.625 75.000
Nombres 75.000 62.500
Lugar de nacimiento 1 96.875 90.625
Lugar de nacimiento 2 87.500 84.375
Estatura 84.375 81.250
RH 96.875 84.375
Sexo 87.500 84.375
Fecha y lugar expedición 96.875 75.000
Métrica general 90.3125 77.8125

Tabla 2: Precisión de extracción por campo obtenida con EasyOCR sobre el conjunto de 32 cédulas
de ciudadanía, comparando la configuración GPU con preprocesamiento (corrección de rotación y
filtro gaussiano) frente a la configuración CPU sin preprocesamiento.

Nota. Elaboración propia.
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Al comparar ambas configuraciones, se observa una mejora en todos los campos analizados. La preci-
sión general pasó de 77.81% a 90.31%, lo que indica que la configuración con GPU y preprocesamiento
permitió obtener resultados más precisos en la extracción de la información contenida en las cédulas.

Los mayores incrementos se presentaron en los campos número de cédula, apellidos y fecha y lugar
de expedición. Estos campos contienen una cantidad considerable de caracteres y suelen verse más
afectados por problemas de calidad en la imagen, por lo que el preprocesamiento aplicado parece
haber contribuido a mejorar su reconocimiento.

Por otra parte, campos como estatura, sexo y lugar de nacimiento presentaron diferencias menores
entre ambas configuraciones. Esto puede deberse a que son campos cortos o que, en la mayoría de
los documentos, se encontraban en condiciones que facilitaron su reconocimiento desde la primera
prueba.

También es importante resaltar que algunos campos alcanzaron precisiones superiores al 95%, como
el grupo sanguíneo (RH), el lugar de nacimiento y la fecha y lugar de expedición. En contraste, el
campo nombres obtuvo el porcentaje más bajo de reconocimiento, incluso en la mejor configuración
evaluada. Una posible explicación es la mayor variabilidad presente en este campo, tanto en longitud
como en calidad de impresión y escaneo.

En general, los resultados muestran que la combinación de preprocesamiento y ejecución sobre GPU
permitió mejorar el desempeño de EasyOCR en la extracción de información de documentos de
identidad, alcanzando niveles de precisión cercanos al 90% para el conjunto de datos analizado.

6.2. Limitaciones encontradas

Durante el desarrollo de las pruebas se identificaron diferentes factores que afectaron el desempeño del
modelo. La principal limitación estuvo relacionada con la calidad de los documentos digitalizados.
Algunas imágenes presentaban baja resolución, rotación o desplazamientos durante el proceso de
escaneo, dificultando la correcta identificación de ciertos caracteres.

También se observó que los errores de reconocimiento no afectaban de la misma manera a todos
los campos. Los campos con mayor cantidad de texto, como nombres o fecha y lugar de expedición,
tendían a presentar más errores cuando la calidad de la imagen era deficiente. Por el contrario, campos
más cortos, como sexo o grupo sanguíneo, generalmente fueron reconocidos con mayor facilidad.

Otra limitación corresponde al tamaño del conjunto de datos utilizado. Aunque las 32 cédulas permi-
tieron realizar una evaluación inicial del desempeño de EasyOCR, un conjunto de documentos más
amplio podría proporcionar una caracterización más completa del comportamiento del modelo frente
a diferentes condiciones de digitalización.
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7. Conclusiones

Las actividades de procesamiento documental desarrolladas durante la pasantía permitieron conocer
de cerca el uso de herramientas para la extracción automática de información contenida en do-
cumentos digitalizados. A partir de esta experiencia surgió el interés por estudiar los sistemas de
reconocimiento óptico de caracteres (OCR) y, en particular, la arquitectura utilizada por herramientas
como EasyOCR.

El estudio realizado permitió comprender los principales componentes de la arquitectura CNN+CTC
empleada por EasyOCR. Se revisó el papel de las redes neuronales convolucionales en la extracción
de características de la imagen, el uso de redes LSTM para el modelado de secuencias y la función
de la Clasificación Temporal Conexionista (CTC) en la generación de la transcripción final del texto.

La implementación de EasyOCR sobre el conjunto de documentos seleccionado permitió evaluar su
desempeño en la extracción automática de información contenida en documentos de identidad. Los
resultados obtenidos muestran que la herramienta alcanzó una precisión general del 90.31% utilizando
la configuración con GPU y preprocesamiento de imágenes, obteniendo los mejores resultados entre
las configuraciones evaluadas.

También se observó que el preprocesamiento influye de manera importante en la calidad de las
extracciones. La corrección de orientación y la aplicación del filtro gaussiano contribuyeron a mejorar
el reconocimiento de varios de los campos analizados, especialmente en documentos que presentaban
problemas asociados al proceso de digitalización.

Finalmente, se identificó que la calidad de las imágenes continúa siendo uno de los factores que más
afecta el desempeño de los sistemas OCR. Problemas como baja resolución, rotación o desplazamien-
tos durante el escaneo pueden generar errores en la extracción de información, particularmente en
campos que contienen una mayor cantidad de texto. A pesar de estas limitaciones, los resultados
obtenidos muestran el potencial de este tipo de herramientas para apoyar procesos de extracción
automática de información documental similares a los observados durante la pasantía.
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