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Resumen

En la actualidad, la automatizacién y la inteligencia artificial estdn cambiando
varias industrias, incluyendo la agricultura. Dado el incremento en la necesidad de
eficiencia en la produccion agricola, es fundamental crear herramientas
tecnologicas que mejoren labores clave como la medicion instantanea de frutos en
tiempo real. Esta necesidad surge en un contexto donde la precision y rapidez son
fundamentales para maximizar la produccion y reducir costos.

El problema principal radica en la dificultad de realizar conteos manuales o
semiautomaticos de frutos, lo cual es un proceso laborioso, propenso a errores
humanos y costoso en términos de tiempo y recursos. Las soluciones tradicionales,
basadas en el monitoreo visual manual o tecnologias de baja precision, no son
suficientes para atender las necesidades actuales del sector.

Para solucionar esta problemadtica, se ha disefiado un software basado en
inteligencia artificial y vision artificial que permite automatizar el proceso de
conteo de frutos en entornos agricolas. Este sistema utiliza algoritmos avanzados de
procesamiento de imagenes y técnicas de [A para identificar, clasificar y contar
frutos con alta precision, proporcionando resultados en tiempo real.

Los resultados obtenidos muestran que esta solucion es eficiente en comparacion
con los métodos tradicionales. El tiempo de procesamiento se reduce
significativamente, y la precision en el conteo de frutos mejora, lo que en conjunto
optimiza la produccion agricola y ayuda a reducir errores y desperdicios.

Este trabajo presenta una solucion viable para la automatizacion del conteo de
frutos, ofreciendo una alternativa mdas precisa y eficiente frente a las técnicas
convencionales. La implementacion de este sistema puede marcar una diferencia
significativa en la productividad del sector agricola y su competitividad en el
mercado global.

Palabras clave: Automatizacién, Inteligencia artificial, Vision artificial,
Agricultura de precision.

Abstract

Currently, automation and artificial intelligence are transforming various industries,
including agriculture. As the demand for efficiency in agricultural production
processes increases, the development of technological tools that optimize essential



tasks, such as real-time fruit counting, becomes necessary. This need arises in a
context where precision and speed are crucial to maximizing production and
reducing costs.

The main problem lies in the difficulty of performing manual or semi-automatic
fruit counting, which is a laborious process, prone to human error, and costly in
terms of time and resources. Traditional solutions, based on manual visual
monitoring or low-precision technologies, are not sufficient to meet the current
needs of the sector.

In response to this issue, a software based on artificial intelligence and computer
vision has been developed to automate the fruit counting process in agricultural
environments. The system uses advanced image processing algorithms and 1A
techniques to identify, classify, and count fruits with high accuracy, providing
real-time results.

The results obtained show that this solution is much more efficient than traditional
methods. Processing time is significantly reduced, and the accuracy in fruit
counting improves, which optimizes agricultural production overall and helps
reduce errors and waste.

In conclusion, this work presents a viable solution for automating fruit counting,
offering a more precise and efficient alternative compared to conventional
techniques. The implementation of this system can make a significant difference in
the productivity of the agricultural sector and its competitiveness in the global
market.

Keywords: Automation, Artificial Intelligence, Computer Vision, Precision
Agriculture.



1. Introduccion

Actualmente la agricultura enfrenta el reto de aumentar la eficiencia y
productividad para satisfacer la creciente demanda global de alimentos. En este
contexto, la integracién de tecnologias avanzadas, como la inteligencia artificial
(IA) y la vision artificial, ha comenzado a transformar procesos tradicionalmente
manuales en soluciones automatizadas que optimizan el uso de recursos. La
automatizacion agricola no solo mejora la precision y rapidez de tareas criticas,
sino que también reduce la dependencia de la mano de obra intensiva, lo que es
particularmente importante en un entorno donde los costos y la disponibilidad de
personal cualificado son variables significativas. [1]

Uno de los procesos mas esenciales dentro de la agricultura moderna es el conteo
preciso de frutos. Este paso es fundamental para el monitoreo de la productividad,
el control de calidad y la toma de decisiones en las etapas de cosecha y
distribucion. Los métodos tradicionales de conteo, que suelen implicar inspecciones
visuales manuales, son propensos a errores humanos, consumen mucho tiempo y
recursos, y a menudo no logran cumplir con los niveles de precision que la
industria requiere en la actualidad.

En respuesta a estas limitaciones, este trabajo presenta el desarrollo de un software
basado en inteligencia artificial y vision artificial que automatiza el proceso de
conteo de frutos. El sistema es capaz de identificar y contar frutos con alta
precision y en tiempo real. El objetivo de este proyecto es demostrar cémo la
implementacion de este tipo de tecnologias puede contribuir a una mayor eficiencia
y precision en el sector agricola, mejorando tanto la productividad como la
competitividad en un mercado global cada vez mas exigente.



2. Planteamiento del problema

La gestion eficiente de los cultivos de frutas es de vital importancia para
agricultores, investigadores y productores agricolas, ya que influye directamente en
la productividad y en la planificacion de la cosecha. Para lograr una produccion
eficiente y rentable, es esencial contar con informacion precisa sobre el estado y
rendimiento de los cultivos. Entre las tareas mas criticas estd la cuantificacion
precisa de los frutos producidos, ya que esta informacion es fundamental para la
planificacion de la cosecha, la evaluacion de la productividad y la toma de
decisiones comerciales.

Actualmente, el conteo de frutos suele realizarse de manera manual o utilizando
técnicas rudimentarias, lo que genera importantes limitaciones en términos de
precision y eficiencia. En cultivos extensos, el proceso de conteo manual no solo es
tedioso y laborioso, sino que también es propenso a errores humanos, lo que puede
llevar a resultados inexactos y afectar negativamente la gestion de la produccion.
Estos errores pueden ser causados por fatiga, condiciones ambientales adversas o
simplemente por la complejidad de la tarea. Como resultado, la informacion
obtenida a partir de este proceso puede no ser lo suficientemente confiable para
tomar decisiones estratégicas, lo que puede impactar negativamente la planificacion
de la cosecha y, en tltima instancia, la rentabilidad del productor.

Ademas, la dependencia de la mano de obra calificada para realizar estas tareas es
otro factor problemadtico. El conteo manual requiere personal entrenado que pueda
llevar a cabo el proceso de manera eficiente, lo que no solo representa un costo
considerable en términos de recursos humanos, sino que también esta sujeto a la
disponibilidad de mano de obra en temporadas de alta demanda. En muchas
regiones agricolas, la escasez de trabajadores capacitados es un desafio creciente, lo
que agrava aun mas las dificultades de realizar el monitoreo de manera precisa y
oportuna. [2]

Por otro lado, la utilizacion de métodos tradicionales limita la posibilidad de
recopilar datos en tiempo real, lo que impide una répida adaptacion a las
condiciones cambiantes del cultivo o del mercado. En un entorno donde la
agricultura de precision y el uso de tecnologias avanzadas estan transformando la
forma en que se gestionan los cultivos, las técnicas manuales de conteo de frutos se
han vuelto insuficientes para atender las demandas actuales de precision, eficiencia
y escalabilidad.

Ante esta problematica, surge la necesidad de desarrollar herramientas tecnoldgicas
que permitan automatizar el proceso de conteo de frutos, proporcionando una



alternativa mas precisa, rapida y rentable. Estas herramientas no solo deben ser
capaces de operar en tiempo real, sino que también deben integrarse de manera
eficiente en los sistemas actuales de gestiobn agricola para maximizar la
productividad y reducir costos.



3. Justificacion

La necesidad de contar con herramientas tecnoldgicas avanzadas para mejorar la
eficiencia y precision en la gestion de los cultivos es cada vez mas urgente,
especialmente en un contexto donde la agricultura de precision esta en auge. Los
métodos tradicionales de conteo manual, como se ha mencionado previamente,
presentan limitaciones considerables tanto en términos de tiempo como de
exactitud. Estas limitaciones afectan directamente la capacidad de los agricultores y
productores para tomar decisiones informadas en torno a la productividad, la
planificacién de la cosecha y la optimizacion de los recursos. Para mitigar estos
desafios, es necesario el desarrollo de soluciones tecnologicas que automatizan el
proceso de conteo de frutos de manera precisa y eficiente.

El desarrollo de un software basado en vision artificial y procesamiento de
imagenes responde a esta necesidad, proporcionando una alternativa automatizada
que reduce la dependencia de métodos manuales propensos a errores humanos. A
traves de tecnologias de inteligencia artificial, es posible analizar imagenes
capturadas en el campo o al momento de cargue para transporte, identificar
automaticamente los frutos, contarlos con precision y ofrecer informacion detallada
sobre la cantidad de frutos. Este tipo de soluciones no solo ahorran tiempo, sino que
también aumentan significativamente la precision del conteo, eliminando errores
derivados de la fatiga o el error humano.

Adicionalmente, la implementacion de este software no solo permitird mejorar la
precision del conteo de frutos, sino que también ofrecera una visualizaciéon en
tiempo real desde la web. La variabilidad en el color, forma y disposicion de los
frutos, asi como las diferentes condiciones de iluminacién y fondo, son aspectos
clave que deben ser considerados en el disefio del software para garantizar su
aplicabilidad en el entorno de empaque. La capacidad del software para manejar
estas variaciones garantizara su utilidad y fiabilidad.

También, la automatizacién del conteo de frutos mediante el uso de vision artificial
no solo responde a una necesidad actual del sector agricola, sino que también
ofrece una solucion escalable que puede mejorar la eficiencia operativa y reducir
costos a largo plazo. La integracién de este tipo de tecnologia en los procesos
agricolas puede marcar una diferencia significativa en la competitividad de los
productores agricolas en un mercado global en constante evolucion.



4. Objetivos
4.1. Objetivo General

1. Disefiar un software para automatizar el conteo de frutos con inteligencia y
vision artificial.

4.2. Objetivos especificos
2. Desarrollar un prototipo para captura de imagenes en un entorno controlado.
3. Implementar una base de datos para el almacenamiento de la informacion.

4. Disefiar un algoritmo para el procesamiento de las imagenes y entrenamiento
del modelo para el reconocimiento de frutos

5. Validar los resultados del modelo de reconocimiento de frutos

6. Desarrollar una interfaz grafica para manejo del software



5. Marco de referencia
5.1. Antecedentes

En el articulo “Software para la automatizacion de conteo de plantas en cultivos de
papa mediante vision artificial” tuvo como objetivo implementar y evaluar
diferentes métodos para el conteo de individuos en cultivos de papa, mediante
vision artificial, enfocados a realizar un inventario digital y validarlo con los datos
tomados en diferentes etapas del cultivo. Realizaron la adquisiciéon de imagenes en
una finca en Zipaquira por medio de un dron con sensores adecuados para que la
captura de imagenes fuera util para realizar el procesamiento, adicional hicieron
tomas a distintas alturas y en distintas etapas de maduracion del cultivo donde se
determind que a menor altura tiene mayor veracidad, una vez determinaron la
adquisicion como correcta eligieron realizar una segmentacion en las 1magenes
procesadas con tres métodos; umbralizacion, espacio de color y K-medidas, lo que
permitio aplicar un bloque de refinamiento para mejorar los resultados y obtener
una mascara para mantener los bordes de la imagen y poder hacer el conteo de las
planta por medio de los contornos externos de las plantas o el material vegetal
detectado en cada uno de los surcos. [3]

En el articulo “Sistema de Conteo Forestal, Agricola y Ganadero mediante
procesamiento de imdgenes” realizaron un software para el conteo de plantas y
ganado con procesamiento digital de videos tomados desde un dron aplicando
vision artificial, estos videos fueron tomados en distintas alturas y distintas
condiciones ambientales, finalmente el prototipo creado fue exitoso proponiendo un
dispositivo comercial con mayor variacion en el momento de deteccion de objetos y
con bases de datos amplias adecuadas para varios tipos de campo y condiciones
ambientales. [4]

En el articulo “Machine vision system for weed detection using image filtering in
vegetable crops” expusieron un sistema de vision que se implementara en un robot
movil removedor de maleza, este tendra la camara adecuada para control de luz y
obtener las imagenes exteriores. En el proyecto se desarrolld un algoritmo
entrenado para el reconocimiento de maleza usando filtros en la imagen y
extrayendo caracteristicas de color y area, luego se implementaron un proceso de
etiquetado a casa objeto de la escena. Concluyeron que una clasificacion y tener un
area delimitada para trabajo es mas facil de procesar, teniendo en cuenta los datos
de especificidad, valores predictivos positivos y negativos de las imagenes. [5]

En el articulo “Comparative Analysis between LDR and HDR Images for
Automatic Fruit Recognition and Counting” realizaron un andlisis comparativo



entre imagenes LDR y HDR, para la deteccion y conteo de frutos, concluyendo que
las imagenes HDR tienen una mejora del 30% en comparacion con LDR en la
deteccion. Ejecutaron distintas técnicas de tonal, en una imagen obtuvieron tres
exposiciones de una misma escena, una con exposicion normal equivalente a la
imagen LDR, una sobreexpuesta y otra subexpuesta, estas se combinaron
produciendo una imagen HDR. Para este punto aplicaron tres algoritmos de mapeo
de tonos desde Matlab, les dio como resultado cuatro imagenes, estas se analizan
con un algoritmo de deteccion y conteo de frutas donde pueden obtener el nimero
de frutos correctamente identificados, los falsos positivos y el nimero total de
frutos. Adicional como utilizaron funciones de Matlab fue necesario definir seis
condiciones para que fuera efectiva la ejecucion del codigo; los limites minimo y
maximo de los componentes de tono, el drea bajo la cual se eliminaran las regiones,
el radio maximo y minimo de los circulos a detectar y la sensibilidad de la funcion
de deteccion de circulos. [6]

En el articulo “Sistema automatico de reconocimiento de frutas basado en vision
por computador” se presenta un sistema capaz de reconocer fruta tropical
latinoamericana por medio de una base de datos y usando técnicas de vision por
procesamiento de imagenes. Realizaron segmentacion mediante umbral sobre una
capa de color azul del modelo RGB esto siento posible ya que en el prototipo para
la toma de imégenes acoplaron un fondo blanco. En la capa azul se genera alto
contraste contra el fondo haciendo que la obtencion de segmentacion de la fruta sea
Optima utilizando un valor de umbral bimodal, luego de esto utilizaron binarizacién
global de la capa azul con una funcion de Matlab (im2bw), esta funcion transforma
la imagen azul en un modelo RGB dando como resultado una nueva imagen binaria
(1 y 0) en base al umbral calculado. De esta nueva imagen con unos y ceros, se
representa muy bien la posicion de la fruta permitiendo la obtencién de la mascara
que permite identificar y eliminar los pixeles de fondo, ya para el reconocimiento
de frutas utilizaron un clasificador KNN y de Bayes utilizando combinaciones y
caracteristicas HSV y RGB obteniendo porcentaje de acierto diferentes pero
superior en el caso de KNN y RGB con el 90% de acierto. [7]

En el articulo “conteo de flores y frutos para el monitoreo del cultivo de aguacate
Hass por medio de iméagenes utilizando Machine Learning” muestran el desarrollo
de una aplicacion que por medio del procesamiento de imagenes de baja resolucion
se logra hacer conteo automatico de las flores y los frutos en los arboles, hicieron
uso de una red neuronal YOLOVS con la cual obtuvieron 80% de precision con los
aguacates y 39% para las flores, esta red cuenta con 24 capas convolucionales
seguidas de dos capas completamente conectas, al ser asi, es capaz de detectar el
contexto de la imagen y los objetos en ella, este proyecto demostro que el



monitoreo de los cultivos puede ser de bajo costo obteniendo buenos resultados de
reconocimiento. [8]

En la revista Automation in Agriculture by Machine and Deep Learning
Techniques se presentod un articulo llamado “A Review of Recent Developments”
mostrando que el uso de sistemas de vision artificial en la agricultura puede
mejorar significativamente la precision en tareas como la clasificacion y el conteo
de frutos, proporcionando resultados en tiempo real. Esto es crucial para mejorar la
toma de decisiones en la gestion de los cultivos. Ademads, la integracion de
algoritmos de aprendizaje profundo permite que los sistemas de conteo automaticen
la identificacion de variaciones en el tamafio, forma y color de los frutos, incluso
bajo condiciones ambientales complejas. [9]

El estudio "Vegebot" publicado en The Journal of Field Robotics desarrollado por
ingenieros de la Universidad de Cambridge, este robot utiliza vision artificial y
algoritmos de aprendizaje automatico para identificar y cosechar lechugas tipo
iceberg. Aunque todavia no alcanza la velocidad de los trabajadores humanos, su
potencial radica en reducir la mano de obra manual, abordar la escasez de
trabajadores y minimizar el desperdicio de alimentos. El sistema cuenta con
camaras que identifican qué cultivos estan listos y optimiza su cosecha mediante
ajustes precisos en la presion de las herramientas de corte para evitar dafios a los
vegetales. [10]

5.2. Marco tedrico

Vision artificial: La vision artificial, también conocida como vision por
computadora o visidon de maquina, es un campo interdisciplinario que combina
conocimientos de ingenieria, matemadticas, ciencias de la computacion y
neurociencia para desarrollar sistemas informdaticos capaces de interpretar y
comprender el contenido visual de imagenes o videos. Es decir, la vision artificial
se refiere a la capacidad de las maquinas para "ver" y comprender el mundo visual
que la rodea de manera similar a los seres humanos. Esto implica el desarrollo de
algoritmos y técnicas de procesamiento de imdgenes que permiten a las
computadoras analizar y extraer informacion util de datos visuales. Algunas de las
tareas comunes en vision artificial incluyen:

- Deteccion de objetos: Identificar la presencia y la ubicacion de objetos especificos
en una imagen o video, como vehiculos, personas, edificios, etc.

- Reconocimiento de patrones: Identificar y clasificar patrones especificos en datos
visuales, como reconocimiento facial, reconocimiento de caracteres, etc.



- Seguimiento de movimiento: Seguir y rastrear el movimiento de objetos en una
secuencia de imagenes o video a lo largo del tiempo.

- Segmentacion de iméagenes: Dividir una imagen en regiones o segmentos basados
en caracteristicas visuales, como color, textura, forma, etc.

- Estimacion de profundidad: Determinar la distancia entre la cdmara y los objetos
en una escena, proporcionando informacion tridimensional sobre la escena visual.
En la agricultura, la vision artificial tiene una amplia gama de aplicaciones, como
monitoreo del crecimiento de cultivos, deteccion de enfermedades en plantas,
clasificacion de frutas y verduras segiin su tamafio, forma o madurez, y conteo de
plantas en campos agricolas. [11]

Inteligencia artificial: La inteligencia artificial o 1A se puede describir como la
capacidad de las maquinas para simular inteligencia humana, es decir, capacidad
para aprender, razonar, percibir, planificar y tomar decisiones. Esta basada en la
creacion de algoritmos y sistemas informaticos completos que pueden llegar a
procesar grandes cantidades de datos y realizar la tarea asignada de manera
autonoma. En el campo de la informatica que se enfoca en el desarrollo de sistemas
informaticos capaces de realizar tareas que normalmente requieren inteligencia
humana, como el reconocimiento de patrones, el procesamiento del lenguaje
natural, la toma de decisiones. [12]

Base de datos: Una base de datos es un sistema organizado de almacenamiento de
datos que permite el acceso, la recuperacion, la manipulacion y la gestion eficiente
de la informacion. Se compone de un conjunto de datos interrelacionados,
organizados y estructurados de manera que sea facil de consultar y actualizar. [13]

Red Neuronal: Una red neuronal es un modelo computacional inspirado en el
funcionamiento del sistema nervioso bioldgico, es decir, el cerebro humano,
disenado para procesar y aprender informacién a partir de datos. Consiste en una
red interconectada de nodos o neuronas artificiales que trabajan en conjunto para
realizar una tarea en especifico, se puede aplicar en el reconocimiento de patrones,
clasificacion de datos, predicciones entre otros. [14]

OpenCV: Open Source Computer Vision Library es una biblioteca de cddigo
abierto disefiada para la vision por computadora y el procesamiento de imagenes.
Proporciona una amplia gama de funciones y algoritmos para el analisis de
imagenes y videos, incluyendo procesamiento de imagenes, deteccion de objetos,
reconocimiento facial, seguimiento de movimiento, calibracion de cdmaras, entre
otros. [15]



TensorFlow: Es una biblioteca de software de codigo abierto desarrollada por
Google Brain Team que se utiliza para implementar y desplegar modelos de
aprendizaje automatico y redes neuronales. TensorFlow proporciona una interfaz
flexible y escalable para la construccion y entrenamiento de modelos de
aprendizaje automatico, asi como herramientas para su despliegue en diferentes
entornos. [16]

5.3. Marco Legal

Ley de Software

- Ley 603 de 2000: Esta ley tiene como objetivo principal promover el desarrollo de
la industria del software en Colombia. Establece disposiciones relacionadas con la
propiedad intelectual, la proteccion de los derechos de autor y el fomento de la
investigacion y la innovacion en el campo del software.

Regulaciones de ciberseguridad y software

- Decreto 1074 de 2015: Este decreto reglamenta el sector de tecnologias de la
informacion y las comunicaciones en Colombia. Aunque no se centra
exclusivamente en ciberseguridad, contiene disposiciones relevantes para la
proteccion de la informacion y la seguridad de los sistemas informaticos.

- Estandares de Calidad de Software: Aunque no hay regulaciones especificas en
Colombia, las empresas de software pueden seguir estdndares internacionales
reconocidos, como ISO/IEC 25010 sobre calidad de productos de software.

- Reglamentacion de Inteligencia Artificial: Aunque aun no existe una regulacion
especifica sobre inteligencia artificial en Colombia, es importante estar al tanto de
las discusiones y desarrollos en este campo a nivel nacional e internacional, ya que
pueden influir en el desarrollo y la regulacion futura de tecnologias como la vision
e inteligencia artificial.

Normativas agricolas

Buenas Practicas Agricolas (BPA):

- Resolucion 4579 de 2012: Esta resolucion establece las normas técnicas y los
requisitos para la implementacion de las Buenas Practicas Agricolas en Colombia.

Las BPA son un conjunto de principios y practicas que promueven la produccion
agricola sostenible, la proteccion del medio ambiente y la seguridad alimentaria.
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Calidad de los alimentos

- Ley 118 de 1994: Esta ley establece disposiciones para garantizar la calidad,
inocuidad y etiquetado adecuado de los alimentos en Colombia. La ley establece
estandares y requisitos para la produccion, procesamiento, almacenamiento,
transporte y comercializacion de alimentos, con el fin de proteger la salud publica y
promover la transparencia en la informacion al consumidor.

Reglamento del sector agropecuario

- Decreto 1071 de 2015: Reglamentario del Sector Agropecuario: Este decreto
reglamenta varios aspectos relacionados con el sector agropecuario en Colombia,
incluyendo la produccion agricola, ganadera, pesquera y forestal. El decreto
establece disposiciones sobre el registro de predios agricolas, el uso sostenible de
los recursos naturales, la conservacion del suelo y el agua, entre otros.
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6. Metodologia

En la fase uno se identifico la necesidad de contar frutos de manera automatizada
en el entorno agricola, estableciendo los objetivos del proyecto, como la precision
en el conteo, la velocidad de procesamiento y la facilidad de uso.

Se realizd un bosquejo del prototipo, determinando la parte fisica y mecdanica del
sistema, asi como los requerimientos electronicos.

En la fase dos, se llevd a cabo la investigacion de las caracteristicas deseadas del
software, como la compatibilidad con la camara web, la capacidad de procesar
imagenes en tiempo real y la integracion de la Raspberry pi.

En la tercera fase se realizo el analisis y seleccion de tecnologias, lenguaje de
programacion como Python, OpenCV para el procesamiento de imagenes y
TensorFlow para la implementacién de redes neuronales.

De cuarta fase, se hizo el disefio de la arquitectura del sistema, incluyendo la
estructura del software, la integracion de la cdmara web y la Raspberry Pi, y la
implementacion de algoritmos de vision e inteligencia artificial.

En la quinta fase se realizo6 la de implementacion del software haciendo la
programacion de los algoritmos de procesamiento de imagenes y redes neuronales
para el conteo de frutos y la adecuacion de la Raspberry con la cdmara al software.

En la sexta fase, se realizaron las pruebas y analisis de resultados, haciendo el
entrenamiento del sistema con la base de datos y se verifico la funcionalidad y
rendimiento, se realizd pruebas en distintas condiciones de iluminacién y angulo de
la cdmara con los distintos frutos.

En la séptima y tltima fase, se realiz6 el documento escrito que da a conocer el
desarrollo del prototipo.
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7. Resultados

7.1. Propuesta definitiva

Captura de imagenes en un entorno controlado:

Se propone como punto de partida realizar un esquema del prototipo fisico para la
captura de imagenes donde va el sistema de vision y la Raspberry Pi 3 B, como se
muestra en la figura 1.

Figura 1. Disefio prototipo fisico. Fuente: Autores

Una vez realizado este disefio se elige como material acrilico negro quedando como
se muestra en la figura 2.

Se disefid y construyd un prototipo capaz de capturar imagenes en un entorno
controlado. Este prototipo incluye cdmara Logitech C505 HD que puede ajustar
parametros de captura de imagenes segun las condiciones del entorno, como la luz
y la distancia. Se trabajo con configuraciones que permiten obtener imagenes
precisas, incluso con diferentes condiciones de iluminacion y tipos de frutos
(bananos, limones, lulos, mandarinas y naranjas).
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Figura 2. Prototipo en acrilico. Fuente: Autores

NOTA: Para la realizacion de la propuesta definitiva se tuvo en cuenta que como
requerimiento principal se iba a tener que hacer uso de GitHub como forja, en el
equipo en el que se iba a trabajar, asi mismo se debe instalar en la Raspberry pi.

Base de datos

Para manejar el flujo de datos generado por el sistema, se implement6 una base de
datos robusta desde MySQL con lenguaje sql administrada desde el software
DBeaver, con el cual se gestionan los usuarios, se realiza la creacion de tablas y
cualquier otro tipo de consulta sql (ver figura 3) para el manejo de la informacion,
en este software se puede visualizar de manera externa a la interfaz grafica el
registro de eventos, (conteo de frutos, inicio y cierre de sesion de usuario, falla de
conteo de frutos), también se puede almacenar el registro de los procesamientos
hechos, guardar la cantidad de frutos que conto, recibe la fecha y qué usuario
ingreso, esto contenido en las diferentes tablas creadas.
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Figura 3. Consultas sql. Fuente:

En la figura anterior se visualizan algunas de las consultas que se pueden realizar
en sql. En la base de datos trabajada se implement6 consulta DDL, especial para
crear tablas y organizar relaciones entre ellas, DML, utilizada para la manipulacién
de datos y DCL, para la gestion de datos, multiples tablas o vistas.

Asi bien, con DDL se implementdé CREATE, para la creacion de la base de datos,
con DML se utilizaron INSERT para insertar un registro en una tabla, SELECT para
seleccionar diferentes registros dependiendo el criterio, UPDATE para actualizar el
registro, DELET para borrar el registro y finalmente con DCL se utilizO GRANT
para darle los permisos al usuario que se creo.

Teniendo en cuenta lo anterior se realiza desde MySQL se usa la terminal
command line client, para la creacién de la base de datos y creacion de tablas y
campos.

Una vez realizado la creacion de la base de datos con todos los elementos se hace
uso de ella mediante mediante consultas sql definidas en el codigo de la aplicacion.

En la figura 4 se puede visualizar el software DBeaver, con una de las tablas,
correspondiente a la de usuarios, en la parte izquierda de la imagen se puede
apreciar el arbol de trabajo donde estd el acceso a las otras tablas, eventos,
1magenes, registros y users.
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monitoring monitoring

eventos

Project - General

Figura 4. Entorno DBeaver. Fuente: Autores

La base de datos permite tener el registro historico de los eventos ingresados en la
plataforma.

Procesamiento de imagenes y entrenamiento del modelo

Se implementd un algoritmo de procesamiento de imdgenes para reconocimiento de
objetos que estd basado en IA. El algoritmo identifica objetos en iméagenes, para el
proyecto se gener6 un dataset con imagenes de los frutos que queremos identificar.
Tomando cada imagen se realizo un etiquetado de los frutos que se utilizaron para
el entrenamiento del modelo.

Para el entrenamiento del modelo se utilizdo YOLOvSs, un modelo de deteccidon de
objetos por IA, con el dataset de las imagénes tomadas y las librerias de python
tensorflow, pillow, torchvision, se creo un modelo personalizado para la deteccion
de frutos seleccionados.

Como software principal de editor de codigo se utilizo Visual Studio Code ya que
permite el uso de todo el repositorio de manera organizada y eficaz, ademads
permite una amplia variedad de extensiones que nos ayudan a visualizar los errores
de los diferentes lenguajes de programacion utilizados (Python, JS, HTML y CSS).
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Teniendo en cuenta la informacién anterior para el preprocesamiento y
entrenamiento del modelo se realizaron los siguientes pasos.

1. Desarrollo de un algoritmo para captura de imagenes y guardarlas
etiquetadas en base a la fruta que se tomo.

Se utilizd6 OpenCV que es una herramienta para realizar operaciones de
procesamiento de imdagenes, como el filtrado, la deteccion de bordes, el
reconocimiento de caracteristicas, el seguimiento de objetos, etc. Asi bien se cred
un script en el cual se abria una ventana donde se visualiza lo que se estaba
obteniendo de la cdmara, se procede con la captura de las imagenes y estas se iban
guardando en orden con el nombre y el niumero con el que iba la cuenta de
imagenes en una carpeta, estas imagenes se guardaron en formato .jpg, este proceso
se realizo 300 veces por tipo de fruto en distintas condiciones de iluminacidn,
distancia de la cdmara, posicion y cantidad del mismo fruto en la misma imagen,
finalizando el proceso se cerraba el script para luego volver a abrirlo pero
cambiando la etiqueta del siguiente fruto al capturar; los frutos utilizados en el
proyecto bananos, limones, lulos, naranjas y mandarinas para un total de 1500
imagenes.

2. Entrenar el modelo

Para entrenar el modelo utilizando YOLOvVS que funciona mediante etiquetas, se
definen las regiones en donde estan los objetos que se quiere identificar y luego a
esas regiones se les asigna una clase, en este caso las regiones corresponden a los
frutos que seleccionamos y se guardaron de la siguiente manera:

0 lemon

1 tangerine

2 orange

3 banana

4 lulo

Siendo el nimero correspondiente a la clase y la region el nombre del fruto.
Se utilizé un software de cddigo abierto de entrenamiento de etiquetado de objetos
en imagenes llamado VoTT (Visual Object Tagging Tool), y se iban guardando las

imagenes en una carpeta, luego se cargo el repositorio dentro de este software y se
empezd con el etiquetado y delineado de cada fruto como se visualiza en la figura
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6, este proceso se realizd con las 1500 imagenes tomadas inicialmente y fruto por
fruto.

S

Figura 6. Delineado de frutos desde el software VoTT. Fuente: Autores

Este software crea un nuevo archivo llamado anotaciones, en este archivo estan las
coordenadas de los objetos delineados con las etiquetas que se van a usar.

Nota: Se obtiene un dato diferente de regiones a nimero de imagenes por etiqueta,
ya que en algunas fotos habia més de un fruto, asi que en la figura 7 donde se
visualizan las métricas por fruto podemos ver que el nimero de regiones delineadas
es mayor al nimero de imagenes.
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14 METRICAS DEL PROYECTO

Activos

Total de activos: 1500

Activos visitados (1500)
Activos no v )

Etiquetas & etiquetas

Total de etiquetas: 5
Total de regiones: 2790

Recuento promedio de etiquetas por activo: 1.86

Figuras 7. Métricas del proyecto en VoTT. Fuente: Autores

Este software permite realizar una exportacion de distintos tipos de conjunto de
datos como se muestra en los figura 8, para el proyecto se exportd de tipo pascal
VOC, que es un conocido conjunto de datos de deteccion, segmentacion y
clasificacion de objetos, adicional que al exportar genera unas anotaciones en la
ruta que se elija, en este caso en el repositorio del proyecto en la direccidon de visual
studio code.
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La divisidn para entrenar y comprobar

90

Exportar sin asignar

Guardar L

Figura 8. Configuracion de exportacion en VoTT. Fuente: Autores

Una vez creada la exportacion en la ruta deseada, se importa desde visual studio
code, se generan unas anotaciones en formato xml. que tienen la informacion de
origen (donde estan las imagenes) y donde se van a guardar las anotaciones que se
van generando.

En este caso el formato con YOLOVS entraba en conflicto, como se visualiza en la
figura 9, la manera en la que se generan los datos de una imagen es en orden de;
clase, coordenada centro en X, coordenada centro en y, ancho y alto. Como
generamos la importacion con formato pascal VOC que nos entrega coordenada
min en x, coordenada max en X, coordenada min en y, y coordenada max en y ,
como solucidn se crea un script para convertir de pascal VOC a YOLOVS.

Este script se realiza en python, lee los archivos .xml, se especifica donde encontrar
las anotaciones, donde se va a guardar en formato YOLOVS y qué clases de frutos
se tienen ya que en formato pascal VOC nos aparece por ejemplo “lemon” pero en
formato de anotaciones tiene que ser un indice de la RAE, luego se convierten las
dimensiones, se ejecuta y se genera un nuevo archivo. Este archivo nos dice el
indice, los datos de coordenada centro en x, coordenada centro en y, ancho y alto.
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Figura 9. Formato YOLOVS. Fuente: Ultralitycs, entrenar datos personalizados

Luego de ejecutar este script y convertidos los datos a YOLOvVS exitosamente se
organizd el directorio para entrenar el modelo:

e Directorio central con una carpeta que se llame imagen (nombre de la
imagen debe ser igual al nombre de la anotacion)

e Se crean dos archivos .txt (son archivos de entrenamiento y validacion). El

archivo de entrenamiento es el correspondiente a adquisicion de anotaciones
de 1200 imagenes, y el de validacion toma un nimero determinado de
imagenes (en este caso 300) y realiza validacion.
Para esta eleccion de imagenes también se crea un script que seleccione al
azar 1200 imégenes definiendo el 80% de cada archivo de las imagenes (es
decir de cada fruto toma 250 imagenes y las almacena para archivo de
entrenamiento) y las 50 iméagenes restantes de cada archivo las asigna para el
archivo de validacion.

Para completar el entrenamiento una vez generados los dos archivos .txt,
trabajamos la carpeta de YOLOvVS que tiene toda la copia del repositorio y se

ejecuta un script creado que solicita unos parametros especificos:

--img 640: El tamaiio de las imagenes es 640x640 pixeles.
--batch 16: El tamaio del lote (batch size) es de 16 imagenes por iteracion.

21



--epochs 100: El entrenamiento se realizé durante 100 épocas (o ciclos completos
de entrenamiento).

--data frutas.yaml: Este archivo YAML contiene la configuracion del conjunto de
datos (por ejemplo, clases e imagenes).

--cfg models/yolov5s.yaml: Define la arquitectura del modelo basado en YOLOvSs
(una version pequeia de YOLOVS).

--weights yolov5s.pt: Se usaron los pesos preentrenados de YOLOvVS como punto
de partida.

--name fruits: El modelo se guarda bajo el nombre fruits.

3. Validacion y resultado del entrenamiento

Una vez organizado, configurado vy las rutas del entrenamiento, se ejecuta el
parametro python train.py --img 640 --batch 16 --epochs 100 --data
C:\Users\SABTIZ\grado\capture\frutas.yaml --cfg models\yolov3s.yaml --weights
yolov3s.pt --name fruits desde el command promt de anaconda.

y empieza con el proceso de la siguiente manera en el repositorio:

e Finalizada la ejecucion en el prompt como se muestra en la figura 10, se ve
la salida del entrenamiento del modelo de deteccién de objetos usando
YOLOVS

Progreso del entrenamiento:

e “100 epochs completed in 29.721 hours.” El entrenamiento completo de las
100 épocas tomo6 aproximadamente 29.7 horas.

Optimizacion y validacion:

e '"Optimizer stripped from...": Aqui se muestra que el optimizador ha sido
removido del modelo final para reducir el tamafio de los archivos guardados:
o 14.4 MB es el tamaiio del modelo guardado como best.pt y last.pt.
e '"Validating runs/train/fruits6/weights/best.pt...": Se realiza la validacion
del modelo entrenado para evaluar su rendimiento.

Resumen del modelo:

e "157 layers, 7023610 parameters...": El modelo tiene:
o 157 capas en total.
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o 7,023,610 parametros (valores que el modelo ajusta durante el
entrenamiento).

o 15.8 GFLOPs (operaciones en punto flotante, una métrica de la
complejidad computacional).

e Valida los archivos de entrenamiento, por ejemplo encuentra las 1200
imagenes y las 300 imagenes para la validacion.

python train.py --img 648 --batch 16 --epochs 188 --data C:\Users\SABTIZ\grado\capture\frutas.yaml --cfg
modelsiyolov5s.yaml --weights yolov5s.pt --name fruits

188 epochs completed in 29.721 hours§

Optimizer stripped from runs\train\fruitsé\weights‘\last.pt, 14.4MB
Optimizer stripped from runs\train\fruitsé\weights\best.pt, 14.4MB

Validating runsh\train\fruitst\weights\best.pt...
Fusing layers...
YOLOw5s summary: 157 layers, 7823616 parameters, @ gradients, 15.8 GFLOPs

Class Images Instances P R mapse  mapse-95: 100%| |G
10/10 [00:53<00:00, 5.37s/it]
all 300 573 0.991 0.993 9.995 0.954
lemon 300 101 8.997 8.99 8.995 8.944
tangerine 300 120 8.99 1 8.995 8.983
orange 300 97 8.997 1 8.995 8.989
banana 300 142 8.986 0.973 9.993 8.865
1ulo 300 113 8.988 1 8.995 0.988

Results saved to runshtrain‘\fruitsé

Figura 10. Formato YOLOVS. Fuente: Autores

Resultados por clase:

La tabla nimero uno muestra la métrica para cada clase de fruta

all 300 573 0.991 0.993 0.995 0.954
lemon 300 101 0.997 0.990 0.995 0.944
tangerine 300 97 0.995 0.990 0.995 0.983
orange 300 97 0.997 1.000 0.995 0.989
banana 300 142 0.986 0.973 0.993 0.865
lulo 300 113 0.988 1.000 0.995 0.988

Tabla 1. Resultados por clase. Fuente: Autores
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Cada métrica se define de la siguiente manera:

e P (Precision): Proporciéon de predicciones correctas sobre el total de
predicciones hechas.

e R (Recall): Proporcion de objetos detectados sobre el total de objetos
presentes.

e mAP50: Promedio de precision para un umbral IoU del 50%.

e mAP50-95: Promedio de precision en varios umbrales de IoU (del 50% al
95%).

Nota: Tengamos en cuenta que loU significa intersecciéon sobre union. Es una
métrica fundamental para evaluar el rendimiento de modelos de direccion y
segmentacion de objetos. Mide también las predicciones del modelo con los objetos
reales de una imagen,

Ubicacion de resultados:
e '"Results saved to runs/train/fruits6"

Los resultados (pesos entrenados y graficas de entrenamiento) se guardaron
en la carpeta runs/train/fruits6.

Validacion de los resultados

En términos de reconocimiento, el modelo mostré un desempefio variado segin el
tipo de fruta y las condiciones en las que se tomaron las fotos. Los limones
lograron un 100% de precision, mientras que los bananos tuvieron un 80% de
reconocimiento, pero solo cuando estaban cerca de la cdmara, estos dos siendo los
dos frutos para validacion del sistema.

Para el entrenamiento del sistema se hicieron pruebas con otros tres frutos
Unicamente para analizar el funcionamiento de procesamiento y tenerlo en cuenta
para adaptaciones futuras, asi bien, los lules obtuvieron un 60% de efectividad, y
las naranjas alcanzaron apenas un 30%, pero solo bajo condiciones especificas de
luz y a cierta distancia. Las mandarinas presentaron un reconocimiento limitado al
10%, pero tnicamente cuando se sostenian en la mano, en un dngulo preciso.

El mejor desempefio se obtuvo con los limones, ya que las fotos incluyeron
multiples ejemplares a diferentes distancias, con diversas condiciones de luz y
fondos. Sin embargo, se observo que sostener las frutas con la mano influye en el
resultado, dado que el modelo detecta objetos por zonas de color. En estos casos, la
piel de la mano puede interferir en la identificacion al ser reconocida como parte
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del fruto. Por este motivo, las mandarinas solo lograron ser correctamente
detectadas cuando se sostenian en la mano bajo un angulo especifico.

Desarrollo de la interfaz grafica

Finalmente, se cred una interfaz grafica amigable que facilita la interaccion con el
software, permitiendo a los usuarios loguearse como se muestra en la figura 11 Y
visualizar los resultados del conteo en tiempo real.

La estructura de la interfaz grafica esta basada en logica de pagina web, es decir, se
compone de:

Archivos estaticos CSS (archivos que no cambian y se consumen) funcionando
como como hojas de estilo.

Imégenes solidas que representan elementos.

Archivos JS que ejecutan funciones internas para el dinamismo de la pagina.

Siguiendo la siguiente estructura en resumen:
1. Archivo principal de estilos
2. Archivo de JS por cada pagina de visualizacion
3. Ejecucion de un framework preinstalado FLASK

Automatizacion conteo cultivos

Usuario

Contrasefia

Iniciar sesion

Figura 11. Interfaz ventana principal. Fuente: Autores
7.2. Restricciones de la solucion

El proyecto fue disefiado desde su inicio teniendo en cuenta varias restricciones que
son esenciales para garantizar su correcto desempefio. Las condiciones de
iluminacion deben ser consideradas cuidadosamente, ya que cambios en la luz,
sombras o poca luminosidad pueden afectar la precision del modelo. Asimismo, la
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posicion y el angulo de captura son factores criticos, ya que se requiere que los
frutos se capturen desde angulos adecuados y estén completamente visibles para
asegurar un reconocimiento fiable. Del mismo modo, la distancia de la cimara
juega un papel fundamental, ya que el sistema fue disefiado para operar dentro de
un rango especifico, y fuera de este, su desempeiio puede disminuir. Ademas, se
contempla la variabilidad natural de los frutos en términos de tamafio, color o
estado de maduracion, lo que exige un modelo capaz de adaptarse incluso si las
caracteristicas de los frutos difieren de las incluidas en el conjunto de
entrenamiento.

Otro aspecto clave considerado desde el disefio del proyecto es la capacidad de
procesamiento del sistema, que puede requerir hardware con potencia suficiente
para realizar inferencias en tiempo real, lo cual representa un desafio en entornos de
campo o dispositivos mdviles. Finalmente, se previd que el entrenamiento y
ajuste del modelo demandaria tiempo y esfuerzo significativo, especialmente para
asegurar que el sistema generalice correctamente en multiples tipos de frutos y en
diversas condiciones ambientales. Por tanto, todas estas restricciones fueron
asumidas como parte del planteamiento inicial, con el objetivo de desarrollar una
solucion robusta y eficiente bajo las condiciones previstas.

7.3. validacion de la solucion (Resultados)

La interfaz cuenta con un ment en el cual se puede acceder a la pantalla principal,
registros proceso y configuracion como se muestra en la tabla 2. también donde se
visualiza la imagen en tiempo real y se realiza el conteo. Cuenta con requerimientos
como completar la informacion del fruto a contar

Configuracion = Conteo Frutos
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Pagina Principal

Eventos

O

,,,,,,,,,,, Adnin Mnitreo [eTr— Diligencia todos los campos

Conteo Frutos

‘Admin Monitoreo

* latitud * longitud

i

Cargando

Tabla 2. Interfaz grafica. Fuente: Autores

Cuando el modelo finaliza el entrenamiento nos arroja un directorio con los
resultados, asi se obtuvieron estadisticas de trenes y valores, mosaicos, etiquetas,
predicciones y mosaicos aumentados, asi como métricas y graficos que incluyen
curvas de recuperacion de precision y matrices de confusion.

Algunos de los resultados del entrenamiento y validacion se muestran en las figuras
12 y 13. A simple vista se ve el conjunto de imagenes de frutos identificados
automaticamente por el sistema, en la primera imagen se visualiza el entrenamiento

y en la segunda es la validacion, por eso los resultados de identificacién son
iguales.

27




. orange
orange” lemon

nrange
lemon a y

arznge

. orange
orange”

nrange /

lemon

orznge

orange

orange_150,

olorange!45.jpg

range 143.jpg
lorange

range 143.jpg
orange
4 >

orange_140.jpg- ¥

orange
i~
"or:angé‘
N

grmj 36.jpg

@ orange
T —=

grwj 36.jpg
& orange
o

e

orange, ofa;ng'eg orange
) =

‘.

Figura 13. Validacion Fuente: Resultados YOLOvS

En las métricas de entrenamiento y validacion como se muestra en la figura 14
encontramos distintos graficos que arrojan lo siguiente:

1. Losses (Pérdidas):
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train/box_loss y val/box_loss: Estas pérdidas se refieren a qué tan bien se
ajusta el modelo a las coordenadas de las cajas delimitadoras (bounding
boxes). En ambos casos, las pérdidas disminuyen con las épocas, indicando
que el modelo mejora su capacidad para ajustar las cajas a los frutos
detectados.

train/obj_loss y val/obj_loss: Estas métricas reflejan la pérdida al detectar si
existe un objeto en una region dada. La caida progresiva muestra que el
modelo se vuelve mas preciso para identificar la presencia de objetos.
train/cls_loss y val/cls_loss: Estas son las pérdidas de clasificacion, es decir,
qué tan bien el modelo clasifica los objetos detectados en las clases
correspondientes. La reduccion indica que el modelo esta aprendiendo a
clasificar correctamente los frutos con el tiempo.

. Precision y Recall:

La precision mide la proporcion de predicciones correctas entre todas las
predicciones hechas. En este caso, la precision converge hacia 1, lo que
sugiere que el modelo comete muy pocos falsos positivos.

El recall refleja la proporcion de objetos detectados correctamente entre
todos los objetos presentes. El valor alto indica que el modelo esta
identificando la mayoria de los frutos, aunque al inicio del entrenamiento la
curva tiene algunas fluctuaciones.

. mAP (Mean Average Precision):

mAP@0.5 muestra la precision promedio para una loU de 0.5 (es decir, 50%
de coincidencia entre las cajas predichas y las reales).

mAP@0.5:0.95 es una métrica mas estricta, ya que promedia la precision
para IoUs desde 0.5 hasta 0.95. La convergencia hacia valores altos
(cercanos a 0.8) indica que el modelo tiene un buen rendimiento en distintas
condiciones.
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Figura 14. Results del entrenamiento y validacion en métricas. Fuente: Resultados
YOLOvS

Por otro lado en la figura 15 contamos con la matriz de confusion esta refleja
como el modelo clasifica cada tipo de fruto en las clases disponibles. Los valores
diagonales indican las predicciones correctas, mientras que los valores fuera de la
diagonal representan los errores.

Como principales resultados de esta matriz se obtuvo:

Limo6n, mandarina, naranja y lulo: El modelo tiene un desempefio perfecto o casi
perfecto para estas clases, con valores de 0.99 o 1.0 en las predicciones correctas.
Banana: El modelo logra un 98% de precision, aunque en algunos casos se
confunde y clasifica erroneamente un 1% como limén.

Fondo: En este caso, el modelo presenta algunas confusiones al detectar fondo
como frutos, especialmente con lulo y naranja (40%).

Recordemos sin embargo que este sistema estd disefiado para trabajar con los

resultados el entrenamiento y la validacion de los limones y las bananas, lo que no
da excelentes resultados en la practica real.
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Figura 15. Matriz de confusion. Fuente: Resultados YOLOvS

En general, los resultados muestran que el modelo ha logrado un desempefio s6lido,
con pérdidas reducidas y métricas de precision y recall elevadas. La mayor parte de
las clases son correctamente identificadas con alta precision, aunque hay ciertas
confusiones menores, especialmente al distinguir el fondo de los frutos.

Al momento de hacer las pruebas se verificd el reconocimiento de los frutos,
limones y bananos, cumpliendo el conteo y el reconocimiento como lo
visualizamos en 16, se muestra el conteo de las 4 bananas y nos identifica el fruto,
igualmente con los limones haciendo el conteo de 3 e identificando.
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Figura 16. Resultados del conteo y deteccion de frutos. Fuente: software diseiiado para conteo y
deteccion de frutos

7.4. Evaluacion del impacto de la solucion

La automatizacion del conteo de frutos reduce los costos operativos al minimizar la
dependencia de mano de obra para tareas repetitivas. Esto permite que los recursos
humanos se asignen a labores mas estratégicas y complejas. Ademads, el aumento en
la precision del modelo facilita una mejor gestion del inventario y optimiza las
decisiones en los procesos de recoleccion, empaque y distribucion. Esta mejora es
especialmente relevante para pequefias y medianas explotaciones agricolas, donde
el ahorro en tiempo y recursos tiene un impacto directo en la rentabilidad.

El proyecto demuestra la viabilidad del uso de redes neuronales como YOLOVS en
aplicaciones agricolas, lo que abre las puertas a futuras innovaciones en este sector.
La posibilidad de integrar vision artificial en dispositivos moviles amplia el alcance
de la agricultura de precision, permitiendo su implementacion incluso en contextos
rurales. Ademas, este tipo de solucion tecnologica podria inspirar desarrollos mas
avanzados, como la deteccion automatica de enfermedades en cultivos o la
clasificacion de frutos por calidad.

La introduccion de tecnologia avanzada en el sector agricola tiene implicaciones
positivas para la fuerza laboral. Al liberar a los trabajadores de tareas manuales
repetitivas, estos pueden concentrarse en labores de mayor valor y seguridad,
mejorando su calidad de vida. Adicionalmente, la implementacion de sistemas de
inteligencia artificial fomenta la capacitacion y la especializacion, preparando a los
trabajadores para manejar nuevas herramientas digitales. Por otro lado, un conteo
mas preciso facilita la transparencia en los acuerdos comerciales entre productores
y distribuidores, generando relaciones mas justas y eficientes.
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8. Conclusiones

A lo largo del desarrollo de este proyecto se logro disefiar e implementar un sistema
basado en redes neuronales profundas (YOLOVS), enfocado en la identificacion
y conteo automatizado de diferentes tipos de frutos. Los resultados obtenidos
demuestran que el modelo es capaz de lograr un alto rendimiento, aunque también
se identificaron limitaciones y aspectos a mejorar para su uso en entornos reales.

En cuanto al modelo mostrd un alto nivel de precision en la identificacion de los
frutos, como limoén, y banano, con métricas cercanas al 100%. Sin embargo, en
algunos casos, la clasificaciéon del fondo generd confusiones con los frutos de
entrenamiento, especialmente con lulo y naranja.

Las métricas de mAP (Average Precision) indicaron un desempefio robusto,
alcanzando valores altos tanto para IoU de 0.5 como para el rango mas estricto de
0.5 a 0.95. Esto confirma que el modelo es capaz de realizar detecciones precisas
incluso bajo distintas condiciones de coincidencia.

Para el desempefio 6ptimo del modelo en cuanto a condiciones fisicas se puede
concluir que las pruebas revelaron que la variabilidad en las condiciones de luz
tiene un impacto significativo en la precision del modelo. Se comprob6 que
cambios drasticos de iluminacién o sombras pueden afectar el reconocimiento.

El angulo desde el cual se toma la imagen es fundamental. Se tiene que cumplir un
criterio similar al del momento de la captura de las imagenes.

En cuanto a la distancia de la cdmara en el modelo se observd dentro de un rango
especifico de distancia. Detecciones cercanas fueron mas precisas (como en el caso
de las bananas), mientras que distancias mayores presentaron mas errores.

Se comprobd que la variabilidad en el tamafio, color o estado de maduracion puede
afectar el reconocimiento si estas variaciones no se reflejan en el conjunto de
entrenamiento. En el caso de los limones, la alta precision se logro porque el
conjunto de datos incluia una amplia diversidad de ejemplos en diferentes
condiciones y fondos.

El proceso de entrenamiento fue largo, con 100 épocas completadas en 29.7
horas, lo que refleja la complejidad del modelo. Sin embargo, la curva de pérdidas
muestra que el modelo converge adecuadamente, logrando optimizar la deteccion y
clasificacion durante las iteraciones.
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En resumen, el proyecto logré cumplir con los objetivos planteados,
proporcionando un sistema capaz de automatizar el conteo de frutos con alta
precision. Aunque se identificaron limitaciones, estas fueron consideradas desde el
planteamiento inicial del proyecto, permitiendo adaptar las expectativas y optimizar
el modelo dentro de un entorno controlado. Los resultados obtenidos son un punto
de partida so6lido para la implementacion del sistema en aplicaciones practicas, y las
mejoras sugeridas podrian aumentar su versatilidad y robustez en escenarios mas
diversos.
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