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RESUMEN

En esta investigacion se lleva a cabo el andlisis, la validacion y la implementacién de un algoritmo
tomado del amplio mundo del Machine Learning, para generar uno o varios modelos que puedan
apoyar en los procesos de optimizacion de las redes UMTS (Universal Mobile Telecommunications
System - Sistema universal de telecomunicaciones moviles), y mas especificamente en la fase de
diagndstico de las celdas. Se presentan algunos de los contadores y KPIs (Key Performance Indicators
— Indicadores claves de desempefo) estadisticos de las celdas UMTS que normalmente son
utilizados por los ingenieros de optimizacidn para diagnosticar el estado de las celdas, y que serviran
para armar un data set que pueda ser utilizado por las técnicas de Machine Learning como
informacién de entrada para entrenar los modelos.

Para esto se realiza el andlisis de varias técnicas de Machine Learning y dependiendo de las
caracteristicas y condiciones del data set disponible, se escogen dos de las técnicas, las cuales seran
entrenadas y evaluadas para finalmente escoger la técnica de mejor desempeiio y sobre la cual se
realizara la implementacion en un lenguaje de programacion que permita realizar diagndsticos
futuros de las celdas UMTS.
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1. GENERALIDADES

1.1 INTRODUCCION

Sin lugar a dudas las redes de telefonia moévil celular han representado un gran avance en las
comunicaciones moéviles, ya que les facilita a los usuarios el acceso a servicios de voz y datos de
manera inaldmbrica. Pero una red mavil celular sin importar el operador o vendor que la despliegue,
siempre demandara procesos de optimizacidon para una adecuada prestacion de los servicios. El
objetivo principal del proceso de optimizacién es que cada celda de la red movil pueda atender la
mayor cantidad de usuarios con la mejor calidad posible. Para esta importante tarea los operadores
de telefonia celular asignan grupos especiales conformados por ingenieros expertos que se
encargan de realizar un diagndstico del status de las celdas UMTS y de acuerdo a los resultados
implementar planes de accién para ajustar los pardmetros de configuracion que permitan mejorar
el desempeno de las celdas.

En los ultimos afios una gran cantidad de procesos de diferentes disciplinas se han enfocado en el
uso de paradigmas de la inteligencia computacional para dar solucién a problemas complejos que
no pueden ser abordados mediante los modelos que usan los algoritmos de computacion
tradicionales. Dentro de este proyecto de investigacidn se busca desarrollar un modelo de Machine
Learning que apoye la fase de diagndstico de celdas UMTS (Las redes UMTS en Colombia adn
seguiran vigentes por varias razones entre las que se destacan, el hecho de que no se podra apagar
una red hasta que no exista otra red totalmente madura que la reemplace, también porque existe
un gran numero de clientes que no poseen teléfonos con VoLTE y por ende deben cursar las
llamadas de voz en la red UMTS y finalmente que los operadores proyectan recuperar la inversion
realizada en los equipos de red UMTS a largo plazo) y que entregue como resultado una
determinada clasificacion de acuerdo a los posibles escenarios de optimizacidn. Como beneficios se
conseguirian entre otros, la agilidad en el proceso de optimizacién de la red con un menor uso de
personal calificado. Al final todos los esfuerzos realizados en la optimizacién de una red se veran
reflejados tanto en la satisfaccidn de los clientes como en un mayor ebitda para los operadores.

1.2 PROBLEMA DE INVESTIGACION

El problema de investigacion se define a través del planteamiento, la formulacién y sistematizacién
del problema.
1.2.1 Planteamiento del problema

Actualmente los operadores de telefonia celular realizan los procesos de optimizacion de la red
utilizando una gran cantidad de recursos tales como herramientas propietarias, personal experto y
tiempo de procesamiento. Dentro del ciclo de optimizacion se tiene la fase de diagndstico de las

3
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celdas para la cual son indispensables los KPIs que estdn asociados a contadores estadisticos tales
como numero de usuarios, potencia consumida, cédigos disponibles, cantidad de trafico, entre
otros. El andlisis de estos KPIs se realiza de forma manual por los ingenieros expertos de
optimizacidn quienes correlacionan varias de las variables obtenidas en los KPIs para dar finalmente
un diagndstico de las celdas e indicando si requieren o no un plan de accién. Pero podria existir una
forma mucho mas agil que permita realizar el diagndstico de las celdas haciendo uso de la IA
(inteligencia artificial), pues muchos de estos modelos o paradigmas son alimentados con data sets
gue en este caso se podrian armar con los KPIs que se tienen de cada una de las celdas de la red.
Dentro de la IA existen varias ramas como la légica difusa, redes neuronales, sistemas expertos o la
combinacion de algunas de estas con las cuales se podria abordar el reto de diagndstico de las celdas
UMTS. La posibilidad de desarrollar un modelo que se adecue a las condiciones del proyecto son
altas considerando que ya existen algunas aplicaciones que se asemejan tales como las de
diagndsticos médicos. Gracias a que se cuenta con varios data sets, sera posible evaluar con gran
precision el desempeiio de los modelos analizados ya que se tienen tanto las variables de entrada
gue son los KPIs y las variables de salida que corresponden a los diagndsticos realizados por los
ingenieros expertos. Al final de todo el proceso de investigacion y andlisis se obtendran importantes
conclusiones respecto del desempefio de los modelos de IA para el diagndstico de celdas UMTS.

1.2.2 Formulacién del problema

éEs posible apropiar una técnica o modelo tomado del mundo de la Inteligencia Artificial, que pueda
ser configurado y utilizado en la fase de diagndstico de celdas UMTS tomando como entrada los KPIs
de las celdas?

1.2.3 Sistematizacion del problema

e (Se puede generar un data set con los KPIs de las celdas UMTS?
e (Cuales técnicas de Machine Learning se pueden aplicar para generar los modelos?
e (Quétécnica de Machine Learning ofrece mejor desempeiio en el diagndstico de las celdas?

1.3 OBIJETIVOS

1.3.1 Objetivo general

Implementar (desarrollar un algoritmo en Matlab) una técnica de inteligencia computacional
(engloba numerosas disciplinas de la IA) en particular Machine Learning que, pueda ser utilizada en
la fase de diagndstico (analisis de KPIs) de celdas UMTS apoyando asi el proceso de optimizacién de
la interfaz de radio de una red de telefonia mévil celular.
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1.3.2 Objetivos especificos

e Identificar técnicas o modelos de inteligencia computacional que sean viables para realizar
el diagndstico de las celdas UMTS.

e Probar los modelos con el data set para determinar la exactitud, tasa de error, sensibilidad,
especificidad y precisién de los resultados.

e Comparar los resultados obtenidos a partir de los modelos desarrollados: técnica arbol de
decisién y red neuronal.

e Determinar los tiempos de procesamiento que toma el algoritmo para realizar el
procesamiento de la informacién contenido en el data set.

e Implementar el modelo en la herramienta de simulacién “Simulink” o mediante “Guide” de
Matlab.

1.4 JUSTIFICACION

Segun el informe anual “Redes Mdéviles en Colombia” emitido por la CRC (Comisién de Regulacion
de Comunicaciones) en el afio 2018 Colombia cerré con un total de 131.619 sectores de 3G
pertenecientes a los cuatro operadores Claro, Tigo, Movistar y Partners [1]. Este nimero de sectores
representan el 59% del total de sectores 2G, 3G y 4G desplegados por los operadores en todo el
Pais. Para esta gran cantidad de sectores 3G los operadores deben destinar un gran nimero de
recursos orientados al proceso de optimizacion, en especial a la fase de diagnéstico de las celdas, la
cual es realizada por un grupo de ingenieros expertos. Este proceso de diagndstico en especial
demanda una gran cantidad de tiempo, por lo que en muchas ocasiones se actUa tarde sobre las
celdas degradadas con los planes de optimizacién. Los planes de accién tardios no solo afectan la
percepcién de los usuarios, sino que adicional podrian generar multas por incumplimiento de los
indicadores de desempefio que estable el ente regulador CRC. Por lo tanto, al lograr definir un
algoritmo de Machine Learning que apoye a los ingenieros expertos en las tareas de diagndsticos de
las celdas, se conseguira un mayor dinamismo en la definicion de planes de acciéon permitiendo
actuar de manera oportuna sobre las celdas con problemas. Adicional se conseguirdn varios
beneficios entre los que se encuentran los siguientes: agilidad en los procesos de optimizacion,
reduccion del OPEX, mejora de la calidad de la red, incremento de los ingresos y el mds importante
la satisfaccién de los usuarios.
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2. MARCO TEORICO

2.1 REDES UMTS

Los sistemas maviles de tercera generacion (3G) dentro de los que se encuentra 3G UMTS, surgen
como la evolucion de los ya existentes sistemas de segunda generacién (2G) GSM (Global System
for Mobile Communications) y CDMA (Code Division Multiple Access). Las principales razones que
motivaron el desarrollo de 3G fueron la necesidad de una interfaz en el lado radio acceso que
pudiera soportar una mayor cantidad de usuarios y que a su vez también se ofreciera una mayor
velocidad de usuario que en teoria llegaria a los 2 Mbps. Todo esto fue recogido por la UIT (Unidn
Internacional de Telecomunicaciones) en el proyecto IMT-2000 [2]. La primera entrega de las
especificaciones en la cual se cumplieron estos objetivos se denominé Release 99 y fue liberada en
el afio 1999. Los organismos encargados de las especificaciones técnicas del 3GPP (3rd Generation
Partnership Project: Proyecto Asociacion de Tercera Generacidn) continuaron los trabajos dando
como fruto nuevas liberaciones en UMTS tales como los Releases 4, 5, 6, 7 y 8. En estos releases
evolucionaron alin mas los sistemas 3G para mejorar la gestidn de los recursos de radio con nuevos
canales que soportan mayores velocidades. La siguiente figura ilustra la arquitectura basica del
sistema 3G-UMTS la cual estd basada en la red de radio acceso UTRAN (UMTS Radio Access Network)
[3]. Sus principales elementos son: el NodoB, también conocido como estacién base y la RNC (Radio
Network Controller), la cual concentra un grupo de NodosB. El sistema esta conectado al dominio
de conmutacién de circuitos MSC (Mobile Switching Center) para los servicios de voz y al dominio
de conmutacién de paquetes SGSN (Service GPRS Node Support) para los servicios de datos.
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Figura No. 2-1. Arquitectura 3G-UMTS. Fuente [4]
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El estdndar 3G UMTS se basa en la técnica de acceso WCDMA (Wideband Code Division Multiple
Access). La forma de diferenciar a cada uno de los usuarios es mediante el uso de cddigos. De esta
manera todos los usuarios reciben informacién todo el tiempo, pero solo decodifican la informacién

)

gue corresponde al cddigo asignado.

UMTS - WCDMA Usuario 1

Usuario 1 Codigo 1 (8)

Usuario 2 Codigo 2 I-‘-'.-”‘_Usuemo 2

Usuario 3 Codigo 3

Usuario 4 Codigo 4 \ &
y > Usuario 3

Tiempo &

NodoB - Estacion Base UMTS

Usuario 4

Figura No. 2-2. Esquema comunicacion WCDMA UMTS. Fuente propia.

Pero para que los usuarios puedan recibir un éptimo servicio es necesario evaluar una gran cantidad
de variables asociadas a cada celda. Estas variables de informacién son almacenadas normalmente
en contadores estadisticos dentro de los sistemas de supervisién y se asocian a lo que se conoce
como KPIs (Key Performance Indicators). En el mercado de las telecomunicaciones existen algunas
herramientas de monitorizacidn que ofrecen interfaces abiertas para recolectar la informacién de
los gestores y posteriormente post-procesar la informacidon contenida en los contadores con el
objetivo de generar reportes, alarmas, etc. Algunas de estas herramientas propietarias son Nastary
Performance Surveillance o también conocida como PRS. Sin embargo, estas herramientas no tienen
el alcance de correlacionar diferentes variables de entrada y entregar planes de accion, solo facilitan
la visualizacion de KPlIs estandar o definidos por el usuario. En otras palabras, con estas herramientas
solo se pueden generar reportes individuales de los KPIs de una forma amigable [5]. A continuacion,
se relacionan algunos de los contadores y KPIs que se analizan de una celda UMTS.

2.1.1 KPIs redes UMTS
e Cell Load

Este KPI hace referencia a que tan cargada esta la celda UMTS de usuarios que demandan un
throughput. Para entenderlo mejor, asumamos que una celda UMTS puede entregar en total un
throughput de 8000 Kbps entre todos los usuarios que atiende. Si en la celda se encuentran
conectados 4 usuarios, cada usuario tendria en promedio 2000 Kbps, pero si son 16 usuarios los
conectados, entonces cada usuario tendria en promedio un throughput de 500 Kbps. En otras
palabras, entre mds usuarios menor throughput se les puede asignar.
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Para determinar el Cell Load de una celda se divide el minimo throughput que debe ofrecer la celda
a los usuarios entre el promedio del maximo throughput que estan alcanzando los usuarios.

Minimo Throughput que ofrece la Celda

%Cell Load =
#tell Loa Promedio del Maximo Throughput de los usuarios

Por ejemplo, si se configura una celda para que ofrezca a sus usuarios al menos un throughput de
875 Kbps y los usuarios en promedio pueden alcanzar un throughput maximo de 1200 Kbps. Esto
quiere decir que la celda tiene una carga de aproximadamente del 73%. En otras palabras, la celda
podria admitir mds usuarios para compartir el throughput total que dispone la celda.

e Potencia Trafico R99

Este KPI esta asociado a la potencia que se consumen los usuarios para los servicios de Reléase 99
como la voz. La siguiente imagen ilustra con tres ejemplos como se reparte el consumo de potencia
de una celda UMTS.

| Ejemplo 1 - Baja otencia consumida para R 99 |EjempIDZ- Media potencia consumida para R99| |Ejemplo3-AIta potencia consumida para R 99
"y Potencia Potencia Remanente
£ Remanente = =
(=] =] =]
~ ~N ~N
4 = I
E E E
o 2] 2] Usuarios Voz-Datos (R 99)
5 Usuarios Voz-Datos (R 99) 5 Usuarios Voz-Datos (R 99) g Usuarios Voz-Datos (R 99)
E Usuarios Voz-Datos (R 99) E Usuarios Voz-Datos (R 99) E Usuarios Voz-Datos (R 99)|
o Usuarios Voz-Datos (R 99)| o Usuarios Voz-Datos (R 99) o Usuarios Voz-Datos (R 99)|
o o o
Se Adminten Usuarios Se Adminten Usuarios No se Adminten Usuarios

Figura No. 2-3. Consumo de potencia celdas UMTS. Fuente propia.

Se puede decir que la potencia de una celda UMTS es repartida entre tres clases de servicios, la
primera corresponde a la potencia entregada a los canales de control, esta potencia es fija y
corresponde aproximadamente a un 20% de la potencia total de la celda, sobre las figuras estd
potencia se representa en los canales de control CCH y el canal piloto CPICH. La siguiente clase
corresponde a la potencia entregada para los servicios R99 (Release 99) tales como la voz, este
consumo de potencia dependerd de que tantos usuarios de voz o datos estén conectados y a que
distancia de la celda. En la tercera clase se ubican los servicios no R99 como por ejemplo los servicios
HSDPA, estos servicios no R99 por lo general son los que mds consumo de potencia representan en
la celda y dependera de la potencia remanente que le dejen los servicios de R99.

Para realizar su calculo se divide la potencia consumida por los servicios de R99 entre la potencia
total que tiene configurada la celda.

Potencia consumidad por R99

%Pot ia_R99 =
%Potencia_ Potencia total de la Celda
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e Codigos disponibles para HSDPA

En el estandar UMTS se define un recurso llamado arbol de cédigos. Cuando un usuario esta
conectado a una celda y estd realizando una descarga, entre mas cddigos tenga asignados, mayor
serd el throughput que puede alcanzar. En otras palabras, el throughput de un usuario es
directamente proporcional a los cédigos asignados. La idea es que cuando un usuario quiere realizar
una descarga existan cddigos disponibles en la celda.

SF=4

SF=8

SF=16

N\ ————— Cddigos asignados para HS-DSCH
Cddigos disponibles

Cdédigos asignados para HS-DSCH

a otros canales

ii

.

Figura No. 2-4. Cédigos celdas UMTS. Fuente propia.

El cdlculo es muy sencillo, solo basta restar al total de cédigos de la celda los cédigos utilizados.

Cédigos disponibles para HSDPA = Codigos Totales — Coédigos usados

e Calidad Alcanzable en Recepcion

Este contador estd asociado al indicador de calidad de sefial en recepciéon que puede alcanzar en
promedio un usuario de la celda. En las estadisticas de desempefio que entregan las celdas UMTS
se tiene el CQl por sus siglas en inglés (Channel Quality Indicator). Este valor es entregado por la
celda directamente y no requiere de calculos adicionales. Solo para entender como esta variable
influye en el desempefio de una celda, se presenta a continuacién la tabla tomada del 3GGP
TS.25.214 [6], donde se relaciona el valor de CQl con la modulacidn que se puede utilizar. Entre
mayor sea el CQl, mayor sera la modulacién y por ende mayor el throughput que puede alcanzar el
usuario.
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Tabla No. 2-1. Asignacion modulacion vs CQl. Fuente [6].

COlvalue| granspert | Mumber ¢t |Modulation Rﬁ-’:;:.mr Calvalug| granshert (Mumber o | Modulation m,':;:’:,:p"'::“
a A Out ef range 16 3565 § 16-C1AM 0
i 137 1 OPSK o 17 4189 5 16-CAM o
2 173 1 RSk ] 18 4564 F] 16-C14M o
3 233 1 OPSK ] 19 5287 5 18- ]
1 n7 1 OPSK o 20 sB8T 5 16-Q14M o
5 7 1 QPSK o 21 ] [} 16-AM o
[] 461 1 QPsK o 22 7168 5 16-CAM ]
7 850 2 OPSK 0 23 arig 7 18-0AM o
[ 79z 2 QPSK o 24 11418 8 1B-CIAM ]
9 o34 2 OPSK ] 25 14411 10 16-CAM 0
10 1282 3 QPSK o 26 14411 10 16-04M -1
" 1483 3 aPSK ] a7 14411 10 16-CIAM -2
12 1742 3 OPSK o 28 14411 10 16-04M -3
13 2279 4 OPSK o 29 14411 10 18-CAM -4
14 2583 4 OPSK o a0 14411 10 18-0AM -5
15 3319 5 OPSK o

e Trafico de voz en Erlang.

El siguiente contador tiene relacion con la cantidad de trafico en Erlangs que esta cursando en
promedio la celda. Y al igual que la anterior variable no requiere ningun calculo, pues es entregada
directamente por la celda dentro de los contadores que maneja. Para entender un poco como esta
variable ayuda a evaluar el estado de la celda, consideremos el siguiente ejemplo. Supongamos que
existen unos pocos usuarios conectados a una celda los cuales demandan un trafico de voz normal,
es decir pocos usuarios que generan poco trafico de voz en Erlangs, sin embargo, estos usuarios
demandan demasiada potencia, mas de la habitual. Esto quiere decir que la celda esta atendiendo
usuarios de voz que se encuentran en el borde de la celda y al estar tan lejos demandan mas
potencia del promedio.

e Usuarios Activos de HSPS (High Speed Paket Switch)

Los usuarios Activos de HSPS son los usuarios que tienen datos pendientes por recibir y que se
encuentran en el buffer de la radio base. Esta variable al igual que las anteriores no requiere calculo,
ya que es entregado por la celda directamente. Para entender mejor esta variable, se presenta la
siguiente figura que relaciona el throughput que pueden obtener los usuarios en funcién de la
cantidad de usuarios activos que tiene la celda.

10
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Figura No. 2-5. Throughput VS numero de usuarios. Fuente [7].
e TTl Load - (TTI — Transmission Time Interval)

El TTI es un parametro de UMTS relacionado con cada cuanto tiempo se realiza la encapsulacién de
los datos desde las capas mas altas en las tramas para transmision sobre la capa de radio link. En
UMTS se define el TTI normalmente en 2 mili segundos, es decir que cada 2 mili segundos se realiza
la asignacién de recursos a los usuarios que tienen datos en el buffer de la radio base para ser
transmitidos. Para tener una mejor idea del aporte que puede brindar esta variable al desempefio
de la celda, en la siguiente figura se ilustra un ejemplo de cdmo se asignarian los recursos de una
celda a los usuarios que les brinda cobertura. En el primer intervalo solo 1 usuario de los 5 totales
se programod en el scheduler de la radio base para trasmitir datos, en el intervalo 2 y 3 ya son 2
usuarios de los 5, pero en el intervalo 7 son 4 usuarios los que tiene la celda programados en su
buffer para transmitir datos. De esta manera se tiene que el intervalo 1 el TTl load es del 20% y en
el intervalo 7 el TTl load es del 80%.
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Figura No. 2-6. TTI load celda UMTS. Fuente propia.
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Para realizar el cdlculo de este KPI se dividen los usuarios activos entre el total de los usuarios que
atiende la celda, recordemos que los usuarios activos son los usuarios que tiene datos en el buffer
de la radio base.

Usuarios Activos
TTI Load =

Total usuarios

Los KPIs y contadores son indispensables para desarrollar muchos de los procesos de optimizacién
de las celdas UMTS y que se enfocan principalmente en maximizar el uso de las celdas considerando
criterios de calidad tales como la accesibilidad, retenibilidad e integridad segun la recomendacion
E.800 del CITT (Comité Consultivo Internacional Telegrafico y Teleféonico) de la UIT (Unidn
Internacional de Telecomunicaciones) [8]. En otras palabras, la optimizacion de las redes UMTS
busca que los usuarios atendidos puedan explotar al maximo los servicios provistos por la red UMTS.
El termino optimizacidn de redes celulares puede abarcar una gran cantidad de aspectos, pero en
la mayoria de ellos se enfocan a temas de cobertura y capacidad de la red [9]. Para los propésitos
de optimizar la cobertura, los ingenieros de optimizacion hacen uso de varias herramientas
propietarias entre las que se encuentran equipos de drive test, servidores de simulacién de
cobertura e indicadores estadisticos. Los vendors de estas herramientas generan sus propios
manuales y procedimientos, y aunque no varian en esencia sus funcionalidades, si definen algunas
caracteristicas que los diferencian unos de otros, por ejemplo, que algunos puedan realizar un
analisis auténomo y otros requieran la intervencidn de ingenieros expertos que puedan configurar
los pardmetros y analizar los resultados para tomar las decisiones de optimizacién requeridas. Estas
tareas se enfocan especialmente para tener una visién del estatus de la capa de acceso de una red
UMTS. Por su parte la optimizacién de capacidad se soporta principalmente en los KPI estadisticos
gue se obtienen de los gestores, estos indicadores son la materia prima que se utilizan como
informacién de entrada para los procesos de diagndstico de los diferentes elementos e interfaces
de lared UMTS. El procesamiento de toda la informacion de KPlIs y su posterior analisis demanda de
los operadores de telefonia moévil celular una gran cantidad de recursos como personal calificado,
herramientas propietarias y tiempo [10]. Y aunque los procesos pueden ser muy mecanicos y
repetitivos, si son tediosos por el procesamiento que demanda para correlacionar toda la
informacién en pro de encontrar los problemas.

2.2 INTELIGENCIA ARTIFICIAL Y MACHINE LEARNING

Enrelacidn a la IA se puede decir que existen varias definiciones de un gran nimero de autores tales
como Rich & Knight quienes en 1991 la definieron como “La inteligencia artificial es el estudio de
cémo hacer que las computadoras hagan cosas que por el momento los humanos hacen mejor”. En
este orden de ideas la |A involucra algoritmos especiales corriendo en mdquinas las cuales usan una
gran variedad de informacién de entrada para aprender de los datos y posteriormente utilizar todo
lo aprendido en la toma de decisiones semejante a como lo haria un ser humano [11].

12
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A nivel mundial se destaca el esfuerzo de la multinacional Vodafone para implementar
comercialmente algoritmos de IA en el software de sus redes moviles en Espafia, con el cual se
permitird optimizar y mejorar su rendimiento. En todos estos trabajos han estado involucrados los
tres principales proveedores de equipos de red moévil que son Huawei, Ericsson y Nokia. El principal
problema que abordaron se enfocaba en la gestién del traspaso de llamadas entre las diferentes
bandas de LTE. Lo anterior puesto que se pronostica que para el 2021 llegarian a tener hasta nueve
frecuencias haciendo mucho mds complejo el proceso de handover [12].

En la actualidad existe una gran variedad de aplicaciones en diferentes ramas y disciplinas que estdn
implementando tecnologias basadas en IA y que son utilizadas para ayudar a los humanos en sus
tareas de trabajo. Una de las ramas de la IA es el Machine Learning, la cual se clasifica en dos técnicas
dependiendo del tipo de aprendizaje, uno llamado aprendizaje supervisado y el otro aprendizaje no
supervisado.

SUPERVISED
LEARNING

Develop predictive
model bosed on both

input and ocutput dota
\. J

MACHINE LEARNING

UNSUPERVISED
LEARNING
Group and interpret
data based only
on input dota

Figura No. 2-7. Técnicas de aprendizaje auténomo. Fuente [13].

2.2.1 Aprendizaje supervisado

Los algoritmos de Machine Learning pueden encontrar patrones en los datos que generan
conocimiento y que al final contribuyen en la toma de mejores decisiones. El aprendizaje que realiza
el algoritmo puede ser supervisado cuando se crea un modelo que realiza predicciones en funcidn
de las pruebas en presencia de incertidumbre [13]. Esta técnica se denomina aprendizaje
supervisado porque el entrenamiento del modelo se realiza tanto con la informacién de entrada
como con la informacién de salida que corresponden a las respuestas a la informacién de entrada.

Las técnicas de clasificacion se enfocan en predecir respuestas discretas como por ejemplo ayudar
a diagnosticar si un tumor es cancerigeno o es benigno, o para definir si un correo electrénico es
spam o no. Esta técnica se podria utilizar si los datos de entrada se pueden etiquetar, categorizar o
dividir en grupos. Algunos de los algoritmos que se usan habitualmente para realizar la clasificacién
son: Arboles de decisién, maquina de vectores de soporte, vecino mas cercano, clasificadores
bayesianos, analisis discriminante, regresion logistica y redes neuronales.
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En el caso de las técnicas de regresidn, se podrian predecir respuestas continuas tales como presion
atmosférica o consumo de energia. Se utilizaria esta técnica de regresién si la respuesta corresponde
a un nimero real.

2.2.2 Aprendizaje no supervisado

El aprendizaje no supervisado se basa en encontrar patrones ocultos o también estructuras
intrinsecas dentro de los datos de entrada. Es util para inferir informacién a partir de un conjunto
de datos que no tienen respuestas etiquetadas.

La técnica de aprendizaje no supervisado mas comun es el clustering y se emplea para realizar el
analisis de datos de tipo exploratorio, con el propdsito de hallar patrones o agrupaciones ocultas en
los datos. Dentro de las aplicaciones que se le pueden dar al clustering se encuentran el
reconocimiento de objetos, la investigacidon de mercados y el andlisis de secuencias genéticas. En el
campo de la telefonia mévil podria ayudar a optimizar las coordenadas donde se deben construir
las estaciones base. Algunos de los algoritmos mds habituales que se utilizan para realizar el
clustering son: k-means y k-medoids, clustering jerdrquico, modelos de mezclas gaussianas,
modelos de Markov ocultos, mapas autoorganizados, clustering difuso de c-means y clustering
sustractivo [13].
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3. ANALISIS DE TECNICAS Y MODELOS DE MACHINE LEARNING

3.1 INTELIGENCIA ARTIFICIAL

Dar una definicidén de que es la Inteligencia Artificial (I1A) es bastante complicado debido a que es un
tema muy complejo que comprende e involucra muchas disciplinas tales como matematicas,
psicologia, biologia, sociologia, mecanica, informatica, computacidn, y electrdnica. Por lo anterior
es posible encontrar en la literatura una gran cantidad de definiciones acerca de ella, dependiendo
del punto de vista o enfoque desde el que se aborde.

En los ultimos afios se ha dado un crecimiento exponencial de las tecnologias que han
implementado algun tipo de Inteligencia Artificial, en especial, con el objetivo de ser utilizadas para
ayudar en procesos donde se requiere realizar el andlisis de una gran cantidad de informacién.

La Inteligencia Artificial intenta construir maquinas que puedan ser capaces de imitar el
comportamiento inteligente de los seres humanos por medio de maquinas computacionales que
implementen procesos de aprendizaje, razonamiento y autocorreccién. Se puede decir que hace
referencia a la inteligencia que las maquinas pueden mostrar.

En la siguiente figura se puede ver como la Inteligencia Artificial corresponde al concepto mas
amplio en el cual se engloban otros conceptos como Inteligencia Computacional la cual tiene dentro
de sus areas el Machine Learning.

Inteligencia Computacional

Figura No. 3-1. Concepto Inteligencia Artificial. Fuente propia.
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3.2 INTELIGENCIA COMPUTACIONAL

La Inteligencia Computacional es un drea muy importante dentro del mundo de la Inteligencia
Artificial, la cual se enfoca en el disefio de sistemas informaticos con un cierto grado de inteligencia
mediante el aprendizaje, adaptacion, razonamiento y evolucidn. Siempre buscando imitar a la
naturaleza y el razonamiento linglistico del ser humano en la resolucién de problemas de gran
complejidad.

Dentro de La Inteligencia Computacional se identifican dos propdsitos que son: en primer lugar y
como objetivo cientifico el comprender los elementos que dan lugar al comportamiento inteligente,
y en segundo lugar el relacionado con el objetivo tecnoldgico el cual se enfoca en especificar los
métodos que se deben considerar en el disefio de los sistemas inteligentes.

Por medio de estas técnicas se crean algoritmos inteligentes con capacidades para tareas tales como
clasificar datos, predecir comportamientos, extraer informacién de grandes bases de datos o
controlar sistemas complejos. Una visidn de la Inteligencia Computacional corresponde a lo que se
conoce como el Machine Learning. La siguiente imagen muestra como estan relacionados los
conceptos Inteligencia Artificial, Inteligencia Computacional y Machine Learning.

IA: Inteligencia Artificial, IC: Inteligencia Computacional, ML: Machine Learning

Figura No. 3-2. Esquema de clasificacion IA, ICy ML. Fuente propia. Fuente propia.

3.3 MACHINE LEARNING

El Machine Learning conocido también como aprendizaje auténomo involucra a un grupo de
técnicas enfocadas en el analisis de datos mediante los cuales se les ensefia a los ordenadores a que
ejecuten tareas que serian normales para los seres humanos o animales. En el Machine Learning se
establecen algoritmos de aprendizaje automatico los cuales emplean métodos de calculo para
aprender directamente de los datos de la informacién sin necesidad de utilizar programacién basada
en reglas. Los algoritmos pueden incrementar su rendimiento de forma adaptativa si se van
incrementando los datos de informacién de entrada durante el proceso de entrenamiento [13].
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En otras palabras, se puede decir que el Machine Learning es la capacidad que tiene una unidad
computacional para aprender, predecir y tomar decisiones tomando como base una gran cantidad
de informacién. La eficiencia y precision de las acciones del Machine Learning dependerd
significativamente de la cantidad y calidad de los datos que son proporcionados durante el proceso
de aprendizaje [14].

3.3.1 Proposito del Machine Learning

El propdsito general del Machine Learning consiste en la creacion de algoritmos que puedan ser
usados posteriormente por maquinas en la realizacion de tareas especificas dando soluciéon a
problemas complejos o tediosos que normalmente un colaborador experto los resuelve
repetitivamente. Los insumos para una técnica de Machine Learning son: Los datos, el algoritmo, la
funcidn objetivo y el modelo. La siguiente figura ilustra cémo se da el proceso del aprendizaje
automatico en el Machine Learning. Los datos son entregados al algoritmo de aprendizaje para que
este a su vez pueda aprender de los ejemplos y al final entregar un modelo con el cual se puedan
procesar los nuevos casos, ya sea en problemas de optimizacidn, clasificacién o prediccién.

Nuevo caso

Algoritmo Aprendizaje I\ /l

Modelo

Optimizacién
Clasificacion

Prediccion

=
3

Figura No. 3-3. Aprendizaje Automdtico Machine Learning. Fuente propia.

EJEMPLOS

DATOS DE
ENTRENAMIENTO

Automitico

3.3.2 ¢Cudndo se pueden usar las técnicas de Machine Learning?

En los ultimos afos el Machine Learning se ha convertido en una poderosa opcidn para resolver una
gran cantidad de problemas de alta complejidad en los cuales no se disponen de férmulas o
ecuaciones que puedan correlacionar la gran cantidad de datos o variables que se manejan. Para el
caso del diagnéstico de celdas UMTS, el Machine Learning es una buena opcién ya que se dispone
de una gran cantidad de informacién asociada a las celdas que pueden servir para alimentar el
algoritmo. La informacidn disponible de las celdas abarca una muy amplia variedad de escenarios
ya que se incluyen todas las celdas UMTS de un operador de telefonia. La siguiente figura relaciona
algunas de las posibles variables que pueden ser consideradas para el analisis mediante el uso de
técnicas de Machine Learning [13].
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Datos estadisticos

de celda
Cell load
Potencia consumida

Codigo disponibles
Calidad de senal
Trafico de voz
Cantidad de usuarios
TTl load

Figura No. 3-4. Variables de celda UMTS. Fuente propia.

El propdsito de las técnicas de Machine Learning en este proyecto sera tomar toda la informacion
disponible de las celdas para entrenar un modelo que pueda dar solucién al problema de diagnéstico
de las celdas UMTS. Lo anterior con el propdsito de apoyan en esta actividad de diagnéstico que
normalmente es realizada por ingenieros expertos de telecomunicaciones. Como resultado del
modelo se deberd indicar si una celda requiere o no un plan de accién que mejore su desempeno
en la prestacién del servicio hacia los usuarios méviles que se encuentran bajo su cobertura [15].

Las variables de informacion de las celdas UMTS son almacenadas normalmente en contadores
estadisticos dentro de los sistemas de supervision y se asocian a lo que se conoce en el mundo de
las telecomunicaciones como los sub-sistemas de gestion.

3.3.3 ¢Como funciona el Machine Learning?

Dentro del aprendizaje automatico se identifican tres técnicas que son: el aprendizaje supervisado,
en el cual se entrena un modelo con datos conocidos tanto de entrada como de salida para poder
predecir las salidas futuras, la segunda técnica corresponde al aprendizaje no supervisado, en el
cual se buscan patrones ocultos o estructuras intrinsecas contenidos en los datos de entrada, es
decir que no tienen en cuenta los datos de salida para generar el modelo, y la tercer técnica que es
el aprendizaje por refuerzo la cual se puede ubicar en medio de las dos técnicas anteriores, es decir
que solo se dispone de una parte de los datos esperados como si fuera un aprendizaje supervisado
parcial. A continuacién, se desarrollan con mayor profundidad las dos principales técnicas. En la
siguiente imagen se ilustra la clasificacidon general de las diferentes técnicas del Machine Learning.
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CLUSTERING
APRENDIZAJENO ’
SUPERVISADO . )
— REDUCCION DE
Agrupacion e DIMENSIONES
interpretacion de g

datos basados solo en
los datos de entrada

ASOCIACIONES

MACHINE J
LEARNING
APRENDIZAJE [ CLASIFICACION
SUPERVISADO J
Desarrolla un modelo
predictive basado en
datos de entrada y salida REGRESION ]
-

Figura No. 3-5. Técnicas de aprendizaje automdtico. Fuente propia.

3.4 TECNICAS DE MACHINE LEARNING

3.4.1 Aprendizaje No Supervisado

Con las técnicas del aprendizaje no supervisado se busca identificar estructuras en los datos de
entrada, ya que no se dispone de una respuesta conocida a cada escenario de los datos de entrada,
por lo tanto, se requiere que estos algoritmos busquen las caracteristicas y relaciones entre los
datos de entrada para crear el modelo. Se puede decir que el desafio de estos algoritmos consiste
en descubrir las relaciones implicitas que pueden existir en un conjunto de datos que no esta
etiquetado, es decir que sus elementos no se han asignado previamente. Dentro de este conjunto
de algoritmos de aprendizaje no supervisado se tienen tres tipos de problemas que son:
Agrupamiento, Reduccion de Dimensiones y Asociaciones.

3.4.1.1 Agrupamiento

Esta técnica también conocida en inglés como Clustering es la mas utilizada del grupo de aprendizaje
no supervisado. Se enfoca en el analisis exploratorio de datos con el objetivo de encontrar
agrupaciones o patrones ocultos en los datos. Las mdquinas con este tipo de algoritmos realizan la
agrupacion de los objetos o variables de acuerdo a su mejor criterio ya que al no estar etiquetados
los datos, lo que hace es dividir los objetos en funcién de caracteristicas desconocidas. La siguiente
figura ilustra graficamente el propdsito de la técnica ante una serie de datos dada.
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Figura No. 3-6. Técnica de Agrupacion o Clustering. Fuente propia.

Estos algoritmos de agrupacidon durante el analisis de los datos de entrada intentaran hacer
conjuntos de objetos que sean mucho mas similares entre ellos que a los de otros grupos. De esta
manera los objetos que tienen similares caracteristicas se fusionan en una sola clase.

En el proceso de clustering se identifican varios pasos para generar los clusters, su nivel de dificultad
es alto ya que la eficiencia del mismo dependera de que tan precisos sean los criterios y reglas que
se definan para el algoritmo. El primer paso para realizar el clustering consiste en definir el nimero
de agrupaciones que se desean hacer del conjunto de datos. A continuacidn, se deben definir las
formas de los grupos de similaridades junto con la asignacion de un centro para tomarlo como punto
de partida desde donde se pueda arrancar el recorte del agrupamiento. Asociado a estos
pardmetros se debe precisar también un margen de error para poder empezar a definir los
diferentes clusters del conjunto de datos.

Estableciendo dentro del modelo una métrica o un nivel de error, se pueden delimitar los niveles
aceptables de fallo que el algoritmo aplicard posteriormente en las formulas. Con esto se puede
determinar un error general del modelo el cual deberad ser incorporado en el algoritmo de
entrenamiento. Algunos de los algoritmos mas habituales para realizar el clustering son: k-means y
k-medoids, clustering jerdrquico, modelos de mezclas gaussianas, modelos de Markov, mapas auto
organizados y redes neuronales.

3.4.1.2 Reduccion de Dimensiones

En el Machine Learning cobra gran importancia el nimero de dimensiones que se manejan en el
modelo, las dimensiones se pueden equiparar al nUmero de caracteristicas o variables que se estan
considerando para el analisis. Lo anterior puesto que a medida que van aumentando el nimero de
variables es decir el nimero de dimensiones, ocurre que las distancias se vuelven menos
discriminativas. Este efecto es conocido como la “Maldicion de la Dimensién” e impacta
drasticamente a las técnicas de aprendizaje automatico que estan basadas en distancias tales como
k-means y KNN (los k vecinos mas cercanos). En muchos casos el hecho de ir aumentando el nimero
de variables o caracteristicas de los objetos puede favorecer para alcanzar una mayor precisién del
modelo, pero se puede llegar a un cierto punto en el que el rendimiento del modelo disminuira con
el creciente aumento de caracteristicas, lo anterior debido a que la densidad de la muestra
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disminuye de manera exponencial con el aumento de la dimensionalidad. En otras palabras, cuando
se siguen aumentando las variables o caracteristicas sin que se realice un aumento en el nimero de
muestras para el proceso de entrenamiento, se provocaria que la dimensionalidad del espacio de
caracteristicas crezca y se vuelva mucho mas dispersa. Cuando esto ocurre es muy probable que se
dé un sobreajuste, dado a que el modelo se corresponderia en gran medida con un conjunto
particular de datos y no se lograria una buena generalizacién. La siguiente imagen ilustra
graficamente un ejemplo sencillo de cdmo se daria una reduccion de dimensionalidad pasando de
un espacio de tres dimensiones a un espacio de una sola dimensioén.

3 Dimensiones - 64 regiones 2 Dimensiones - 16 regiones 1 Dimensién - 4 regiones
.
L
° » o
o™ ¢
° L]
o El
B
o 10} el
b °
oo o .
L ] - o o ..

Figura No. 3-7. Reduccion dimensiones 3D a 2D y 1D. Fuente propia.

Para poder enfrentar la maldicidn de la dimensionalidad y evitar el sobreajuste en los casos donde
se tienen demasiadas caracteristicas o variables de entrada con muy pocas muestras de
entrenamiento, se han definido dos clases que son: la eliminacién de caracteristicas y la extraccién
de caracteristicas.

e Eliminacion de caracteristicas: como su nombre lo indica, consiste en eliminar por completo
algunas de las variables siempre y cuando se cumpla alguna de las siguientes dos condiciones:
que estas sean redundantes con otra variable del conjunto de datos o que no aporten ninguna
informacidn nueva sobre el conjunto de datos. La ventaja de esta estrategia es que el conjunto
de datos sea mas pequefio solo con las variables de interés. Como desventaja se tendria la
posibilidad de la perdida de informacion al dejar de evaluar las variables. En la siguiente imagen
se ilustra un ejemplo con seis variables o caracteristicas de entrada en el que después del
proceso de seleccion de caracteristicas se reducen a solo tres variables, las cuales serian las
mas representativas para el modelo. En otras palabras, gracias al proceso de reduccion de
dimensiones se estaria pasando de un espacio con seis dimensiones a uno de tres dimensiones.
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— N

Varl | Var2 (Var3 |Var4 | Var5| Vare Varl | Var2 (Var4
876.200| 125.171| 43.000 7.000| 872.400 876.200| 125.171
878.600| 175.720| 61.000 5.000| 870.000 878.600| 175.720
881.000| 220.250| 52.000 4.000| 882.800 881.000| 220.250
876.400| 292.133| 73.000 3.000| 872.200 876.400| 292.133
878.800| 125.543| 72.000 7.000| 869.800 878.800| 125.543
881.200| 176.240| 78.000 5.000| 882.600 881.200| 176.240
876.600| 292.200| 60.000 3.000| 872.000 876.600| 292.200
879.000| 175.800| 60.000 5.000| 869.600 879.000| 175.800
881.400| 176.280/ 29.000 5.000| 882.400 Seleccidn de Carateristicas 881.400| 176.280
6 Dimensiones 3 Dimensiones

Figura No. 3-8. Clase seleccion de caracteristicas. Fuente propia.

Es importante indicar que en estos métodos no realiza ninguna trasformacion de Ia
informacién de las variables originales, solo se seleccionan las variables o caracteristicas que
se consideran mas relevantes de los objetos. Existen tres estrategias con las cuales se pueden
llevar a cabo los métodos de seleccion de caracteristicas: Filtrado, envolvente e incrustados.

e Extraccidn de caracteristicas: su objetivo principal es el de poder proveer nuevas variables con
un nivel mas alto de informacion a partir de ciertas variables especificas. Al contrario de los
métodos de la anterior clase, en estos métodos si se da una transformacién completa de la
informacién de las variables originales [16]. En esta técnica, si se parte de un total de 10
caracteristicas, al final se crearan 10 nuevas caracteristicas independientes y cada nueva
caracteristica sera el resultado de la combinacién de las 10 caracteristicas iniciales. El proceso
de creacion de las nuevas variables se realizard de una manera tal que se puedan clasificar en
un orden de mejor a peor de acuerdo a su relevancia para predecir la variable dependiente.
Inicialmente se puede presentar que no existe una reduccién de dimensiones dado a que se
inicia y termina con el mismo nimero de variables, sin embargo, de ser necesario se puede
prescindir de algunas de las nuevas caracteristicas y al eliminarlas no se perdera toda la
informacién inicial puesto que todas las nuevas variables contienen informacion util de todas
las variables iniciales. En la siguiente imagen se representa graficamente el proceso de
extraccion de caracteristicas, en donde se inicia con un espacio de seis variables y se termina
con otro espacio de seis variables, pero clasificadas con un orden de importancia. Para este
ejemplo puntual solo se consideran las tres primearas nuevas variables.
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Variables descartadas
| f 1

I
Var 1' |Var 2'|Var 3'|Var 4’| Var 5" [Var 6’
20.377| 6.143| 49.000| 153.641| 35.748
14.403| 12.200| 25.000| 108.601| 36.223
16.942| 13.000| 16.000| 127.745| 24.703
12.005| 24.333| 9.000| 90.521| 26.010
12.206| 10.286| 49.000| 92.030| 59.857
11.297| 15.600| 25.000| 85.183| 46.318
14,610| 20.000| 9.000| 110.159| 21.378
14.650| 12.000| 25.000| 110.461| 35.629

30.393| 5.800| 25.000| 229.164( 17.221

1 1
Varl | Var2 |Var3|Var4 | Var5| Var6
876.200| 125.171| 43.000| 2.911| 7.000| 872.400

878.600| 175.720| 61.000| 2.881| 5.000| 870.000
881.000| 220.250| 52.000| 4.236| 4.000| 882.800
876.400| 292.133| 73.000| 4.002| 3.000| 872.200
878.800| 125.543| 72.000| 1.744| 7.000| 869.800
881.200| 176.240| 78.000| 2.258| 5.000| 882.600

876.600| 292.200| 60.000| 4.870| 3.000| 872.000
879.000| 175.800| 60.000| 2.930| 5.000| 869.600
881.400| 176.280| 29.000| 6.079| 5.000| 882.400 Extraccién de Carateristicas

6 Dimensiones 3 Dimensiones

Figura No. 3-9. Clase extraccion de caracteristicas. Fuente propia.

Algunas de las tecinas mas utilizadas para la reduccién de dimensién mediante extraccién
de caracteristicas son: Andlisis de componentes principales (PCA), Analisis de
correspondencia (AC), Analisis factorial(AF) o algunas variantes de estos.

3.4.1.3 Asociaciones

En muchas ocasiones los datos proporcionados a un modelo no tienen una relacién directa entre si,
sin embargo, se pueden dar reglas de asociacion entre las variables analizadas que busquen entre
ellas un mismo objetivo. Estos algoritmos son muy comunes para realizar el andlisis de los lamados
carritos de compra en las ventas on-line con el objetivo de automatizar las estrategias de marketing.
Para entender un poco mejor el propdsito de estos algoritmos de asociacién se presentan los
siguientes ejemplos. Considérese que usted estd planeando ir de vacaciones hacia un lugar costero,
cuando inicia la busque de los tiquetes aéreos, de inmediato le aparecen ofertas de hoteles y planes
turisticos. En este caso se esta asociando el tiquete aéreo con opciones de hotel en el destino. Otro
ejemplo comun ocurre en el proceso de compra de vestuario, para este caso si un cliente esta
buscando comprar una sudadera para realizar deporte, en asociacién a la sudadera le podran
aparecer otras ofertas como zapatillas y camisetas que pueden complementar la compra en
conjunto con la sudadera. En la siguiente figura se ilustran algunos ejemplos de posibles
asociaciones que normalmente se dan para un propdsito final.
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Proposito Producto Producto
Final Inicial Asociado
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s,

Figura No. 3-10. Ejemplos de Reglas de Asociacion. Fuente propia.

Algunos de los algoritmos mas populares que implementan estas técnicas son: A priori, Euclat, FP-
growth.

3.4.2 Aprendizaje Supervisado

Estas técnicas seran utilizadas cuando se dispone de un conjunto de datos con informacidn tanto de
entrada como de salida, es decir que se conoce previamente cual es la respuesta o resultado
correcto para cada combinacidn de los datos de entrada. Por lo tanto, el problema que se tiene con
estos casos es que no se sabe como llegar de los datos de entrada a la respuesta y para eso se
requiere de un algoritmo. El objetivo de estas técnicas es el poder deducir una funcién basada en
un proceso de entrenamiento en el que se consideran tanto los datos de entrada como las
respuestas a cada uno de los escenarios. La siguiente expresion puede expresar en forma general el
aprendizaje supervisado.

y=fx)

Donde y corresponde a la variable resultado y x es el conjunto de informacién que se le introduce
al modelo. Es importante mencionar que x puede ser un arreglo de variables. Dentro de este grupo
de aprendizaje supervisado se tienen dos clases de problemas que son: Regresidn y Clasificacion.

3.4.2.1 Regresion

Los problemas de Regresién se dan cuando se intenta predecir una respuesta o resultado el cual
puede variar en un rango continuo. Al final lo que se desea tener a la salida serd un valor numérico
dentro de un conjunto infinito de posibles resultados. Algunos ejemplos en los cuales se puede
aplicar la regresién son:

1) Predecir el precio final de venta de un inmueble.

2) Estimar el tiempo de viaje que tardara un vehiculo para llegar su destino.
3) Estimar la edad de una persona basados en una fotografia.

4) Predecir cuanto tiempo permanecerd un empleado en una compaiiia.

24



Optimizacion de redes UMTS soportada en Machine Learning

5) Predecir la temperatura a una hora determinada del dia.

Como se ha mencionado antes, el aprendizaje supervisado hace referencia al aprendizaje
computacional que se enfoca en el desarrollo de modelos que se soportan en el andlisis de datos
gue son etiquetados por usuarios para posteriormente realizar predicciones a datos no vistos. Los
modelos de regresion hacen uso de la funcidn inferida para estimar los valores de salida dados unos
datos de entrada.

Se parte de un conjunto de datos de entrenamiento.

D ={(x;,y:):x; € R%, y; € R}N;_y
D=(xy)

Ddénde el conjunto D hace referencia al espacio de las caracteristicas o variables de entrada, las x; €
RY son denominados como vectores de caracteristicas y las y; € R corresponden a las respuestas.

Se asume que existe una funcién f y un posible ruido aleatorio € tal que.
yi=f(x)t+te=fi+e

Donde f: R“>R es la funcidn subyacente a los datos, y € hace referencia al posible ruido aleatorio
gue puede estar en los datos. El propédsito aqui es poder construir un estimador asociado a la funcidn
subyacente.

f~f

Algunos de los algoritmos mas comunes con los cuales se pueden abordar esta técnica de Machine
Learning son: regresion lineal simple y regresion lineal multiple.

e Regresion Lineal Simple: dado un conjunto de puntos en un plano bidimensional, el algoritmo
de regresion lineal establecerd un modelo para ajustar la relacidon de dependencia entre una
sola caracteristicaindependiente (valor de la variable de entrada x) y un solo valor de respuesta
(valor de la variable dependiente y). Para establecer la relacidon se establece de manera
arbitraria una linea recta y posteriormente se calcula la distancia entre la recta y cada uno de
los puntos del conjunto (x;, yi). En esta distancia, las lineas verticales corresponden a lo que se
conoce como residuo o error de prediccidn. La siguiente imagen ilustra un ejemplo de
regresion lineal con una serie de puntos dispersos en el plano y para los cuales se ha definido
una linea recta representada por la ecuacidn y = mx +b. Donde y es la variable dependiente, m
es la pendiente de la recta, x es la variable dependiente y b es el intersecto con el eje y cuando
x = 0. La expresién mx + b representa el modelo para que y sea el valor predicho.
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Figura No. 3-11. Regresion lineal simple — 2D. Fuente propia.

El objetivo que se persigue con la regresién lineal consiste en minimizar la distancia vertical
que existe entre cada uno de los puntos del conjunto y la linea recta. El algoritmo recalculara
la ecuacion de la recta con cada iteracidn, es decir que la recta se desplazara en el plano hasta
encontrar aquella que mejor se ajuste al conjunto de puntos dados. Para ello se debe minimizar
la distancia entre todos los puntos y la linea recta, es decir conseguir la linea recta que sea mas
cercana a la mayor cantidad de puntos.

e Regresion Lineal Muiltiple: este tipo de regresion se da cuando la salida o resultado que se
intenta predecir depende de mas de una variable de entrada. En otras palabras, para una
variable dependiente existen varias variables independientes. Para esto serd necesario definir
un modelo mas complejo que pueda realizar el andlisis de un espacio con mas dimensiones. Si
en la regresidn lineal simple se busca definir los pardmetros para una linea recta mediante la
ecuacién y = mx + b, en la regresion lineal multiple con dos variables independientes se
pretende definir el modelo mediante el ajuste de un hiperplano. En este caso se tendria un
espacio de tres dimensiones y la ecuacién que las relaciona es y = mx; + mux; + b. La siguiente
imagen ilustra un ejemplo de regresion lineal miultiple con dos variables de entrada
independientes y una sola variable de salida dependiente.

Y
y =myx; + mpx; + b

X2
Figura No. 3-12. Regresion lineal multiple - 3D. Fuente propia.

26



Optimizacion de redes UMTS soportada en Machine Learning

La visualizacién es sencilla cunado se tienen solo 2 o 3 dimensiones, pero a medida que se
aumentas las dimensiones se hace mas complicada su visualizacion.

3.4.2.2 Clasificacion

Las tareas de clasificacion se podrian considerar como procesos sencillos para los seres humanos,
pues somos capaces de clasificar de una forma casi automatica todo lo que vemos: como por
ejemplo tipos de vehiculos, animales, plantas, colores y hasta desechos o residuos entre otros. Por
el contrario, este proceso que es tan sencillo para los humanos no lo es para las maquinas. Sin
embargo, existen una serie de métodos que pueden ayudar en la generacién de modelos para el
desarrollo de estas tareas y que incluso podrian llegar a ser mucho mas eficientes si se considera
que las maquinas podrian analizar una mayor cantidad de informacidon de forma continua sin
descansar.

En las técnicas de regresion se intenta predecir una salida o respuesta continua, pero en las técnicas
de clasificacion se busca predecir unas respuestas discretas, es decir que, se puede utilizar las
técnicas de clasificacion si los datos pueden ser etiquetados, categorizados o divididos en grupos o
clases concretas. Algunos ejemplos en los cuales se puede hacer uso de la clasificacion son: en el
diagndstico de un tipo de cancer, clasificandolo como maligno o benigno, en la clasificacién de un
correo como spam o normal o en la clasificacion en los tipos de vinos.

Para expresarlo de una manera formal, se considera el conjunto de ejemplos provistos por el usuario
para realizar el proceso de entrenamiento como D={(x1,y1), (X2 ¥2),...., (x7,y7)}, donde cada pareja
(x; i) corresponde a un ejemplo debidamente etiquetado por el usuario (e.g., mensaje de correo
electrénico y su correspondiente etiqueta), donde las variables x; € R%y son la codificacién numérica
de la informacién de entrada del i-ésimo objeto, y; corresponde a la clase en la cual fue clasificado
el objeto, con y; € Csiendo C={C;, C;, .... C7} el conjunto de posibles clases en las cuales se pueden
clasificar los objetos. Para el caso en el que K sea igual a dos (K=2) se tendria un problema de
clasificacién binaria con dos posibles casos de salida, es decir y; € C={-1, +1}.

El conjunto D que relaciona las variables de entrada y sus respectivas respuestas o etiquetas, es
usado para la generacién del modelo, el cual puede venir de una distribucion de probabilidad P(X,y)
pero que es desconocida, puesto que si se conociera la distribucién de probabilidad no se tendria
necesidad de recurrir a las técnicas del Machine Learning. Es por lo anterior, que el problema de
clasificacién consiste en encontrar una funcion f* que sea lo mas aproximada posible a la funcion f
:RY>C, tal que y;=f*(x;) sea igual o muy parecida a y, para todas las posibles combinaciones (x;y;)
gue pertenezcan al conjunto T, considerando a 7 como el conjunto de todos los posibles escenarios
gue se podrian presentar dentro de la misma distribucién P(X,y), es decir que se incluya dentro de
este conjunto T tanto los casos etiquetados como los casos no etiquetados.

Algunos de los algoritmos que mas se utilizan para la clasificacién son: maquina de vectores de
soporte (SVM-Support Vector Machine), clasificadores bayesianos (Naive Bayes), k-vecino mas
cercano (k-NN, k-Nearest Neighbors), Arboles de Decision y Redes Neuronales Artificiales (RNA).
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e Maquina de Vectores de Soporte: el principio de funcionamiento de este método consiste en
definir un hiper plano que divida los objetos en dos clases diferentes. Se parte de los objetos
ejemplo que ya se encuentran debidamente etiquetados en un determinado plano de
dimension d, posterior se busca una linea dentro del espacio donde se encuentran los ejemplos
de tal manera que divida los ejemplos en las diferentes clases a las que pertenecen. La siguiente
imagen muestra un sencillo ejemplo en el que se busca clasificar los mensajes de correo
electrénico en las clases spam y no spam.

wx+b<0 wxq+b=0
. . ‘I‘l
..I e B Spam
Epg m "’ O Nospam
x2 ", 00O
Ep _,’O O O
K O o O
S 00 o Wx+b>0
x1

Figura No. 3-13. Clasificacion lineal para mensajes de correo electrdénico. Fuente [17].

Cuando la dimensidn del espacio es dos (d=2), el hiperplano corresponde a una linea recta que
estd dada por wx + b = 0, donde w € R? y corresponde al vector de pesos, b es el termino de
sesgo. Todas estas variables son aprendidas por el modelo gracias al conjunto de datos que ya
estan etiquetados. Para clasificar un nuevo objeto x; que no hace parte del conjunto de
entrenamiento, solo basta con determinar en qué lado del hiper plano se encuentra. La clase en
la cual se clasificaria el nuevo objeto x; puede estar dada por la siguiente expresion [17].

f(xj) = sign(wx; + b)

Es decir que f(x;) puede tomar uno de tres valores -1, 0 o 1. El resultado -1 corresponde a la clase
“Spam” y el 1 para la clase “No spam”. Los ejemplos frontera mas cercanos al hiper plano de
cada una de las clases corresponden a los denominados vectores soporte y coinciden con los
extremos negativo y positivo del hiper plano. La siguiente imagen nos ayuda a entender mejor
lo anteriormente descrito.
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wx+b=0

wx+b=-1

,
2 wx+b=1

X2

B Spam
(O Nospam

X1

Figura No. 3-14. Clasificacion con mdquina de soporte vectorial. Fuente propia.

De la imagen se pueden identificar tres rectas, la recta azul corresponde al hiperplano frontera
de la clase Spam y en ella se encuentran dos vectores soporte que son los dos ejemplos que
coinciden con la recta, de igual manera se tiene una recta de color rojo que es el hiperplano
frontera de la clase No spam, sobre esta recta solo se tiene un vector soporte, es decir que un
solo ejemplo coincide con la recta. El problema que se busca en estos algoritmos es maximizar

el margen de separacion que existe entre los ejemplos de las dos clases. Si la distancia entre los

2 -
dos extremoswx+b=1ywx+b=-1es Wi’ para lograr maximizarla lo que se debe hacer es

minimizar llwll.

e Clasificadores Bayesianos: estos clasificadores son probabilisticos y asumen independencia
entre los diferentes atributos descriptivos de las variables predictoras en un conjunto dado.
Este tipo de clasificadores tienen su fundamento en el teorema de Bayes junto con algunas
hipotesis simplificadoras adicionales. En otras palabras, se puede decir que el modelo asume
gue la presencia o ausencia de un atributo particular no tiene relacidon con la presencia o
ausencia de cualquier otro atributo o caracteristica en la variable.

El problema de clasificacion supervisada desde el enfoque bayesiano consiste en asignarle a un
objeto que tiene ciertas caracteristicas o atributos X1, X2, X3, ..., Xn, una de las m clases posibles,
C1, C2, C3, ..., Cm, de modo tal que la probabilidad de la clase sea maxima dados los atributos
del objeto. Usando el teorema de Bayes lo anterior se puede presentar de una manera formal
de la siguiente manera.

Argc[Max P(C|Xy, X4q,.., Xn)]

Si se considera al conjunto de atributos del objeto como X = {X;, X5, X3, ..., Xn}, entonces la
expresidn se puede escribir como:

Argc[Max P(C|X)]
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Como se puede ver a continuacién, la formulacién del clasificador bayesiano se soporta en la
regla de Bayes para calcular la probabilidad posterior de la clase dados los atributos del objeto.

P(C)P(XIIXIN-;anc)
P(Xlle"-'Xn)

P(Cle,Xl, . ,Xn) =
O de forma compacta como:
P(OYP(X|C)

P(X)
Por lo tanto, el problema de calificaciéon que busca maximizar la probabilidad de la clase se

P(CIX) =

puede representar de la siguiente manera.

P(O)PXIO)

Argc[Max |P(C|X) = 209

]

En la practica el denominador P(X) se considera una constante, ya que no depende de Cy los
valores de Xi son datos. Adicional y dado que lo que nos interesa es maximizar la probabilidad
de la clase, entonces se puede expresar como:

Argc[Max [P(CIX) = aP(C)P(X|O)]]

Para poder resolver un problema de clasificacion soportado en el enfoque bayesiano es
necesario considerar la anterior expresion, donde se requiere la prioridad a priori de cada clase
P(C), y la probabilidad de los atributos dada la clase, P(X/C), también conocida como
verosimilitud, con estos valores se puede conocer la probabilidad posterior P(C/X).

Con base en lo anterior se puede decir que para que el clasificador pueda aprender de un
conjunto de datos, es necesario estimar las probabilidades a priori y verosimilitud, a partir de
los datos, es decir que estas probabilidades seran los pardmetros del clasificador.

Es importante indicar que, realizar la aplicacion directa de la expresion
ArgC[Max[P(C|X)=aP(C)P(X]|C)]] implica un sistema muy complejo para desarrollarlo sobre una
computadora puesto que el termino P(X1, X2, X3, .., Xn|C) se incrementa de manera
exponencial de tamafo a medida que se aumentan el nimero de atributos, al final el resultado
se tendria un requerimiento muy alto tanto de memoria para almacenar la informacién como
de procesamiento para realizar un alto nimero de operaciones en el cdlculo de la probabilidad
[17].

e K-vecinos mas cercanos: este es uno de los métodos de clasificacion mds sencillos vy
comprensibles. Su funcionamiento se basa en la comparacién del objeto que se desea clasificar
con los demas objetos que hacen parte del conjunto de datos de entrenamiento. De manera
intuitiva lo que hace para clasificar un nuevo objeto xj en una determinada clase, es analizar las
etiquetas de todos los k ejemplos que se utilizaron para el entrenamiento y que mas se parecen
al nuevo objeto desconocido xj. Continuando con el ejemplo de clasificacidon de correos spam,
un nuevo mensaje de correo electrénico serd comparado con los almacenados en el set de
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entrenamiento, como resultado de las comparaciones se seleccionaran los k mensajes que
tengan las caracteristicas o atributos mas parecidos, al final la clase o etiqueta asignada sera la
gue mas se repita de los mensajes seleccionados en el rango de comparacion.

La siguiente figura ilustra de manera grafica como se da el proceso de clasificacién utilizando el
método de k-NN con k=3. En este caso el objeto a clasificar es la estrella de color amarillo que
por sus caracteristicas es ubicado en dicha posicién dentro del plano, ahora dentro del circulo
concéntrico en la estrella se encuentran tres vecinos que son los mas cercanos al objeto que se
desea clasificar, de estos tres vecinos, dos pertenecen a la clase “No spam” y solo un vecino esta
categorizado como “Spam”. Por mayoria el nuevo objeto se clasificaria como No spam.

H Spam
(O Nospam
|
"
X2 ol |
.l |
[ |
mg O O O
O 4 ©
OO
O
x1

Figura No. 3-15. Clasificacion k-NN con k=3. Fuente propia.

Como se puede observar la “k” significa la cantidad de vecinos mas cercanos que se deben
considerar para realizar la clasificacidon. Se recomienda escoger valores impares para k, dado
que si es par y los vecinos mas cercanos estan repartidos en cantidades iguales de las clases a
clasificar entonces se daria un empate.

Se dice que este algoritmo estd basado en instancia dado a que no aprende explicitamente un
modelo como ocurre con otros algoritmos, sino que memoriza todas las instancias de
entrenamiento para usarlas como base de conocimiento para poder realizar la prediccién.

De manera formal para la clasificacidon de un nuevo objeto xj, se puede representar la funcidn
de decision del algoritmo k-NN mediante la siguiente expresion.

k
f(xj) = arg&%)éz 1v=f(xlN)

=1
Donde los x;V, . . ., x corresponden a los k vecinos que son mas cercanos al objeto xj. Y 1,-, =1

si a=b o 0 en caso contrario. Para conocer cuadles son los vecinos mas cercanos al objeto bajo
analisis xj, se recurre al calculo de la distancia entre el objeto que se quiere clasificar y todos los
elementos del conjunto de entrenamiento que ya se encuentran etiquetados. Los k objetos que
se encuentren a menor distancia vienen a ser los vecinos mas cercanos. Para el célculo de la
distancia existen varios métodos, la eleccion del método dependerd del tipo de problema. El
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método para el calculo de la distancia que mas se utiliza corresponde a la forma Euclidiana la
cual se declara mediante la siguiente expresién.

d(Xj, Xi) =

Otras formas de calcular la distancia entre los diferentes objetos son “Manhattan” vy
“Minkowski” y su uso dependerd de las condiciones del problema y aplicacién.

Distancia Manhattan:

k
d(x, x;) = Z|xj - xil
i=1

Distancia Minkowski:

S|

k
— 4
d( %) = ) (= u)*"
i=1
En resumen, se puede decir que el proceso de clasificacion tiene tres pasos que son:

1. Calcular la distancia
2. Encontrar sus vecinos mas cercanos
3. Asignar la clase basado en las mayorias

Es importante precisar que el usuario es quien debe ajustar el valor de k en k-NN, los valores
altos de k son habituales en problemas con clases linealmente separables, por el contrario, los
valores pequefios de k son recomendable para problemas con clases donde la superficie de
clasificacién no es lineal [17].

e Arboles de Decisién: estas técnicas son unas de las mas antiguas y utilizadas en el Machine
Learning, son ampliamente usadas en los procesos de clasificacidn gracias a su arquitectura que
facilita su interpretacion e implementacién. Los arboles de decisidon se encuentran dentro del
grupo de los modelos predictivos, y para estos modelos en especial se basan en reglas binarias
de decision (si y no) con las cuales se logra distribuir las observaciones en funcién de las
caracteristicas de cada una de las variables independientes para predecir de esta manera la
variable dependiente o categoria resultado.

La estructura basica de un arbol de decision se basa como su nombre lo indica en un arbol con
ramas y hojas. Dentro del modelos se definen los siguientes tipos de nodos:

= Nodo raiz: es el primer nodo del arbol y es por lo tanto donde se produce la primera
division en funcién de la variable mas importante.
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= Nodos intermedios o internos: estos nodos aparecen después del nodo raiz y se utilizan
para seguir dividiendo el conjunto de datos en funcién de las variables. Estos nodos
aparecerdan hasta que ya no sea necesario tomar decisiones de divisién.

= Nodos hojas o terminales: son los ultimos nodos que aparecen en las ramificaciones y
su funcidn es indicar la clasificacién final que se tiene para el objeto evaluado.

La siguiente imagen ilustra de manera general la estructura de un arbol de decisién con todos
sus nodos. Como se puede apreciar en este ejemplo, cada condicién evaluada en los nodos raiz
e intermedios genera una division de los datos, mirado en la imagen de la derecha, con cada
condicién se generan nuevas regiones, al final el nimero de regiones concuerda con el nimero
de nodos hoja que tenga el arbol. Otra observacién importante que se puede destacar, es que
las diferentes clases en las cuales se van a categorizar los objetos, estdn repartidas en varias de
las regiones en las que se han divido los datos.

""""" " Region 6
Region 1 Clase 3
Clase 1

Region 3
Clase 3

Clase 1 Clase 3 = aal L,
" \ / .....

A T = Regi6n 5
Regién 3 Regién 4 Regién 5 Regién 6 | megonr = |=. .
Clase 3 Clase 1 Clase 2 Clase 3 -

Clase 3

[ Regién 1 Regién 2

Regi6n 4
Clase 1

Figura No. 3-16. Arbol de decision para clasificacion. Fuente propia.

Otro concepto que se debe tener presente en estos modelos es la profundidad del arbol, la cual
se define por el nimero maximo de nodos que puede llegar a tener una rama. La lectura del
arbol debe realizarse de arriba hacia abajo.

Para la construccién de un arbol de decision es importante la eleccion de las variables que se
deben dividir primero, esto con el objetivo de obtener una separacién dptima. Pues se
obtendran resultados diferentes si se cambia el orden en que se dividen las variables. Para
entender un poco mejor este punto considérese un arbol de decisidén que tiene un conjunto de
registros con dos atributos como género con valores “hombre 6 mujer” y edad en rangos
inferiores y superiores o iguales a 18 afios. Se podria crear un arbol que primero divida por
género y luego subdivida por edad. La otra opcién es que sea primero por edad y luego por
género. La tarea de escoger la mejor opcién se la dejamos a los algoritmos, los cuales mediante
el andlisis de los datos de entrada junto con los datos de salida decidirdn la mejor forma de
realizar las divisiones en cada uno de los nodos para que al final se logre la prediccion con la
mayor probabilidad de acierto. A primera instancia podria parecer sencillo, pero la verdad es
gue no lo es, si se tuviera un conjunto con 10 atributos y cada uno de ellos con 2 o mas valores,
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las posibles combinaciones para seleccionar el mejor arbol serian de cientos o miles. Es por lo
anterior que aparecen estos algoritmos los cuales tomaran la mejor decisidon desde un punto de
vista probabilistico.

El funcionamiento detrds del algoritmo consiste en medir de algin modo las predicciones que
se pueden alcanzar con cada posible opcidn, esto con el objetivo de compararlas y definir la
mejor opcidn. Para esta tarea los algoritmos disponen de varias alternativas tales como: el indice
de Gini o la ganancia de informacion.

* indice de Gini: este método mide el grado de impureza del nodo. En otras palabras, se
puede decir que indica que tan desordenados o mezclados quedan los nodos una vez
divididos. Entre mayor sea el indice Gini mayor sera la impureza del nodo por lo que se
buscara seleccionar la variable con menor Gine ponderado. La solucién al problema serd
minimizar el indice Gini.

El indice de Gini se define como: la métrica con la cual se puede medir la frecuencia con
la que un objeto escogido al azar seria clasificado incorrectamente y se utiliza la
siguiente formula.

K K K K K
GINI,, = Z Pmk(1 — Pmk) = Z Pmk — Pmk? = Z Pmk — Z Pmk?=1- z:(Pmk)2
k=1 k=1 =1 k=1 k=1

Donde Pmk corresponde a la probabilidad de cada clase en el nodo m, K es el nimero
de categorias o clases.

= Ganancia de Informacién: este calculo de ganancia de informacién se asocia a la
propiedad estadistica que mide que tan efectivo es un atributo para separar los
ejemplos de entrenamiento basados en sus clasificaciones objetivo. En otras palabras,
lo que busca esta forma de clasificacién es estimar la informacidon que aporta cada
atributo y para esto se recurre al cdlculo de la “entropia”, la cual va de cero a uno. La
medida de la entropia es atil para cuantificar el desorden de un sistema, cuando un
nodo es puro se dice que su entropia es cero y por lo tanto se tendran observaciones
para una sola clase. Por el contrario, si la entropia es uno, entonces se tiene la misma
frecuencia de objetos para cada una de las clases en observacion. Se debe maximizar
esta ganancia.

Cuando se obtiene la medida de entropia para cada atributo, se puede calcular la
ganancia de informacién del arbol. Para el calculo de la entropia se utiliza la siguiente
funcioén.

K
E=-— Z Pmlk *log,(Pmk)
k=1
La ganancia de la informacidn se da como resultado de la diferencia entre la entropia

antes de la division, es decir en el nodo padre, y la entropia promedio que se tiene
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después de que se ha realizado la divisién del conjunto de datos en funcién de los
valores de atributo dados.

Ganancia de informacién = Entropia Nodo Padre — Promedio Entropia nodos hijos.

e Redes Neuronales Artificiales: se pueden definir como un modelo matematico que esta
inspirado en el comportamiento biolégico que presentan las neuronas. Y no solo considera el
funcionamiento de una neurona, sino también, en cdmo se organizan y comunican dentro de la
estructura del cerebro. En cuanto al funcionamiento, el cerebro puede ser visto como un
sistema inteligente capaz de desarrollar un gran nimero de tareas, pero de una forma distinta
a como lo hace actualmente las conmutadoras.

Si bien en el cerebro existen varios tipos de neuronas, la siguiente imagen ilustra un esquema
simplificado de una neurona tipica. En ella se pueden identificar varias partes que son comunes
a todas las neuronas.

Sinapsis \ Dendritas
P! \ /
Terminaciones

Neurona
del axon

previa Cuerpo de la

neurona (soma) Sinapsis

Nucleo

Mielina

Sinapsis
Neurona
siguiente

Figura No. 3-17. Partes de la Neurona. Fuente [18]

El cuerpo central de la neurona se llama soma, este contiene en su interior al nucleo, adicional
se identifican una prolongacion larga del soma que se llama axon. Al conjunto de ramificaciones
se les denomina dendritas, y cuando estas se conectan a otras neuronas se da lo que se conoce
como sinapsis.

La funcién principal de una neurona es la transmisidon de impulsos nerviosos, estos impulsos
viajan desde las dendritas hasta llegar a las ultimas terminaciones del axdn, donde por medio
de la sinapsis pasa a otra neurona.

La forma en cdmo se responde a los diferentes estimulos del mundo exterior y el aprendizaje
que se realiza del mismo, estd muy relacionado con las conexiones neuronales que se dan en el
cerebro. De aqui es que aparecen las RNA como un intento de emular este proceso.

El siguiente modelo neuronal corresponde al primer modelo matematico que se cred para una
neurona artificial. Este modelo fue presentado en 1943 como resultado del trabajo conjunto del
psiquiatra y neuroanatomista Warren McCulloch y el matematico Walter Pitts [19].
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Neuronas
Ax6n Sinapsis biolégicas
Dendritas Cuerpo
X1 Cuello
del axén
X2
f Axon
Salida
Funcién de
), & activacion
Entradas Pesos Neuronas

artificiales
Sumatorio y umbral

Figura No. 3-18. Modelo neuronal de McCulloch-Pitts. Fuente [19]

Dentro del modelo se identifican n entradas X, X,, ..., X». A cada entrada se le asocia un peso
sinaptico W;, W,, ..., W,. Dentro del cuerpo se tiene la funcidn de agregacién, . Antes de la
salida, sobre el cuello del axdén se tiene una funcién de activacion, f.

Los estimulos son representados por las entradas que recibe la neurona artificial, y la respuesta
es la salida de la neurona. Lo magnifico de las neuronas es que pueden adaptarse a su entorno
y aprender de él cuando se modifican los valores de los pesos sinapticos. Estos pesos también
son conocidos como pardmetros libres del modelo, debido a que pueden ser modificados y
adaptados para que se pueda cumplir una determinada tarea.

Para este modelo la salida Y de la neurona esta dada por la siguiente expresion:
n
v=£( > wixi |+ wo
i=1

Donde Xi corresponde a las entradas de la neurona, Wi son los pesos asociados a cada una de
las entradas y por ultimo Wy representa el bias (sesgo) o umbral que sirve para controlar que
tan dispuesta esta la neurona para asignar un 1 o un 0 de forma independiente de los pesos. Un
bias alto provoca que la neurona demande una entrada alta.

Tanto en las redes neuronales biolégicas como en las artificiales se da un paso importante en la
transmisién de la informacidn, para el caso de la neurona bioldgica se la conoce como tasa de
potencial de accién de disparo en el cerebro y para la neurona artificial se tiene lo que se conoce
como funcién de activacién. Esta funcidn de activacion se escoge de acuerdo a la tarea objetivo
gue tiene que realizar la neurona. La siguiente tabla relaciona las funciones de activacién mas
empleadas en el campo de las redes neuronales [19].
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Tabla No. 3-1. Funciones de activacion mds comunes en RNA. Fuente [20]

Funcién Rango Grifica

Identidad y=x [-e0, +o0]

N
I

)

Escalén y = sign(x) {-1,+1}
y=H(x) {0, +1} | ,
Lineal a -1, six<-l (1, +1] ® f
tramos 3
y=1x, si +I<x<-I j 4 %
+1, six>+l
Sigmoidea o) [0, +1] 2 C
1+e™ [-1,+1] 2
y=1gh(x) 7
Gaussiana y=Ae? [0,+1] _y“\
.
Sinusoidal y=Asen(@x+ @) [-1,+1] A M A/

Al igual como ocurre en las conexiones de las neuronas en el cerebro, en las redes neuronales
artificiales también se interconectan entre ellas para formar una red que potencializa la
capacidad para la solucion de problemas. En la siguiente imagen se puede observar como la
salida de la neurona pre-sindptica i se conecta a una de las entradas de la siguiente neurona
post-sinaptica.

Neurona postsindptica

Neurona presinaptica

Figura No. 3-19. Interconexion entre neuronas artificiales. Fuente propia.

Gracias a estas interconexiones se pueden formar redes neuronales multicapa. La siguiente
figura ilustra un ejemplo tipico de estos arreglos de neuronas artificiales. En la red se identifican
tres tipos de capas, la capa de entrada, las capas ocultas y la capa de salida. La capa de entrada
se encarga de recibir los valores o sefiales de entrada y distribuirlos a los elementos de
procesamiento de la siguiente capa. En la capa oculta se encarga de sopesar cada una de las
entradas para aprender las diferentes caracteristicas de los datos. La capa de salida es Ila
responsable de proporcionar la informacién de las etiquetas asociadas a las diferentes clases.
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Salidas
Ok

Capa de Capa Capa de
entrada oculta salida

Figura No. 3-20. Red neuronal multi-capa. Fuente propia.

Para los problemas de clasificacion utilizando redes neuronales se pensaria en primera instancia
gue una sola neurona de salida podria ser configurada con varios rangos de valores que
correspondieran a las diferentes categorias. Pero esto seria bastante complejo ya que el
funcionamiento normal de una neurona se enfocaria a una clasificacién binaria que seria util
solo para clasificar dos clases o categorias. Pero si el problema demanda la categorizacién de
tres o0 mas clases se recomienda adaptar la red neuronal para que cada neurona de salida
corresponda con una determinada categoria, de esta manera si en el problema se deben
clasificar los elementos en 6 categorias serd necesario configura la red en la capa de salida con
6 neuronas.

3.4.3 Resumen técnicas de Machine Learning

Con el objetivo de facilitar la escogencia de alguna técnica de Machine Learning para la resolucién
de algun problema, a continuacién, se presenta una tabla en la que se resumen las principales
caracteristicas con algunos de los algoritmos mas utilizados.
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Tabla No. 3-2. Caracteristicas técnicas de Machine Learning. Fuente propia.

Machine Learning

Aprendisaje Supervisado

Aprendizaje No Supervisado

Regresion Clasificacion Asociaciones Reduccién Dimensiones Clustering
-Relacionado con modelos |-Entrega modelos -El dataset solo contiene |-El dataset solo contiene |-El dataset solo contiene
predictivos. predictivos. los datos de entrada. los datos de entrada. los datos de entrada.

-El dataset de
entrenamiento debe
contener datos de entrada
y salida.

-La maquina aprende
explicitamente de los
datos de ejemplos.

-La salida debe estar
dentro de un rango de
datos continuos.

-Su objetivo es predecir un
valor nimerico dentro de
un rango continuo.
-Algoritmos: Redes
Neuronales, Arboles de
decision, SVR, GPR,
Regresion Lineal.

-El dataset de
entrenamiendo debe
contener datos de entrada
y salida.

-La maquina aprende
explicitamente de los
datos de ejemplos.

-La salida debe estar
dentro de un rango de
opciones discretas o
categorias.

-Su objetivo es determinar
una categoria o clase para
cada unade las
observaciones.
-Algoritmos: Arboles de
decisién, SVM, Redes
Neureonales, Naive Bayes

-La salida debe estar
dentro de un rango de
opciones discretas.

-Su objetivo es encontrar
items que esten
involucrados en las
transaciones de un
determinado conjunto.
-Se establecen reglas de
asociacidn entre los items
de un determinado
conjunto de datos.
-Algoritmos usados:

Apriori, FP-Growth, Euclat.

-Se parte de un conjunto
de datos de espacion My
se mapeanaun
subconjunto de espacio N
derivado del espacio
original pero de menor
dimension.

-Su objetivo es el de
reducir el numero de
variables aleatorias de
entrada.

-Se seleccionan las
variables o caracteristicas
mas relevantes.
-Algoritmos: ACP, AC, AF.

-Su objetivo es agrupar los
objetos en subgrupos de
tal manera que sus
caracteristicas sean muy
similares entre si.

-Al no tener conocimiento
de las salidas o respuestas
se realiza un analisis
exploratorio de los datos
para encontrar
agrupaciones o patrones
ocultos.
-Algoritmos:K-meas y K-
modoids, mezclas
gaussianas, Markov, redes
neuronales.
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4. DESARROLLO MODELOS DE MACHINE LEARNING

4.1 ANALISIS DATA SET CELDAS UMTS

Conocidas ya las principales técnicas de Machine Learning presentadas en el capitulo anterior, se
puede proceder ahora a enmarcar el problema de optimizacién de celdas UMTS en alguna de las
técnicas que mejor se acomoden a las caracteristicas del mismo. Para esto es necesario analizar la
estructura del dataset con el cual se dispone para resolver el problema.

A continuacion, en la siguiente tabla se presenta una muestra del raw data estadistico que se puede
obtener de los gestores de desempefo iManager U2020-Huawei y del cual se puede armar el
dataset con todas las variables necesarias para entrenar el modelo. Este raw data corresponde a la
informacién atomizada de una red 3G-UMTS de uno de los operadores méviles en Colombia. Cada
celda UMTS esta asociada a un sector, un sitio, una ciudad, una regién y finalmente una RNC.

Tabla No. 4-1. Raw data celdas UMTS. Fuente propia.

type

carrier
TTI Load

=
=
w
=1
—
v}

WCDMA_CELL
Cell Load
% P_Traffic R99
Available codesto HSDPA
RxQualAchievable Achievable
Voice Erlangs
Active_HSPS_Users_#

RNCMEDOQ |Noroccidente |ANT  [ANT1085 ANT1085:0 1] 1019.16% | 146.7% 9.4906 15| 3.0416| 16.7668(99.60%
RMCIBADL |Centro IBA 1BADD14 IBAOD14:T 2| 430.37%| 71.8% 9.8598 18| 2.2186) 9.968(94.49%
RMCBOGOL |[Centro BOG |BOGO0028 BOG0028:14 3| 117.53%| 47.1% 6.501 20| 11.6284| 3.4392|91.94%
RMNCBOG04 |Centro IBA IBADD1E IBAOOLE:0 1| 261.78%| 71.1% 6.2936 18| 4.3668| 6.0632|96.64%
RMNCIBADL |Centro IBA 1BADD14 IBAOOD14:1 2| 218.66%| 66.3% 9.484 21| 2.4534| 7.1262|94.83%
RNCMEDO2 |Noroccidente |JANT  [ANT1049 ANT1049:1 2| 142.28%| 41.5%| 10.69918 19| 4.3416| 3.73764|94.81%
RMNCBOGOL |Centro BOG |BOG0028 BOG0028:8 3| 143.26%| 41.4% 7.9992 20| 14.3934| 4.1922|95.02%
RNCMEDO2 |Noroccidente |[ANT  |ANT0010 ANTO010:0 1| 209.28%| 59.9% B8.8328 16| 9.8984| 3.6998|94.94%
RNCBOG07 |Centro CUN  |CUNODOL7 CUNOO17:9 4| 214.42%| 57.8% B8.074 20| 6.8998| 6.2746|96.85%
RNCBOG07 |Centro CUN  |CUND430 CUNO450:0 1| 101.00%| 57.6%| 11.2768 20| 1.8616| 2.9554|87.73%
RNCCALO1 |Suroccidente |VAC  [VACO0120 VAC0120:0 1| 21.79%| 360.4% 12.132 23| 4.1952 1.054| 62.66%
RMCBOG07 |Centro CUN  |CUNOI115 CUNO115:6 1| 73.51%| 54.7%| 11.7524 17| 1.3234| 1.5284|74.24%
RMCSINOL  [Costa COR COROD22 COR0022:0 1| 73.63%| 54.2%| B8.44564 18| 1.54368| 1.70538|61.93%
RNCMEDO2 |Noroccidente |MED  |MED1082 MED1082:1 2| 38.07%| 35.2%| 12.6386 19| 0.9232| 0.6152|44.92%

Para cada celda UMTS el gestor de red entrega una gran cantidad de contadores estadisticos con los
cuales se pueden conformar varios KPIs que son utiles para definir el estado de la celda. Del lado
derecho de la anterior tabla y resaltados en color amarillo se encuentran los KPIs que se han
seleccionado para realizar el diagndstico y que por lo tanto se tomaran como variables de entrada
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para el entrenamiento del modelo, estor KPIs son los mismos que se explicaron en el capitulo inicial,
es decir el Cell load, porcentaje de potencia para trafico Release 99, cddigos disponibles para HSDPA,
calidad alcanzable en recepcidn, trafico de voz en Erlangs, usuarios activos de HSPS (High Speed
Packet Swtich) y carga de TTI.

Personal experto en optimizacién de redes UMTS toma todos estos KPIs y realizan un proceso de
anadlisis de forma manual para cada una de las celdas, en otras palabras, esto corresponde a un
diagndstico de celda con el cual los expertos determinan el estado de la celda. La siguiente tabla
muestra en la columna final resaltada en color verde algunos de los ejemplos de diagndstico que se
pueden dar para las diferentes celdas, entre ellos se encuentran las que tiene un estado normal
etiquetadas como OK, las que presentan deficiencias de cobertura etiquetadas como COV, las que
tiene deficiencias de capacidad etiquetadas como CAP y finalmente las que tienen problemas de
hardware o configuracidn que son etiquetadas como CHECK.

Tabla No. 4-2. Raw data celdas UMTS con Diagndstico. Fuente propia.

=
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< o
=
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RMCMEDO |Noroccidente [ANT  [ANT1085 ANTI1085:0 1|1019.16% | 146.7% 9.4906 15| 3.6416| 16.7668|99.60%| COV
RNCIBAOL [Centro IBA 1BADO14 IBADO14:7 2| 430.37%| 71.8%| 9.8598| 18| 2.2166| 9.968|94.49%| CoOVv
RNCBOGOL [Centro BOG |BOGO0D28  |BOGO028:14 3| 117.53%| 47.1% 6.501) 20| 11.62B4( 3.4392|91.94%| CHECK
RNCBOG04 [Centro IBA 1BADO1S IBADO1E:0 1) 261.78%| 71.1%| 6.2936| 18| 4.3608| 6.0632|96.64%| COV
RNCIBAOL [Centro IBA 1BADO14 IBADO14:1 2| 218.66%| 66.3% 9.434| 21| 2.4534| 7.1262|94.83%| cCoOv
RNCMEDO2 |Moroccidente |[ANT  [ANT1049 ANTI049:1 2| 142.28%| 41.5%| 10.69918 19| 4.3416| 3.73764|94.81%| CAP
RNCBOGOL |Centro BOG BOGO023 BOG0028:8 3| 143.26%| 41.4% 7.9992 20| 14.3934| 4.1922|95.02%| CHECK
RMCMEDO2 |Noroccidente [ANT  [ANTO010 ANTO010:0 1| 209.28%| 59.9% 8.8328 16| 9.8984| 3.6998|94.94%| COvV
RNCBOGO7 |Centro CUN CUNO017 CUNOD017:9 4| 214.42%| 57.8% 8.074 20| 6.8998| 6.2746|96.85%| CAP
RNCBOGO7 |Centro CUN CUNO0450 CUNO0450:0 1| 101.00%| 57.6%| 11.2768 20| 1.8616( 2.9554|87.73%| CAP
RMCCALO1l |Suroccidente (VAC  [VACO120 VAC0120:0 1| 21.79%| 38.4% 12,132 23| 4.1952 1.054| 62.66% 0K
RNCBOGO7 [Centro CUN  |CUNO115 CUNO113:6 1) 73.51%| 54.7%| 11.7524| 17| 1.3234| 1.5284(74.24%| OK
RMNCSINOL  |Costa COR  |COR0O0D22 COR0OD22:0 1| 73.63%| 54.2%| B8.44564| 18| 1.54368| 1.70538|61.93%] OK
RNCMEDO2 |Moroccidente |MED  |[MED1082  |MED1082:1 2| 3B.07%| 35.2%| 12.6386| 19| 0.9232| 0.6152|44.92%] OK

De esta manera la informacién del raw data con los siete KPIs y su correspondiente diagndstico sera
utilizada como data set para el entrenamiento del modelo. Como se puede ver, el data set de
entrenamiento estard compuesto por siete variables de entrada que son los KPIs y una variable de
salida que corresponde al diagndstico. A continuacidn, se relacionan diferentes caracteristicas que
tiene el data set y que serdn utiles para escoger la técnica de Machine Learning mas adecuada.

1. Eldataset dispone de datos tanto de entrada como de salida.

2. Lasvariables de entrada corresponden a valores continuos en diferentes rangos.
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3. Los datos de salida son categorias que se pueden asociar a diferentes clases.

Dado a que el data set dispone de datos tanto de entrada como de salida, la técnica de Machine
Learning a escoger se debe encontrar dentro del grupo de aprendizaje supervisado, por otro lado y
considerando que los datos de salida no son continuos sino que son categorizados, nos lleva a que
se debe utilizar una de las técnicas del sub grupo de clasificacion.

Para el desarrollo de este proyecto de investigacion se utilizaran los algoritmos de Arboles de
Decision y Redes Neuronales que son comunmente utilizadas para resolver problemas de
clasificacion.

La siguiente figura ilustra la distribucién de los 28.091 registros de las celdas UMTS que componen
el data set en cada una de las clases en las cuales se pueden clasificar.

Clasificacion categorias de Diagnostico

30000
25971

25000
20000
15000
10000

5000

1368
30 722

CAP CHECK cov OK

Figura No. 4-1. Clasificacion total de los registros del dataset. Fuente propia.

Como se puede observar, mas del 92% de las muestras (celdas UMTS) de ejemplo son categorizadas
o clasificadas como OK, el resto de muestras se reparten en las tres posibles anomalias que puede
presentar una celda. En otras palabras, se puede decir que un poco menos del 8% de las celdas
UMTS presentan un diagndstico negativo que demandara algun plan de accion dentro del proceso
de optimizacidén. En esta distribucion de los ejemplos se puede ver que existe un desbalance entre
los registros de ejemplos con diagndstico negativo (CAP, CHECK, COV) y los de diagndstico positivo
(OK).

Con el objetivo de facilitar el proceso de aprendizaje se divide el gran problema de diagndstico de
celdas UMTS en dos problemas mas pequefios. El primer problema consistird en buscar un modelo
que solo clasifique las muestras en dos categorias OK y NOK, donde esta ultima abarca las clases de
diagnéstico negativo asociado a CAP, COV y CHECK. La siguiente figura muestra la distribucién que
se tiene para cada una de las clases OK y NOK en el primer problema.
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Clasificacion Modelo 1

30000
25971

25000
20000
15000
10000

5000 2120

NOK OK

Figura No. 4-2. Clasificacion de registros Modelo 1. Fuente propia.

El segundo problema se encargara de encontrar un modelo solo para clasificar las muestras de la
categoria NOK en las tres posibles clases de diagndstico negativo. Para el entrenamiento solo se
contard con un data set de 2120 muestras. De esta manera se elimina en gran medida el desbalance
gue se tiene entre las muestras de las celdas que se encuentran bien y las que requieren un plan de
accién por tener un diagnostico negativo. La siguiente figura ilustra la distribucion de las muestras
que pertenecen a la clase NOK del primer modelo y que se clasifican como CAP, COV y CHECK para
el segundo problema.

Clasificacion Modelo 2
1600
1400

1368

1200
1000
800 722
600
400

200 30

CcAP CHECK cov
Figura No. 4-3. Clasificacion de registros Modelo 2. Fuente propia.

La siguiente figura ilustra cdmo se acota el problema desde una clasificacién con cuatro clases (CAP,

CHECK, COV y OK) pasando a un primer modelo con solo dos clases (OK y NOK) y terminando con

un segundo modelo que solo se encarga de categorizar los registros en tres clases (CAP, CHECK y
cov).
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4.2 TECNICA ALGORITMO ARBOL DE DECISION

4.2.1

Figura No. 4-4. Modelos de Clasificacion. Fuente propia.

Desarrollo modelo 1 — Arbol de decision.

Modelo 2

Modelo 1
Clase # Muestras Clase # Muestras
CAP 1368 Clase # Muestras CAP 1368
CHECK 30 ]—--NOK 2120 < CHECK 30
Cov 722 / OK 25971 Cov 722
OK 25971 Total 28091 Total 2120
Total 28091

Este primer algoritmo es uno de los mas utilizados en el Machine Learning para la resolucién de
problemas complejos de clasificacion. Para abordar el desarrollo de los modelos basados en arboles
de decisidn se recurre a la aplicacién de Matlab Ilamada “Classification Learner” la cual permite
entrenar un modelo usando Machine Learning supervisado. La siguiente figura muestra la ubicacién
en Matlab de esta APP.

A\ MATLAB R2020a - academic use

HOME PLOTS

aa

Design GetMore Install Package

App  Apps  App  App
FILE

APPS EDITOR PUBLISH

FAVORITES

%]

FpEHRAE » T b DISC

Current Folder
MName

5 2016.03_NewModel_NewhModel.x|
DATASETESTANDARIZADOFINAL,

- DATASETESTANDARIZADOFINAL
DATATESTxlsx

- DATATEST2xlsx
DATOS UMTS PRUEBA COMPLET
DATOS UMTS PRUEBA COMPLET!
DATOS UMTS PRUEBA COMPLET
Marzo_31-2015xlsx

[ matlab.mat

) trainClassifierModeld.m

#2) trainClassifierMadel5.m

CurveFitting  Optimization

MACHINE LEARNING AND DEEP LEARNING

Classification

M & & o =
PIDTuner  Analog Input Analog System Wireless Signal
Recorder Output Gen...  |dentification Waveform G... Analyzer
t_\ Classification Learner _i‘j
- Train models to classify data using supervised machine learning (classificationL eamer)
Statistics and Machine Leaming Toolbox 11.7 Regression
g g g g Learner

Learner

MATH, STATISTICS AND OPTIMIZATION

@Y B M
Curve Fitting  Distribution  Optimization
Fitter

CONTROL SYSTEM DESIGN AND ANALYSIS

R

e 6
Control Control Diagnostic

System Desi..  System Tuner  Feature Desi...

a

Fuzzy Logic
Designer

Linear System
Analyzer

Model
Reducer

=]
HRC

MPC Designer  Heuro-Fuzzy

Designer

e

el

&

MATLAB Coder  Application
Compiler

8* N
PIDTuner  SLAM Map System
Builder Identification

Figura No. 4-5. APP Classification Learner. Fuente propia.

“

Antes de iniciar la APP de clasificacidn se procede a importar a Matlab la tabla de datos del data set
gue se armo con los KPIs de las celdas UMTS y el diagnostico dado por los expertos en optimizacion
para cada una de ellas. La siguiente figura ilustra el data set que se importd, y el cual se muestra
como una matriz de 28091x8 nombrada como DTM1.
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4\ MATLAB R2020a - academic use
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Figura No. 4-6. Importe Data Set Modelo 1. Fuente propia.

Una vez importado el data set se inicia una nueva sesién de la APP “Classification Learner”. A

continuacién, en la siguiente figura se resalta cada uno de los parametros que deben ser fijados para

el entrenamiento del modelo. En primera instancia se selecciona el data set que previamente se

importd, esta opcion se remarca en color verde. A continuacidn, se define de donde se toman los

datos de salida, para nuestro caso se toman del mismo data set en la columna final llamada

“DiagnésticoMod1”. En este punto la APP ya identifica el nUmero de categorias en la cuales se deben

clasificar cada uno de los registros. Como las posibles respuestas son OK y NOK, seran dos Unicas

clases. La variable de salida o respuesta también se conoce como variable dependiente. Finalmente

se deben seleccionar las variables predictoras con las cuales se van a entrenar el modelo, es decir,

se deben seleccionar todas las variables de entrada que se ubicaron en las columnas 1a 7 en el data

set.
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Figura No. 4-7. Configuracion APP Classification Learner — Modelo 1. Fuente propia.

Dentro de los arboles de decisidn existen varias alternativas las cuales se enmarcan en la siguiente
figura con color rojo, los tipos de arboles se diferencian por la cantidad de hojas y ramificaciones o
divisiones que pueden tener, con el objetivo de tener varias distinciones finas se decide seleccionar

la opcidon “Fine Tree” que ofrece un maximo de 100 divisiones.

4\ Classification Learner - Scatter Plot

I CLASSIFICATION LEARNER
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Mew Feature PCA  Misclassification GET STARTED v
Session ™ Selection Costs
@ B
FILE FEATURES OPTIONS |
Data Browser All All All Linear
Quick-Ta-..
w History
DECISIOM TREES
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&

Optimizable
Tree

All Trees

DISCRIMINANT AMALYSIS

Linear CQuadratic

All
Discriminant Discriminant  Discrimina...

Optimizable
Discriminant

Figura No. 4-8. Opciones drboles de decision. Fuente propia.

Una vez cargado el data set DTM1 con los datos de entrada y salida, y habiendo seleccionado el tipo
de drbol, se procede a realizar el proceso de entrenamiento tal como se muestra en la siguiente

figura.

46



Optimizacion de redes UMTS soportada en Machine Learning
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Figura No. 4-9. Entrenamiento “Fine Tree” — Modelo 1. Fuente propia.

A continuacidn, se presentan los resultados del entrenamiento con su correspondiente analisis. En
primer lugar, se puede observar del resultado de entrenamiento que la precision que tendra el
modelol es muy cercana al 100%, en toras palabras, se puede decir que serd muy preciso en la
valoracién de las siete variables de entrada para definir la categoria correcta. Por otro lado, se puede
observar que la velocidad de prediccién es de aproximadamente 400.000 observaciones por
segundo, y que para analizar los 28.091 registros solo gasto un tiempo de 5,0103 segundos, lo cual
se puede considerar como bastante répido.

Una forma amigable que ofrece Matlab para el analisis grafico de un set de datos complejos tanto
por cantidad de registros como por cantidad de variables, es la funcién “Parallel Coordinates Plot”,
la cual crea una grafica de coordenadas paralelas de todos los datos con sus multiples
caracteristicas. Sobre el eje X se presentan cada una de las variables de entrada, que para nuestro
caso corresponden a los siete KPIs de celda UMTS, y sobre el eje Y se presenta la desviacidn estandar
gue tiene cada registro para cada variable o caracteristica de entrada. Al final se tendran graficadas
todas las coordenadas armadas por caracteristica y desviacién estandar.

De la siguiente figura se puede observar que los registros clasificados como OK tienen una menor
dispersién que los registros clasificados como NOK, lo cual indica que el modelo funcionara mucho
mejor para esta categoria OK. Al validar la dispersion de los datos en todas sus variables o
caracteristicas se puede ver que la que estd asociada al KPI Cell Load tiene la menor dispersién de
todas para los registros categorizados como OK. Lo anterior nos podria llevar a inferir que esta es
una de las variables mas puras y que por lo tanto serd la variable que se asigne al nodo de partida
en el arbol de decision.
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Figura No. 4-10. Desviacion estdndar — Variables de entrada Modelo 1. Fuente propia.

Respecto de los registros clasificados como NOK se puede observar de la figura anterior que tiene
una mayor dispersiéon en los datos, en especial para las variables de entrada Cell Load y
ActiveUsersHSPA. Por su mayor dispersion es posible que el modelo presente algun error en el
momento de la prediccion.

Otra funcién que nos ayuda a evaluar el rendimiento del modelo durante la fase de aprendizaje es
la funcién AUC (Area Under the Curve) la cual en términos de probabilidad define que tan bueno es
el modelo para la prediccion de dicha categoria y las curvas ROC (Receiver Operating Characteristic)
que muestra la relacién entre la tasa lograda por el modelo clasificador entre los verdaderos
positivos y los falsos positivos conocidos como TPR (True Positive Rate) y FPR (False Positive Rate)
respectivamente. En las graficas entregadas por la aplicacién de Matlab se mezclan en un solo
grafico tanto la funcién de las curvas ROC como la funciéon de AUC, uno por cada categoria o clase
gue predijo el modelo durante el proceso de aprendizaje. Las siguientes dos figuras muestras estas
funciones, la primera para la clase OK y la segunda para la clase NOK.

Para las dos categorias OK y NOK se tienen similares resultados en el calculo de la AUC con un valor
muy cercano a 1, esto quiere decir que existe una muy alta probabilidad de que un nuevo registro
sea clasificado correctamente como un verdadero OK o un verdadero NOK. Por otro lado, y dado a
que el AUC es 1 se puede inferir que las clases OK y NOK estan debidamente separadas sin traslape
entre ellas.

Por su parte las curvas ROC tienen de igual manera un resultado similar en las dos categorias el cual
es muy cercano a 1. Esto quiere decir que se tiene un 100% de tasa para verdaderos positivos y 0%
en la tasa de falsos positivos.
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Figura No. 4-11. AUC y curvas ROC Clase OK. Fuente propia.
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Figura No. 4-12. AUC y curvas ROC Clase NOK. Fuente propia.

4.2.1.1 Métricas matrices de confusién — Técnica Arbol de Decisién Modelo 1

La siguiente funciéon de la cual se hard uso para el analisis de los resultados en cada modelo es la
llamada matriz de confusidn. Esta funcion es muy util ya que ademas de facilitar el analisis de todas
las categorias de manera gréfica, también proporciona los datos numéricos necesarios para el
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calculo de las diferentes métricas que califican o evalian el desempefio del algoritmo en el proceso
de entrenamiento.

Una matriz de confusién para un problema de clase n es una matriz nxn donde n es el nimero de
clases o categorias que el modelo debe predecir. Las filas se nombran segun las clases reales y las
columnas de acuerdo a las clases que predijo el modelo. En otras palabras, se puede decir que por
medio de la matriz de confusion se puede ver cudles son los aciertos y errores que esta presentado
el modelo durante el proceso de aprendizaje.

Se tiene tres formas de representacion de la matriz de confusidn. La primera en forma numérica
entre las clases verdaderas y clases predichas. En la segunda y tercera forma los resultados son
expresados en forma de porcentajes considerando la tasa de verdaderos positivos (TPR), tasa de
falsos negativos (FNR), valor predictivo positivo (PPV) y la tasa de falso descubrimientos (FDR).

Para el calculo de las diferentes métricas que nos ayudaran a evaluar el desempeno del modelo es
necesario definir las expresiones de cdlculo para cada una de ellas. La siguiente tabla muestra los
términos que la conforman con su correspondiente ubicacion.

Tabla No. 4-3. Matriz de Confusion. Fuente propia.

P| TP FN

N FP TN
P’ N’

Clase Predicha

Clase Real

Donde,
N-> es la condicidn negativa, estd dado por el nimero real del total de casos negativos.
P-> es la condicidn positiva, esta dado por el nimero real del total de casos positivos.

N’-> es la prediccién negativa, estd dado por el nimero total de casos negativos que predijo el
algoritmo.

P’> es la prediccién positiva, esta dado por el nimero total de casos positivos que predijo el
algoritmo.

TN-> son los verdaderos negativos, corresponden al nimero de casos que siendo negativos se
clasificaron correctamente como negativos.

FP-> son los falsos positivos, corresponden al nimero de casos que siendo negativos se clasifican
errdneamente como positivos. También son conocidos como error | o subestimacion.
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FN-> son los falsos negativos, corresponden al nimero de casos que siendo positivos se clasifican
erroneamente como negativos. También son conocidos como error Il o sobrestimacion.

TP-> son los verdaderos positivos, corresponden al nimero de casos que siendo positivos se
clasifican correctamente como positivos.

Una vez definidas las anteriores convenciones, a continuacién, se presentan las diferentes
expresiones que definen las métricas de las matrices de confusion.

e Exactitud: util para determinar qué porcentaje del total de datos fue clasificado correctamente.
Se calcula mediante la siguiente expresion.

TP+ TN _ TP + TN
P+N TP+TN+FP+FN

Exactitud =
e Tasa de error: indica que porcentaje del total de datos se clasifico incorrectamente. Para su
calculo se utiliza la siguiente expresion.

FP+FN _ FP + FN
P+N TP+TN+FP+FN

Tasa de error =

e Sensibilidad: también conocida como tasa de verdaderos positivos (TRP), cuando la clase es
positiva, que porcentaje se logra clasificar correctamente. Se calcula mediante la siguiente
expresion.

Sensibilidad e TP

ensibilidad = — = ————

P TP+FN

e Especificidad: también conocida como tasa de verdaderos negativos (TNR). Se trata de los casos
negativos clasificados correctamente por el algoritmo del total de verdaderos negativos. Se
calcula mediante la siguiente expresion.

£ ficidad TN TN

specificidad = — = ———

p N TN +FP

e Precision: también conocida como valor predictivo positivo (PPV). Se refiere a la dispersion del
conjunto de predicciones positivas obtenidas por el algoritmo. Cuanto menor sea la dispersién
mayor sera la precisién. Se calcula mediante la siguiente expresion.

TP TP

p A —
recision P TP + FP

La siguiente figura muestra el resultado de la matriz de confusidn para el primer modelo del
algoritmo arbol de decision.
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Figura No. 4-13. Matriz de Confusion (Numero de observaciones)— Modelo 1. Fuente propia.

A continuacidn, se realizan los calculos de todas las métricas que nos permiten evaluar el modelo.

Exactitug < 211925971 28090
ractiiud =——s5091 28091

El modelo ofrece una muy buena exactitud ya que su valor es muy cercano al 100%, con esto se
tiene que los resultados de la clasificacion de los registros estdn muy cerca del valor verdadero para
cada una de sus clases OK y NOK. En otras palabras, se puede decir que practicamente no existe
diferencia entre el valor real y el valor esperado.

1+0 1

Tasa de error =

La tasa de error es demasiado baja con un valor muy cercano a 0%, por lo tanto, se puede decir que
el modelo tiene un muy bajo porcentaje de registros clasificados incorrectamente considerando
todas las clases OK y NOK.

2119 2119

Sensibilidad = 2119 + 1 = 2120 = 0.999528

En relacion a la sensibilidad, se puede decir que el algoritmo es bastante alto ya que se logra
porcentaje cercano al 100%. Por lo tanto, el modelo tiene una alta capacidad para discriminar los
casos de celdas UMTS con problemas que se deben clasificar como NOK.

25971 25971
2597140 25971

Especificidad =
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Por su parte la especificidad logra un porcentaje perfecto del 100%, con esto se puede decir que el
modelo tiene una muy alta capacidad para identificar las celdas UMTS que no tienen problema entre

todas las celdas que estan OK.

2119 2119 .
T 2119+0 2119

Precisiéon

La precisidn que ofrece el modelo es muy alta, con un porcentaje perfecto del 100%, es decir, que
ninguno de los registros que realmente pertenecen a la clase OK se clasificaron como NOK.

Las siguientes figuras entregadas por la aplicacion de Matlab ilustran graficamente los calculos de
sensibilidad y precision respectivamente. Con estas graficas se pueden corroborar los calculos

realizados para cada métrica.
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Figura No. 4-14. Matriz de Confusién (TPR/FNR)— Sensibilidad Modelo 1. Fuente propia.

53



Optimizacion de redes UMTS soportada en Machine Learning

4\ Classification Learner - Confusion Matrix - ] X
CLASSIFICATION LEARNER ﬁ D% % [11 4@ @() E ® @
= = . =
ap = & @ |l = &=
New Feature PCA  Misclassification All Al AllLinear | Fine Tree Advanced | Use | Train Scatter Confusion ROC Curve Parallel Min Classification  EXPORT
Session~  Selection Costs Quick-To-.. - Parallel Plot  Matrix Coordinates Plot Error Plot
- —
FILE FEATURES OPTIONS MODEL TYPE TRAINING PLOTS &
Data Browser ® | Confusion Matrix ¢ | Parallel Coordinates Plot ¢ | ScatterPlot ¢ | ROC Curve 3 | Minimum Classification Error Plot 3 |
w History
Model 1 Rz
1 Tree Accuracy: 100.0%
Last change: Disabled PCA 717 features O Humber of observations

NOK 100.0% True Posttive Rates (TPR)
False Negative Rates (FNR)

Posttive Predictive Values (PFV)

w Current Model
False Discovery Rates (FDR)

Q
=

Model 1: Trained 100.0%

Results What is the confusion matrix?

Accuracy 100.0%

Total misclassification cost 1

Prediction speed ~400000 obs/sec
Training time 5.0103 sec

True Class

Model Type
Preset: Fine Tree
Maximum number of splits: 100

Split criterion: Gini's diversity index NOK OK
Surrogate decision splits: Off Predicted Class
v
Data set: DTM1 Observations: 28091 Size: 2 MB Predictors: T Response: DiaMod1 Response Classes: 2 Validation: 3-fold Cross-Validation

Figura No. 4-15. Matriz de Confusion (PPV/FDR) — Precision Modelo 1. Fuente propia.

4.2.1.2 Resultado arbol de decision modelo 1

Al final cuando el proceso de entrenamiento ha terminado, se puede graficar el arbol de decisién
que el algoritmo tendra en cuenta para clasificar los registros en las dos posibles categorias del
modelo 1 que son OK y NOK. Como se puede ver en la siguiente figura, el algoritmo determina que
para realizar el proceso de clasificacion solo considera la primera variable del data set que es el
CellLoad. De esto se puede concluir que en el analisis que realiza el algoritmo con todas las posibles
opciones de arboles de decisién, la mas efectiva para la tarea de clasificacion es esta opcion.

4| Classification tree viewer - [} X
Window Help File Tools Desktop Tree k'l
&L
-
Click to display: |Identity ~  Magnification: 100% ~  Pruning level: |0of1 ‘v

CellLoad<80 £ CellLoad>=80

OK NOK

Figura No. 4-16. Arbol de decisién Modelo 1. Fuente propia.
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4.2.2 Desarrollo modelo 2 — Arbol de decisién.

Igual como se realizd con el modelo 1, primero se procede a importar a Matlab el data set con el
cual se realizard el proceso de entrenamiento, pero para este modelo el data set se reduce ya que
solo se consideran los registros de las celdas que se pertenecen realmente a la categoria NOK,
dentro de esta gran categoria se encuentran las categorias COV, CAP y CHECK. A continuacion, en la
siguiente figura se ilustra el data set cargado en Matlab como una matriz de 2120x8 llamado DTM2.
Es importante indicar que para el entrenamiento de este segundo modelo también se utilizan las
mismas siete variables que se utilizaron en el modelo 1, lo que cambia ademas del numero de
registros de ejemplo es que las salidas se clasifican en tres categorias, por lo tanto y como se vera
mas adelante, la matriz de confusidn sera de 3x3.
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Figura No. 4-17. Importe Data Set Modelo 2. Fuente propia.

Con el data set DTM2 cargado, se realiza el mismo procedimiento que se realizé en el modelo 1,
seleccionado el data set DTM2, la variable de salida o dependiente y las variables de entrada o
predictoras. La siguiente figura muestra como quedaron configurados estos parametros.
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Figura No. 4-18. Configuracion APP Classification Learner — Modelo 2. Fuente propia.

Para el desarrollo del modelo 2 también se escoge la opcidn “Fine Tree”, y asi tener un mayor detalle
en los procesos de bifurcacion y cantidad de hojas del drbol. Es importante tener presente que para
este modelo se tiene tres posibles clases o categorias en las que se pueden clasificar los registros de
ejemplo.
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Figura No. 4-19. Entrenamiento “Fine Tree” — Modelo 2. Fuente propia.

Después del proceso de entrenamiento para el modelo 2 se obtienen los siguientes resultados. En
la siguiente figura se puede observar los diferentes datos de cada una de las variables que se
transponen para las tres clases COV, CAP y CHECK. La desviacion estandar es minima para la gran
mayoria de las coordenadas (Nombre de Variable, Valor Desviacidn Estandar). De todas las variables,
talvez la que presenta una mayor desviacidn en sus muestras, es la quinta variable de entrada
denominada VoiceErlangs. El gran grueso de las muestras se encuentra dentro de una desviacion
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estandar inferior a 2.5, las muestras por fuera de este rango son muy pocas y podrian tener algin
efecto durante el proceso de entrenamiento generando varios nodos de decision.

En relacién al tiempo de entrenamiento podemos ver que, aungue se tienen solo 2120 registros que
es mucho menor que la cantidad de registros del modelo 1 (28091 registros), se incrementa el
tiempo de este proceso a un total de 28,633 segundos, esto se explica por el hecho de que el
algoritmo ya no tiene que generar el modelo para clasificar 2 categorias, sino que en el modelo 2 ya
se incrementan a 3 categorias. De este andlisis se puede concluir que el tiempo de entrenamiento
dependera en mayor medida del nimero de categorias que se deben clasificar, a mayor categorias
mayor tiempo de entrenamiento.

Pasando a la precisidn se puede ver que esta disminuye a un 99.6%, y aunque es menor de la que
se logré en el modelo 1, se sigue considerando un muy buen porcentaje de precision. El costo total
de la clasificacidn errénea es de 9, esto indica que 9 registros del total de ejemplos no se pudieron
clasificar correctamente.

Finalmente se puede ver que el algoritmo realiza en promedio un aproximado de 62.000
observaciones por segundo. Al compararlo con el algoritmo de modelo 1, se disminuyeron el
numero de observaciones por segundo en aproximadamente un 84%.
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Figura No. 4-20. Desviacion estandar — Variables de entrada Modelo 2. Fuente propia.

Para este modelo que tiene tres categorias se tendran tres resultados de las funciones curvas ROC
y AUC. En las categorias COV y CAP se logra una AUC de 1 indicando una muy alta probabilidad de
gue se clasifiquen correctamente los registros de estas categorias. De igual manera las curvas ROC
de estas dos categorias tienen un 100% de tasa para verdaderos positivos y un 0% en la tasa de
falsos positivos. En resumen, se puede decir que el modelo 2 presenta un buen desempefo durante

57



Optimizacion de redes UMTS soportada en Machine Learning

el proceso de clasificacion para estas dos categorias. Las siguientes dos figuras muestra los
resultados obtenidos de estas dos funciones para las clases CAP y COV.
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Figura No. 4-21. AUC y curvas ROC Clase CAP. Fuente propia.

4\ Classification Leamer - ROC Curve

CLASSIFICATION LEARNER 4 BER

o B b @ M O =

Mew  Feature PCA  Misclassification | MediumTree CoarseTree  AllTrees  |Optimizable Advanced  Use Train  Scatter Confusion ROC Curve Parallel Min Classification  EXPORT
Session™  Selection Costs Tree - Parallel Plot  Matrix Coordinates Plot ~ Error Plot
= —
FILE FEATURES OFTIONS MODEL TYPE TRAINING PLOTS a
Data Browser @ | ¢ | ScatterPlot * | Confusion Matrix | Minimum Classification Error Plot | ROC Curve

- Histo
e Plot

1 Tree Accuracy: 99.5% Model 2

Last change: Fine Tree TIT features

20 e iR -

Last change: Optimizable Tree 7T features.

Postive class

Negative classes

¥ Current Model 08 CAP
Model 2: Trained ~ CHECK.

Results

Accuracy 99.6%

Total misclassification cost 8

Prediction speed ~62000 obs/sec
Training time 28.633 sec

0.6
AUC =100

0.4

True positive rate

Model Type
Preset Optimizable Tree
Surrogate decision splits: Off 0.2

What is the ROC curve?

Optimized Hyperparameters
Maximum number of splits: 131
Split criterion: Maximum deviance reduction 0

ROC curve
Area under curve (AUC)
®  Current classffier

Hyperparameter Search Range
Maximum number of splits: 1-2119 0 0.2 0.4 B 0.6 0.8 1
Split criterion: Gini's diversity index. Twoing rule.Maxim ¥ False positive rate

< >

Data set: DTM2 Observations: 2120 Size: 121 kB Predictors: 7 Response: Diagnostico Response Classes: 3 Validation: 15-fold Cross-Validation

Figura No. 4-22. AUC y curvas ROC Clase COV. Fuente propia.

Por otro lado, se puede ver que los resultados de las funciones AUC y curvas ROC obtenidos para la
clase CHECK no son tan excelentes como en las clases anteriores que fueron muy préximos al 100%.
El AUC llego a un 0.92 lo que indica que hay un 92% de probabilidad de que el modelo clasifique una
instancia positiva elegida aleatoriamente mas alta que una instancia negativa. Este valor de ACU
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inferior al resto de clases tendria relacién con el bajo nimero de registros que se utilizaron para
entrenar el modelo, pues como se observd en la distribucién de las muestras, solo 30 registros
pertenecen a la clase CHECK de un total de 2120. En otras palabras, solo el 1.4% del total de los
datos se utilizaron para entrenar el modelo en la clase CHECK. Sin embargo, un valor de AUC superior
a 0.9 puede considerarse como bueno.
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Figura No. 4-23. AUC y curvas ROC Clase CHECK. Fuente propia.

4.2.2.1 Métricas matrices de confusién — Técnica Arbol de Decisién Modelo 2

Finalmente se presenta la matriz de confusidn la cual ya no corresponde a una clasificacion binaria,
sino que corresponde a una clasificacion multiclase dado que el modelo debe predecir tres tipos de
categorias o clases. En este caso el calculo de las métricas sigue considerando los valores de TP, TN,
FP y FN, pero sus posiciones cambian dependiendo para cudl de las clases se esta realizando el
calculo. Para las métricas exactitud y tasa de error, el cdlculo se realiza de la misma forma como se
realiza para una clasificacion binaria, esto dado a que se pueden considerar como métricas
generales del modelo. Por otro lado, para las métricas sensibilidad, especificidad y precisién, el
calculo se debera realizar de acurdo a la clase que se quiere analizar y la distribuciéon de sus
componentes quedaria tal como se muestra en la siguiente figura.
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Figura No. 4-24. Matrices Multiclase CAP, CHECK y COV. Arbol de decisién Modelo 2. Fuente propia.
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Figura No. 4-25. Matriz de Confusién (Numero de observaciones)— Modelo 2. Fuente propia.

A continuacion, se realizan los calculos de todas las métricas que nos permiten evaluar el modelo.

P rodas las clases _ 1365 +25+721 2111

Total de Datos 2120 = 2120 0.995754

Exactitud =

El modelo ofrece una muy buena exactitud, ya que su valor es muy cercano al 100%, con esto se
tiene que los resultados de la clasificacion de los registros estan muy cerca del valor verdadero para
cada una de sus clases CAP, COV y CHECK. En otras palabras, se puede decir que practicamente no
existe gran diferencia entre el valor real y el valor esperado.

Z(FP+FN)Toduslasclases_3+2+2+1+1 9

Tasadeerror == T Datos 2120 = 2120

= 0.00424583
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La tasa de error obtenida en el entrenamiento de este modelo también es baja con un valor muy
cercano a 0%, por lo tanto, se puede decir que el modelo tiene un muy bajo porcentaje de registros
clasificados incorrectamente en cada una de las clases CAP, COV y CHECK.

Sensibllidad cAP = — 5 1365 1365 oo
ensibilida “TP+FN 1365+2+1 1368
Sensibilidad cov = — F— < 721 _721_ o ooee
ensibilida “TP+FN 721+1 722
Sensibilidad CHECK = —' = 2> _2°_ (g333
ensibilida " TP+FN 25+3+2 30

Para este modelo 2 dado a que se definen tres posibles categorias de clasificacidn, es necesario
realizar el cdlculo de la sensibilidad se forma separada para cada una de las clases. Se puede decir
gue los valores obtenidos son bastante altos para las clases CAP y COV con porcentajes superiores
al 99.78%. Por lo anterior se puede concluir que el modelo tiene una alta capacidad para discriminar
los casos de celdas UMTS con problemas de capacidad y cobertura que son etiquetados como CAP
y COV respectivamente. Para el caso de la clase CHECK la sensibilidad solo alcanza el 83.33%, y
aungue es un porcentaje menor comparado con las otras clases, se considera bueno en su propésito
de clasificar mediante prediccidn los registros de esta clase.

En la siguiente figura entregada por la aplicacién de Matlab se pueden comprobar los porcentajes
calculados para la sensibilidad de cada una de las clases.
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Figura No. 4-26. Matriz de Confusién (TPR/FNR)— Sensibilidad Modelo 2. Fuente propia.

TN 2547214241 749
TN+FP 25+4+721+2+1+4+3 752

Especificidad CAP = = 0.99601
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Fevocificidad coy — TN __ 13654254342 1395
specificida T“TN+FP 1365+25+3+2+2+1 1398 =

TN 13654721+ 1 2087
Especificidad CHECK = = = 0.99856

TN+ FP 13654721 +1+2+1 2090

Para la métrica de la especificidad también es necesario realizar el cdlculo de forma separada para
cada una de las clases que se pueden predecir con el modelo. El porcentaje que se logra en las tres
clases es muy alto cercano al 100%, con esto se puede decir que el modelo tiene en general una
muy alta capacidad para identificar las celdas UMTS que no pertenecen a una determinada clase.

TP 1365 1365

Precision CAP = TP T FP = 13651 3 = 1368 = 0.9978
Precisién COV = " _ 721 _ 7l 0.9958
rectstont oY = TPy FP 721 42+1 724
TP 25 25
Precision CHECK = — = 0.8928

TP+FP 25+2+1 28

La precision que se logra para las clases CAP y COP es bastante alta, es decir que se presentaron
muy pocas fallas en las que al final se abrian clasificado como CAP o COP respectivamente dentro
de los falsos positivos de cada una de estas clases. Por su parte, la precisidn para la clase CHECK es
un poco menor, y aunque tiene el mismo numero de FP que las otras clases, en esta se presenta un
alto porcentaje debido a que se tienen muy pocos registros de ejemplos que pertenecen a esta clase
CHECK.

En la siguiente figura entregada por la aplicacién de Matlab se pueden comprobar los porcentajes
calculados para la precision de cada una de las clases.
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Figura No. 4-27. Matriz de Confusion (PPV/FDR) — Precision Modelo 2. Fuente propia.
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4.2.2.2 Resultado arbol de decision modelo 2

Al final, cuando el proceso de entrenamiento ha terminado, es posible graficar el arbol de decisién
gue el algoritmo tendrd en cuenta para clasificar los nuevos registros en las tres posibles categorias
del modelo 2 que son CAP, CHECK y COV. Como se puede ver en la siguiente figura, el algoritmo
determina que para realizar el proceso de clasificacidn solo considera cinco de las siete variables de
entrada. Se inicia el arbol colocando en el nodo raiz la variable RxQualAchievable, continua en los
nodos intermedios con las variables VoiceErlangs, TrafficR99, AvaCodesHSDPA y CellLoad. De esto
se puede concluir que en el analisis que realiza el algoritmo con todas las posibles opciones de
arboles de decision, la mas efectiva para la tarea de clasificacidn es esta opcion. A continuacidn, se
listan cada una de las variables y sus umbrales de decisién utilizados para crear las divisiones.

e RxQualAchievable =17.5

e VoiceErlangs = 10.1659, =10.1284, =0.06594, =10.4617, =0.83609
e TrafficR99 = 59.95, =59.8

e CellLoad =376.085

e AvaCodesHSDPA =8.0001, =8.1244

4 Classification tree viewer - O X
Window Help File Tools Desktop Tree ~

Click to display: | dentity ~| Magnification: 100% ~ | Pruning level

o N
of 8 =

VoiceErlangs < 10.1659 /AoiceErlangs >= 10.1659 TrafficR99 < 59.95 J\T rafficR99 >= 59.95

VoiceErlangs < 0.06594

TrafficR99 < 59.8 saiTrafficR99 >= 59.8 AvaCodesHSDPA < 8.0001 wvaCodesHSDPA >=\8odgéHrlangs < 10.1284

‘oiceErlangs >= 0.06594 WoiceErlangs >= 10.1284

wvaCodesHSDPA >= 8. VeoiceErlangs < 10.4617 s4VoiceErangs >= 10.4617 CellLoad < 376.085 ellLoad >= 376.085

@:OdesH SDPA < 8.1244

CHECK CAP

VoiceErlangs < 0.83609 {AVoiceErangs >= 0.83609,8 . cHBck

Figura No. 4-28. Arbol de decisién Modelo 2. Fuente propia.
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4.3 TECNICA RED NEURONAL

4.3.1 Desarrollo Modelo 1 — Red Neuronal

Las redes neuronales son consideradas una alternativa importante para dar solucidn a problemas
de clasificacion, pero estas técnicas a diferencia de las de arboles de decisién, demanda que la salida
sea binaria, es decir que en los datos de salida no se podran tener etiquetas como OK, NOK, CAP,
CHECK o COV. Para solucionar este requerimiento es necesario codificar las categorias en un
formato binario. A continuacidn, se presentan las convenciones de codificacion que se utilizaran
para el desarrollo del modelo 1.

Tabla No. 4-4. Codificacion salidas Modelo 1 - Red Neuronal. Fuente propia.

Modelo 1
Etiqueta |Codigoe binario
OK 1
NOK 0

Para el modelo 1 que se encarga de clasificar las celdas UMTS en dos categorias, se requerira una
sola variable de salida, el valor 1 para las celdas que estan sin problemas y el valor de 0 para las
celdas que presentan algun problemay que por lo tanto demanda un plan de acciéon para optimizar
su funcionamiento.

Dentro de las APPs de Matlab existen varias opciones de redes neuronales, pero la que se acomoda
a nuestro problema de clasificacion por aprendizaje supervisado es la red neuronal para
reconocimiento de patrones. La siguiente figura ilustra la ubicacién de dicha aplicacién que se
deberd arrancar para desarrollar cada uno de los modelos.

4\ MATLAB R2020z - academic use

RSN NE seorch Documentation 2]

aaa » o *

a
Design GetMore Install Package ERLORPES

VARIABLE

App Apps  App App — — = ol ™ ) Tii
FILE L/j M FI0 E T‘\ﬂ ¢ T2 ﬁ
z — Curve Fitting ~ Optimization ~ PIDTuner  Analoginput  Analog System Wireless Signal MATLAB Coder  Application
L ¥ P Cor
e>EEE G » DG Recorder  Output Gen.. Identification Waveform G..  Analyzer Compiler

Current Folder

4"

MACHINE LEARNING AND DEEP LEARNING
Name

[ errorRN15.mat N ] [ « N I Net Pattern R iti
. ¥ cural Net Pattern Recognition
[ infoRN15.mat & iR & & &) Solve pattern recagnition problem using two-layer feed-forward netwarks (nprtool)
[ INRNMODT.mat Classification Deep Network  Experiment Meural Net Meural Net Neural Net Deep Learning Toolbox 14.0
EH INRNMOD2.mat Learner Designer Manager Clustering Fitting Pattern Rec...

1) myNeuralNetworkFunctionCellA

1] myNeuralNetwarkFunctionNoCel

[ nethN15.mat o el —x

[ outpurRN15 mat & ey ]

memmeasse Curve Fitting  Distribution Optimization
Details Fitter

MATH, STATISTICS AND OPTIMIZATION

Figura No. 4-29. APP Neuronal Net Pattern Recognition. Fuente propia.

Previo al inicio de la configuracion de la APP es necesario importar los data set con su
correspondiente ajuste en las variables de salida, es decir la codificacidn binaria que se mencioné
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antes. Las siguientes figuras ilustran las matrices cargadas en Matlab con las cuales se realizara el
proceso de entrenamiento para el modelo 1 utilizando redes neuronales.

Para ejecutar el entrenamiento en la APP de redes neuronales seleccionada, es necesario definir por
separado los datos de entrada y los datos de salida. Las siente variables de entrada se cargaron en
la matriz de orden 28091x7 llamada INRNMOD1 tal como lo muestra la siguiente figura.

A\ MATLAB R2020a - academic use

VARIABLE a8 & )

|:|‘]:| &= =
Open~  Rows Columns oo oo f<f Transpose
New from | 5 print |1 ||1 | Insert Delete Sort ¥
Selection»| - -
VARIABLE SELECTION EDIT
<@ E @l E | » G DISCOD » MAESTRIA TELECOMUNICACIONES » PROYECTO DE GRADO » RED NEUROMAL » PATTERN RECOGNITION » 15Neuronas
Current Folder ® [ _|cellLgad [TrafficRo | AvaCoglesHsDPA |RxQualAchievable |VoiceErlangs |ActiyeUsersHSPA [TTjLoad |
Namne = [ OUTRNNIOD\ |
% INRMNMODT.mat ~ Ba 2809147 double \ \ / / / /
INRNMODZ.mat \ / / ”
B bt bresm sl o et L A s o v I b 3 i 5 6 7 3
INRNMOD1.mat (MAT-file) hd 1 | 10192e+03 1467000 9.4906 15 36416 16.7668 99,6000
FH Name Value 2 4303700 71.2000 9.8598 18 2.2166 9.9680 94,4900
HH inRnmoDT 28091x7 double 3 117.5300 47.1000 £.5010 20 11.6284 34302 91,9400
4 239.4300 a7 8.5444 17 12,1350 49782 96,3200
5 261.7300 71.1000 £.2936 18 4,3668 £.0632 96,6400
Workspace =1l 6 218.6600 £6.3000 9.4340 2 2.4534 7.1262 94,8300
—| 7 407.2200 £4.3000 8.2338 19 3.2008 10,6974 99,3800
Mame » Value
3 142.2800 41,5000 10.6992 19 43416 37376 94,8100
e 4
- INRNMODT 280917 double 9 143,2600 41,4000 7.9992 20 14,3934 41922 95.0200
- INRNMOD2 212047 double
T OUTRNMOD! 2809 1] dowble 10 187.5400 £2.1000 108018 18 1.5816 43438 94,8500
EE OUTRNMOD2 2120x3 double 1 209.2800 58.9000 8.8328 16 9.8684 3.64498 949400
12 214.4200 57.2000 8.0740 20 £.8098 6.2746 96,8500
13 101 57.6000 11,2768 20 1.8616 2.9554 87.7300
<

Figura No. 4-30. Variables de entrada - Red Neuronal Modelo 1. Fuente propia.

Por su parte la variable de salida es cargada en la matriz de orden 28091x1 y con el nombre
OUTRNMOD1 tal como se muestra en la siguiente figura.
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4\ MATLAB R2020a - academic use

O F OB g
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Figura No. 4-31. Variable de salida - Red Neuronal Modelo 1. Fuente propia.

Una vez iniciada la APP se procede a seleccionar los datos de entrada que se cargaron en la matriz
INRNMOD1 y los datos de salida cargados en la matriz OUTRNMOD1, adicional es importante indicar
como estdn organizados los ejemplos de entrenamiento, si estan en columnas o en filas. Como se
puede ver en la siguiente figura, esta configuracion de parametros es sencilla.

4\ Neural Pattern Recegnition (nprteol) — (m} b
5 Select Data
\ What inputs and targets define your pattern recognition problem?
Get Data from Workspace Summary
Input data to present to the network. Inputs ‘INRNMOD1" is a 28091x7 matrix, representing static data: 28091
I.. Inputs: INRNMOD1 " I samples of 7 elements.

Target data defining desired network output.
p Targets:

Samples are: O [ll] Matrix columns

Targets "OUTRNMODT' is a 28091x1 matrix, representing static data: 28091
samples of 1 element,

Want to try out this tool with an example data set?

Load Example Data Set

$ To continue, cick [Next].

&¢ Neural Network Start 4 Welcome 4@ Back B Next @ Cancel

Figura No. 4-32. Configuracion APP Neural Pattern Recognition — Modelo 1. Fuente propia.

El siguiente paso consiste en definir los porcentajes de datos que utilizardn para las fases de
“Training”, “Validation” y “Testing”. Dependiendo de la cantidad de muestras de ejemplo de las que
se disponga, se pueden ajustar los porcentajes para cada fase. Para el modelo 1 en el que se
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clasifican las celdas entre OK y NOK se dispone de un total de 28.091 registros, lo cual es una gran
cantidad de muestras. Por lo anterior se dejan los porcentajes por defecto que sugiere la aplicacién.
La siguiente figura ilustra lo anteriormente indicado.

4\ Neural Pattern Recognition (nprtool) — a X
Validation and Test Data
Set aside some samples for validation and testing.
Select Percentages Explanation
& Randomly divide up the 28091 samples: & Three Kinds of Samples:
] Training: 70% 19663 samples ] Training:
- o These are presented to the network during training, and the network is
. 4214 |
@ validation: 15% v AR adjusted according to its error.
W Testing: 15% v 4214 samples

G Validation:

These are used to measure network generalization, and to halt training
when generalization stops improving.

e Testing:
These have no effect on training and so provide an independent measure of
network performance during and after training.

Restore Defaults

ﬁ) Change percentages if desired, then click [Next] to continue.

L & Neural Network Start | 44 Welcome @ Back & Next @ Cancel

Figura No. 4-33. Asignacion datos de entrenamiento, validacion y prueba Modelo 1

Para la fase de “Training” se asigna el 70% de los datos de entrenamiento, es decir, 19.663 registros.
Las fases de “Validation” y “Testing” tienen asignadas el 15% cada una. Es importante indicar que
los registros de estos porcentajes de datos no son asignados de forma consecutiva, sino que la APP
los asigna de manera aleatoria. Por otro lado, también es importante indicar que solo las fases de
“Training” y “Validation” son las principales responsables en la definicion del modelo, en la primera
se realiza un primer ajuste del modelo soportado en el error y en la segunda mediante la medida de
la generalizacion de la red neuronal. En ambas fases se hace uso tanto de los datos de entrada como
de los datos de salida para dichos ajustes. Por su parte la fase de “Testing” no impacta en el
entrenamiento del modelo y solo provee una medida independiente del desempefio de la red
neuronal.

Esta aplicacion de Matlab basada en redes neuronales solo dispone de una capa oculta tal como se
muestra en la siguiente figura, pero en esta capa oculta si es posible definir el nUmero de neuronas.
Después de un ejercicio de pruebas del modelo con diferente nimero de neuronas en la capa oculta,
se identifica que una red con 15 neuronas es la opcién que mejor desempefio logra para el modelo.
La siguiente figura ilustra la arquitectura de red donde se identifican 7 neuronas para la capa de
entrada y cuya funcién es la de recoger la informacién de todas las variables de entrada, una
neurona por variable. La siguiente es la capa oculta y estd conformada por 15 neuronas donde se
fundamenta principalmente el modelo. Se continua con la capa de salida conformada por una sola
neurona en la que se recogen todas las salidas de las 15 neuronas de la capa oculta y entrega una
sola salida. Finalmente se tiene la salia donde se entrega la prediccidn del modelo.
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4\ Neural Pattern Recognition (nprtool) - m] X
Network Architecture
va Set the ber of in the pattern recognition network’s hidden layer.
Hidden Layer Recommendation
Define a pattern recognition neural network.  (patternnet) Return to this panel and change the number of neurons if the network does
not perform well after training.
Number of Hidden Neurons: 15

Restore Defaults

Neural Network

Hidden Layer Output Layer

Output

* Change settings if desired, then dick [Next] to continue.

& Neural Network Start K Welcome

Q Can;el

Figura No. 4-34. Arquitectura Red Neuronal — Modelo 1. Fuente propia.

La siguiente figura es otra forma comun de representar la anterior arquitectura. Cada capa tiene
una dimensidn de acuerdo al nimero de neuronas. A cada neurona se le asocian dos pardmetros,
un peso W y un bias b tal como se muestra en la anterior figura, estos parametros son ajustados por
el algoritmo a medida que se realiza el entrenamiento del modelo.
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h 4
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Figura No. 4-35. Arquitectura tradicional Red Neuronal — Modelo 1. Fuente propia.

Después de establecer los parametros basicos de la red neuronal se procede con el entrenamiento
del modelo. Al entrenar la red varias veces, se generara resultados diferentes para diferentes
condiciones iniciales y muestreo. Durante el proceso de entrenamiento lo que se busca es minimizar
la entropia cruzada lo cual da como resultado una buena clasificacién. Los valores mas bajos de
entropia cruzada son mejores, donde un valor de cero significa que no hay error. Otro indicador que
se tiene en cuenta durante el ajuste del modelo, es el porcentaje de error, el cual indica que porcidon
de las muestras de ejemplos son clasificadas erroneamente. Lo ideal es que se den valores de 0% de
error. A cada iteracidn de entrenamiento se le denomina época, y solo se ejecutaran tantas épocas
hasta que la generalizacion determine que ya no se consigue mas un mejoramiento del modelo. La
mejora del modelo es observada en la fase “Validation” midiendo el error y la entropia cruzada de
las muestras asignadas a esta fase. La siguiente figura muestra los resultados obtenidos durante el
proceso de entrenamiento para el modelo 1.
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Figura No. 4-36. Resultados proceso de entrenamiento Red Neuronal — Modelo 1. Fuente propia.

Como se puede observar en la anterior figura, para el entrenamiento del modelo solo fueron
necesarias 147 épocas o iteraciones, las cuales fueron ejecutadas en aproximadamente 2 segundos.

Para determinar el error en la clasificacién de cada una de las muestras de ejemplo, existen varias
funciones de error o perdida, pero una de las mas utilizadas es la entropia cruzada. No es muy comun
utilizar el error cuadratico medio puesto que por la dimension del error que calcula se dificulta la
convergencia del gradiente descendente. En otras palabras, con la funcion de perdida (funciéon de
error) dada por la entropia cruzada se hace una mejor dimension del error para que el gradiente
descendente converja mucho mas rdpido. Es importante recordar que la entropia cruzada se basa
en logaritmos, con esto valores pequeios pasan a ser grandes y los valores grandes pasan a estar
en una escala relativa. La siguiente figura ilustra los resultados obtenidos para la entropia cruzada

Y/ ]

en cada una de las fases “Training”, “Validation” y “Testing”. El mejor desempefio que se obtuvo de
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la entropia cruzada para la fase “Validation” ocurrié en la época 141 con un valor de 0.011995. Es
decir, que el modelo logré su mayor aprendizaje hasta esta época.

4. Neural Network Training Performance (plotperform), Epech 147, Validati... - O X

Eile Edit View |nset Jools Desktop Window Help k]

Best Validation Performance is 0.011995 at epoch 141
10"} :

Train
Validation
Test
......... BBSt

-
(=]
=

Cross-Entropy (crossentropy}
=

1072t

147 Epochs

Figura No. 4-37. Entropia cruzada fases de entrenamiento Modelo 1. Fuente propia.

Para el entrenamiento del modelo la APP usa de forma combinada la entropia cruzada y el gradiente
descendente. Con la entropia cruzada se crea la funcidn de perdida (funcion de error) y con el
gradiente descendente se busca el minimo de la funcidn. La siguiente figura ilustra la evolucién del
gradiente a medida que pasa en cada una de las épocas. El entrenamiento se define con seis
controles de validacion, es decir que, si el gradiente se incrementa en seis ocasiones consecutivas,
el entrenamiento del modelo se detiene, pero se toma el valor mas bajo alcanzado, en este caso se
detuvo en la época 147, pero se toma el valor de la época 141 como el de mejor desempefio ya que
dio el valor mas bajo del gradiente.
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Figura No. 4-38. Evolucion gradiente y controles de validacion — Red Neuronal Modelo 1. Fuente propia.

En relacidn a los diferentes valores de error, en la siguiente grafica se presenta el histograma donde
se puede apreciar que la gran mayoria de los valores de error se encuentran muy cercanos a cero,
esto quiere decir que la diferencia entre el valor predicho por el modelo y el valor real son muy
préoximos, es un buen indicador de que el modelo funciona bien para realizar las predicciones del

estado de las celdas UMTS.
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Figura No. 4-39. Histograma — Error en la prediccion —Red Neuronal Modelol. Fuente propia.
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Otra forma muy amigable para determinar el desempefio del modelo son las curvas ROC y areas
bajo la curva AUC. La siguiente figura presenta las diferentes curvas ROC y areas AUC que se
obtuvieron en cada una de las fases de entrenamiento. De manera general se puede decir que todas
las fases presentaron un buen comportamiento logrando valores muy cercanos al 100% de tasa para
verdaderos positivos y 0% para la tasa de falsos positivos. Con estos umbrales de la curva ROC se
puede inferir que el AUC de todas las fases estd muy cercana a 1, es decir que, la probabilidad de

que se dé una adecuada clasificacion de las celdas UMTS en las categorias OK y NOK es muy alta,
cercano al 100%.
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4 Training ROC 1 Validation ROC
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Figura No. 4-40. Curvas ROC y AUC Red Neuronal Modelo 1. Fuente propia.
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4.3.1.1 Métricas matrices de confusion — Técnica Red Neuronal Modelo 1

Finalmente se presenta en la siguiente figura, la matriz de confusidn para cada una de las fases y el
acumulado de todas ellas. Se utilizan los valores de la matriz que acumula todas las fases para el

calculo de las diferentes métricas que permiten evaluar el desempefiio del modelo.

4| Neural MNetwork Training Confusion (plotconfusion), Epoch 147, Validation stop. — O X
File Edit View Insert Tools Desktop Window Help L]
Training Confusion Matrix Validation Confusion Matrix
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-t =]
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o o
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< & ) N
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Figura No. 4-41. Matrices de confusion fases Red Neuronal Modelo 1. Fuente propia.

Basados en los valores de la matriz de confusidn de la anterior figura, se procede a continuacién a

realizar los cdlculos de cada una de las métricas de desempefio del modelo.

2054 + 25910 28090

28001 28001~ 299479

Exactitud =

El modelo ofrece una buena exactitud ya que su valor estd por encima del 99%, con esto se tiene
que los resultados de la clasificacién de los registros estan muy cerca del valor verdadero para cada
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una de sus clases OK y NOK. En otras palabras, se puede decir que es muy pequefia la diferencia
entre el valor real y el valor esperado.

61+ 66 1

28001 _ 28001 _ 0004521

Tasa de error =

La tasa de error es demasiado baja con un valor por debajo del 0.5%, por lo tanto, se puede decir
que el modelo tiene un bajo porcentaje de registros clasificados incorrectamente, considerando
todas las clases OK y NOK.

2054 2054

Sensibilidad = 2054 166 — 2120

= 0.968868

En relacion a la sensibilidad, se puede decir que el algoritmo es bueno ya que se logra un porcentaje
superior al 96%. Por lo tanto, el modelo tiene una buena capacidad para discriminar los casos de
celdas UMTS con problemas que se deben clasificar como NOK.

25910 25910

25910+ 61 25971 ~ 209765

Especificidad =

Por su parte, la especificidad logra un porcentaje de 99.76%, con esto se puede decir que el modelo
tiene una muy alta capacidad para identificar las celdas UMTS que no tienen problema entre todas
las celdas que estan OK.

2054 2054

2054161 2115 207116

Precision =

En cuanto a la precisién, también se logra un alto valor, lo que nos indica que existe una baja
dispersién de los datos. Dicho de otro modo, se puede decir que existe una buena consistencia de
los valores predichos por el modelo.

4.3.2 Desarrollo modelo 2 — Red Neuronal

En este segundo modelo es necesario definir un cédigo binario asociado a cada una de las categorias
gue indican alguno de los tres problemas de optimizacién. Para facilitar la identificacion se definen
tres salidas y cada una de ellas se corresponde con cada una de las categorias. A continuacidn, se
presentan las convenciones de codificacién que se utilizaran para el desarrollo del modelo 2.

Tabla No. 4-5. Codificacion salidas Modelo 2 Redes Neuronales. Fuente propia.

Modelo 2
Eticqueta | Coédigo binario
cov L] L] 1
CHECK 0 1 0
CAP 1 0 0
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El modelo 2 se encargara de clasificar solo las celdas UMTS que se clasificaron como NOK en el
primer modelo. Por lo tanto, en el modelo 2 se disminuyen sustancialmente el nUmero de registros.
Por otro lado, dado a que para este modelo se tienen tres categorias, es necesario definir tres
salidas, una para cada categoria.

Para el entrenamiento de este modelo se toman las mismas variables de entrada que se
consideraron en el modelo 1, pero para este modelo con un menor nimero de registros de ejemplo.
La siguiente figura muestra la matriz de orden 2120x7 llamada INRNMOD?2 la cual contiene todos
los registros de ejemplos con las siete variables de entrada.

4\ MATLAB R2020a - academic use

@ £

VARIABLE

===I==c]
‘LJ‘J i Open~ Rows Columns O, f< Transpose
New from & print + ’17 [i7 | Insert Delete Sort ¥
Selection~ v v
VARIABLE SELECTION EDIT
<4 = 5 §| ﬁ » C: v DISCOD » MAESTRIA TELECOMUMICACIONES » PROYECTO DE GRADO » RED NEUROMAL » PATTERM RECOGMITIOM » 13Meuronas
Current Folder @ |7 |cellLoad Trafficros | AvacodesHsDPA |RxQualAchievable [VoiceErlangs | Actiyeusersspa | TTiLoad | EETERINGAITY
Name - | OUTRNMO x|
FH INRNMOD2.mat ~ |68 212007 double '
= myMNeuralNetworkFunctionCellArray.m \ L3 - 7
7] myNeuralNetworkFunctionNoCellArray.m hd 1 2 3 4 = 6 7 8 9
QUTRNMODZ.mat (MAT-file) v 1 1.0192e-+03 146.7000 9.4906 15 3.6416 16.7668 99.6000
BE Mame Value 2 430.3700 71.8000 9.8598 18 2.2166 9.9680 94,4900
H ouTRNMOD2 2120x3 double 3 117.5300 47.1000 6.5010 20 11.6284 3.4352 91.9400
4 239.4300 47 8.5444 17 12.1350 49782 96.3200
5] 261.7800 71.1000 6.2036 18 4.3668 6.0632 96.6400
] 218.6600 66.3000 9.4840 21 24534 7.1262 94.8300
‘Workspace ® T 407.2200 64.3000 8.2338 19 3.2998 10.6374 99.3800
Name Value 8 1422800 415000 10,6992 19 43416 37376 948100
EREROEE 21200 ouble 9 | 1432600 414000 79992 2 143034 41922 950200
F OUTRNMOD2 272043 double 10 187.5400 £2.1000 10.8018 18 1.5816 23438 94,9500
1 209.2800 59.9000 8.8328 16 9.8984 3.6098 94,2400
12 214.4200 57.8000° 8.0740 20 6.8998 6.2746 96.8500
13 10 57.6000 11.2768 20 1.8616 28534 87.7300
14 111.5700 56.9000 9.5064 19 2.5584 2.9308 91.1200
15 86.7200 55 10.6586 18 3.5582 2.0086 §2.9000
16 159.2700 54.8000 11.3078 17 2.2946 3.3116 94,0500
<

Figura No. 4-42. Variables de entrada - Red Neuronal Modelo 2. Fuente propia.

Por otro lado, las variables de las tres salidas son cargadas en la matriz de orden 2120x3 llamada
OUTRNMOD?2 tal como lo muestra la siguiente imagen.
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4\ MATLAB R2020a - academic use
VARIABLE

n N [memm R -
54 & Open~  Rows Columns e, &= g« Transpose
New from & print = ‘1 1 | Insert Delete Sort ¥
Selection~™ - v
VARIABLE SELECTION EDIT
@ E gl E| »C o DISCOD » MAESTRIA TELECOMUNICACIONES + PROYECTO DE GRADO » RED NEURONAL » PATTERN RECOGNITION » 15Neuronas
Current Folder © | tdsalida1 |salida2, |salida3, |
Name = | inRNMpD2 | outRNmoD2 Y |
g INRNMOD2,mat ~ |EH 212043 dbuble
’a myMeuralMNetworkFunctionCellArray.m 1 )
) myMeuralNetworkFunctionNoCellAmrav.m hd 1 2 3 g 5 g 7 8
QUTRNMODZ.mat (MAT-file) v 1 o 0 1
E} Mame Value 2 0 0 1
EH outRNMOD2 2120x3 double 2 0 ! 0
4 0 0 1
5 0 0 1
6 0 0 1
Workspace ] 7 0 0 1
Name - Value 8 1 0 0
| INRNMOD?2 212007 double ¢ 0 ! 0
OUTRNMODZY  2120:3 double 10 D 0 1
n 0 0 1
12 1 0 0
13 1 0 0
14 1 0 0
15 1 0 0
16 0 0 1
<

Figura No. 4-43. Variable de salida - Red Neuronal Modelo 2. Fuente propia.

El proceso de entrenamiento es similar al que se realizé para el modelo 1, se selecciona las variables
de entrada, las de salida y la forma como estan organizados los registros de ejemplo tal como se
muestra en la siguiente figura.

+#\ Neural Pattern Recognition (nprtool) - a x
Select Data

What inputs and targets define your pattern recognition problem?
Get Data from Workspace Summary

Input data to present to the network, Inputs 'INRNMOD2" is a 2120x7 matrix, representing static data: 2120
¥ Inputs: INRNMOD2 o » samples of 7 elements.
Target data defining desired network output.
I@ Targets: o Targets 'OUTRNMOD2" is a 2120x3 matrix, representing static data: 2120
= ST o = samples of 3 elements,

Samples are: O ] Matrix columns | @ E] Matrix rows

Want to try out this tool with an example data set?

Load Example Data Set

é To continue. click [Next].

& Neural Network Start 144 welcome @@ Back & Next @ Cancel

Figura No. 4-44. Configuracion APP Neural Pattern Recognition — Modelo 2. Fuente propia.
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Para este modelo, dado a que se tienen menos registros de ejemplo para el entrenamiento, se
reducen un poco los porcentajes asignados para validacién y prueba con el objetivo de aumentar
los datos para la fase de Training. De esta manera la fase “Training” queda con un 80% de los datos
de ejemploy las fases “Validation” y “Testing” con un 10% cada una tal como lo muestra la siguiente
imagen. Para el 80% de las muestras en la fase de “Training” le corresponden 1696 registros. Por su
parte en las fases de “Validation” y “Testing” quedan con 212 registros de ejemplo.

4\ Neural Pattern Recognition (nprtool) - [m] X

Validation and Test Data
Set aside some samples for validation and testing.

Select Percentages Explanation
a Randomly divide up the 2120 samples: s Three Kinds of Samples:
T} Training: 80% 1696 samples 3@ Training:
@ Validation: PP samples These are presented to the network during training, and the network is
Reldaton L P adjusted according to its error.
@ Testing: 212 samples
e Validati

These are used to measure network generalization, and to halt training
when generalization stops improving.

("] Testing:
These have no effect on training and so provide an independent measure of
network performance during and after training.

Restore Defaults

® Change percentages if desired, then dlick [Next] to continue.

& Neural Network Start 144 Welcome @ Back & Next @ Cancel

Figura No. 4-45. Asignacion datos de entrenamiento, validacién y prueba Modelo 2. Fuente propia.

Después de un ejercicio de pruebas del modelo con diferente nimero de neuronas en la capa oculta,
se identifica que, una red con 19 neuronas es la opcidn con la cual mejor desempefio se logra para
el modelo. La siguiente figura ilustra la arquitectura de red donde se identifican 7 neuronas para la
capa de entrada y cuya funcion es la de recoger la informacién de todas las variables de entrada
igual como ocurrié en el modelo 1, una neurona por variable. La siguiente es la capa oculta, la cual
estd compuesta por 19 neuronas y donde se fundamenta principalmente el modelo. Se continua
con la capa de salida conformada por 3 neuronas, una para cada variable de salida. Finalmente se
tiene la salia donde se entrega la prediccion del modelo.

4\ Neural Pattern Recognition (nprtool) = (m] X

Network Architecture
Set the number of neurons in the pattern recognition network's hidden layer.

Hidden Layer Recommendation

Define 2 pattern recognition neural network.  (patternnet) Return to this panel and change the number of neurons if the network does

not perform well after training.

Number of Hidden Neurons:
Restore Defaults
Neural Network

Hidden Layer Output Layer

B Change settings if desired, then dick [Next] to continue.

& Neural Network Start 144 Welcome @ Back & Next 0 Cancel

Figura No. 4-46. Arquitectura Red Neuronal — Modelo 2
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Una vez definidos los parametros de la red neuronal y ejecutar el proceso de entrenamiento, se
obtienen los resultados de la siguiente figura. En esta ocasion se logra el entrenamiento en un total
de 154 épocas. El tiempo que le toma al entrenamiento es tan bajo que no se alcanza a marca, ni
siquiera un segundo.

4\ Meural Network Training (nntraintool) — Od *

Meural Network

Hidden

Sars gD i

Algorithms

Data Division: Random (dividerand)

Training: Scaled Conjugate Gradient (trainscg)
Performance: Cross-Entropy (crossentropy)
Calculations:  MEX

Progress
Epoch: i} 154 iterations | 1000
Time: 0:00:00

Peformance: 0,745 Iil 0.00
Gradiient; 125 [0008T 0 | 10006

Validation Checks: 0 | B | s
FPlots
Performance (plotperform)
Training State {plottrainstate)
Error Histogram (ploterrhist)
Confusion (plotconfusion)

Receiver Operating Characteristic (plotroc)

Plot Interval: ' 1 epochs

w Validation stop.

@ Stop Training @ cancel

Figura No. 4-47. Resultados proceso de entrenamiento Red Neuronal — Modelo 2. Fuente propia.

La siguiente figura presenta la evolucién que se obtuvo en la entropia cruzada para cada una de las
fases del entrenamiento y la fase de prueba. El mejor desempefio de la entropia para la fase
“Validation” fue de 0.034277 y se consiguio en la época 148. Al compararlo con el valor obtenido en
el modelo 1 de redes neuronales, se puede ver que es mas alto, por lo que se diria que el modelo 1
presento un mejor desempefio que el modelo 2. Las fases “Training” y “Validation” tiene una
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evolucién muy parecida, pero la fase “Testing” aunque la tendencia es similar, si existe un desfase
sobre la curva que la lleva a un valor superior de entropia cruzada, esto quiere decir que tiene

valores de error superiores a las fases de “Training” y “Validation”.

4. Neural Network Training Performance (plotperform), Epoch 154, Validati... - O x

File Edit View Insert Tools Desktop Window Help

Best Validation Performance is 0.034277 at epoch 148

0%

Train
Validation

s T 5}

Cross-Entropy (crossentropy)

102t . ,
0 50 100 150
154 Epochs

Figura No. 4-48. Entropia cruzada fases de entrenamiento Modelo 2. Fuente propia.

En cuanto al gradiente, se puede ver en la siguiente figura que tardo 154 épocas para converger. En
las épocas intermedias se presentaron altibajos pero que solo llegaron hasta 4 incrementos
consecutivos. Lo anterior nos indica que la funcién de pérdida o funcion de error tiene varios

minimos locales.
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(4 Meural Network Training Training State (plottrainstate), Epoch 154, Val

File Edit VWiew |Inset Tools Desktop Window Help

ida.. — O

gradient

Gradient = 0.0085687, at epoch 154

Valid ation Checks = 6, at epoch 154

& T T

=47 * + &
e e 4 400 0
Zot ¢ 4E 4 e 4 40

0 S0 4 20 40 4o

0 50 100
154 Epochs

R G A L e e —

4
¥
*
* *-
* *

150

Figura No. 4-49. Evolucidon gradiente y controles de validacion — Red Neuronal Modelo 2. Fuente propia.

Pasando al histograma de error que se entregd para este segundo modelo, se puede ver que la gran

mayoria de los valores de error se encuentran muy cercanos al cerro error, la mayoria se concentran

con valores de +0.049. Otros muy pocos valores de error se encuentran entre valores de +0.1497.

En conclusion, se puede decir que en la gran mayoria de las predicciones la diferencia entre los

valores predichos y los valores reales es muy pequefia.

4 Meural Network Training Error Histegram (ploterrhist), Epoch 154, Validat., — O
Eile Edit View Inset Tools Desktop Window Help
Error Histogram with 20 Bins
4500
I Tr=ining
4000 -VE“dEﬁDI'I
I Tt
3500 Zero Error
3000
w
8
c 2500
m
I
c 2000
1500
1000
500
YR 25 8858598388888
32 RNIAIIITZEIAFIBIRND S
R R R E-E- R R
Errors = Targets - Outputs

*

Figura No. 4-50. Histograma — Error en la prediccion —Red Neuronal Modelo 2. Fuente propia.
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A continuacién, en la siguiente figura se presentan las curvas ROC y areas bajo la curva AUC para
cada una de las categorias en cada una de las fases del entrenamiento y fase de prueba. A cada
categoria se le ha asignado una clase con su respectivo color tal como se indica en la siguiente tabla
de convencién.

Tabla No. 4-6. Asignacion clases — Red Neuronal Modelo 2. Fuente propia.

Modelo 2

Etiqueta | Cédigo binario |Clase

cAP 1 oo
check | 0o [ 1 [ o
cov 0o | o] 1

Las clases 1 y 3 que corresponden a las categorias CAP y COV respectivamente, presentan muy
buenas curvas ROC con valores muy altos de tasa de verdaderos positivos y a la vez muy bajas tasas
de falsos positivos en todas las fases del modelo. Esto quiere decir que el modelo logré clasificar
adecuadamente la gran mayoria de los registros de ejemplos que pertenecen a estas clases. Por su
parte las curvas ROC para la clase 2 que corresponde a la categoria CHECK, presenta una pequefia
desmejora en las fases “Validation” y “Test”. Esto podria deberse a que esta clase tiene un muy bajo
numero de registros de ejemplos para entrenamiento del modelo comparado con las demas clases.
Sin embargo, este resultado de la curva ROC se sigue considerando bueno.
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(4] Meural Metwork Training Receiver Operating Characteristic (plotroc), Epoch 154, Validation stop. — O =
File Edit View Insert Tools Desktop Window Help u
4 Training ROC . Validation ROC
F —Class 1
Class 2
0.8 = Class 3 0.8
o o
] ]
o o
o 0.6 o 0.6
2 2
3 3
O o4 O o4
o o
2 2
= =
0.2 0.2
0 0 L L L L |
0 0.2 0.4 0.6 0.8 1 0 0.2 0.4 0.6 0.8 1
False Positive Rate False Positive Rate
1 Test ROC 4 All ROC
0.8 0.8
o o
] - ]
o o
o 0.6 o 0.6
2 2
3 3
O o4 O o4
o o
2 2
= =
0.2 0.2
0 0 L L L L |
0 0.2 0.4 0.6 0.8 1 0 0.2 0.4 0.6 0.8 1
False Positive Rate False Positive Rate

Figura No. 4-51. Curvas ROC y AUC Red Neuronal Modelo 2. Fuente propia.

4.3.2.1 Métricas matrices de confusion — Técnica Red Neuronal Modelo 2

Finalmente, en la siguiente figura se presentan las matrices de confusién para cada una de las fases
del modelo. Igual como se realizé con el modelo 1 de red neuronal, se utilizaran los valores de la
matriz de confusién acumulada ubicada en la parte inferior derecha para realizar los cdlculos de
cada una de las métricas que serviran para la evaluacion del modelo.
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4 Meural Metwork Training Confusion (plotconfusion), Epoch 154, Validation stop. — O
File Edit View Insert Tools Desktop Window Help
Training Confusion Matrix Validation Confusion Matrix
4| 1079 9 21 97.3% 4 132 1 2 97.8%
63.6% 0.5% 1.2% 2.7% 62.3% 0.5% 0.9% 2.2%
5| 2 14 0 |s75% @ | o 2 0 100%
G 0.1% 0.8% 0.0% 12.5% G 0.0% 0.9% 0.0% 0.0%
el el
S 5
= 5| 23 1 547 95.8% = 3 3 0 72 96.0%
37| 14% | 0% | 323% | 42% 37| 14% | oo% | 340% | 0%
97.7% | 58.3% | 96.3% | 96.7% 97.8% | 66.7% | 97.3% | 97.2%
23% | 41.7% | 3.7% 3.3% 22% | 33.3% | 27% 2.8%
N 4" S N % S
Target Class Target Class
Test Confusion Matrix All Confusion Matrix
1 124 1 3 96.9% 1 1335 11 26 97.3%
58.5% | 0.5% 1.4% 3.1% 63.0% | 0.5% 1.2% 2.7%
E | 1 2 0 |66 E ,| 3 18 o |ss7%
G 0.5% 0.9% 0.0% 33.3% G 0.1% 0.8% 0.0% 14.3%
et el
S S
= A 4 0 77 95.1% = .| 30 1 696 | 95.7%
37| 19% | 0.0% |36.3% | 49% 37| 14% | 00% | 328% | 3%
96.1% | 66.7% | 96.3% | 95.8% 97.6% | 60.0% | 96.4% | 96.7%
39% | 33.3% | 3.7% 4.2% 2.4% | 40.0% | 3.6% 3.3%
N 4" S N % S
Target Class Target Class

Figura No. 4-52. Matrices de confusion fases Red Neuronal Modelo 2. Fuente propia.

Pero antes de realizar los respectivos calculos para cada una de las métricas, es necesario que se
definan las ubicaciones de cada uno de los componentes de la matriz, lo anterior dado a que este
modelo realiza una clasificacion multiclase la cual es diferente a la matriz de confusién de una
clasificacién binaria. La siguiente figura muestra la distribucion de los TP, TN, FP y FN de acuerdo a

la organizacién dada por la APP de redes neuronales.
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Analisis Analisis Analisis
Clase CAP Clase CHECK Clase COV
@ cap . FP | FP @ cap | TN | FN | TN @ cap | TN | TN | FN
=] =] =]
T =] o
L cHeck| FN | TN | TN 2 cHeck| FP FP L cHeck| TN | TN | FN
[=] o (=]
3 S g5
& cov| FN TN TN & cov| TN FN TN & cov| FP FP .
CAP CHECK COV CAP CHECK cCOV CAP  CHECK COV
True Class True Class True Class

Figura No. 4-53. Matrices Multiclase CAP, CHECK y COV. Red Neuronal Modelo 2. Fuente propia.

A continuacidn, se realizan los calculos de todas las métricas que nos permiten evaluar el modelo.

Para las métricas exactitud y tasa de error, el calculo se realiza de la misma forma como se realiza
para una clasificacion binaria, es decir, considerando todos los aciertos para la exactitud y todos los
fallos para la tasa de error. Esto dado a que se pueden considerar como métricas generales del

modelo que involucra todas las clases.

P rodas tas clases _ 1335+ 18+ 696 2049

Totalde Datos 2120~ 2120 2661

Exactitud =

El modelo ofrece una buena exactitud ya que su valor es superior al 95%, con esto se tiene que los
resultados de la clasificacidon de los registros estan muy cerca del valor verdadero para cada una de
sus clases CAP, COV y CHECK. En otras palabras, se puede decir que el modelo funciona
adecuadamente para la gran mayoria de los registros.

Y(FP + FN)rodas tas clases _ 3 +30+11+1+26 60

Total de Datos 2120 = 2120 - 0283

Tasa de error =

La tasa de error obtenida en el entrenamiento de este modelo también es baja, con un valor muy
cercano a 0%. Por lo tanto, se puede decir que el modelo tiene un muy bajo porcentaje de registros
clasificados incorrectamente en todo el conjunto de clases CAP, COV y CHECK.

Sensibilidad cAP = — & — 1335 1335 o ceg
enstotitda “TP+FN 1335+3+30 1368
Sensibilidad cov = —+— =996 _ 596 _ 56399
ensiotitead “TP+FN 696 +26 722
VP 18 18
Sensibilidad CHECK = 0.6

TP+FN 18+11+1 30

Para este modelo 2 dado a que se definen tres posibles categorias de clasificacién, es necesario
realizar el calculo de la sensibilidad de forma separada para cada una de las clases. Se puede decir
que los valores obtenidos son bastante altos para las clases CAP y COV con porcentajes superiores
al 96%. Por lo anterior se puede concluir que el modelo tiene una aceptable capacidad para
discriminar los casos de celdas UMTS con problemas de capacidad y cobertura que son etiquetados
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como CAP y COV respectivamente. Para el caso de la clase CHECK la sensibilidad solo alcanza el 60%,
esta clase es la que peor desempefio tiene de las tres, su desventaja es la cantidad muy reducida de
registros de ejemplo que disponen para el entrenamiento. Explicado de otra manera, se puede decir
gue por el bajo numero de registros que tiene la categoria CHECK, cualquier fallo que se de en las
fases de entrenamiento representa un alto porcentaje que se descuenta en la sensibilidad.

renectficidad cap — TV _ 18+ 1+ 696 _715 _ oco708
specificida "TN+FP 18+1+4+69+11+26 752
Eemecificidad cov — TN _ 133543+ 11+18 1367
specificida TTN+FP 1335+3+11+18+26 1411
Eeoetficidad cHECK — T _ 1335430426+ 696 2087 o ..
specificida TTN+FP 1335+30+26+696+11+1 2099

Para la métrica de la especificidad también es necesario realizar el cdlculo de forma separada para
cada una de las clases que se pueden predecir con el modelo. El porcentaje que se logra en las tres
clases es alto, superior al 99.6%. Con esto se puede decir que el modelo tiene en general una muy
alta capacidad para identificar las celdas UMTS que no pertenecen a una determinada clase.

procision cap — TP _ 1335 1885 _ ..
reCtSton LA = TP Y FP 1335+ 11426 1372
Precisiéncov = — & - 696 696 _ 55736
rectSton Oy = TP T FP T 696+30+1 724
TP 18 18
Precision CHECK = — = (0.85714

TP+FP 18+3 21

La precisidon que se logra para las clases CAP y COP es alta, es decir que se presentaron muy pocas
fallas en las que al final se abrian clasificado como CAP o COP sin pertenecer realmente a estas
categorias. Por otro lado, la precisién lograda para la clase CHECK es menor, pero aun aceptable
para el modelo. Como se puede ver, el nimero de FP para esta categoria es de solo 3, y aunque es
un numero bajo, si representa un alto porcentaje por el bajo nimero de registros que pertenecen a
la clase. Al tener pocos registros en esta clase, cualquier dispersidén en los datos obtenidos genera
un impacto en el calculo de la precision.
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5. ANALIS RESULTADOS MODELOS DE MACHINE LEARNING

5.1 COMPARACION DE LOS MODELOS DE CLASIFICACION

Una vez desarrollados todos los modelos para la clasificacion de las celdas UMTS en cada una de las
categorias de acuerdo al estatus dado por sus variables de entrada, se procede en este capitulo a
cotejar los resultados obtenidos con cada técnica y de esta manera seleccionar el mejor modelo con
el cual se puedan diagnosticar las celdas para que ayude en el proceso de optimizacion de red UMTS.

Para el propdsito de comparar los modelos, se utilizaran los resultados obtenidos en los célculos de
cada una de las métricas del capitulo anterior, las cuales son: precision, tasa de error, sensibilidad,
especificidad y precision.

5.1.1 Comparacion modelo 1

La siguiente tabla presenta de forma consolidada todos los resultados de cada una de las métricas
tanto para la técnica arbol de decisién en el lado izquierdo como para la técnica de red neuronal en
el lado derecho. Este primer modelo se encargard de clasificar las celdas UMTS en las categorias OK
y NOK.

Tabla No. 5-1. Comparacion de métricas - Técnicas de clasificacion modelo 1. Fuente propia.

Arbol de Decision Red Neuronal

Model 1 . :
All Confusion Matrix
o| 2054 61
o D) ‘ 7.3% 0.2%
0
w
9 0
8 9 [ 25910 9.7%
g g_ 0.2% 92.2% 0.3%
= -
=
(o]
i 96.9 99.8 99.5%
3.1% 0.2 0.5%
Q N

NOK OK

Predicted Class Target Class

xactitu . xa l .
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2119 2054
Precision = ——— = 0.97116

Precision =g~ ¢ 2054 + 61

Como se explicd en el capitulo anterior, la métrica de la exactitud se refiere a lo cerca que esta una
prediccién del valor real. En esta métrica se entrega la porcion de datos que son clasificados
correctamente respecto del total de datos. No se consideran las clases de manera independiente,
sino que de manera global toma todas las clasificaciones correctas que se lograron predecir. Para
esta métrica la técnica de arbol de decisién presenta mejor desempeno con un valor de 0.999964
comparado con 0.995479 de la técnica red neuronal.

Tabla No. 5-2. Ranking métrica Exactitud Modelo 1. Fuente propia.

Meétrica Arbol de Decisién |Red Neuronal
Exactitud |2 0.999964(3  0.995479

Pasando a la métrica tasa de error, en la cual de manera global se calcula la porcién de predicciones
fallidas del total de predicciones. Al igual que en la métrica anterior, en el calculo no se consideran
los valores independientes de cada clase, sino que se agrupan todos los fallos para sacar la porcién
general de errores de prediccidn. En esta métrica se busca el valor mas bajo posible cercano a cero.
Al validar los datos obtenidos con las dos técnicas, se observa que la técnica arbol de decisién
presenta mejor desempefio que el modelo obtenido con la red neuronal. El valor de 0.000035598
obtenido con el modelo de la técnica arbol de decisién es muy bueno y estd bastante cercano al
cero ideal. Por su parte el valor de 0.004521 obtenido con el modelo de la red neuronal, aunque es
pequeio no es tan bajo como el del otro modelo.

Tabla No. 5-3. Ranking métrica Tasa de Error Modelo 1. Fuente propia.

Métrica Arbol de Decisién |Red Neuronal
Tasade Error |3  0.000035598(€3  0.004521

La siguiente métrica es la sensibilidad que ofrece el modelo o también Ilamada “Recall”, se enfoca
en determinar la tasa de verdaderos positivos (TPR). Los valores de esta métrica van de cero a uno
y se toma el valor de 1 como el ideal. De los calculos obtenidos con las dos técnicas se puede ver
gue el modelo del arbol de decision tiene una mejor capacidad para discriminar los casos positivos
de los casos negativos en comparacion con el modelo de la red neuronal. Mientras que el arbol de
decisién logra un 0.999528, la red neuronal llega a un valor de 0.968868. La diferencia entre los dos
valores es de aproximadamente 3 puntos porcentuales.

Tabla No. 5-4. Ranking métrica Sensibilidad Modelo 1. Fuente propia.

Métrica Arbol de Decisién |Red Neuronal
Sensibilidad | 0.999528|€3) 0.968868
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La métrica especificidad por su parte se encarga de medir |la tasa de los verdaderos negativos (TNR)
entre todos los que se clasificaron como negativos. Su valor va de cero a uno donde 1 es el valor
deseado. Los valores obtenidos por las dos técnicas fueron muy buenos, pero se destaca la técnica
arbol de decisidn por lograr un valor perfecto de 1, es decir que su modelo tiene una muy alta
capacidad para clasificar correctamente los casos negativos.

Tabla No. 5-5. Ranking métrica Especificidad Modelo 1. Fuente propia.

Métrica Arbol de Decisién |Red Neuronal
Especificidad |2 1/  0.99765

Finalmente se tiene la métrica precisidn. Es importante no confundir la precisidn con la exactitud.
Pues mientras que la exactitud se refiere a la cercania que estdn los valores predichos de los valores
reales, la precision se refiere a la dispersién de los valores obtenidos en la prediccién. Para entender
mejor el concepto de estas dos métricas, a continuacidn, en la siguiente figura se presentan los
cuatro posibles escenarios en los que se combinan la exactitud y la precisién. En el primer ejemplo
los datos estdn dispersos y alejados del centro, por lo tanto, no se tiene ni precision ni exactitud. En
el segundo caso, los datos estan concentrados y por lo tanto existe precisién o consistencia de los
datos, sin embargo, como estan alejados del centro que seria el valor real, entonces no se tiene
exactitud. En el siguiente caso los datos estan dispersos, pero alrededor del centro o valor real, con
esto se puede decir que se logra exactitud, pero no precisién. Finalmente, en el cuarto caso los datos
estan concentrados y alrededor del centro lograndose tanto la exactitud como la precisién.

Sin precision, Con precision, Sin precision, Con precision,
Sin exactitud, Sin exactitud, Con exactitud, Con exactitud,

@ @
a

Figura No. 5-1. Escenarios de Exactitud y Precision. Fuente propia.

En relacién a la métrica precisiéon se puede ver que la técnica arbol de decisién presenta un
desempenio perfecto, ya que su calculo da un valor de 1. Con esto se puede decir que los datos se
encuentran concentrados sin ninguna dispersién. Por su parte, el valor de la precision conseguido
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por la red neuronal el cual es de 0.97116 se considera bueno, pero es inferior al obtenido con la otra
técnica.

Tabla No. 5-6. Ranking métrica Precision Modelo 1. Fuente propia.

Meétrica Arbol de Decisién |Red Neuronal
Precision | 118 097116

Una métrica que evalla el modelo de una forma mas integral es la llamada “Medida F1”, esta se
aplica solo a los modelos de clasificacion binaria, esta métrica se considera una media arménica en
la que se combinan las métricas sensibilidad y precision. Cuando los valores de la Medida F1 son
cercanos a 1, se puede decir que el modelo cumple con el propdsito de clasificacion. A continuacién,
la expresion que se utiliza para el calculo.

Sensitividad * Precision

Medida F1 =2
eatea * Senitividad + Precision

Aplicando esta expresion con los datos de cada una de las técnicas, se obtienen los siguientes
resultados.

0.9999528 1 1.999056
* =
0.999528 +1 1.999528

Medida F1 Arbol de Decision = 2 = 0.9997639

0.968868 x0.97116  1.8818516
* =
0.968868 + 0.97116  1.940028

Medida F1 Red Neuronal = 2 =0.970125

De esta manera se puede decir que de acuerdo a la métrica Medida F1, el modelo perteneciente a
la técnica drbol de decisién cumple mucho mejor el propdsito de clasificacion que el otro modelo
de la red neuronal.

Tabla No. 5-7. Ranking métrica Score F1 Modelo 1. Fuente propia.

Métrica Arbol de Decision |Red Neuronal
Valor F1 ©  0.999763944|€) 0.97001265

Definitivamente el modelo generado con la técnica de arbol de decisidn es la que presenta mejor
comportamiento y rendimiento para la clasificacidn de las celdas UMTS en las categorias OKy NOK.
El modelo generado por el arbol de decisién supero en todas las métricas al modelo generado por
la red neuronal. La siguiente tabla consolida todos los resultados y nos permite concluir que el
modelo escogido para la primera clasificacion de las celdas en OK y NOK se realizara con el modelo
de la técnica arbol de decisién.
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Tabla No. 5-8. Consolidado ranking métricas — Técnicas de Clasificacion Modelo 1. Fuente propia.

Métrica

Arbol de Decisién |Red Neuronal

Exactitud

0.999964[€3  0.995479

Tasa de Error

0.000035598(€3  0.004521

Sensibilidad

0.999528/€3 0.968868

1/  0.99765

Precision

1/ 097116

L)
)
L)
Especificidad |2
)
L)

Valor F1

0.999763944|€3 0.97001265

5.1.2 Comparaciéon modelo 2

La siguiente tabla presenta de forma consolidada todos los resultados de cada una de las métricas
tanto para la técnica arbol de decision en el lado izquierdo como para la técnica de red neuronal en
el lado derecho. Este segundo modelo se encargara de clasificar las celdas UMTS que resultaron del
primer modelo en NOK en las tres categorias COP, CAP y CHECK.

Tabla No. 5-9. Comparacion de métricas - Técnicas de clasificacion modelo 2. Fuente propia.

Arbol de Decisién

Red Neuronal

Model 2

All Confusion Matrix

1335 1M1 26 97 .3¢
cap 2 1 63.0% 0.5% 1.2% 2.7%
@, 3 18 o |ss7
2 o 0.1% 0.8% 0.0% 14.3¢
(?:CHECK 3 25 2 E

2 2'3 30 1 696

S| 14% | 00% | 32.8%
97 .6¢ 60.0 96.4 96.7%
! iz 2.4 40.0% | 3.6 3.3%

b 9v >

o wm'.:g:;aass « Target Class
E titud = 1365+ 25 + 721 — 0995754 E tit d_1335+18+696_096651
xactitud = 2120 =0. xactitud = 2120 =0.
T d —3+2+2+1+1—000424S83 T d _3+30+11+1+26_00283
asade error = 2120 =0. asa de error = 2120 =0.
S ibilidad CAP = 1365 =0.9978 S ibilidad CAP = 1335 = 0.97588
ensihtiica T1365+2+1 ensiotiica T1335+3+30
Sensibilidad COV = 11 = 0.9986 Sensibilidad COV = 396726 = 0.96399
S ibilidad CHECK = = 0.8333 S ibilidad CHECK = 18 =0.6
ensiotiida —m— . ensiotitaa _18+11+1_ .
25+721+2+1 18+ 1+ 696
Especificidad CAP = = 0.99601 Especificidad CAP = = 0.950798

25+721+2+1+3

18+ 1+ 696+ 11+ 26

1335+3+11+18
1335+3+11+ 18+ 26

Especificidad COV = = 0.968816
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revocificidad Coy — 1305 1251312 Eevectficidad CHECK — 1335 730126 + 69
specificida T1365+25+3+2+2+1 specificida T1335+30+26+69 + 11+ 1
— 0.99785 = 0.994283
Especificidad CHECK = ——0> T 721+ 1 Precision CAP = 1335 = 0.97303
specificida T1365+721+1+2+1 rectston LA = 1335+ 11+ 26
— 0.99856
Precision COV = — 20— 095736
Precision CAP = ——2>_ _ 09978 BT R TR
recision = 1365 T3 = U. »
Procisisn COV — 791 00058 Precision CHECK = 813 =0.85714
ecision —721+2+1— .
Precision CHECK = — > — 08928
recision = 25 T2+1 = 0.

En este segundo modelo la clasificacion que se realiza ya no es binaria, sino que es multiclase, al
existir mas de dos categorias es preciso calcular el desempefio de los modelos generados con las
técnicas para cada una de las categorias. Las dos primeras métricas exactitud y tasa de error realizan
la evaluacién del modelo de manera general, pero para el resto de métricas se realiza el calculo de
forma independiente para cada categoria.

Para la métrica exactitud se logra un mejor desempefio con el modelo de la técnica arbol de decision
en comparacion con el modelo de la red neuronal. Pues, aunque los valores obtenidos con los dos
modelos son buenos, el valor del modelo de arbol de decisidn lo supera al otro en mas de 2.9 puntos
porcentuales.

Tabla No. 5-10. Ranking métrica Exactitud Modelo 2. Fuente propia.

Métrica Arbol de Decisién |Red Neuronal
Exactitud | 0.995754/€)  0.96651

Igual que la anterior métrica, la tasa de error es una evaluacion general de los modelos sin importar
si la clasificacidon es binaria o multiclase. EIl modelo generado con la técnica arbol de decisidon
continuda siendo el de mejor desempeio, su valor es inferior al de la red neuronal en mas de 2 puntos
porcentuales con un valor de 0.00424583. Se puede decir que los errores de clasificacién que
presenta el modelo de la técnica drbol de decision son muy bajos.

Tabla No. 5-11. Ranking métrica Tasa de Error Modelo 2. Fuente propia.

Métrica Arbol de Decisién |Red Neuronal
Tasade Error |2 0.00424583|63 0.0283

La siguiente métrica en analizar es la sensibilidad que tienen los modelos para detectar los
verdaderos positivos en cada una de las categorias. El modelo que mejor desempefio tiene en
relacion a la sensibilidad es el modelo de la técnica arbol de decisidn. Pues en las tres categorias se
superan los valores obtenidos comparados con los modelos de la red neuronal. En las categorias
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CAP y COV las diferencias son pequeiias, pero en la categoria CHECK la diferencia entre una técnica
y otra es de mas de 23 puntos porcentuales, lo cual es muy considerable.

Tabla No. 5-12. Ranking métrica Sensibilidad Modelo 2. Fuente propia.

Métrica Arbol de Decision |Red Neuronal
Sensibilidad CAP | 0.9978|€3  0.97588
Sensibilidad cCOV  |@ 0.9986/€3  0.96399
Sensibilidad CHECK | 0.8333|6) 0.6

Pasando a la métrica especificidad, se puede ver en la siguiente tabla que los valores obtenidos en
las categorias no se presentan grandes diferencias, con lo cual se podria decir que los modelos de
las dos técnicas ofrecen rendimientos similares. Sin embargo, el modelo de la técnica arbol de
decision es superior al modelo de la red neuronal para las tres categorias CAP, COV y CHECK en 4.5%,

2.9% y 0.09% respectivamente.

Tabla No. 5-13. Ranking métrica Especificidad Modelo 2. Fuente propia.

Métrica Arbol de Decision |Red Neuronal
Especificidad CAP | 0.99601/€3 0.950798
Especificidad COV | 0.99785/€3 0.968816
Especificidad CHECK|/ED 0.99856|€3  0.99765

Continuando con la métrica de precisidn, la cual nos indica como es la dispersién de los datos en
cada una de las categorias, se puede apreciar que el rendimiento del modelo arbol de decisién sigue
siendo superior al modelo de red neuronal. Las diferencias no son grandes, pero si sustanciales para

inclinarse por el primer modelo.

Tabla No. 5-14. Ranking métrica Precision Modelo 2. Fuente propia.

Métrica Arbol de Decisién |Red Neuronal
Precision CAP O 0.9978/€3  0.97303
Precision COV (] 0.9958|€3  0.95736
Precision CHECK | 0.8928|€3 0.85714

Finalmente, se evalla la métrica combinada Medida F1 en cada una de las categorias. De manera
consistente el modelo derivado de la técnica arbol de decisidon presenta un mejor desempefio en
todas las categorias. En especial para la clase CHECK el primer modelo es superior en 15.61 puntos

porcentuales.

Tabla No. 5-15. Ranking métrica Valor F1 Modelo 2. Fuente propia.

Métrica Arbol de Decision |Red Neuronal
Valof F1 CAP O 0.9978|€3 0.97445292
Valof F1 COV @  0.997198034|€) 0.96066356
Valof F1 CHECK ©  0.862024495|€) 0.70588138
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De forma contundente el modelo generado por la técnica arbol de decisién supera al modelo de la
red neuronal, lo anterior puesto que, en todas las métricas de evaluacion, este modelo presento un
mejor desempefio, en algunas métricas la diferencia entre los valores de las métricas fue pequefio,
pero en otras fue considerable. Y aunque en una solucién se podrian combinar modelos de varias
técnicas, en este caso la técnica de arbol de decisidn es la apropiada tanto para el modelo 1 que
clasifica las celdas UMTS en OKy NOK como para el modelo 2 que clasifica las celdas en las categorias
CAP, COV y CHECK. La siguiente tabla muestra de manera consolidada todos los valores obtenidos
en las diversas métricas de evaluacion.

Tabla No. 5-16. Consolidado Métricas — Técnicas de Clasificacion Modelo 2. Fuente propia.

Meétrica Arbol de Decision |Red Neuronal
Exactitud O 0.995754/€)  0.966510
Tasa de Error O 0.004246(€3  0.028300
Sensibilidad CAP | 0.997800(€3  0.975880
Sensibilidad cov  |@ 0.998600(€3)  0.963990
Sensibilidad CHECK | 0.833300[€3  0.600000
Especificidad CAP | 0.996010(€3)  0.950798
Especificidad cOV | 0.997850(€3) 0.968816
Especificidad CHECK|) 0.998560(3)  0.997650
Precision CAP O 0.997800(€3  0.973030
Precisién COV O 0.995800(€3  0.957360
Precision CHECK | 0.892800(€3 0.857140
Valof F1 CAP O 0.997800(€3 0.974453
Valof F1 COV O 0.997198|€3  0.960664
Valof F1 CHECK O 0.862024[€3) 0.705881

5.2 ESQUEMA FINAL DIAGNOSTICO CELDAS UMTS

La siguiente figura muestra como funcionaria todo el proceso de diagndstico de las celdas UMTS
utilizando los dos modelos de arbol de decisién. Se inicia con el data set que contiene las siete
variables de entrada y que son utilizadas por el primer modelo para clasificar las celdas en las
categorias OK y NOK. Las celdas que se etiquetan como “NOK” son las que tienen algun problemay
por lo tanto requeriran un trabajo de optimizacidn. En el siguiente paso y tomando Unicamente los
registros que fueron clasificados como NOK, se ingresan al segundo modelo para clasificar a las
celdas en uno de los tres posibles problemas de optimizacién que son CAP, COV y CHECK. Es
importante indicar que tanto el primer modelo como el segundo modelo estdn basados en la técnica
de darbol de decision. De esta manera se realiza un completo diagndstico de las celdas UMTS,
primero identificando las celdas que estan bien y las que estdn mal, y posterior sobre las celdas que
estdn mal asociandoles uno de los tres posibles problemas de optimizacién.
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variable de entrada . Modelo1
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Modelo 2
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Figura No. 5-2. Proceso diagndstico de celdas UMTS. Fuente propia.

5.3 TIEMPOS DE PROCESAMIENTO

Una parte importante en los procesos de Machine Learning tiene que ver con los tiempos de
entrenamiento que le toma a la aplicacién para generar el modelo en cualesquiera de las técnicas.
El objetivo de este punto no es realizar un analisis profundo de todas las condiciones que afectan
los tiempos de entrenamiento de cada uno de los modelos, sino poder validar si las condiciones y
caracteristicas con las que se aborda el proceso de aprendizaje demandan recursos de computo
especiales. Existen varios factores que afectan directamente los tiempos invertidos para el
entrenamiento entre los que se pueden destacar los siguientes.

e Lacapacidad de computo donde se ejecuta el proceso de entrenamiento.

Dentro de estos factores se destacan el tipo de procesador y la cantidad de memoria. Es evidente
que entre mds poderoso sea el procesador del equipo menor serd el tiempo invertido para el
entrenamiento del modelo. Para el desarrollo de estos modelos se utilizé un equipo de cdmputo
con las siguientes caracteristicas.

Sistema Operativo: Windows 10 Home
Procesador: Intel(R) Core(TM) i5-1035G7 CPU @ 1.20GHz 1.50 GHz
Memoria RAM: 8,00 GB (7,77 GB utilizable)

Como se vera mas adelante, un equipo con estas caracteristicas es suficiente para el entrenamiento
y desarrollo de los modelos.

e Cantidad de registros de ejemplo considerados para el entrenamiento.

El tamafio del data set tanto en variables de los objetos como en la cantidad de registros de ejemplo
influyen de alguna manera en los tiempos que se invierten para el proceso de entrenamiento de los
modelos. Para este caso, el problema se dividié en dos modelos, el primero utiliza un data set de
28091 registros con 8 variables, y en el segundo modelo un data set de 2120 registros también con
8 variables. Aunque el tamano de los data set son grandes del orden de los miles, el tiempo de
procesamiento fue muy bajo en cada uno de los modelos.
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e Configuracion de los parametros de entrenamiento en cada una de las técnicas.

Dependiendo de la técnica utilizada para generar el modelo, se establecen ciertos pardametros que
determinan como se produce el entrenamiento y con ello el tiempo que le tomara ejecutarlo. Por
ejemplo, en la técnica arbol de decisidn se tienen varias opciones en funcion del tipo de arbol. Para
este proyecto se escogio la opcién de “Fine Tree” con la cual se consigue mayor numero de
ramificaciones y hojas terminales, obviamente esta opcidn es la que mas tiempo en el proceso de
entrenamiento demanda al tener una mayor cantidad de combinaciones que probar.

Por el lado de la red neuronal, la cantidad de neuronas en la capa oculta es una caracteristica
modificable que de acuerdo a su configuracidn demandard mas o menos tiempo durante el proceso
de entrenamiento. Cada neurona que se adicione implicaran nuevas conexiones en la red y por lo
tanto mayor capacidad para el procesamiento de la informacion.

5.3.1 Tiempo de entrenamiento — Técnica Arbol de Decision

5.3.1.1 Tiempos de procesamiento Modelo 1

De acuerdo a los resultados del entrenamiento que se muestran en la siguiente figura, se tiene que
el tiempo total de entrenamiento del modelo fue de tan solo 5.0103 segundos. Este tiempo es muy
bajo considerando la gran cantidad de registros de ejemplo que se analizaron en total 28091. La
velocidad de entrenamiento del modelo fue de 400.000 observaciones por segundo, o sea que se
ejecutaron en total 2.004.120 observaciones.
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o B M EB @ B B @ |l :
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Session v Selection Costs Quick-To-. v Parallel Plot  Matrix Coordinates Plot Error Plot
FILE FEATURES OPTIONS MODEL TYPE TRAINING PLOTS = =
Data Browser ® Confusion Matrix Parallel Coordinates Plot
¥ History
Predictions: model 1 G
1 Tree Accuracy. 100.0% O Dsta
Last change: Disabled PCA 717 features X
= = 704 70 70 70 1 70 70 70 @ Model predictions
Correct
60 60 60 60 [- 60 [- 60 [ 60
X% = =X Incorrect
c 50 4 50 4 50 50 [~ 50 I~ 50 I 50
£ Scalng
' Current Model < 40 40 40 40 [ 40 40 [ 40 Standardized v
= ]
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2 301 30 1 30 30 [~ 30 30 [~ 30
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Training time 5.0103 sec Classes
| [E3
Model Type -OK
Preset Fine Tree > 5 s
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v IS <« o
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Figura No. 5-3. Tiempo de entrenamiento Modelo 1- Técnica Arbol de Decisién. Fuente propia.
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5.3.1.2 Tiempos de procesamiento Modelo 2

De igual manera en la siguiente figura se muestran los resultados para el modelo 2, en este segundo
modelo los registros de ejemplo se reducen a 2.120, y aunque son mucho menos registros, se
emplean mayor tiempo que el modelo 1 con un total de 28.633 segundos. Esto puede ser explicado
por el hecho de que en la variable de salida ya no son solo dos categorias como en el modelo 1 sino
gue se incrementan a tres categorias. De este analisis se puede concluir que, se tiene un mayor
impacto en el tiempo de procesamiento el hecho de tener mas clases por clasificar que el nimero
de registros. En relacién a la velocidad de entrenamiento, se puede ver que en este modelo se
reduce a 62.000 observaciones por segundo para tener un total de 1.775.246 observaciones en todo
el proceso de entrenamiento.
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Figura No. 5-4. Tiempo de entrenamiento Modelo 2- Técnica Arbol de Decisién. Fuente propia.

5.3.2 Tiempo de entrenamiento — Técnica Red Neuronal

5.3.2.1 Tiempos de procesamiento Modelo 1

Aungue ninguno de los modelos derivados de la técnica de red neuronal fue seleccionado para el
esquema final, si se considera importante validar los tiempos que consumen en los procesos de
entrenamiento. En la siguiente figura se presentan los resultados del modelo 1, en donde se puede
observar que a la red neuronal le tomo solo 2 segundos en realizar el proceso de entrenamiento.
Durante este tiempo se ejecutaron 147 iteraciones, es decir que se ejecutaron 63 iteraciones por
segundo aproximadamente.
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Figura No. 5-5. Tiempo de entrenamiento Modelo 1 — Técnica Red Neuronal. Fuente propia.
5.3.2.2 Tiempos de procesamiento Modelo 2

Para el modelo 2, se observa en los resultados de la siguiente figura que el tiempo de entrenamiento
es muy pequefio y ni siquiera se marca 1 segundo. En cuanto al nimero de iteraciones, este modelo

ejecuta mas que el modelo 1 pero invierte un menor tiempo, esto se podria explicar por el hecho
de que tiene menos registros que analizar.

4\ Neural Network Training (nntraintool) - O X

Neural Network

Hidden Output

output
3

3

Algorithms
Data Division: Random (dividerand)
Training: Scaled Conjugate Gradient (trainscg)

Performance: Cross-Entropy (crossentropy)
Calculations: MEX

Progress

Epoch: 0 : 154 iterations 1000
[Time: — 0:00:00

Performance: 0.745 i 0.00
Gradient: 125 (0008570 | 1.00e-06
Validation Checks: 0 l 6 6

Figura No. 5-6. Tiempo de entrenamiento Modelo 2 — Técnica Red Neuronal. Fuente propia.

Al final lo que se observa en todos los modelos de las dos técnicas, es que el tiempo que se invierte

en el proceso de entrenamiento es muy poco y no se requieren computadoras con caracteristicas
especiales de computo.
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6. IMPLEMENTANCION MODELO FINAL DE MACHINE LEARNING

Una vez terminado todo el proceso de generacién y evaluacién de los modelos, se procede a
continuacién con laimplementacién de los modelos seleccionados y que mejor desempefio tuvieron
para realizar el proceso de diagnéstico de las celdas UMTS. El propdsito de este objetivo es el de
montar los algoritmos de los modelos en alguna de las aplicaciones disponibles, de tal manera que
se puedan analizar nuevos datos de celdas. Para lograr este objetivo se deben exportar los
algoritmos de estos modelos a un cddigo de un lenguaje de programacion que pueda aplicar todas
las reglas de clasificacion que se definieron y optimizaron para cada modelo.

Se toma como opcidn para la implementacion de los algoritmos el uso de la aplicacidon “Guide” de
Matlab, la cual funciona principalmente mediante interfaces graficas de usuario. La siguiente figura
muestra el inicio de esta APP.

4| GUIDE Quick Start - [} b

Create Mew GUl Open Existing GUI

GUIDE templates Preview

) Blank GUI (Default)
4\ GUI with Uicontrols

4\ GUI with Axes and Menu
4\ Modal Question Dialog

BLANK

[ Save new figure as: | CADISCO DVMAESTRIA TELECOMUNICACIO Browse...

Figura No. 6-1. Aplicacion Guide Matlab. Fuente propia.

Mediante esta aplicacién es posible disefar una interfaz de usuario que permita importar la
informacién de las celdas UMTS que se desean diagnosticar, y posterior dentro de su cédigo
implementar las reglas de clasificacion para finalmente entregar un reporte de las celdas con su
correspondiente diagndstico. Dado a que son dos modelos de clasificacién los que se han
desarrollado, se realiza el disefio de dos interfaces, una para cada modelo, pero conectadas entre
ellas para el paso de informacidn.

6.1 IMPLEMENTACION ALGORITMO MODELO 1

La siguiente imagen muestra el disefio de la interfaz, en el que se incluyen una tabla para mostrar
la informacién de las celdas, una imagen para mostrar los resultados consolidados y dos botones
para ejecutar tanto el proceso de clasificacion como el enlace al siguiente modelo.
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rfl MODUNO fig

- o x
File Edit View Layout Tools Help
Noed sR9C |(2B0bd BHY% P
.
1 2
e 1
® | M %
o | oo g axest
= =
=
[
5=

Ejecutar Modelo 1 Conectar Modelo 2 OK NOK

Use App Designer - GUIDE will be removedin a fulure release. Use App Designer to create new apps. To migrate existing apps, use the GUIDE to App Designer Migration Tool

<

Tag: figurel

Current Point: [287, 494]  Position: [680, 603, 1110, 494]

Figura No. 6-2. Disefio interfaz de usuario modelo 1. Fuente propia.

La siguiente imagen muestra el disefio final de la GUI para el modelo 1. Este modelo se encarga de
clasificar las celdas en NOK y OK categorizando las celdas UMTS que tiene y no tienen problemas
respectivamente. En la parte superior izquierda enmarcado en color rojo se puede ver que se ha
agregado un menu con opciones tanto para importar la informacién que se va a procesar como para
exportar la informacién ya procesada, en la parte central se ha definido una tabla en la cual se
muestran toda la informacidn de las celdas, al lado derecho se ha destinado un espacio para mostrar
los resultados finales del proceso de clasificacion mediante un diagrama de barras, y finalmente en
la parte inferior la interfaz contiene dos botones con los cuales se pueden disparar los procesos de
clasificacién con el botdn “Ejecutar modelo 1” al lado izquierdo y el segundo botdn etiquetado como

“Conectar Modelo 2” para el paso de los registros que se clasificaron como “NOK’ al siguiente
modelo.

4 MODUNO

Archivo

Importar Archivo Excel

Exportar Archivo Excel

.
2 0.8
3
4

0.6

0.4

0.2

I
| Ejecutar Modelo 1 | Conectar Modelo 2 OK NOK

Figura No. 6-3. GUI — Modelo 1. Fuente propia.
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La siguiente imagen muestra los datos importados para cada una de las celdas UMTS que se desean
diagnosticar. En la parte izquierda enmarcada en color rojo se tiene la columna que indica el nombre
de las celdas UMTS, en la parte central enmarcadas en color verde, se tienen siete columnas que
corresponden a la informacién de las siete variables de entrada para cada celda y que seran
utilizadas por el cdédigo del algoritmo para realizar el proceso de clasificacion, finalmente en la parte
derecha enmarcada en color azul se tiene la columna donde se entregard el resultado del
diagnéstico.

4 MODUNO - X
archive Celdas UMTS Dataset celdas UMTS Diaanﬁsticn 5
1
CELDA CellLoad | TrafficR%9 |AvaCodesHSDPA RxQualAchievable VoiceErlangs | ActivelUsersHSPA| TTlLoad | Diagnosti

1 anT1085_0 W 1.0152e+03 1467000 94306 15 36416 167668  99.6000PIAG ~

2 IBADO14_7 4303700  71.8000 9,8598 18 22166 99680  94.4500PKG 0.8

3 B0G0028_14 ) 117.5300  47.1000 65010 20 11,6284 34392 91.5400pKG

4 BOG0028_2 239.4300 47 85444 17 121350 49782 98.3200PWG

5 1BA0015_0 2617800  71.1000 62936 18 43668 60632  96.6400IAG oS

6 IBADD14_1 2186600 663000 9.4840 21 24534 71262 948300PMG

7 TOL0039_1 4072200 £4.3000 82338 19 32998 106974 99330046 0.4

3 ANT1043_1 1422800  41.5000 10,6882 19 43416 37376 94.8100PUC

9 BOG0028_8 1432600  41.4000 78892 20 14.3834 41922 95.0200PLG

10 CUNO115_7 187.5400  62.1000 10,8018 18 15816 42438 949500PAG =

1 ANTO010_0 2092800  53.9000 838328 18 98034 36998 949400PG

12 CUNDD17_8 2144200  57.8000 8.0740 20 6.8938 52746  96.8500JPIAG 0

13 CUN0450_0 101 57.6000 11.2788 20 1.8616 29554 87.7300PKG 0 02 0.4 0.6 0.8 1

14 PER0045_0 1115700  56.9000 9.5064 12 25584 28208 91.1200PKG 0 0

15 VAC0120_0 217900 36.4000 12,1220 23 41882 10840 626800PIAG

16 ANT0004_0 86.7200 5 106586 18 35582 20085  829000PIAG

17 CUNO115_1 1532700  54.8000 11.3078 17 22946 33116 94.0500PUG

18 CUND115_6 735100 547000 11.7524 17 13234 15284 74.2400PKG

19 CUNDDOS_1 113.4800 545000 10.3082 20 53234 33206 89.4300pIAG v

< >
Ejecutar Medelo 1 Conectar Modelo 2 oK NOK

Figura No. 6-4. Tabla de informacion celdas UMTS. Fuente propia.

Después de cargar el archivo con toda la informacién de las celdas se puede procesar la informacién
mediante el botdn con la etiqueta “Ejecutar Modelo 1” que se encuentra en la parte inferior
izquierda de la GUI. Como se vio en el anterior capitulo donde se entrenaron y desarrollaron los
modelos, cada modelo de clasificacidn entregd un arbol de decision con unos umbrales de decision.
Para el primer modelo solo se evaltan la variable CellLoad con un valor de umbral de 80 para
categorizar las celdas UMTS en OK y NOK. La siguiente imagen muestra el cédigo implementado
para el arbol de decisién del Modelo 1. Consiste en una sola sentencia de if — else que evalua el
umbral de 80. Las muestras que son menores a 80 se clasifican como OK y las mayores o iguales a
80 se clasifican como NOK.

for i=1:NF

|if C(i,1)<80 I [CellLoad‘-BOACeIlLoaduBDj
T(i,9) = cellstr("OK");
J(1L, 1) =3(1,1)+1;

else
T(i,9) = cellstr("NOK");
J(1,2)=3(1,2)+1;
handles.m = handles.m + 1;

end

end oK NOK

Figura No. 6-5. Asociacion codigo y drbol de decision — Modelo 1. Fuente propia.
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La siguiente imagen muestra los resultados después de ejecutar el algoritmo del modelo 1. En la
grafica de barras de la parte derecha de la GUI se muestran los resultados consolidados del total de
celdas en cada categoria. De igual manera en la dltima columna de la tabla se actualiza la categoria
en la que se clasifica cada celda UMTS. Un total de 2120 celdas fueron diagnosticadas como OK y
25971 como NOK. Todos los cddigos desarrollados para cada uno de los modelos se encuentran en

los anexos.
4] MODUNO - X
Archivo kl
3 =10%
A Cellload | TrafficRS9 |AvaCodesHSDPA| RxQualAchievable| VoiceErlangs | ActivelsersHSPA|  TTlload | Diagnostico
1 0 1.0192e+03 146.7000 9.4806 15 36416 16.7668 98,6000 NOK ~
2 430.3700 71.5000 9.8598 18 22186 9.9680 94.4900 NOK =2
3 14 117.5300 47.1000 6.5010 20 11,6284 3.4392 91.9400 NOK
4 2 239.4300 47 85444 17, 12.1350 49782 96.3200 NOK 2
5 261.7800 71.1000 6.2836 18 4.3668 6.0632 96.6400 NOK
6 218.6500 66,3000 9.4840 2 24534 71262 94,8300 NOK 15
7 407.2200 64.3000 8.2338 18 3.2988 10.6874 99.3800 NOK
8 1 142.2800 41.5000 10.6992 19 43416 37376 94,8100 NOK 1
9 ] 143.2600 41.4000 7.8892 20 14,3934 4.1822 95.0200 NOK
10 7 187.5400 62.1000 10.8018 18 1.5816 43438 94,9500 NOK 0.5
11 0 2082800 59.9000 8.8328 18 9.5984 3.6098 94.9400 NOK
12 ] 214.4200 57.8000 8.0740 20 6.6958 62746 96.8500 NOK 0
13 0 101 57.6000 11.2768 20 18518 29554 87.7300 NOK NOK oK
14 111.5700 56.9000 9.5064 1 25584 2.9308 91.1200 NOK 2120 25971
15 0 21.7900 36.4000 12.1320 23 4.1952 1.0540 62,6600 OK
16 o 86.7200 55 10.6586 18 3.5582 2.0086 82.9000 NOK
17 1 159.2700 54,8000 11.3078 17 22946 33116 94.0500 NOK
18 6 73.5100 547000 11.7524 7 13234 1.5284 742400 OK
19 1 113.4800 54,5000 10.3062 20 53234 3.3206 29.4300 NOK v
< >
Ejecutar Modelo 1 Conectar Modelo 2 OK NOK

Figura No. 6-6. Resultados clasificacion Modelo 1. Fuente propia.

Pero este es el primer paso del diagndstico de las celdas, para pasar al siguiente paso se ha dispuesto
en la GUI de un botdn etiquetado como “Conectar Modelo 2” para poderse enlazar con el modelo
2. Es importe indicar que la informacién que se transfiere desde el modelo 1 al modelo 2 solo
corresponde a las celdas que fueron clasificadas como NOK.

6.2 IMPLEMENTACION ALGORITMO MODELO 2

La siguiente imagen muestra la interfaz disefiada para el segundo modelo, en realidad es muy similar
a la del primer modelo, solo que en esta ocasidn se disefia para presentar tres posibles categorias
gue son: COV, CAP y CHECK. Por otro lado, en esta interfaz solo se dispone de un boto etiquetado
como “Ejecutar Modelo” y con el cual se realiza la ejecucion del cddigo del algoritmo asociado al
arbol de decision del modelo 2. En la parte superior de la GUI se dispone también de un menu con
las opciones para importar informacion o exportar los resultados tal como aparecia en la primera
interfaz de usuario.
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<4 MODDOS - X
Archivo e
1
CELDA CellLoad TrafficR99 | AvaCodesHSDPA RxQualAchievable VeiceErangs | ActiveUsersHSPA  TTlLoad Diagn

1 ANT1085_0 1.0192e+03 1467000 9.4506 15 36416 16.7668 996000 NOK A

2 IBAOD14_T 430.3700 71.8000 9.8598 18 2.2166 '9.9680 94,4900 NOK 0.8

3 BOG0028_14 117.5300 47.1000 6.5010 20 11.6284 34352 91.9400 NOK

4 BOGO028_2 238.4300 47 B.5444 17 12,1350 4.9782 96,3200 NOK 0.6

5 IBADD1E_0 261.7300 71.1000 6.2936 18 43668 5.0632 96,6400 NOK

B IBADD14_1 218.6600 66.3000 9.4840 21 24534 71262 94,8300 NOK

7 TOLO038_1 407 2200 64.3000 82338 19 3.2598 106974 99.3800 NOK 0.4

3 ANT1048_1 1422800 41.5000 10.6992 18 4.3416 3.7376 94,8100 NOK

9 BOG0028_8 143.2600 41.4000 7.9992 20 14.3834 41822 95.0200 NOK 0.2

10 CUND115_7 187.5400 62.1000 108018 18 1.5816 4.3438 94,9500 NOK :

11 ANTOO10_0 209.2800 59.9000 8.8328 16 9.8984 3.6998 94,9400 NOK

12 CUN0OO17_8 214.4200 57.8000 8.0740 20 6.8998 6.2746 95,8500 NOK 0

13 |cunodso_o 101 57.5000 11.2768 2 1.8616 20554 27.7200 NOK u e o Do U

14 PER0045_0 111.5700 56.9000 9.5084 19 2.5584 29308 91.1200 NOK 1] 0 0

13 ANTO004_0 86.7200 55 10.6586 16 3.5582 2.0086 825000 NOK

16 CUNO115_1 158.2700 54.3000 11.3078 17 2.2046 33116 94,0500 NOK

17 CUNDOOS_1 113.4800 54.5000 10.3062 20 5.3234 3.3206 89.4300 NOK

12 RIS0003_2 23.7400 54.4000 106384 19 5.7648 21998 85.0600 NOK

19 ATLOOSS_1 680.3000 73.4000 10.6832 14 8.3600 8.8220 99.5100 NOK ¥

< >
Ejecutar Modelo cov CAP CHECK

Figura No. 6-7. GUI — Clasificacion Modelo 2. Fuente propia.

Para este segundo modelo se tiene un arbol de decisién mucho mdas amplio, lo que implica que el
codigo equivalente con el cual se implementa el algoritmo del modelo es mucho mas amplio. Esta
técnica de arbol de decision estd compuesta por varios nodos y ramificaciones. Cada nodo del arbol
de decision es equivalente en el cddigo a una sentencia de if-else, pero como existen varios nodos,
lo que se tiene en el cddigo es una serie de if anidados en ramificaciones como en el arbol. Cada
sentencia de if se evalla con el umbral definido en el arbol durante el proceso de entrenamiento.
En las terminaciones de las ramificaciones se encuentran las tres posibles categorias. En la siguiente
imagen se muestra la equivalencia que existe entre el arbol de decisién y el cédigo desarrollado para
este segundo modelo. Este cddigo al igual que todos los cddigos se encuentran de manera completa
en los anexos del documento.

Para facilitar las equivalencias entre los nodos del arbol de decision y las sentencias if del cédigo, se
han creado lineas de conexidn en una de las ramificaciones del arbol de decisién iniciando desde el
nodo raiz.

Cada umbral definido en los nodos de decisién para la variable dada se transfiere al codigo para ser
evaluada mediante las sentencias if.
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for i=1:NF

if C6(1,1)<10.1659
if 1)<0.06594
T(i,9) = cellstr(/Cl
3(1,3)=1(1,3)+1;
else
T(i,9) = cellstr("COVY);
3, 1)=3(1,1)+1;
end

else
if €310i.1)<59.8

T(i,9) = cellstr
3(1,3)=3(1,3)+1;
else
T(1,9)
3(1,1)=3(1,1)+1;
end

= cellstr("COY"):

else
T(i,9) = eellstr("CAP"):
301,2)=3(1,2p+1;
end
end
else
if C€3(i,1)< 59.95
if C4(1i,1)<8.0001
if C6(i,1)<10.4617
if C6(1,1)<0.83609
T(i,9) = cellstr("CHECE"|:
3(1,3)=3(1,3)+1;
else
T(i,9) = cellstr("CAPR");
3(1,2)=3(1,2)+1;
end
else
T(i,9) = cellstr("CHECK")
3(1,3)=3(1,3)+1;
end

else
T(i,9) = cellstr("CAP");
J(,2)=3(1,2)+1;

~

——
| | RoQualAchievable < 17.5ARyQualAchievable >= 17.5 I

VoiceErangs < 10.1659 AFaieErangs >= 10,1659 I

TrafficR99 >= 5995

TrafficR99 < 59.8 JATratficR99 >= 50.8

VoiceErlangs < 0.06594

/oicaEdangs >= 0.06594

odesHSDPA < 8.1244 JXAvaCodesHSDPA >= 8

VoiceErlangs < 0.83609 LVoiceErangs >= 0.836098

end
else
if C6(1,1)<10.1284
T(i,9) = eellstr("COV");
3(1,1)=3(1,1)+1;
else

if €2(1,1)<376.085
T(i,9) = cellstr("CAP");
311,2)=3(1,2)+1;
else
T(i,9) = cellstr("CHECK");
3(1,3)=3(1,3)+1;
end

end
end
end
T

VoiceErlangs < 10.4617 ZVoiceErangs >= 10.4617

=

v

CellLoad < 376.085 J\CellLoad >= 376.085

. CHECK

Figura No. 6-8. Asociacion cddigo y drbol de decision — Modelo 2. Fuente propia.

La siguiente imagen muestra los resultados después de ejecutado el segundo modelo, y al igual que

en el primer modelo, en la grafica ubicada en la parte derecha de la GUI, se presentan en diagrama

de barras los resultados acumulados de cada una de las categorias. En la Ultima columna de la tabla

se actualiza la categoria de cada una de las celdas UMTS segun el diagndstico realizado por el

algoritmo. En la parte superior izquierda de la GUI, dentro del menu “Archivo”, se da la opcién para

exportar en un archivo de Excel todos los resultados finales del modelo.

4 MODDOS
Archivo
Importar Archivo Ecxel
Expartar Archivo Ecxel  |Cellload | TrafficR99 | AvaCodesHSDPA RxQualAchievable VoiceErlangs | ActivelsersHSPA|  TTlLoad | Diagn

1 ANT1085_0 1.0192e+03 146 7000 9.4306 15 36416 16.7668 99.6000 COV A
BAD014_T 4303700 71.8000 98598 18 22166 9.9680 94,4900 COV

3 BOG0028_14 117.5300 47 1000 65010 20 116284 34392 91.9400 CHECK

4 BOG0028_2 239.4300 47 85444 17 121350 449782 96.3200 COV/

5 IBADO1E_0 261.7300 71.1000 62936 18 43668 6.0632 96.6400 COV/

6 BAO014_1 2186600 66.3000 94340 21 24534 71262 94,8300 COV

7 TOLOO39_1 4072200 64 3000 82338 19 32998 106974 99.3800 COV/

2 ANT1049_1 1422800 415000 106992 19 43416 37376 948100 CAP

9 BOG0028_8 143.2600 41.4000 7.9992 20 143834 41822 95.0200 CHECK

10 CUNO115_7 187.5400 621000 10.8018 18 15816 43438 94.9500 COV/

11 ANT0010_0 2092300 59 8000 88328 16 98884 36998 949400 COV

12 CUNDO17_9 214.4200 57.8000 8.0740 20 68098 62745 96.8500 CAP

13 CUND450_0 101 57.6000 112768 20 1.8616 29554 87.7300 CAP

14 PER0045_0 111.5700 56 8000 9.5064 19 25584 29308 91.1200 CAP 1368

15 ANT0004_0 86.7200 55 106586 18 35582 2.0086 82.9000 CAP

16 CUNO115_1 158.2700 54 8000 11.3078 17 22846 33116 94.0500 COV

17 CUND0OS_1 113.4800 54 5000 10.3062 20 53234 3.3206 89.4300 CAP

18 RIS0003_2 837400 54 4000 106384 19 57648 21998 85.0600 CAP

19 ATLOOES_1 680.3000 73.4000 106832 14 83600 8.8220 g9.5100 COV ¥
< b4

Ejecutar Modelo cov CAP CHECK

CHECK
30

Figura No. 6-9. Resultados clasificacion Modelo 2.
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Para este ejercicio en particular, se pudo diagnosticar un total de 28.091 celdas UMTS, de las cuales
25.971 celdas no presentan ningun tipo de problema. Es decir que, aproximadamente un 92.45% de
las celdas de la red se encuentran operando bien y no necesitan un proceso de optimizacion, estas
celdas fueron identificadas en el modelo 1. Para las 2120 celdas que presentan alglin problema, se
utiliza el modelo 2, el cual las clasifica con mayor detalle de la siguiente manera, 1368 celdas con
problemas de capacidad (CAP), 722 celdas con problemas de cobertura (COV) y 30 celdas con
problemas de hardware, software o configuracién. De esta manera se concluye todo el proceso de
diagndstico de las celdas UMTS, todo esto haciendo uso de los dos algoritmos entregados por la
técnica de arbol de decision.

De esta manera se concluye con todos los objetivos propuestos en este proyecto de investigacién.
Al final se logra crear una aplicacién capaz de realizar el diagnostico de las celdas UMTS con solo un
data set de variables que se pueden obtener de los gestores de desempefio. Ahora la aplicacién que
se obtuvo como resultado de los modelos podra ser utilizada por los ingenieros de optimizacion en
sus tareas para el mejoramiento del desempeiio de la red. El beneficio es la agilidad que se logra en
el diagnodstico de las celdas, esto brinda mayor dinamismo en la ejecucidn de los planes de accién
que se deben ejecutar sobre la red.
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7. CONCLUSIONES

e Durante las pruebas realizadas se pudo evidenciar que un gran problema de clasificacion que
involucra varias clases, se puede dividir en varios modelos, para ello se deben unificar las clases
similares en otras que las contengan.

e Cuando se crean varios modelos, la velocidad de entrenamiento se disminuye al tener menos
clases que clasificar comparado con un solo modelo que tenga que clasificar varias clases. Pues
como se pudo observar en los tiempos de entrenamiento de los modelos de la técnica arbol de
decisién, impacta mucho mas el numero de categorias o clases a clasificar que el numero de
registros de ejemplo.

e Cuando una clase tiene muy pocos elementos, cualquier error ya sea de tipo 1 o tipo 2 pueden
impactar significativamente la sensibilidad y precisidn de la clase. Es por esto que recomienda
obtener data sets con bastantes muestras de ejemplos para cada una de las categorias o clases
gue se desean clasificar.

e Fue importante abordar el problema de clasificacidon con dos técnicas de Machine Learning, y
aunque en primera instancia se pensaria que la técnica de redes neuronales podria tener mejor
desempenio, se pudo comprobar mediante las métricas de desempefio que la técnica de arbol
de decision es una excelente alternativa para los problemas de clasificacion.

e Respecto del ejercicio planteado, se puede concluir que la clasificacién mediante los diferentes
diagndsticos para celdas UMTS funcioné en gran medida y podria ser considerado como una
alternativa para ayudar en los procesos de diagndsticos de las celdas. Con estos modelos se
agilizaria el trabajo de validacion, en especial en el tiempo de procesamiento.
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8. TRABJOS FUTUROS

En la actualidad se encuentran en funcionamiento muchas redes celulares de segunda, tercera,
cuarta y proximamente las de quinta generaciéon. Cada una de ellas con sus caracteristicas propias
en la parte de acceso en la interfaz aire, o con sus capacidades en el Backhaul hacia el Core. Y para
todos estos elementos e interfaces en las redes celulares es indispensable el desarrollo de las
actividades de optimizacidon que busquen garantizar al méximo su apropiado funcionamiento.

Como cada generacion de red celular tiene sus propios indicadores que miden el desempefio de sus
interfaces, se definen problemas propios en cada red que deben ser abordados y optimizados de
acuerdo a la informacién disponible con la cual se realizan los diagndsticos de los elementos e
interfaces de red. Pero sin importar el tipo de red que se desee optimizar, ya sea GSM, UMTS o LTE,
siempre se tendran a disposicidon los llamados contadores de desempefio estadisticos y sus
correspondientes KPIs que son la informacidn vital de entrada a cualquier proceso de optimizacion.

La clave esta en saber seleccionar y analizar la informacidn disponible en un problema, que permita
un adecuado diagndstico asociado a cada uno de los elementos de red o de sus interfaces, y en este
sentido cobra especial importancia el trabajo realizado por los expertos de redes celulares, quienes
basados en su expertis saben que informacion se debe analizar y como interpretarla. En muchos
casos la informacion atil para abordar los problemas de cada una de las redes celulares puede ser
propia de cada tecnologia o similar en otros casos como por ejemplo la cantidad de trafico o la
potencia consumida en una celda. Pero siempre podra ser posible armar un data set valido para el
entrenamiento de un modelo de Machine Learning.

Al final el mensaje que se quiere entregar, es que sin importar el tipo de red siempre serd viable el
uso de técnicas de Machine Learning en la resolucién de problemas del mundo de las redes celulares
en cualquiera de sus generaciones. En este proyecto solo se abordé un problema de optimizacién
en la parte de acceso de una red 3G, pero también se podrian plantear los siguientes proyectos de
investigacion como complemento o continuacién a este proyecto.

e En redes 3G para el diagnéstico de la interfaz lub donde se consideren factores como el
consumo del recurso de transmisidn, jitter, delay, latencia, retransmisiones y paquetes
errados entre otros. Al final se podrian predecir posibles bloqueos o fallas antes de que
ocurran.

e Enredes 4G problemas similares en la parte de acceso, donde factores claves podrian ser el
porcentaje de uso de PRB (Physical Radio Beares), cantidad de usuarios, trafico cursado,
potencia consumida entre otros. El objetivo final seria similar al de este proyecto,
diagnosticar problemas de cobertura, capacidad o simplemente fallas de hardware o
software.

e Enredes 4G para problemas de diagndstico de la interfaz S1, similar a la primera propuesta
de 3G en la interfaz lub.
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