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Introduccion

La gestion sostenible de los recursos hidricos y de la preservacion de los ecosistemas acuaticos
requiere un plan de monitoreo constante y eficiente de la calidad del agua en los diferentes cuer-
pos que constituyen una determinada regién. Desde un punto de vista fisico-quimico, este proceso,
tradicionalmente, se ha llevado a cabo por medio de anélisis de muestreo en campo, es decir, tenien-
do contacto directo con la superficie en evaluacién. Si bien esta técnica ofrece resultados precisos y
confiables, también representa un costo elevado y una compleja planificaciéon debido a los diferentes
obstaculos que se deben enfrentar al momento de visitar un lugar, ya sea por su dificil acceso, por las
circunstancias ecolégicas (por ejemplo, un cuerpo de agua que sirva de héabitat de especies animales
consideradas salvajes) o la limitacién juridica de espacios restringidos por ser privados. En conse-
cuencia, el uso de tecnologias de anélisis geogréafico como el uso de imégenes satelitales ofrece una
alternativa comparativamente eficaz y amigable en términos de costos, enfocada en la complementa-
cién y optimizacion en el monitoreo de la calidad del agua.

Por otra parte, una de las limitaciones mdas grandes con relacion al uso de iméagenes satelitales
viene dada por la resolucién del sensor que se elija para el desarrollo del analisis; por tal motivo, los
productos provenientes de un programa como el Sentinel-2 representan un recurso valioso para la
observacion remota de la superficie terrestre debido a que éste cuenta con una resolucién espacial de
10 metros, aportando asi una mayor captura de informacién con respecto a sensores como Landsat-8,
sensor famoso por ser utilizado como insumo para diferentes tipos de investigaciones relacionadas
con la teledeteccion. Asimismo, para la fecha de realizacion de la presente investigacion, las imagenes
de Sentinel pueden ser descargadas de manera gratuita directamente de la pagina de Copérnicus, per-
mitiendo asi el procesamiento y obtencién de parametros fisico-quimicos del agua a través del andlisis
de la informacion espectral capturada por el satélite sin representar un gasto mayor. Adicionalmente,
la integracién de modelos de machine learning con la teledeteccién abre nuevas oportunidades para
el modelado y prediccién del comportamiento de mdltiples variables que inciden directa e indirecta-
mente en la calidad del agua, mejorando su evaluacién y monitoreo en términos de costos, tiempos y
frecuencias.

En cuanto a la zona de estudio, el estado de Florida, desde el inicio del presente siglo, ha estado
viéndose amenazado por el desabastecimiento del recurso hidrico debido a diferentes factores rela-
cionados con el uso indiscriminado, la sobrepoblacién y la contaminacién irreversible del agua. Ante
este panorama, la biisqueda de fuentes alternativas se ha hecho una de las misiones principales de
investigadores y académicos. No obstante, para que la extraccion del recurso sea efectiva, es necesa-
rio determinar si el agua es apta o no para ser distribuida y consumida por la poblacién; es asi que
el monitoreo y posterior andlisis de la calidad del agua cobran tal relevancia. En este contexto, se ha
elegido el lago George como caso de estudio, ya que este cuerpo no ha sido objeto de evaluacién por
medios remotos, lo que lo convierte en una localizacién idénea.

En sintesis, el modelo propuesto permitird evaluar la calidad del agua del lago George mediante
el indice promulgado por el Consejo Canadiense de Ministros de Medio Ambiente (CCME) el cual
se basa en los pardmetros fisico-quimicos que van a ser estimados bajo la aplicaciéon de regresiones
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multivariadas, analizando la correspondencia espectral de las variables con respecto a cada una de
las bandas que componen las imagenes satelitales del programa Sentinel-2. La aplicacién del modelo,
de igual forma, posibilitard validar la efectividad de la integracién de modelos de machine learning
con percepcién remota, contribuyendo asi al fortalecimiento de la innovacion de metodologias para
la gestion y preservacion de recursos hidricos, asi como a la bisqueda de fuentes alternativas de agua
en sitios en ambientes apremiantes ante la falta o disminucién del liquido preciado.



Resumen

Con el fin de implementar una metodologia alternativa para el monitoreo de la calidad del agua
en el lago George, se desarrollaron modelos de regresion lineal para estimar parametros de calidad
hidrica a partir de mediciones de septiembre de 2022 a abril de 2024 como variables dependientes, y
una combinacién de bandas, indices y cocientes espectrales del programa Sentinel-2 como variables
independientes. De los conjuntos analizados, 10 lograron un ajuste aceptable, con un R? ajustado ma-
yor al 70 %; no obstante, debido a la marcada autocorrelacién temporal en los residuos, fue necesario
realizar el ajuste por minimos cuadrados generalizados con autocorrelaciéon (GLSAR), lo que permitié
obtener modelos estadisticamente validos.

A partir de las estimaciones de los modelos, se aplicé el indice de calidad del agua del Consejo
Canadiense de Ministros del Medio Ambiente. Posteriormente, se ajusté un modelo de regresiéon de
splines adaptativos multivariada (MARS) entre el indice obtenido y las bandas del programa Sentinel-
2, divididas en cuatro imédgenes representativas de cada estacién del afio. El anélisis revelé que la
imagen de julio present6 un mejor desempefio, con un RMSE de 2,76 y un error absoluto de 1,99.
Aun asi, el mejor modelo solo pudo explicar 0,9 % de la variabilidad del indice en el lago, debido a
que los valores estaban predominantemente concentrados entre 80 y 85; por lo que no obtuvo una
variabilidad que pudiera ser explicada por el MARS, resultando en un ajuste poco satisfactorio.



Abstract

To implement an alternative methodology for water quality monitoring in Lake George, linear re-
gression models were developed to estimate water quality parameters using field measurements co-
llected between September 2022 and April 2024 as dependent variables and a combination of Sentinel-
2 spectral bands, indices, and band ratios as predictors. Of the datasets analyzed, ten achieved satis-
factory performance, with an adjusted R? greater than 70 %. However, due to the strong temporal au-
tocorrelation detected in the residuals, generalized least squares with autoregressive errors (GLSAR)
was employed instead of ordinary least squares, resulting in statistically valid models.

The estimated parameters were subsequently used to calculate the Canadian Council of Ministers
of the Environment Water Quality Index. A multivariate adaptive regression splines (MARS) model
was then fitted to relate the calculated index to Sentinel-2 spectral bands from four representative
images corresponding to the different seasons of the year. The July image provided the best predictive
performance, with an RMSE of 2.76 and a mean absolute error (MAE) of 1.99. Nevertheless, the best
model explained only 0.9 % of the variability in the water quality index because most WQI values
were concentrated between 80 and 85, indicating limited variability in the response variable and,
consequently, poor predictive performance of the MARS model.



Objetivos

1.1. Objetivo general

Desarrollar un modelo que evalte el indice de calidad del agua en el lago George mediante la
estimacién de parametros usando imagenes Sentinel-2 y una regresién de splines adaptativos multi-
variada para el afio 2023.

1.2. Objetivos especificos

= Implementar un algoritmo de regresion multivariada para la estimacién de los pardmetros ini-
ciales mediante la combinacién de bandas de imédgenes satelitales.

= Generar un modelo a partir de una regresién de splines adaptativos multivariada capaz de
estimar el indice de calidad del agua propuesto por el Consejo Canadiense de Ministros del
Medio Ambiente con base en el comportamiento espectral de los pardmetros estimados.

= Evaluar el indice de calidad del agua mediante la aplicaciéon del modelo propuesto en el Lago
George.

= Validar el modelo mediante criterios de verificacion estadistica para corroborar el desempefio
del indice de calidad de agua estimado en la zona de estudio.



Justificacién.

El analisis de la calidad del agua ha tenido avances considerables en las tiltimas décadas gracias
al desarrollo de diferentes técnicas para la estimacion de parametros e indices correspondientes. No
obstante, algunas de estas técnicas se han hecho basdndose en modelos o ecuaciones ya propuestas
(Ahmed et al., 2022b), (Ahmed et al., 2022a), las cuales se enfocan en la aplicacién de modelos y técni-
cas de machine learning sobre datos generados a partir de ecuaciones previamente ajustadas por otros
autores en zonas con caracteristicas similares. Si bien esta técnica se ha popularizado a lo largo de los
afios, no se puede soslayar el hecho de que el sesgo de los resultados va a estar basado en la tem-
poralidad y precisién de los datos utilizados para generar dichas ecuaciones, lo que puede ocasionar
una estimacion errada al tratarse de cuerpos de agua distintos. En ese orden de ideas, la presente
investigacion pretendié desarrollar un enfoque practico orientado a la generacién de ecuaciones que
permitieran estimar los pardmetros de calidad del agua con base en informacién espectral tomada
directamente de la zona de estudio.

Durante las tltimas dos décadas, el Estado de Florida se ha visto gravemente amenazado por un
posible desabastecimiento generado por la reduccion del nivel de la superficie potenciométrica de su
fuente de agua mds importante, el Acuifero Superior Floridano (Clarke et al., 2010). Esta situacién ha
impulsado a investigadores y entidades gubernamentales a monitorear la calidad del agua de diver-
sos cuerpos a lo largo del Estado, incluida la cuenca del rio San Juan Bautista, a la que pertenece el
lago George, para evaluar su potencial como fuente alternativa de abastecimiento. La revisién de an-
tecedentes indic6 que existe una amplia disponibilidad de estudios desarrollados mediante muestreo
y andlisis de laboratorio; no obstante, no se hallaron investigaciones que incorporaran técnicas de per-
cepcién remota para estimar parametros de calidad del agua y aportar el monitoreo continuo. Ante
este panorama, resulté pertinente presentar y desarrollar una metodologia basada en imagenes sate-
litales recientes que permitiera complementar los enfoques tradicionales y ampliar las posibilidades
de seguimiento espacial y temporal con la calidad del agua.

La seleccién del lago George como zona de estudio también estuvo motivada por la experiencia
profesional adquirida durante el desarrollo de proyectos relacionados con el andlisis hidrogeolégico
en el Estado de Florida. Dichas actividades permitieron identificar no solo la existencia de una am-
plia base de informacién histérica sobre la calidad del agua del sistema de la cuenca del rio San Juan
Bautista, sino también un vacio en la aplicacién de metodologias basadas en percepcion remota para
el monitoreo de este tipo de cuerpos hidricos. Adicionalmente, la disponibilidad de una base de da-
tos de mediciones extensa y robusta constituy6 un criterio determinante para la seleccién del area de
estudio. Durante la fase de formulacién de la investigacion se revisé la disponibilidad de datos equi-
valentes para cuerpos de agua en el territorio colombiano; no obstante, se evidencié que los registros
existentes no ofrecian una cobertura temporal ni una densidad de observaciones comparables, lo que
se traducia en una limitacién notable para el desarrollo y validacién de los modelos propuestos. En
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consecuencia, el lago George representé un escenario metodolégicamente idéneo para evaluar el po-
tencial de las imdgenes Sentinel-2 en la estimacion de pardmetros de calidad del agua y el posterior
analisis con un indice de calidad.

La complejidad de determinar una metodologia generalizada para evaluar la calidad de cualquier
cuerpo de agua ha sido suscitada por el Consejo Nacional de Investigacién de Estados Unidos (Na-
tional Research Council, 2012) al tomar como caso de estudio los diferentes afluentes del Rio San Juan
Bautista al norte del Estado de Florida, dado que existen diferentes enfoques que pueden llegar a
determinar, con distintas escalas y unidades de medida, el nivel de calidad del agua. Dichos enfoques
estdn generalmente desarrollados bajo procedimientos tradicionales de anélisis de componentes bio-
geoquimicos en laboratorio con muestras tomadas in-situ. Si bien esta técnica ha mostrado resultados
deterministicos y confiables, también demanda una cantidad de tiempo y recursos econémicos con-
siderables, aspectos que limitan un monitoreo continuo de los cuerpos hidricos. En consecuencia, la
implementacién de una estrategia de andlisis alternativa por medio de técnicas de percepciéon remota
y aplicaciéon de modelos de machine learning permitiria evaluar y supervisar los cambios en la calidad
del agua de un cuerpo determinado de una manera més rapida, precisa y confiable.

Como ya se ha venido mencionando, la aplicacién de técnicas de inteligencia artificial, especifica-
mente hablando, modelos de machine learning, ha venido tomando cada vez mds importancia debido
a los resultados de los andlisis adaptados en distintos fenémenos, por tal motivo, para la evalua-
cion de la estimacién de los pardmetros de calidad del agua se ha buscado emplear uno de estos
modelos, el cual ya ha sido probado en el &mbito de la hidrologia demostrando un mejor ajuste so-
bre otros modelos (Najafzadeh and Basirian, 2023). Dicho modelo es la denominada Regresiéon con
Splines Adaptativos Multivariada (MARS por sus siglas en inglés), el cual no ha sido empleado en
la determinacién del indice de calidad del agua sobre estudios hechos en la cuenca alta del Rio San
Juan Bautista, mds concretamente, en el lago George. Con la aplicaciéon de este modelo, de igual for-
ma, se buscé confirmar la viabilidad y significancia estadistica sobre datos hidrol6gicos tomados con
técnicas de percepcién remota en lugares con caracteristicas hidricas dispares.

La realizacién de esta propuesta examiné la posibilidad de complementar las investigaciones en-
focadas en la generacion de parametros de calidad del agua sobre la zona de estudio y la validaciéon
del uso de modelos matematicos enfocados a la captura de la estructura general de fenémenos de
caracter hidrol6gico. Asimismo, buscé implementar una metodologia alternativa a las ya usadas por
el Consejo Nacional de Investigaciéon de Estados Unidos y por el Distrito de Gestién de Agua del Rio
San Juan Bautista para el monitoreo del cambio en la calidad del agua, las cuales estan enfocadas en
el procesamiento de muestras por vias tradicionales, es decir, evaluaciones de laboratorio, afiladiendo
técnicas de percepcién remota a los resultados finales.



El Problema de Investigacion

Actualmente, y desde hace unas décadas, el Estado de Florida ha extraido la mayor parte del
agua potable del Acuifero Floridano Superior (UFA, por sus siglas en inglés), considerado como la
fuente hidrica principal para todo el territorio. Pues bien, el Consejo Nacional de Investigacion (RNC,
por sus siglas en inglés — Consejo de ahora en adelante-) empez6 en el afio 2009 la publicacién de
una serie de reportes enfocados a la investigacién de los niveles y calidad de agua del UFA, dado
que entre los afios 2005 y 2006, el Distrito de Gestién de Agua del Rio St. Johns (SJRWMD, por sus
siglas en inglés -Distrito de ahora en adelante-) llev6 a cabo un conjunto de estudios denominados
Estudio de Impacto en el Suministro de Agua (WSIS, por sus siglas en inglés) sobre el considerable
aumento en la extraccién de liquido, llegando a la conclusién, luego de una minuciosa proyecciéon con
datos tomados directamente del acuifero, que para el afio 2013 este cuerpo de agua subterrdnea iba
a enfrentar graves problemas de decrecimiento en la superficie potenciométrica superficial (National
Research Council, 2012).

La premisa anterior abre la puerta a diferentes cuestionamientos como: ;Qué alternativas puede
haber como suministro de agua potable para el Estado? ;De qué manera se puede determinar que las
fuentes de agua seleccionadas como suministro complementario tengan las caracteristicas necesarias
para el consumo humano? ;Qué alternativas hay si se encuentra una fuente de agua cuya calidad no
sea la esperada? Estas y més preguntas fueron las que la actual investigacién pretendi6 responder.

Como ya se mencioné anteriormente, el Distrito y el Consejo, dada la preocupacién por encontrar
una fuente alterna al UFA, empezaron un proyecto enfocado en determinar la viabilidad en cuanto
al uso y extraccion de agua del Rio San Juan Bautista, determinando las consecuencias hidrolégicas
e hidrodinamicas que este acto conllevaria tanto para la poblacién que fuese a recibir este recurso
primario como para el ambiente ecosistémico que usa las aguas del Rio como fuente natural. En este
proyecto trabajaron mds de 80 investigadores, profesionales y consultores de diferentes 4reas que, de
forma conjunta e independiente, condujeron investigaciones, estudios y evaluaciones en paralelo en la
cuenca completa del Rio, las cuales, como era de esperarse, no llegaron a una conclusién determinante
sobre la viabilidad en la extraccion de agua debido a la gran cantidad de incertidumbre a lo largo
del cauce y de la variabilidad de consecuencias en las diferentes zonas y territorios que atraviesa el
cuerpo.

Este estudio, entre otras recomendaciones y conclusiones, determiné que la cuenca puede seguir
siendo material de estudio para futuras decisiones respecto a la biisqueda de una fuente de agua fia-
ble para la poblacién del Estado de Florida. Fue asi, entonces, que la presente investigacién buscé
desarrollar una metodologia alterna para el diagndstico del estado de la calidad del agua en el afio
2023 del rio San Juan Bautista, especificamente en el lago George, mediante la implementacion de
técnicas de percepcion remota sobre imédgenes satelitales, andlisis de regresion multivariada y proce-
samiento con técnicas de machine learning. Dada la gran extension del lago, el proyecto se desarroll6
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mediante imédgenes satelitales del programa Sentinel-2 para el afio 2023 (incluyendo datos de los tlti-
mos meses de 2022 y de los primeros de 2024), cuya misién fue lanzada en el afio 2015. Estas imagenes
fueron facilmente adquiribles y descargables desde el geoportal de Copérnicus. Adicionalmente, las
mediciones con las cuales se generarian y validarian las ecuaciones de los parametros fueron tomadas
del Atlas de Agua del Condado de Lake, el cual cuenta con més de 135.000 muestras de més de 130
pardmetros distintos desde el afio 1936, solamente en el lago George.

3.1. Planteamiento del Problema.

El uso indiscriminado de los recursos y el crecimiento poblacional son dos de las causas méas im-
portantes que se pueden hallar al analizar el problema del decrecimiento en el nivel de la superficie
potenciométrica del UFA (Marella and Berndt, 2005). A partir de esta problematica se crea la nece-
sidad de buscar nuevas fuentes de agua para abastecer a los mds de 23 millones de habitantes que
actualmente viven en el Estado de Florida (Marin, 2024). Dado que la fuente primaria del liquido
preciado es subterrdnea, el Consejo, junto con el Distrito, ha buscado determinar si una alternativa
superficial puede ser la solucién como complemento a un posible desabastecimiento.

Si bien en un anadlisis superficial esta puede llegar a ser una idea a considerar, hay varios aspectos
a tener en cuenta relacionados con las implicaciones ecoldgicas y de salubridad que esto tendria;
por ejemplo, Florida se caracteriza por tener un ecosistema htimedo y pantanoso, donde diferentes
tipos de especies animales y plantas utilizan las aguas del Rio San Juan Bautista en el desarrollo de
sus ciclos naturales. Por lo tanto, al afectar de alguna forma el nivel del agua del afluente o incluso
contaminarlo, podria llegar a tener un impacto ecolégico grave, lo cual llevaria a desechar la idea
de usar la cuenca, o cualquiera de los cuerpos que la componen, como fuente de agua activa. Por
otra parte, estdn las condiciones de salubridad en cuanto a la potabilidad del agua para consumo
humano. La Florida es un territorio en su mayoria plano, con pequefas variaciones de altura, por lo
que los cuerpos de agua que la atraviesan, en su mayoria, cuentan con un caudal bastante bajo; es
decir, el agua no circula o lo hace de una manera muy lenta, lo que conlleva la formacién de bacterias
y microorganismos que podrian afectar el nivel de calidad del agua (Madigan et al., 2010).

En consecuencia, el desarrollo de técnicas mads eficientes para el monitoreo de la calidad del agua
es una necesidad imperativa debido a que los métodos convencionales, si bien siguen siendo efec-
tivos y determinantes, no dejan de ser un proceso costoso que consume mucho tiempo y recursos.
Los resultados de esta investigacion correspondieron, entonces, a la implementacion de una alterna-
tiva metodolégica que sirviera como aporte técnico al procesamiento y andlisis de datos hidrolégicos
para la evaluacién de la calidad del agua con herramientas no utilizadas o contempladas en estu-
dios anteriores, generando asi un argumento adicional para la biasqueda de fuentes de agua alternas
que permitan solucionar el problema de la extraccién masiva del recurso hidrico con el fin de evitar
problemas de desabastecimiento en afios futuros.

3.2. Formulacion del Problema.

¢Coémo se puede integrar la percepcién remota con modelos de machine learning para el analisis y
estimacion del indice de calidad del agua en el Lago George?
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3.3. Sistematizacion del Problema.

» ;Cudl es la combinacién de bandas de imédgenes satelitales que mejor estiman los pardmetros de
calidad del agua?

= ;Qué tan efectivo es el uso de imdgenes satelitales y modelos de machine learning en la evaluacién
del indice de calidad del agua en el Lago George?

= ;Qué tan significativa es la estimacién del indice de calidad del agua mediante la implementa-
cién del modelo propuesto?
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Estado del Arte.

El desarrollo tecnolégico de los sensores de las plataformas satelitales ha representado una mejo-
ra considerable en la precision de las investigaciones y trabajos relacionados con el uso de imégenes
digitales como insumo principal. Ademas, gracias a la globalizacién y distribucién de dichos produc-
tos de manera gratuita a nivel mundial, es més sencillo, hoy en dia, la adquisicién, almacenamiento
y procesamiento de informacién espectral, abonando a la produccién cientifica y académica usando
la percepcion remota como técnica para solucionar una problemédtica determinada. En este orden de
ideas, numerosos estudios han abarcado el uso de imégenes digitales combinadas con técnicas de
machine learning tanto para la estimacién y monitoreo de pardametros como la evaluaciéon de indices
de calidad del agua.

Uno de los primeros ejercicios relacionados con imagenes satelitales y técnicas de machine learning
fue realizado por (Chebud et al., 2012). Esta investigacién buscé desarrollar un modelo que predijera
pardmetros de calidad de agua a lo largo de un 4rea extensa y logisticamente complicada de acceder,
como lo es la cuenca del rio Kissimmee, al sur del estado de Florida. Las imdgenes utilizadas fueron
tomadas por el programa Landsat entre dos épocas diferentes; la primera fue entre los afos 1998
y 1999, y la restante entre los afios 2009 y 2010. El modelo utilizado fue una red neuronal artificial
que se aplic6 a las imdgenes para estimar concentraciones de clorofila-a, turbidez y fésforo antes
y después de la restauracion ecosistémica y durante temporadas secas y himedas. La evaluaciéon
y validacién del modelo demostraron que la red neuronal present6 un gran ajuste en cuanto a la
estimacion de los pardmetros de calidad del agua, con un coeficiente de determinacién R?> mayor
al 0.95. Adicionalmente, el error medio cuadratico para el fésforo, turbidez y clorofila-a estuvo por
debajo de 0.03 miligramos por litro, 0.5 NTU y 0.17 miligramos por metro ctibicos, respectivamente,
probando la utilidad y precision de las estimaciones en ambientes complejos.

Debido al crecimiento demogréfico y agricola que present6 la bahia costera de Tampa Bay, ademds
del incremento sustancial en el uso de fertilizantes y del paso de los huracanes Frances y Jeanne en
2004 y Wilma en 2005, seguido por una sequia continua de 2006 a 2008 experimentada en su mayoria
al sur del estado, la calidad del agua de esta zona del sur y centro occidente de Florida sufrié un
gran impacto; por tal motivo, (Chang et al., 2013) desarrollaron un articulo para modelar los patro-
nes espacio-temporales de la concentracién de fésforo en dicha zona con la aplicaciéon de modelos
de programacién genética sobre informacién espectral extraida de imagenes espectrorradiométricas
de media resolucién, también conocidas como MODIS. Con la aplicacién del modelo, se logré, de
igual forma, determinar los impactos inducidos tanto por fuentes naturales como por perturbaciones
antropogénicas en los cuerpos de agua cercanos a la zona de estudio.

Adicional al oxigeno disuelto, sélidos suspendidos totales y turbidez, (El Din et al., 2017) desa-
rroll6 una metodologia para estimar la concentracion de parametros de calidad de agua superficiales
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tales como la demanda de oxigeno quimico y biolégico mediante el uso de imédgenes satelitales ge-
neradas por el programa Landsat-8 para junio de 2015 y abril y mayo de 2016 en la zona del rio San
Juan Bautista de la provincia de New Brunswick ubicada al suroriente de Canada. Esta investigacion
buscé modelar la respuesta espectral de los 5 parametros anteriormente mencionados con la aplica-
cién de una red neuronal de retropropagaciéon enfocada, justamente, en imdgenes Landsat. Uno de
los estadisticos utilizados para la validacién de las estimaciones fue el coeficiente de determinacién
R?, el cual arrojo6 los siguientes resultados: 0.991, 0.933, 0.937, 0.930 y 0.934 para la turbidez, demanda
de oxigeno quimico, demanda de oxigeno biolégico y oxigeno disuelto, respectivamente.

Anélogamente, (Gholizadehm and Melesse, 2017) presentaron un estudio enfocado en el analisis
de variabilidad espacio-temporal de pardmetros de calidad de agua en la Bahia de Florida. Las va-
riables elegidas fueron la turbidez, la clorofila-a y la concentracién de fésforo y nitrégeno totales en
tres épocas distintas; la primera, en el afio 2000 haciendo uso de imagenes Landsat Thematic Mapper
(TM); la segunda, en el afio 2007 con el mismo programa sensor anteriormente mencionado; y la ter-
cera para el afio 2015, esta vez con el sensor Operational Land Imager (OLI), igualmente del programa
Landsat. El modelo predictivo utilizado para estimar la clorofila-a y la turbidez fue una regresién
lineal multiple stepwise arrojando un coeficiente de determinacién R? de 0.86 y 0.84, respectivamente,
en época seca y de 0.66 y 0.63 en época htimeda. Para la concentracién de fésforo y nitrégeno totales
se utiliz6 una regresion lineal multiple best-fit arrojando un coeficiente de determinacién R? de 0.74 y
0.82, respectivamente, en época seca, y de 0.69 y 0.82 en época htiimeda.

Un problema que identificaron (Arias-Rodriguez et al., 2021) en cuanto al modelado de pardme-
tros de calidad del agua haciendo uso de técnicas de percepcién remota estaba relacionado con la
limitada cantidad de informacién de campo disponible para su uso. En consecuencia, desarrollaron
una investigacion para complementar el Sistema Nacional Mexicano de Monitoreo de Calidad del
Agua (RNMCA) tomando datos levantados entre los afios 2013 y 2019 junto con el uso de imagenes
provenientes de los programas Landsat-8 OLI, Sentinel-3 OLCI y Sentinel-2 MSI. Adicionalmente, se
utilizaron modelos de aprendizaje extremo (ELM), vectores de regresion de apoyo (SVR) y regresio-
nes lineales para la estimacion de clorofila-a, turbidez, materia suspendida total y profundidad del
disco Secchi. Debido a la poca informacién de campo con la que se contaba, el ajuste de los modelos
no fue tan representativo comparado con los resultados de otras investigaciones. Tanto asi que, por
ejemplo, la turbidez fue uno de los pardmetros con mejor ajuste con un coeficiente de determinacién
R? de 0.7, haciendo uso del sensor OLCI nivel 2 del programa Sentinel-3.

Un enfoque mds complejo en cuanto a la estimacion y prediccion de parametros de calidad del
agua usando modelos de machine learning fue desarrollado por (Ahmed et al., 2022b) con el uso de
imagenes Landsat-8, las cuales cuentan con una resolucién espacial de 30 metros, entre los afios 2014
y 2021 en la cuenca Rawal de la ciudad de Islamabad, capital de Pakistdn. Los parametros estima-
dos fueron el oxigeno disuelto y la conductividad eléctrica, teniendo en cuenta variables adicionales
como la clorofila-a, la profundidad del disco Secchi, pH, turbidez, s6lidos disueltos totales y tempe-
ratura superficial. Este estudio emple6 un total de 5 modelos de aprendizaje profundo: red neuronal
convolucional, red neuronal totalmente conectada, red neuronal recurrente, perceptrén multicapa y
memoria de corto a largo plazo, siendo este tiltimo el modelo que mejor ajuste presenté con un error
medio cuadrético de 0.2 miligramos por litro en la estimacion del oxigeno disuelto y de 281.741 micro-
siemens por centimetro para la estimacién de la conductividad eléctrica, demostrando que el enfoque
hibrido entre técnicas de monitoreo y estimacién tradicionales con respecto al uso de percepcién re-
mota, ofrece resultados eficientes y precisos en la prediccion de pardmetros de calidad de agua.
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La cuenca de Rawal, tiempo después, fue objeto de observacion por (Ahmed et al., 2022a) pa-
ra el estudio y desarrollo de un indice de calidad del agua mediante la aplicacién de modelos de
machine learning semisupervisados sobre pardmetros estimados de imagenes satelitales. La investiga-
cion surgié dada la necesidad de modelar zonas con poca informacién de campo, haciendo alusiéon
a las grandes limitaciones de los indices al ser evaluados en zonas con caracteristicas hidrolégicas
diferentes. Para tal fin, no solamente se utilizaron pardmetros hidricos, sino que se incluy6 informa-
cién fisico-quimica, del aire, meteorolégica, geolégica y topogréfica. La metodologia implementada
seguia 5 pasos esenciales: la seleccién de pardmetros, cdlculo de subindices, asignacion de pesos, agre-
gacién de subindices y clasificacién. Los modelos utilizados fueron del tipo de drboles de decisién:
LightGBM, bosque aleatorio, CatBoost, AdaBoost y XGBoost. Siendo el primero y tercero de ellos los
que mejor ajuste presentaron con un 99.1 % y 99.3 % de precision.

Siguiendo con la linea del andlisis de calidad del agua por medio de indices integrados, (Najaf-
zadeh and Basirian, 2023) modelaron el indice de calidad del agua bajo la metodologia del Consejo
Canadiense de Ministros de Medio Ambiente en el rio Hudson, ubicado entre las ciudades de Nueva
York y Nueva Jersey. Los pardmetros elegidos fueron: turbidez, sulfato, sodio, potasio, dureza, fltor,
oxigeno disuelto, cloruro, arsénico, alcalinidad, pH, nitrato y magnesio, cuyos datos de campo fueron
adquiridos entre marzo y junio de 2021. Las imagenes utilizadas se adquirieron del portal especia-
lizado del Servicio Geoldgico de los Estados Unidos (USGS) del programa Landsat-8 OLI-TIRS. Los
pardmetros anteriormente mencionados fueron estimados por medio de andlisis de regresion lineal
multiple y el indice de calidad de agua fue ajustado, evaluado y validado con 4 modelos de inteligen-
cia artificial: Modelo de Arbol M5, Regresién con Splines Adaptativos Multivariada, Programacion
de Expresion Genética y Regresion Polinomial Evolutiva. Siendo el segundo de estos el modelo que
mejor ajuste presento.

Finalmente, en el ambito institucional (Guerrero Buelbas, 2022) constituye un antecedente rele-
vante para la presente investigacién. En este trabajo se emple6 el andlisis de la calidad del agua del
lago de Tota con mediciones tomadas desde el afio 2014 hasta el afio 2019 complementado con el
uso de 10 imagenes Sentinel-2. El método elegido para el modelado y estimacién de los parametros
fue una red neuronal tipo perceptron multicapa. Posteriormente, se calcul6 el indice de calidad del
agua del IDEAM, el cual se basa en pesos ponderados para 6 indicadores especificos, y finalmente,
se empled una funcién de transformacién inversa para crear datos para cada clase del indice y se
entrenaron modelos basados en maquinas de soporte vectorial y bagged trees para la clasificacion de
la calidad del agua a partir de las concentraciones de los modelos propuestos.

Aunque ambas investigaciones comparten el uso de imagenes Sentinel para el monitoreo de la
calidad del agua, presentan diferencias metodolégicas importantes. Mientras el estudio del lago de
Tota se fundamenta en modelos de aprendizaje automético y en el indice ICA del IDEAM, la presente
investigaciéon propone una metodologia basada en modelos de regresion lineal ajustados mediante
minimos cuadrados generalizados con autocorrelacién (GLSAR), lo que permite abordar explicita-
mente la dependencia temporal presente en las observaciones. Asimismo, la evaluacién de la calidad
del agua se realiz6 mediante el indice del CCME, el cual integra un mayor nimero de pardmetros
y ofrece un enfoque diferente para la caracterizacién del estado del recurso hidrico. Finalmente, en
lugar de generar escenarios sintéticos para la clasificacion del indice, este trabajo emple6 un modelo
de regresion de splines adaptativos multivariados (MARS) para analizar la relacion entre la respuesta
espectral de las imdgenes Sentinel-2 y los valores continuos del indice de calidad del agua, aportando
una estrategia metodoldgica distinta para la estimacién espacial de este indicador.
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Marco Teorico.

El presente marco tedrico tiene como propésito fundamentar conceptualmente la investigacion, a
partir de la revision de estudios previos y teorias relacionadas con el anélisis de la calidad del agua por
medio de indices ponderados, teniendo como insumo principal los valores espectrales capturados por
sensores remotos y la subsecuente relacién con métodos predictivos de aprendizaje de mdquina como
la regresion lineal y el modelo MARS. En esta seccién se abordan los principales enfoques, conceptos
y antecedentes que permiten comprender el problema de investigacién y orientar el andlisis de los
resultados.

La estructura general de la seccién se sustenta en la presentacién de los 15 parametros de calidad
de agua considerados inicialmente. Consecuentemente, se desarrolla la conceptualizacion primigenia
que dio origen al ICA del CCME, teniendo en cuenta todos los antecedentes que conllevaron a su es-
tructuracion final. Posteriormente, se desglosan las caracteristicas principales del programa Sentinel-2
y de sus productos asociados. Finalmente, se esboza la fundamentacién teérica de la regresion lineal
y el modelo MARS, incluyendo los supuestos clésicos y las pruebas de significancia estadistica, junto
con los métodos de seleccion de funciones y notacién general.

5.1. Parametros de Calidad del Agua.

El agua es un requisito primario para el desarrollo y subsistencia de la vida en la Tierra. No obs-
tante, es de conocimiento general que la calidad del liquido se ha visto deteriorada a lo largo de
los afios por distintos fenémenos tanto antropogénicos como naturales (Ahmed et al., 2022c). Tradi-
cionalmente, pardmetros fisico-quimicos se han utilizado para analizar y determinar la variacién de
las propiedades cualitativas de cuerpos hidricos. Entre los més importantes y frecuentes en articulos
cientificos y académicos se incluyen: la turbidez, el oxigeno disuelto, la temperatura, la clorofila-a, el
pH y una variedad de nutrientes como fésforo, cloruro, nitrégeno y potasio. Para el SSRWMD, la pro-
teccion y restauracion de la calidad del agua es una misién principal. Por tal motivo, el monitoreo de
las caracteristicas fisico-quimicas superficiales comenzé a ser implementado desde 1980. Desde en-
tonces, los esfuerzos se han expandido y mejorado para la medicién y procesamiento de los siguientes
parametros:

5.1.1. Fésforo Total.

El fésforo es un elemento que se puede encontrar en formas organicas e inorgédnicas que contri-
buyen al crecimiento de algas y plantas acudticas. La cantidad de fésforo total contiene tanto com-
ponentes disueltos como material particulado y proviene de una muestra de agua sin filtrado previo
(SJRWMD, 2024). La unidad de medida de este parametro suele ser miligramos por litro, la cual
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expresa la concentracién de una sustancia en un liquido. Para la zona de estudio, los valores de con-
centracion de fosforo total para el 2023 van desde 0.0042 mg/1 hasta 0.3585 mg /1.

5.1.2. Nitrégeno Total.

Aligual que el fésforo total, el nitrégeno total es un elemento que puede ser encontrado en varias
formas tanto organicas como inorganicas y contribuye a la formacién y crecimiento de plantas acué-
ticas y algas. Este pardmetro es calculado con la sumatoria total de la concentracién de nitrégeno de
Kjeldahl, nitrato y nitrito (SJRWMD, 2024). El nitrégeno de Kjeldahl es una medida que cuantifica la
concentracién de nitrégeno orgédnico y amoniacal (NH3 + NHy, ); esta unidad de medida no es uti-
lizada solamente en el andlisis de sustancias disueltas en un liquido, sino en la determinacién de la
cantidad del elemento en alimentos y suelos. Las concentraciones para el 2023 en el lago van desde
0.0023 mg/1 hasta 0.1953 mg/1.

5.1.3. Clorofila-a.

La clorofila-a juega un papel crucial en el andlisis de la calidad del agua de cualquier cuerpo hi-
drico debido a que es el pigmento verde que se encuentra en todas las plantas y facilita la fotosintesis,
ademds de proveer una estimacion de la biomasa aproximada de algas. Los valores de la concentra-
cién de clorofila se miden en microgramos por litro y se simboliza asi pg/1. Este pardmetro debe ser
procesado en laboratorio debido a que el producto sufre una degradacion natural gracias a la feofitina;
por lo tanto, requiere que los valores medidos sean corregidos al sustraer los valores de esta sustancia
del resultado final (SJRWMD, 2024). Una alta concentracién de clorofila reduce la claridad del agua
y limita la cantidad de luz para ecosistemas en aguas no profundas. Los valores de concentracién de
clorofila para el lago van desde 2.99 ug/1 hasta 50.38 ug/1.

5.1.4. Profundidad del Disco Secchi.

La profundidad del disco Secchi (también conocida como transparencia del disco Secchi) es una
medida que determina el nivel de transparencia de un liquido, el cual se mide bajo cuadrantes blancos
y negros. Una profundidad del disco Secchi mayor representa, asimismo, una mayor claridad de agua.
La unidad de medida de este pardmetros depende del sistema que se utilice; para la zona de estudio,
la unidad de medida es en pies (ft) y va desde 1.31 pies hasta 3.94 pies.

5.1.5. Solidos Suspendidos Totales.

Aligual que la profundidad del disco Secchi, los s6lidos suspendidos totales es un parametro que
mide la claridad del agua al medir la cantidad de sustancias y particulas no disueltas en un liquido.
Una concentracién alta de s6lidos suspendidos totales esta frecuentemente asociada con una reducida
claridad del agua y un color mas alto (SJRWMD, 2024). La unidad de medida son miligramos por litro.
En la zona de estudio, los valores de esta variable van desde 3.6 mg/1 hasta 27 mg/1.

5.1.6. Cloruro.

El cloruro es una forma ionizada del cloro. Este elemento es utilizado para la potabilizacién del
agua, ya que ayuda a la eliminacién de microorganismos en el liquido, no obstante, su presencia pue-
de darse en formas contaminantes. Una concentracién excesiva de cloruro puede resultar perjudicial
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para las plantas y animales (SJRWMD, 2024). La unidad de medida es miligramos por litro y en el
lago se pueden hallar concentraciones desde 13.81 mg/1 hasta 288.97 mg/1.

5.1.7. Oxigeno Disuelto.

El oxigeno es un elemento requerido por peces y otros organismos acuaticos para su subsistencia,
y su concentracion en el agua estd fuertemente vinculada con la fotosintesis de las plantas que alli
habitan, el movimiento natural del liquido y la temperatura superficial del cuerpo objeto de estudio.
Hay diversas condiciones naturales que pueden afectar los niveles de oxigeno como aguas subterra-
neas de manantiales, corrientes de humedales y pantanos, temperaturas considerablemente altas y
climas templados o nubosos. El método de medicién de oxigeno en el lago se hace por medio de una
sonda, en lugar de recolecciéon de muestras tradicional (SJRWMD, 2024). La unidad de medida de este
pardmetro es miligramos por litro y para el afio 2023 se tomaron valores entre 0.35 mg/ly 9.8 mg/1.

5.1.8. Nivel de Acidez (pH).

El nivel de acidez de una sustancia se determina mediante el uso del pH, el cual es una escala que
toma valores de 0 a 14. Un valor mejor a 7 significa que el liquido o sustancia es acida; mientras que,
un ndmero superior a 7 indica que la sustancia es bésica o alcalina. En consecuencia, un valor de 7 en
el pH sugiere una acidez neutra. Los cambios en la acidez o pH de un cuerpo de agua pueden darse
por distintos motivos, entre los mds representativos estan: deposiciéon atmosférica o también llamada
lluvia 4cida, factores geoldgicos, vegetacion y polucién (SJRWMD, 2024). La unidad de medida es
adimensional, usando la escala anteriormente mencionada como referencia y para el cuerpo de agua
objeto de estudio se encontraron valores entre 6.66 y 8.95.

5.1.9. Temperatura superficial.

El estado de Florida goza de una localizacién particular en el pais que lo diferencia de sus pares en
cuanto a estaciones o temporadas climdticas. Al encontrarse mds cerca al trépico y gracias a la escasa
variacion de altitud, el clima estda més inclinado a un sistema bimodal que estacional, es decir, existen
temporadas secos y himedas més alld de las conocidas invierno, otofio, verano y primavera (Lund
and Curry, 2006). Este fendmeno incide directamente en el desarrollo y tasa de crecimiento de plantas
y animales en los cuerpos de agua. Al igual que con la profundidad del disco Secchi, la unidad de
medida depende del sistema que se use, en este caso, la temperatura se mide en grados Fahrenheit
con valores que van desde los 56.12 °F hasta 89.13 °F.

5.1.10. Turbidez.

La turbidez es una medida que representa la cantidad de luz que penetra un cuerpo de agua. Este
pardmetro estd directamente relacionado con la claridad del agua y puede ser fuertemente influencia-
do por la cantidad de particulas suspendidas en la superficie. Estas particulas pueden surgir a causa
de la erosién de la cuenca que transporta componentes del suelo y materia orgdnica. El transito de
botes y vehiculos acuéticos en general puede llegar a agitar sedimentos y causar una turbidez mas
alta. Otra causa son las altas concentracion de nutrientes que pueden ocasionar un crecimiento exce-
sivo de algas (LCWA, 2025). La unidad de medida es NTU que significa nephelometric turbidity unit
o unidad de turbidez nefelométrica la cual indica, justamente, la cantidad de particulas suspendidas
en un fluido. Teniendo valores altos de NTU, significa que el liquido se ve mds sucio en apariencia.
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Segtin las mediciones del lago para el 2023, los niveles de turbidez van desde 0.17 NTU hasta 12.28
NTU.

5.1.11. Arsénico.

El arsénico es un elemento natural presente en la corteza terrestre distribuido en el medio am-
biente. Se puede encontrar en el aire, el agua y la tierra. Una particularidad de este elemento es que
encontrado en su forma inorganica es muy téxico. No obstante, al igual que con el cloruro, niveles de
concentracioén bajos se pueden hallar en agua potable sin representar un peligro tanto para animales
y plantas como para el consumo humano (WHO, 2022). La Organizacién Mundial de la Salud esta-
blece un limite de 10 g/l para considerar un nivel maximo de arsénico. Las regiones en las que es
mas probable encontrar este mineral son zonas con actividad volcanica o minera activas, sin embar-
go, este pardmetro también puede darse de manera natural. Como ya se mencioné anteriormente, la
unidad de medida de la concentracién de arsénico es microgramos por litro y para la zona de estudio
se hallaron valores de 0.046 ug/1 hasta 0.81 ug/1.

5.1.12. Dureza.

La dureza hace referencia a la cantidad de calcio y sales de magnesio en el agua. Si bien otros
cationes pueden contribuir a la concentracién total de dureza, estos dos compuestos son los més
comunes y se presentan en pequefias cantidades en agua dulce. Comercialmente, se encuentra en el
mercado distinta clase de equipos que mide la dureza en cantidades de calcio carbonatado (CaCO3)
en un liquido o fluido determinado (Astrofsky and Sagerstrom, 2002). La unidad de medida maés
comun para este pardmetro es partes por millén (ppm) o, miligramos por litro (mg/1). En términos
de esta dltima medida se encuentran las concentraciones para el lago George que van desde 103.30
mg/l hasta 251.70 mg/1.

5.1.13. Potasio.

El potasio es un catién que se halla en el agua, en su mayoria, debido a procesos naturales como la
disolucién de minerales o por factores antropogénicos como la actividad agricola y la industria. Las
concentraciones comtinmente encontradas no representan un peligro ni para peces y plantas ni para
el consumo del ser humano; no obstante, aquellas muy elevadas implican un desarrollo més limitado
de la vida ecosistémica, ademads de tener implicaciones para la salud de las personas (NIH, 2019). Las
concentraciones se miden en miligramos por litro, y en el lago se encuentran valores desde 0.81 mg/1
hasta 5.95 mg/1.

5.1.14. Sodio.

El sodio es un mineral que se puede hallar de forma natural en el agua que proviene de la disolu-
cién de este elemento en las rocas y el suelo. También pueden presentarse concentraciones de sodio
gracias a actividades agricolas e industriales. Al igual que el potasio, concentraciones muy altas de
este mineral pueden limitar el desarrollo de especies animales y plantas, asi como representar una
amenaza para la salud (Salas-Salvad¢ et al., 2021). La Organizacién Mundial de la Salud ha estable-
cido que valores superiores a 12 mg/1 pueden alterar las propiedades del agua, haciéndola menos
aceptable para su consumo (WHO, 2022). La unidad de medida, como ya se menciond, es miligramos
por litro y en la zona de estudio se presentan valores desde 8.19 mg/1 hasta 165.95 mg/1.
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5.1.15. Sulfato.

El azufre es un mineral presente en el agua esencial para los seres vivos. Comtnmente se mide en
sulfatos (SO4) o en sulfuro de hidrégeno (H;S). Los sulfatos son sales derivadas del 4cido sulftirico
(H2SOy4) que se disuelven facilmente en el agua. La presencia de este mineral se da tanto de manera
natural como por actividad agricola o industrial. Por otra parte, el sulfuro de hidrégeno es un gas que
se disuelve en el agua y es el responsable de generar un olor fuerte en el agua debido a la descompo-
sicién de materia orgénica en condiciones anaerdbicas (INSST, 2017). Las concentraciones de Sulfato
se miden en miligramos por litro y en la zona de estudio se pueden encontrar valores desde 0.9 mg/1
hasta 83.44 mg/1.
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5.2. Indice de Calidad del Agua.

Los indices de calidad del agua tradicionales consistian en el andlisis estadistico variable por varia-
ble o cuerpo de agua por cuerpo de agua, lo que hacfa del proceso una tarea tediosa y no extrapolable
a diversos entornos debido a la especificidad de los datos y procedimientos que se debian llevar a
cabo. Asi entonces, el Consejo Canadiense de Ministros de Medio Ambiente (CCME, por sus siglas
en inglés) desarroll6 una nueva metodologia que buscaba simplificar los estudios en un solo indice,
el cual denominaron el indice de calidad del agua del CCME (WQI CCME) (Neary et al., 2001). Cabe
aclarar que esta metodologia no fue elaborada con el fin de unificar todos los esfuerzos en el calculo
de una sola variable, sino que su propésito es ofrecer una alternativa adicional que permita obtener
una idea general de la situacion real del cuerpo de agua objeto de estudio.

Entre las ventajas mds importantes se encuentran: su capacidad para representar mediciones de
diferentes tipos en un solo indice; la capacidad de combinar valores en diferentes unidades de medida
en una tnica métrica adimensional y la facilidad en la comunicacién de los resultados. No obstante,
no todo son ventajas; debido a unificaciéon de parametros, el indice tiende a la pérdida de informacion,
por ejemplo, en cuanto a la relacién entre variables. De igual forma, dependiendo de la formulaciéon
del indice, los resultados pueden variar lo que conduce a una interpretacién errada de éste. Asimismo,
el CCME WQI tampoco fue creado para reemplazar los métodos de evaluacién convencionales de la
calidad del agua como la medicién de muestras en campo o la utilizacién de otros indices, es més, la
aplicacién de esta técnica presupone una adquisicién y andlisis de los pardametros adecuados.

5.2.1. Reseiia Histoérica de los Indices de Calidad de Agua Predecesores al CCME WQIL.

Hasta la creacién y divulgacion del CCME WQI, en Canada existian diferentes instituciones y
jurisdicciones que utilizaban distintos tipos de unidades métricas para analizar la calidad del agua.
En consecuencia, en el afio 1997 el CCME cre6 el subcomité Técnico del Indice de Calidad del Agua
con el fin de evaluar diversos enfoques para la formulacién de una metodologia mas simple y directa
que facilitara la diseminacién y reportaje de estudios en el pais. A continuacién, se describen los
indices que se usaban antes de su unificacion:

5.2.2. Centro de St Laurent.

El Centro St Laurent (CSL) era una oficina medioambiental canadiense responsable de reportar el
monitoreo de la calidad del agua en el rio St. Lawrence el cual seguia la siguiente estructura:
WQles, = ZAi*F)
n
Donde A; es el promedio del excedente por cada variable i para cada nivel guia i. Cuando el valor
de una variable excedia el valor guifa para una variable especifica, la tasa excedente-valor guia se
calculaba. Luego, estas tasas se sumaban y se dividian por el niimero 7 de ocasiones en las que ese

suceso pasaba. F; es la frecuencia en la que los valores excedian el valor guia para una variable relativa
al total de valores medidos para esa misma variable, es decir:

(5.1)

F = Fexcedida
Frotal
El CSL calculaba distintos tipos de indices dependiendo del uso que se le fuese a dar al cuerpo de
agua. Un indice diferente era calculado para lineamientos de proteccién de vida acuadtica, otro para
recreacién, uno diferente para consumo humano y asi sucesivamente.

, para toda variable i (5.2)
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5.2.3. Quebec.

El indice de Quebec (Hébert, 1996), a su vez, estaba basado en otro indice desarrollado en Nueva
Zelanda (Smith, 1990), el cual consistia en la determinacién del valor minimo dentro de una serie de
subindices que se calculaban para cada pardmetros de calidad de agua medido, representado de la
siguiente manera:

WQI = min(Isuby, Isuby, ..., Isub,) (5.3)

Lo que hacia diferente a este indice era que hacia uso de curvas de Delphi para el calculo de los
subindices. Estas curvas se basaban en la opinién de expertos en cuanto a la significancia de un ni-
vel particular de un componente de calidad de agua determinado, es decir, representan la opinién
agregada de lo que significa un nivel particular de un contaminante especifico en términos del uso
designado del agua.

5.2.4. British Columbia.

El indice de calidad del agua de British Columbia (Rocchini and Swain, 1995) incluia un factor que
no se habia tenido en cuenta antes y se representaba con la siguiente estructura:

NI—

WQIgc = (Ff + F3 + F3) (5.4)
Donde F; es el porcentaje de valores guia de calidad del agua excedidos; F; es el porcentaje de medidas
en las que una o mas valores guia fueron excedidos y F; es el mdximo (normalizado a una escala de
100) por el cual se excedi6 el valor guia.

Este indice implicaba una aplicacién y desarrollo més extenso y tedioso dentro de todos los que
se utilizaban en la época; dos de los factores son andlogos a componentes de otros indices F, es bas-
tante similar al indice de Alberta, mientras que F; consistia en un calculo parecido al del indice del
CLS. La provincia de Manitoba adopt6 este mismo indice, concluyendo que los resultados obtenidos
demostraron ser razonables, por lo que no se propuso ninguna modificacién.

5.2.5. Alberta.

Alberta utilizé un indicador de rendimiento para la calidad del agua representado de la siguiente

manera: e
WQI, = (ﬁ) 100 (5.5)
Mimedido
Lo que representaba este indice era el porcentaje de muestras tomadas in-situ cuya medicién excedia
los valores guia para un uso designado dentro de los cuales se incluian: recreacional, agricola y vida
acuatica.

5.2.6. Ontario.

El indice que la provincia de Ontario usé fue el de British Columbia, no obstante, se le modificé el
factor F; el cual representaba el promedio normalizado de los excedentes en lugar del valor maximo.
Este cambio se hizo debido a que se reporté que el tercer factor de dicho indice se saturaba cuando
los valores de excedencia eran demasiado amplios.
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FIGURA 5.1: Modelo conceptual del CCME WQI.

Fuente: (Neary et al., 2001).

5.2.7. Modelo Conceptual del CCME WQI.

El subcomité, en primera instancia, adopto el enfoque del indice de British Columbia, sin embargo,
se descart6 debido a la logistica, tiempo y recursos econdmicos requeridos para implementar las cur-
vas de Delphi cuando se manipulaba un gran ntimero de variables. Ante este panorama, se considerd
otro planteamiento. el cual incluye 3 factores escalados de 0 a 100. Los valores de las 3 medidas simbo-
lizan un objetivo de superacion el cual se proyecta en un espacio tridimensional donde se combinan
los valores de los vectores en un mismo punto, tal como lo muestra la figura (5.1). Este indice toma
valores de 0 a 100, por lo tanto, los valores més cercanos a 0 se traducen en una calidad de agua pobre,
en consecuencia, valores cercanos a 100 representan una calidad bastante buena.

Una vez completada la primera version del indice, el subcomité evalué el comportamiento y ren-
dimiento usando datos sintéticos (Hart, 1998) y conjuntos de datos de British Columbia (Phippen, 1998)
y Newfoundland (Husain, 1998). Al igual que con datos de Alberta y Ontario. Esta evaluacién revel6
que la estimacién de la frecuencia y la amplitud generaba problemas significativos; por lo tanto, el
Departamento Rural y de Alimentaciéon Agricola de Alberta, en asociacion con el Instituto de Protec-
cion Medio Ambiental de Alberta, apoy6 una reformulacién de los factores de alcance y frecuencia,
obteniendo como resultado el indice de calidad de agua final.

5.2.8. Formulacién Final del CCME WQI.

El CCME WQI consiste en 3 factores esenciales:

Factor 1: Alcance
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F; (alcance) representa la extension de los pardmetros que no cumplen con los valores guia durante
el periodo de tiempo de interés. Factor adoptado directamente del indice de British Columbia:

Flz(gg)*1M) (5.6)

Donde N es la cantidad de variables que fallaron y T;, el total de variables que se incluyeron en el
estudio.

Factor 2: Frecuencia

F, (Frecuencia) representa el porcentaje de pruebas individuales que no cumplieron con los valores
guia, en otras palabras, pruebas falladas, expresado de la siguiente manera:

5::(22)*um (.7)

Donde N; es la cantidad de pruebas que fallaron y T el total de pruebas que se llevaron a cabo. Este
factor también se derivé directamente del indice de British Columbia.

Factor 3: Amplitud

F3 (Amplitud) representa la cantidad en la que los valores de prueba fallidos no cumplen con los
objetivos. Este factor se calcula en tres pasos.

= El niimero de veces en que una concentracién individual es mas mayor (o menor cuando el
objetivo o valor gufa es minimo) que el objetivo se denomina excursion y se expresa:
FTV; ) 1
Obj;
Donde FTV; es el valor de la prueba fallida y Obj; el valor objetivo que no se cumplié. Para los casos
en los cuales el valor de prueba no debe ser menor al objetivo, la ecuaciéon se reformula de la siguiente

manera: Obi
_ i _
E%-(FTW> 1 (5.9)

Ex; = ( (5.8)

= La cantidad colectiva de pruebas que no cumplen se calcula al sumar todas las excursiones
de las pruebas individuales con respecto a sus valores objetivo y dividiendo ese valor por el
ntmero total de pruebas realizadas. Esta variable se denomina nse y se calcula ast:
n
—1 Ex;
nse = i B (5.10)
NumPruebas
= El dltimo factor F; es calculado entonces por una funcién asintética que escala la suma norma-
lizada de las excursiones de los objetivos para obtener un rango de 0 a 100, representado de la
siguiente manera:

nse
F; = 5.11
3 (QOl*n&%+0ﬁ1> (6.11)

Entonces, el CCME WQI se calcula asi:

\VFf + F2+ F2
WQI =100 — | Y—F7— (5.12)

1,732
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El factor de 1,732 surge debido a que cada factor individual puede tomar un valor méximo de 100 por
lo que la raiz resultaria en un valor maximo de 173,2 como lo muestra la ecuacién (5.13); por lo tanto,
al dividir por este valor, el indice vuelve a escalarse de 0 a 100:

/1002 + 1002 + 1002 = /30000 = 173,2 (5.13)

5.2.9. Categorizacion del CCME WQI.

La asignacién de los valores del CCME WQI se denomina categorizacién y representa un proceso
critico y subjetivo a la vez. La categorizacion debe hacerse con base en la mejor selecciéon de infor-
macién disponible, criterio experto y las expectativas generales de la calidad del agua. Debido a la
naturaleza misma del indice, es muy complejo determinar con base en un rango si la categoria se debe
a las excursiones extremas en uno o varios pardmetros; no obstante, la estructuraciéon de la categori-
zacion esta abierta al usuario dependiendo del comportamiento del indice en la zona de estudio. Por
consiguiente, una vez se calcula el CCME WQ), se puede categorizar en uno de los siguientes niveles:

TABLA 5.1: Categorias del indice de calidad del agua segtin el CCME WQL

Categoria Descripcion

Excelente (CCME WQI 95-100) Calidad del agua protegida casi sin amenazas; condiciones cer-
canas a lo natural. Solo ocurre si todas las mediciones cumplen los valores objetivo
siempre.

Buena (CCME WQI 80-94) Calidad protegida con pocas amenazas; condiciones préximas a
lo natural o lo deseado.

Aceptable (CCME WQI 65-79) Calidad usualmente protegida; ocasionalmente amenazada. Con-
diciones alejadas de lo natural.

Mala (CCME WQI 45-64) Calidad frecuentemente amenazada; condiciones muy alejadas
de lo natural o de los valores deseados.

Muy mala (CCME WQI 0-44) Calidad siempre amenazada; condiciones no naturales y muy ale-
jadas de los niveles deseados.

Fuente: (CCME, 2017).
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5.3. Programa Sentinel-2.

El programa Sentinel-2 nace de una iniciativa denominada Monitoreo Global para el Medio Am-
biente y la Seguridad (GMES) creada por la Comisién Europea (EC) y la Agencia Espacial Europea
(ESA). El propésito de la GMES era la adquisicion de informacién observable para su aplicacién en el
ambito ecolégico y de seguridad. La misién del Sentinel-2 fue lanzada en dos fases; la primera el 23
de junio de 2015 y se denomind Sentinel-2A y la segunda, fue lanzada en el primer trimestre de 2017,
denominada Sentinel-2B. Su objetivo principal es el de proveer una continuidad en los servicios ba-
sados en observaciones de alta resolucién espacial de caracter multiespectral y actualmente se usa en
distintos &mbitos como: gestion del riesgo, en el monitoreo de inundaciones e incendios ambientales;
cambios del uso de suelo; sistemas de emergencia; manejo del agua y protecciéon del suelo, ademaés
de la cartografia urbana y rural (Spoto et al., 2012). El disefio del satélite busca complementar las ob-
servaciones de la tierra hechas por los programas hermanos de Landsat (programa estadounidense)
y SPOT (programa francés).

5.3.1. Caracteristicas Generales.

El programa consiste en la operaciéon de dos satélites idénticos trabajando simultdneamente y
separados 180° entre si. La 6rbita es heliosincrénica y se encuentra a una altitud promedio de 786
kilémetros, con un nodo descendente a las 10:30 am. Este tiempo local fue dispuesto para minimizar
la presencia de nubes asegurando una iluminacién solar viable. Los satélites adquieren imagenes de
la tierra entre los 56° sur hasta los 84° norte. A su vez, la misién se compone de dos segmentos esen-
ciales: el segmento espacial, el cual estd compuesto por los dos satélites mencionados anteriormente
incluyendo el sensor y todo el equipo; luego estéd el segmento en tierra el cual se encarga de facilitar
la adquisicién y divulgacién de los productos asi como el control de la misién y los equipos en el
espacio.

5.3.2. Caracteristicas del Sensor.

El sensor multiespectral se basa en el concepto de barrido de empuje e incorpora un telescopio
del tipo anastigmat de tres espejos. El didmetro de la pupila es de 150 milimetros aproximadamente,
la cual se encuentra montada de manera isostética en la plataforma, buscando asi minimizar las dis-
torsiones termoeldasticas; adicionalmente, el telescopio y los espejos estdn hechos a base de carburo
de silicio, lo que le permite, igualmente, minimizar distorsiones de este tipo. El campo de visién del

FIGURA 5.2: Caracteristicas técnicas del sensor.
Fuente: (ESA, 2015).
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satélite puede alcanzar los 290 kilémetros, gracias a la optimizacién y mejora del sensor a lo largo de
los afios.

El sensor cuenta con 13 canales o bandas espectrales que abarcan desde el espectro visible, pasan-
do por el infrarrojo cercano (NIR) hasta llegar al infrarrojo de onda corta (SWIR) como lo muestra la
figura (5.3). La longitud de onda de cada banda se resume de la siguiente forma:

TABLA 5.2: Bandas del programa Sentinel-2: Longitudes de onda y resolucién espacial.

Banda Lon. de onda (nm) Lon. de onda media (nm) Resolucién (m)
1 - Aerosol 430-450 4427 60
2-Azul 450-520 492,7 10
3 - Verde 540-570 559,8 10
4 - Rojo 650-680 664,6 10
5 - Infrarrojo 1 690-710 704,1 20
6 - Infrarrojo 2 730-740 740,5 20
7 - Infrarrojo 3 770-790 782,8 20
8 - Infrarrojo cercano 1 780-900 832,8 10
8A - Infrarrojo cercano 2 850-870 864,7 20
9 - Vapor de agua 930-950 945,1 60
10 - Cirrus 1360-1390 1375,0 60
11 - Infrarrojo de onda corta 1 1560-1650 1613,7 20
12 - Infrarrojo de onda corta 2 2100-2280 2202,4 20

Fuente: (ESA, 2015).

La resolucién espacial puede variar dependiendo de la combinacién de bandas que se utilice, ini-
ciando desde los 60 metros hasta los 10 metros de informacién en su unidad minima de informacién.
Para asegurar la compatibilidad con el programa SPOT se usan 4 bandas con la resolucién de 10 me-
tros. Un adicional de 6 bandas cuenta con una resolucién de 20 metros para los productos de nivel
2y que se relacionan directamente con el monitoreo de la vegetacion. Las bandas restantes estan en-
focadas a la correccién atmosférica y cribado de nubes; esta resolucion estd més relacionada con el
estudio y captura de la variabilidad espacial de los pardmetros geofisicos y atmosféricos de la Tierra
(Spoto et al., 2012).

5.3.3. Tipos de Productos.

Los datos provenientes del satélite deben calibrarse tanto geométricamente como radiométrica-
mente. Los productos de Nivel 0 y 1A se ofrecen brutos, es decir, sin ningtn tipo de correccién.
Mientras que los datos Nivel 1B son radiancias a las que se les aplica un proceso de correccion radio-
métrica previa. En cuanto a la correcciéon geométrica, el modelo fisico geométrico se ajusta y refina
con puntos de control terrestre y se adjunta al producto, pero no se aplica. Existe una variedad de
productos adicionales denominados Nivel 1C, los cuales proporcionan reflectancia geocodificada del
denominado tope de atmosfera, el cual incluye registros multiespectrales y multitemporales de pi-
xeles. El producto final unitario es un mosaico de 100 por 100 kilémetros cuadrados, los cuales son
ofertados y puestos a disposicion para cubrir el drea de interés. Los productos finales del programa
Sentinel-2 siguen las recomendaciones emitidas en la Garantia de Calidad para la Observacion de la
Tierra (QA4EO) por el Comité de Satélites de Observacioén de la Tierra (CEOS).
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FIGURA 5.3: Cobertura espectral del Sentinel-2.
Fuente: (ESA, 2015).

5.3.4. Nomenclatura de los Productos.

Las imagenes que se obtienen del programa Sentinel-2 se codifican con una nomenclatura espe-
cifica que permite identificar informacion relevante tanto de la fecha de toma como de la ubicacién
geogréfica y datos de posprocesamiento del producto. Por ejemplo, una imagen utilizada en la pre-
sente investigacion del estado de Florida, tomada el 7 de abril de 2024, se identifica de la siguiente
forma:

= S2B_MSIL2A_20240407T155819_N0510_R097_T17RMN_20240407T202406.SAFE
Del ejemplo anterior se puede identificar la siguiente estructura:

» MMM_CCCCCC_yyyymmddThhmmss_NPPPP_ROOOQ_ttttt_YYYYMMDDTHHMMSS.SAFE

Dicha estructura contiene una serie de elementos codificados que identifican la imagen en su fecha
de adquisicion y procesamiento, ubicacién de la zona capturada y datos relacionados con el sensor y
version del procesador como se evidencia en la tabla (5.3):

TABLA 5.3: Nomenclatura del producto del programa Sentinel-2.

Segmento Significado

MMM Satélite que tomo la imagen, puede ser S2A o S2B
ccccc Tipo y nivel de procesamiento: Mission Specific Instrument - L2A.
yyyymmddThhmmss Fecha y hora de adquisicion: 7 de abril de 2024 a las 15:58:19 UTC
NPPPP Version del procesador: 05.10

ROOO Orbita relativa: 097

ettt Tesela de la malla UTM: zona 17R, cuadricula MN

YYYYMMDDTHHMMSS  Fecha y hora de procesamiento: 7 de abril de 2024 a las 20:24:06 UTC
Fuente: (ESA, 2026).
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5.4. Regresion Lineal Multiple por MCO.

En términos précticos, el proceso de regresion lineal es el estudio de la dependencia de una va-
riable con respecto a una o mds variables, con el propdsito de predecir (o estimar) el valor promedio
poblacional de la primera variable, teniendo en cuenta los valores conocidos de las demds (Gujarati
and Porter, 2010). El término regresién fue utilizado por primera vez por (Galton, 1886) en el marco
de una investigacion en la que se analizaba el comportamiento de la altura de los hijos con respecto a
los padres, donde bédsicamente se notaba que los hijos de personas altas eran tales, pero no tan altos
como sus progenitores; asimismo, los hijos de personas de baja estatura eran tales, pero no tan bajos
como sus padres. Por lo tanto, Francis Galton concluy6 que la altura de las personas tendia a regresar o
desplazarse hacia un promedio poblacional determinado. Este andlisis se resume en la generacion de
una funcién en la cual la variable dependiente, también llamada variable explicada, regresada, res-
puesta, endégena o controlada, esta representada por una combinacion de variables independientes,
también llamadas explicativas, regresoras, estimulo, exégenas o de control. Dicha funcién sigue la
forma:

Y; = Bo+ B1Xui + BaXoi + - + BrXyi + (5.14)

Donde Y es la variable dependiente; X;, X», ..., X son las variables independientes que van a
explicar la variable dependiente; u es el término de perturbacién estocéstico o error; i es la i-ésima
observacién o dato; B es el intercepto y B1, B2, . . ., Bk, también llamados estimadores, son el peso de
cada variable regresora sobre el modelo. El método de obtencién de los estimadores es por medio de
minimos cuadrados ordinarios (MCO) en el cual se busca que los valores de los betas se seleccionen
en el caso en que la suma de cuadrados de los residuos sea la méas pequefia posible, en otras palabras,
que la distancia entre los residuos y el valor promedio esperado sea menor. Es decir:

min)_ a7 =Y (V; — Bo — BoXoi — -+ — P Xki) (5.15)

La solucién de la ecuacion (5.15) permite obtener la ecuaciéon que determina los estimadores con el
menor grado de dispersion de los residuos.

5.4.1. Coeficiente de Determinacién Miiltiple.

El coeficiente de determinacion se simboliza con R? y representa el grado de bondad de ajuste de
la ecuacién de regresion; es decir, da la proporcién o porcentaje de la variacion total en la variable
dependiente Y por las variables explicativas X (Gujarati and Porter, 2010).

2 _ _Zﬁ%/(”—k)
=t Y97/ (n—1)

Donde, Y7 es la suma de cuadrados de las observaciones; ¥ 17 es la suma de cuadrados de los
residuos; 1 es el namero de observaciones y k el nimero de pardmetros o estimadores.

(5.16)

La estimacion de pardmetros por medio del método de minimos cuadrados ordinarios requiere
del cumplimiento de ciertos supuestos para poder asegurar que las predicciones realizadas a partir
de la ecuacion de regresion sean validas y reflejen de manera correcta y significativa el problema que
se estd intentando modelar.
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FIGURA 5.4: Prueba de hipétesis de normalidad.
Fuente: (Gujarati and Porter, 2010).

5.4.2. Supuestos de Normalidad.

La regresion lineal mdltiple es una técnica de estimacion de pardmetros, los cuales representan
el peso de la variable ex6gena en el modelo. Pues bien, dicho peso debe asegurar las propiedades
de cualquier estimador, las cuales son: consistencia, sesgo y eficiencia. Un estimador es consistente
en la medida en que converge al valor esperado al aumentar el ntimero de la poblacién; asimismo,
es insesgado en la medida en que el valor esperado es igual al valor verdadero y es eficiente en la
medida en que su varianza sea la mejor en comparacién con otros estimadores. Al cumplimiento de
estas propiedades se le conoce como MELI o mejor estimador lineal e insesgado, lo cual asegura la
integridad de las predicciones.

Una forma de corroborar que los estimadores son MELI es por medio del anélisis de normalidad
de los residuos, los cuales, desde un punto de vista teérico, se pretende que sigan una distribucién
normal; de esta forma se asegura de que la varianza es constante y tiene media 0. Por lo tanto, el
primer, segundo y tercer momento o promedio, varianza y coeficiente de asimetria se requiere que
sean o estén muy cercanos a 0; para el cuarto momento o curtosis se requiere que sea o esté muy
cercano a 3. Adicionalmente, existen pruebas de hipétesis que ayudan a validar la normalidad o no
normalidad de los residuos. Dicha prueba sigue la estructura:

H, : Los residuos siguen una distribucién normal

H, : Los residuos no siguen una distribucién normal (5.17)

Teniendo un nivel de significancia &, por ejemplo, del 5%, se puede rechazar la hipétesis nula en
el paso en que el valor P sea menor a a. Actualmente, las pruebas de hip6tesis méds conocidas son:
Shapiro-Wilk, Jarque-Bera, Kolmogorov-Smirnov, Cramer-von Mises y Anderson-Darling

5.4.3. Supuesto de Homocedasticidad.

El término homocedasticidad viene de igual (homo) y dispersién (cedasticidad), es decir, igual
varianza. Explicado de otra forma, significa que las poblaciones Y correspondientes a diversos valores
de X tienen la misma varianza (Gujarati and Porter, 2010), como lo indica la figura (5.5). Este supuesto
indica que la varianza del término de error u; es la misma sin importar el valor de X, es decir:

Var(ui) = E[ui — E(ui\Xi)]Z = 0'2 (518)

Este supuesto también puede ser verificado por medio de pruebas de hipétesis, dentro de las cuales
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FIGURA 5.5: Comportamiento de homocedasticidad.
Fuente: (Gujarati and Porter, 2010).

se encuentran las pruebas de Breusch-Pagan, White y Goldfeld-Quandt. La prueba tiene la siguiente
estructura:

H, : Hay homocedasticidad
H, : Hay heterocedasticidad (5.19)

5.4.4. Supuesto de No Autocorrelacién.

Este supuesto indica que los residuos del modelo no estan correlacionados, es decir, u; y u; son
independientes y no tienen relacién alguna. Esto significa que las desviaciones de dos valores de Y
respecto a sus valores promedio no muestran patrones, como lo indica la figura (5.6). En el caso de que
se identifique este patron determinado en las estimaciones, se confirmara que existe correlacion serial
o autocorrelacién. Un ejemplo gréfico de residuos no autocorrelacionados se ilustra en la figura (5.7).
La forma de corregir este supuesto requiere el andlisis y determinacién de los patrones de correlacion,
por ejemplo, si un residuo u; estd relacionado con un residuo u;_1, esto quiere decir que la variable Y
no solo estaria siendo explicada por X, sino por u; o u;_1 dependiendo del grado de correlacién. En
este caso, se tendrfa que contemplar el uso de otro tipo de modelo, como los modelos autorregresivos
en el error.

5.4.5. Supuesto de Multicolinealidad.

Este principio indica que las variables explicativas utilizadas para ajustar el modelo tienen algtin
tipo de correlacién entre si. Esto provoca que la estimaciéon de los pardmetros disminuya y que su
interpretacion sea errénea. Este fenémeno puede surgir por distintas razones, por ejemplo, cuando
una variable es una combinacion lineal de otras o cuando dos variables expresan casi la misma infor-
macién (Pérez and Ferndndez, 2008). A diferencia de los supuestos anteriores, no existe una prueba
de hipétesis para determinar si existe multicolinealidad o no, por otra parte, se mide por el grado de
correlacion con el indice o factor de inflacién de varianza (VIF) que sigue la siguiente férmula:

1

VIF(xj) = ——
1-R?

(5.20)
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FIGURA 5.6: Ejemplo de residuos correlacionados.
Fuente: (Gujarati and Porter, 2010).
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FIGURA 5.7: Ejemplo de residuos no autocorrelacionados.
Fuente: (Gujarati and Porter, 2010).

Donde R? es el coeficiente de correlaciéon de un modelo generado tomando como variable respuesta
la variable x;. Un VIF aproximado a 1 significa correlacién baja o nula, un VIF mayor a 5 significa un
grado de correlacién moderado o medio y un VIF mayor a 10 significa un grado de correlacién severa
o alta.

5.4.6. Prueba de Significancia General de una Regresién Miiltiple.

Al igual que con los supuestos, el modelo obtenido también tiene una prueba de hipétesis para
confirmar que el modelo se ajusta a los datos. La prueba en mencién sigue la estructura:

HO:,BOZ,Bl:,BZZ"':‘BkZO
Hq = (Bo, 1, B2, -, Bi) # 0 (5.21)
Dicha prueba sigue una distribuciéon F cuyo valor de referencia se calcula ast:
_ SCE/8lscg

= 5.22
SCR/glscr 622
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Donde SCE es la suma de cuadrados de la variable explicada, SCR es la suma de cuadrados de los
residuos, gl son los grados de libertad de SCE dados por k — 1, o en otras palabras, el niimero de
estimadores y glg- los grados de libertad de SCR dados por n — k, o en otras palabras, el nimero
de observaciones menos el niimero de estimadores. Este valor se contrasta con el valor critico F, (k —
1,n — k). En el caso en el que F > F, se rechaza la hipétesis nula y se decide que el modelo se ajusta a
los datos.

5.5. Regresion Lineal Miltiple por GLSAR.

El modelo GLSAR (Generalized Least Squares with AutoRegressive errors), o minimos cuadrados ge-
neralizados con errores autorregresivos, es un tipo de regresion lineal principalmente utilizado en
datos temporales, cuyos residuos no permanecen estaticos a lo largo de la muestra, sino que flucttian
con una determinada dindmica a medida que cambia la escala temporal, o en otras palabras, estan
autocorrelacionados. Este problema provoca que los coeficientes ya no sean insesgados y los vuelve
ineficientes, puesto que no se estd considerando toda la informacién disponible de manera apropiada.
Por consiguiente, los errores estdndar y las pruebas de significancia no son confiables (Buse, 1973).

5.5.1. Estructura del modelo.

Se inicia con la estructura de la regresion lineal simple para explicar la ecuacién general del mo-
delo GLSAR:

ye = Bo+ Pixt +e; (5.23)

Pero los residuos siguen una distribucién autorregresiva de orden 1 o AR(1):

e = per—1 + Uy (5.24)

Donde u; es ruido blanco, p es un parametro de autocorrelacién para cada error . La ecuaciéon
(5.24) infiere que los errores estan correlacionados a lo largo del tiempo. Por lo tanto, al reemplazar
(5.24) en (5.23), y realizando una serie de procedimientos algebraicos, se obtiene que:

Ye — pyi—1 = Po(1 —p) + B1(xt — px1—1) + ut (5.25)

De acuerdo con la ecuacion (5.25), los coeficientes de la regresion lineal se estiman con base en el resul-
tado del error inmediatamente anterior. De esta manera, se corrigen los problemas de autocorrelaciéon
temporal en la muestra.

5.5.2. Matriz de Covarianza HAC.

Los errores estdndar de los estimadores, en presencia de autocorrelaciéon o heterocedasticidad,
pueden presentar resultados erréneos, lo que se traduce en interpretaciones fallidas de la significan-
cia estadistica de los coeficientes. Por tal motivo, es necesario el uso de matrices de covarianza con
errores robustos; de esta manera, se mejora la precisién de los residuos, lo que resulta en un anélisis
6ptimo de los intervalos de confianza y pruebas de hipétesis en datos con componentes temporales,
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residuos autocorrelacionados o sin varianza constante. Una de las matrices de covarianza robusta
mas utilizadas es la HAC (Heteroscedasticity-Autocorrelation Consistent, por sus siglas en inglés) la cual
resume la varianza y la covarianza de una muestra de datos en multiples subconjuntos (Andrews,
1991).
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5.6. Modelo MARS.

El modelo de regresién con splines adaptativos multivariada es un algoritmo desarrollado por
(Friedman, 1991) en el cual se crean modelos lineales por partes para las variables explicativas. Es una
técnica no paramétrica y constituye, en esencia, una extension de la regresion lineal sobre relaciones
no lineales entre variables (Morales-Onate, 2025). Algunas de las ventajas mds representativas de este
modelo son: la similitud, en cuanto a la forma, de las regresiones lineales tradicionales mientras se
modelan relaciones e interacciones no lineales; la identificacién de patrones inmersos en los datos; el
modelado de relaciones parciales; la aplicaciéon en variables tanto cualitativas como cuantitativas, y
la transformacién y selecciéon automatica de variables.

5.6.1. Comparacién con las Regresiones Lineales y No Lineales Convencionales.

El principio bésico de los modelos lineales parte del supuesto, como su nombre lo indica, de las
relaciones lineales entre las variables; sin embargo, este enfoque limita la prediccién de fenémenos con
interacciones de otro tipo. Por lo tanto, se hace necesario extender los modelos para usar funciones
polinémicas de la siguiente forma:

yi = Bo+ P1xi + ,Ble2 + ,ng? 4+ 5dx§’l + e; (5.26)

De igual forma, para el correcto modelado del comportamiento de las variables, se puede hacer uso de
funciones escalonadas, las cuales activan o desactivan los pardmetros del modelo y siguen la siguiente
forma:

yi = Po+ B1Ci(xi) + B2Co(xi) + B3Cs(xi) + - - - + BaCa(xi) +e; (5.27)
Donde C1 (xi)xicx S CzCz(xi)xiCQ S X S C3... Cd(xi)xicd_l S xX; < ¢y

El problema del desfase de los diferentes tipos de regresion lineal se ilustra en la figura (5.8). La
regresion polindmica de grado 2 parcialmente resuelve el problema de desfase; no obstante, sigue
presentando problemas al identificar los datos extremos. Por otra parte, la regresién polinémica de
grado 3 si permite representar el comportamiento de los datos de manera correcta. Asimismo, de
manera gréfica, la regresion escalonada parcialmente modela el comportamiento de los datos; no
obstante, el problema més relevante de este enfoque es que el analista debe, manualmente, identificar
las funciones y los momentos en los que los datos cambian. Para conjuntos de datos muy grandes
o relaciones entre variables que cambian significativamente, este proceso se vuelve extremadamente
tedioso e innecesario.

5.6.2. Estructura Basica del Modelo.

El modelo MARS se basa en la identificacion de relaciones no lineales de los datos a partir de la
evaluacion de puntos de corte (también llamados nudos) tal como lo hacen las funciones escalonadas.
El proceso consiste en evaluar cada punto de datos para cada predictor como un nudo, y a partir de
esa evaluacion se ajusta una regresion lineal con las caracteristicas candidatas. A manera de ejemplo,
considérese un conjunto de datos no lineal en donde hay una variable Y que esta en funcién de una
variable X, es decir, Y = f(X). El procedimiento MARS ejecuta un primer escaneo para identificar
el punto en el que la relaciéon de ambos conjuntos de datos alcanza el menor error, calculado con
la sumatoria de los errores cuadréticos residuales (Y (y; — f(x;))?). El resultado de esa operacién se
conoce como funcién bisagra (F,) y se representa asi:

Fy, =h(x —a) (5.28)
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(A) Assumed linear relationship (B) Degree-2 polynomial regression

FIGURA 5.8: Ejemplos del comportamiento de la linea de regresiéon en datos con distri-
bucién polinémica de grado 3.
Fuente: (Boehmke and Greenwell, 2020).

Donde a es el valor en el que se produce el punto de corte. En este orden de ideas, se obtienen dos
funciones o modelos lineales para un solo nudo:

_ ,30+/31(a—x), x<a
y_{130+l31(X—a), x>a (5.29)

Notese que, en el momento en que x = a el pardmetro ; se cancela y no influye en el modelo.
Siguiendo con el desarrollo del proceso, véase que la figura (5.9) ilustra graficamente el modelo de la
ecuacion (5.29) con un a aproximado de 1, 184. Para un conjunto de datos con dos nudos, se obtendrian
3 modelos lineales representados de la siguiente manera:

Bo+pPi(a—x), x<a
y=1<Bo+pi(x—a), a<x<b, (5.30)
ﬁo+ﬁ1(b—x), x>b

Teniendo en cuenta los valores de la figura (5.9), los valores de a y b serfan 1,184 y 4,898, respectiva-
mente. Por lo que las ecuaciones (5.29) y (5.30) se expresarian de la siguiente forma:

. {ﬁo +B1(1,184—x), x < 1,184 5.31)

Bo+ B1(x —1,184), x> 1,184

Bo+ B1(1,184 —x), x < 1,184
y=1<Po+pi(x—1,184), 1,184 < x < 4,898, (5.32)
Bo+ B1(4,898 —x), x> 4,898
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(A) One knot (B) Two knots

FIGURA 5.9: Ejemplos de conjuntos de datos con varios nudos.
Fuente: (Boehmke and Greenwell, 2020).

Por ende, el procedimiento contintia para todos los nudos que se encuentran, produciendo una ecua-
cion final predictoria potencialmente no lineal de la forma:

y=f(x;) =po+ Zl: BiB(x;) (5.33)
n=1

Donde y es la variable respuesta y B; son los pardmetros del modelo para las respectivas variables x;
que van desde n = 1 hasta i. El valor de By representa el intercepto y B(x;) son las funciones bisagra
de cada variable x;.

Las funciones bisagra no necesariamente representan todas las relaciones o funciones lineales de
los datos, debido a que pueden representar interacciones débiles que no aportan de manera signifi-
cativa al modelo (Vanegas and Vasquez, 2017). Por tal motivo, dichas funciones pueden expresarse
como B(x;) = max(0, x; —a) o B(x;) = max(0,a — x;). Los puntos de particién del espacio y los
pardmetros de los modelos se obtienen a partir de los datos analizados. El ntimero de funciones base
resultantes indica la complejidad del modelo

5.6.3. Meétodo de Seleccion de Funciones.

El modelo MARS, como ya se mencion6 anteriormente, se ejecuta en dos fases fundamentales:

= Fase o paso hacia adelante (Forward Phase): En esta fase, las funciones bisagra se agregan iterati-
vamente, dejando aquellas que mejoran el ajuste del modelo.

» Fase o paso hacia atrds (Backward Phase): Aquellas funciones que son estadisticamente menos
significativas para el modelo se eliminan para evitar el sobreajuste.
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FIGURA 5.10: Arquitectura del modelo MARS.
Fuente: (Morales-Onate, 2025).

El criterio de eliminacién o adicién de la regresion esta basado en la metodologia de validacion cru-
zada generalizada, como lo indica la figura (5.10). Esta técnica utiliza una medida denominada GCV
por las siglas en inglés de la metodologia y se representa de la siguiente manera:

n . 0:)2
ey = LimWi =0 (5.34)
(=)

Donde y; es el valor real de la variable respuesta, #); es el valor estimado del modelo, n el niimero total
de datos u observaciones y C(m) es una medida de complejidad del modelo m, comtinmente igual
al nimero de funciones bisagra mas uno (por el intercepto). El numerador ya se habia mencionado
anteriormente para la determinacién de las funciones bisagra y se le denomina el error cuadrético
residual (RSS por sus siglas en inglés); el denominador penaliza la complejidad del modelo, es decir,
cuando C(m) se acerca a 1, el denominador tiende a cero y el GCV tiende a infinito. Por lo tanto, el
modelo con el menor GCV se considera el més balanceado, considerando una baja complejidad y un
ajuste optimo.
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Disefio Metodolagico.

En la presente seccién se exponen las actividades requeridas para dar cumplimiento a los objetivos
propuestos, teniendo en cuenta los siguientes tipos de metodologias de investigacion:

= Método cuantitativo: se hace uso de datos numéricos y técnicas estadisticas para la construc-
cién de relaciones entre variables con el fin de modelar su comportamiento en un ambiente
determinado.

m Método correlacional: se estudia la relacién entre variables mediante la obtencién de ecuaciones
o0 modelos sin determinar la causa directa.

= Método de modelado o simulacién: se propone la construccion de un modelo que sintetice las
relaciones entre las variables.

6.1. Zona de Estudio.

El lago George es un cuerpo de agua perteneciente a la cuenca del rio San Juan Bautista, ubicado
entre los condados de Volusia y Putnam al noreste del estado de Florida, Estados Unidos. Este lago se
encuentra a 210 kilémetros del yacimiento del rio y se caracteriza por ser el segundo cuerpo lacustre
mads grande en términos de extension de superficie (por detrds del lago Okeechobee), con un total de
18.934 hectéreas y una profundidad promedio de tres metros (Piehler et al., 2009). El flujo dominante
del lago proviene de la cuenca alta del rio San Juan Bautista, con un 78,9 %. El porcentaje restante se
divide entre escorrentia de cuencas hidricas locales, flujo manantial artesiano y precipitacion directa.

6.1.1. Caracteristicas Fisicas.

La extension total del lago es de 46.000 acres, lo que se representa en aproximadamente 186 ki-
lémetros cuadrados. Cuenta con un largo maximo de 18 kilémetros y un ancho de 10 kilémetros. La
profundidad media va de nueve a diez pies, 0 2,7 a 3 metros. Debido a las caracteristicas topograficas
de esta zona especifica del estado, el agua fluye hacia el norte, por lo que los cuerpos de agua que
proveen al lago entran por el sur.

6.1.2. Topografiay Vida Acudtica.

La topografia del lago George, en términos generales, es bastante consistente; a lo largo y ancho
de todo el cuerpo, las variaciones en la profundidad son minimas, rondando los tres metros en pro-
medio. Adicionalmente, cuenta con una gran concentracion salina, gracias a las fuentes de agua que
lo proveen; dentro de las cuales se encuentran el lago Harney y los arroyos Juniper, Glen y Salt, lo que
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FIGURA 6.1: Localizacién del lago George.
Fuente: (Google Maps, 2026).

permite que numerosas especies de plantas y peces habiten y se reproduzcan en sus aguas. Con res-
pecto a especies ictioldgicas, las méas representativas son la lubina negra y rayada, el pez sol de orejas
rojas, la crappa negra y el pez gato marrén. Ademads, en la ribera se puede encontrar una especie local
de cangrejo azul cuya actividad pesquera representa una parte importante de la economia regional
(Porter, 2007).

Uso e Importancia Econémica.

Diversas dindmicas se desarrollan actualmente en el lago, que generan réditos econémicos, en
su mayoria, de caracter privado. Dentro de las ofertas de actividades se encuentra el paseo en bote
de vapor por la Lake George Steamboat Company, la cual cuenta con una gran variedad de vehiculos
acudticos, incluyendo lanchas y cruceros. Debido a la diversa cantidad de especies piscicolas, la pes-
ca deportiva es una actividad bastante representativa. En épocas secas, las atracciones con inflables
son un atractivo turistico, incluyendo caminatas ecoldgicas, deportes acudticos y ofertas de zonas
de camping y navegacién libre. En resumen, el lago tiene un impacto econémico importante para
los condados cercanos, tanto que el estado comenz6 a dar licencias de construccion para desarrollos
inmobiliarios residenciales en zonas delimitadas alrededor del cuerpo (Cumming, 2006).

Teniendo en cuenta el diagrama de flujo propuesto en la figura (6.2), las actividades que se reali-
zaron para completar la investigacion se dividieron en cuatro fases diferentes:
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FIGURA 6.2: Metodologia propuesta para la evaluacién del indice de calidad del agua
mediante el uso de imagenes Sentinel-2 y machine learning.
Fuente: Elaboracién propia.
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6.2. Fase 1: Preprocesamiento de los datos y obtencion de las ecuaciones
de los parametros.

Este paso consté de dos procesos que se realizaron en paralelo. El primero se enfocé en la ad-
quisicién de las mediciones de cada uno de los 15 pardmetros directamente del Atlas de Agua del
Condado de Lake, al que se accedi6 en la fecha de realizacién del proyecto a través del siguiente
enlace: https://lake.wateratlas.usf.edu/. Los 15 pardmetros que inicialmente se procesaron fue-
ron: arsénico, sulfato, cloruro, clorofila-a, oxigeno disuelto, dureza, nitrégeno, pH, fésforo, potasio,
profundidad del disco Secchi, sodio, temperatura, s6lidos suspendidos totales y turbidez. El segundo
proceso se enfoco en la adquisicion de las imédgenes satelitales, las cuales se descargaron del geoportal
de Copérnicus a través del siguiente enlace: https://dataspace.copernicus.eu/explore-data.

A las mediciones de los pardmetros se les realiz6 un andlisis exploratorio orientado a la des-
cripcién de su estructura, distribucién y posibles patrones de comportamiento, mediante el lenguaje
Python con la libreria pandas, ideal para analizar datos numéricos. Algunos de los métodos utiliza-
dos de dicha libreria fueron mean(), median(), std(), min() y max(). Adicionalmente, se uso la librerfa
scipy.stats para calcular los coeficientes de asimetria y curtosis con los métodos skew() y kurtosis(),
respectivamente. En esta parte del proceso también se obtuvieron los histogramas y diagramas box-
plot por medio de la libreria seaborn, la cual cuenta con los métodos histplot() y boxplot(), que generan
automdticamente las gréficas requeridas.

Asimismo, se llev6 a cabo un proceso de limpieza mediante la metodologia del rango intercuar-
tilico, asegurando la integridad de los datos para su posterior procesamiento. Adicionalmente, con
el software SNAP, se procesaron las bandas de las imagenes satelitales mediante las herramientas de
geoprocesamiento rédster de tipo geométrico. En este paso se recortaron las imagenes para enfocarse
solamente en el drea de estudio y se aplicaron correcciones de tipo geométrico, atmosférico y radio-
métrico, de tal forma que los recortes no extendieran ningtn tipo de error a lo largo de la cadena de
procesos. Finalmente, se aplicé un proceso de remuestreo a las bandas con una resolucién espacial
diferente a 10 metros, de tal forma que la geometria de todos los pixeles fuera igual a lo largo de toda
la muestra.

Luego del preprocesamiento tanto de las mediciones como de las imagenes satelitales, se proce-
di6 a relacionar los valores de reflectancia de cada banda con los valores de concentraciéon de cada
pardmetro de la siguiente forma: se desplegaron las imagenes mediante la libreria rasterio y el método
open(); luego, se codificaron las coordenadas de las estaciones de tal forma que se convirtieran en un
objeto tipo punto con el método Point() de la libreria geopandas de Python; finalmente, se relacionaron
las mediciones de los pardmetros con sus correspondientes valores espectrales con base en la fecha
de obtencién de cada insumo. Este proceso fue corroborado manualmente por medio del software
ArcGIS Pro, afiadiendo aleatoriamente una banda y validando el valor extraido versus el valor leido
en pantalla.

Posteriormente, se realizaron multiples regresiones para determinar cudl era la combinacién de
bandas que mejor se ajustaba a las mediciones de campo. Dichas combinaciones se realizaron con la
ayuda del método combinations() de la libreria itertools, de tal forma que se obtuvieron todos los con-
juntos de bandas posibles para cada modelo. Esta tarea se complement6 con la libreria statsmodels de
Python, desarrollada para la aplicacién de regresiones. El cdlculo de las medidas bésicas de validacién
estadistica para modelos de este tipo y la obtencién de las pruebas de normalidad, heterocedasticidad
y autocorrelacion de los residuos se realizaron con las librerias statsmodels y scipy.stats utilizando los
métodos shapiro(), kstest(), jarque_bera(), het_breuschpagan(), het_white() y het_goldfeldquandt().
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6.3. Fase 2: Estimacion de los parametros y modelado del indice de cali-
dad del agua.

Una vez que se completaron y validaron las ecuaciones para los parametros correspondientes,
se procedi6 a aplicarlas en zonas adyacentes a las estaciones de monitoreo en las cuales todos los
modelos eran evaluables para poder determinar los valores de cada indicador. Esta actividad requirié
la aplicacién de diferentes métodos relacionados con las librerias statsmodels, rasterio, geopandas, pandas
y numpy. En consecuencia, result6 en la conformacién de una base de datos de pardmetros estimados
con la cual se calcul6 el indice de calidad del agua bajo los lineamientos del CCME (Neary et al., 2001).
El proceso anterior permitié la obtencién de un valor del indice para multiples zonas del lago George.
A continuacion, se relacionaron dichos valores con los valores de reflectancia correspondientes a cada
una de las bandas de las imédgenes seleccionadas. Estos tltimos conjuntos de datos consolidados
sirvieron de insumo para implementar el modelo MARS; este ajuste se realiz6 con la libreria py-earth
y los métodos fit() y predict(), los cuales estdn disefiados especificamente para el ajuste flexible de
modelos complejos no lineales.

6.4. Fase 3: Evaluacion del modelo.

Con el ajuste final del modelo propuesto, fue posible aplicarlo en diferentes zonas del Lago para
estimar valores del indice con ayuda de la misma libreria py-earth, utilizando solamente los valores de
las bandas de las imagenes satelitales dispuestas para su evaluaciéon. Dado que el estudio se realizé en
el afio 2023, el modelo se evalu6 en las mismas imdagenes utilizadas en las actividades mencionadas
anteriormente, con el fin de comparar los valores estimados con los calculados en la fase 2. En este
sentido, también se analiz6 de manera préctica la evaluacion del modelo a través de la creacién de
mapas temadticos del indice estimado utilizando el software ArcGIS Pro, interpretando los valores con
respecto a la escala de calidad del CCME.

6.5. Fase 4: Validacion del modelo.

La fase final consisti6 en la validez del modelo desde un punto de vista estadistico; téngase en
cuenta que el ajuste se realiz6 con el 70 % de los datos; el restante 30 % se emple6 en la fase de va-
lidacién. En primer lugar, se analizaron las estadisticas basicas de ajuste del modelo, tales como el
coeficiente de determinacién R?, el error medio cuadratico (RMSE), el error medio absoluto (MAE) y
el error relativo. Posteriormente, el modelo se sometié a un proceso de validacioén cruzada, train-test
split y bootstrap con los datos reservados para tal fin. Finalmente, se analizaron los residuos arrojados
por el modelo mediante gréficas de distribucién, graficas comparativas entre los valores del indice
estimados y los residuos correspondientes, ademads de la interpretacién de cada variable y su impor-
tancia en el modelo. La serie de procesos anteriores se llev6 a cabo con las librerias sklearn, py-earth y
matplotlib de Python.
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Descripcion y Analisis Exploratorio de
Datos.

Las variables seleccionadas para el desarrollo de la presente investigacién corresponden a para-
metros de calidad del agua que tienen una incidencia directa en el sabor, la claridad y la integri-
dad fisico-quimica del lago, cuya cantidad de registros era lo suficientemente robusta para realizar
modelos de regresion lineal con resultados satisfactorios; por lo tanto, es posible que una porciéon
significativa de minerales y variables no fuera tenida en cuenta, ya sea por la limitada cantidad de
mediciones en la zona de estudio o por la ausencia de registros disponibles en las fuentes de datos
abiertos consultadas.

7.1. Parametros de Calidad del Agua.

Para el desarrollo inicial de los modelos de regresion lineal se tomoé en cuenta un total de 15 para-
metros cuyas mediciones se realizaron en el periodo comprendido entre el 1 de septiembre de 2022 y
el 30 de abril de 2024. Dichas mediciones fueron descargadas del atlas de recursos hidricos del conda-
do de Lake: https://lake.wateratlas.usf.edu/data-download/. Los datos fueron recolectados de
dos estaciones identificadas con los nimeros 44672 y 44673, ubicadas en la parte central del lago. Los
pardmetros seleccionados se listan a continuacién:

= Arsénico (ug/1)

= Sulfato (mg/1)

= Clorofila (ug/1)

= Cloruro (mg/1)

= Oxigeno disuelto (DO) (mg/1)
= Dureza (mg/1)

= Fosforo (mg/1)

= Nitrégeno (mg/1)

] pH

= Potasio (mg/1)

= Profundidad del disco Secchi (SDD) (pies)


https://lake.wateratlas.usf.edu/data-download/
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Sodio (mg/1)

Temperatura (°F)

Soélidos suspendidos totales (TSS) (mg/1)

Turbidez (NTU)
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7.1.1. Estadisticas descriptivas.

En la tabla (7.1) se resumen las estadisticas descriptivas calculadas para cada uno de los parame-
tros elegidos. Analizando la media y la mediana de los valores, se puede considerar que los valores
son consistentes con respecto al teorema del limite central, el cual indica si una variable tiene un
comportamiento similar a la distribucién normal. Si bien no es completamente necesario que los pa-
rametros sigan dicho comportamiento, si da una nocién de la variabilidad y posible distribucién de
los datos para poder ser ajustados a un modelo de regresion lineal. N6tese que practicamente la mitad
de los pardmetros presenta un sesgo hacia la izquierda, sustentado por un coeficiente de asimetria ne-
gativo. Ademads, el cloruro, el sodio y la dureza son los pardmetros con mayor variabilidad; por otra
parte, el f6sforo, el arsénico y el nitrégeno son los minerales con menor variabilidad en la base de
datos final.

En términos generales, las estadisticas descriptivas indican que la mayoria de los valores de los
parametros tienen un comportamiento normal con un sesgo ligeramente menor; no obstante, el sulfa-
to, la clorofila-a, el cloruro, el sodio, la temperatura y la turbidez muestran rangos considerablemente
amplios, lo que indica que las mediciones de estas variables estdn fuertemente influenciadas por un
componente adicional, como lo puede ser el temporal, en el sentido en que la actividad bioldgica y
eutrodfica se incrementa en temporadas con temperaturas mds altas; es decir, en el periodo de verano;
a su vez, disminuyen en temporadas de invierno, con sensaciones térmicas més bajas. La curtosis
calculada es la de exceso; por lo tanto, el valor de referencia es cero (no tres segin la definicién de
curtosis clasica). En este orden de ideas, una curtosis cercana a cero significa comportamiento normal;
una curtosis mayor a cero significa una distribucién de valores mas concentrada en el centro de los
datos, o, una ausencia de valores extremos; por tltimo, una curtosis menor a cero indica mayor pre-
sencia de valores extremos, lo que sugiere mayor probabilidad de valores atipicos y un grado mayor
de variabilidad.

En consecuencia, el potasio, los sélidos suspendidos totales, el sulfato y el cloruro constituyen
el grupo de pardmetros con mayor tendencia a presentar concentraciones mas bajas alrededor de
la media, lo que influye en la obtencién de valores considerablemente dispersos. Por otra parte, la
mayoria de las variables mostraron un valor absoluto de curtosis en el rango de 0,8 a 1,0; por lo
tanto, fue posible identificar una dispersién uniforme dentro de la propia dindmica de las mediciones.
Finalmente, la clorofila-a y la SDD demostraron ser los indicadores con la mayor concentracién de
observaciones alrededor de la media, con una curtosis de 0,1725 y 0,1268, respectivamente.

TABLA 7.1: Estadisticas descriptivas de los parametros medidos en el Lago George.

Parametro Media Mediana Desv. Est. Minimo Miéiximo Asimetria Curtosis
Arsénico 0,6896 0,6881 0,1202 0,4786 0,9177 -0,1055 -0,8188
Sulfato 49,3163 48,0211 19,2330 16,0311 83,4388 -0,0240 -1,1674
Clorofila-a 245209 23,8027 12,8227 2,9904 58,8135 0,56 0,1725
Cloruro 200,0083 202,63 62,0528 77,34 288,97 -0,2925 -1,1706
DO 7,7764 7,8 0,9143 5,85 9,8 0,0481 -0.8265
Dureza 161,5748 174,045 40,0987 69,9801 208.8604 -0,5125 -0.8129
Fésforo 0,0554 0,0484 0,0368 -0,0033 0,1457 0,4674 -0.8334
Nitrégeno 1,3051 1,2779 0,2133 0,8813 1,6843 0,1796 -0.6004
pH 7,9662 7,925 0,5156 6,55 8,95 -0,0749 -0.7673
Potasio 4,5462 4,7881 0,9826 2,9083 5,9453 -0,2496 -1.4456

SDD 2,1254 1,9685 0,7694 0,6562 3,937 0,7087 0.1268
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Parametro Media Mediana Desv. Est. Minimo Maéaximo Asimetria Curtosis
Sodio 110,4181 111,6081 36,6243 40,5064 166,7091 -0,0629 -1.0354
Temperatura 75,5355 76,0046 8,5255 56,12 89,1338 -0,4457 -0.9711
TSS 11,2788 11,0 4,8509 1,6 27,0 0,7377 1.3097
Turbidez 5,6874 4,7123 2,8386 1,4306 14,0742 1,1541 1.0052

Fuente: Elaboracién propia.

7.1.2. Histogramas.

La tabla (7.2) muestra los histogramas de cada uno de los pardmetros finales. En las diferentes gra-
ficas se puede evidenciar que los valores medidos para los pardmetros son bastante variados, tenien-
do comportamientos atribuibles a la distribucién normal o simétricos, asi como patrones bimodales
y curvas sesgadas hacia la derecha o hacia la izquierda. El oxigeno disuelto y nitrégeno, por ejemplo,
presentan un comportamiento simétrico con varias medidas concentradas en los valores centrales.
Los parametros que presentan un sesgo hacia la izquierda son: clorofila-a, fésforo, tss y turbidez. Por
otra parte, la temperatura y la dureza muestran un sesgo hacia la derecha donde la mayoria de las
medidas estdn concentradas en los valores maés altos. Por tltimo, hay patrones bimodales o con doble
pico, como es el caso del sulfato, el cloruro, el pH y el potasio; en este tipo de histogramas se evidencia
que los datos se concentran en dos valores distintos.

Adicionalmente, el sodio, la SDD y el arsénico cuentan con un comportamiento mayormente dis-
tribuido a lo largo del histograma, donde sus valores mas frecuentes se distribuyen en diferentes me-
didas. Para entender un poco mejor la variabilidad y concentraciéon de la mayoria de los valores de
las medidas, véase la seccion siguiente en donde se muestra el diagrama de caja y bigotes o Box-Plot,
en el cual se podrédn analizar aquellos valores que se pueden considerar como outliers o atipicos.

TABLA 7.2: Histogramas de los pardmetros medidos en el Lago George.

Histogramas

Histograma de arsénico Histograma de azufre
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Contintia en la siguiente pagina
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Histogramas
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Fuente: Elaboracién propia mediante la libreria seaborn de Python.

7.1.3. Diagrama Box-Plot.

El diagrama de caja y bigotes, o Box-Plot, permite analizar el grado de variabilidad y la concentra-
cién de un grupo de datos a través de la organizacién de estos en cuartiles (Williamson et al., 1989).
Este diagrama es una alternativa al andlisis descriptivo realizado con los histogramas, debido a que
permite identificar patrones de sesgo, por ejemplo. Pardmetros como la clorofila-a, la turbidez, los
TSS y el foésforo evidencian que una gran parte de los datos se encuentra en los primeros 3 cuartiles.
Los pardmetros que cuentan con un comportamiento mas equilibrado, es decir, con una variabilidad
mas distribuida a lo largo de los cuartiles, son: el arsénico, el sulfato, el DO y el sodio; estos diagra-
mas muestran que tanto la caja como los bigotes tienen una longitud similar, por lo que el grado de
variabilidad en estos pardmetros es menor.

Por otra parte, hay pardmetros que presentan una mayor concentracién de datos, ya sea en la caja
(cuartil 25 al 75) o en los bigotes, como es el caso del nitrégeno o la SDD, cuyos bigotes son mas
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alargados en comparacion con su caja correspondiente, lo que indica que hay una mayor variabilidad
en los extremos de las medidas. El potasio evidencia el caso contrario, en el cual el tamafio de la
caja es en proporciéon mds grande que la longitud de los bigotes, por lo que se puede concluir que la
variabilidad de los datos estd mds concentrada en los valores medios que en los extremos. Por tltimo,
la clorofila-a, los TSS y la turbidez son las tnicas variables que presentan valores atipicos obtenidos
por medio del método del diagrama Box-Plot, siendo esta tltima la que tiene la mayor cantidad de
outliers con cuatro.

TABLA 7.3: Box-Plot de los pardmetros medidos en el Lago George.

Box-Plot
Box-Plot de arsénico Box-Plot de azufre
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Box-Plot

Box-Plot de turbidez
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Fuente: Elaboracién propia mediante la libreria seaborn de Python.

7.2. Imagenes Sentinel-2.

Se utilizaron en total 20 imagenes satelitales del programa Sentinel-2, descargadas directamen-
te desde Copérnicus, que es un geoportal de la Agencia Espacial Europea (ESA, European Space
Agency -por sus siglas en inglés-), y se encuentra disponible en el siguiente enlace: https://browser.
dataspace.copernicus.eu/ (visitado el 27 de agosto de 2025). Debido a que todas las imagenes se
descargaron con el nivel mds alto de procesamiento, no fue necesario pos-procesar las bandas ob-
tenidas. El rango de tiempo elegido para el desarrollo del proyecto comprende datos medidos para
cada pardmetro desde septiembre de 2022 hasta abril de 2024. En consecuencia, se obtuvo una imagen
satelital para cada mes dentro de dicho periodo. En la tabla (7.4) se resume el nombre del producto
junto con la fecha de adquisicién correspondiente.

TABLA 7.4: Producto y fecha de adquisicién de las imédgenes.

Producto Fecha de adquisicién
S2A_MSIL2A_20220920T155941 20-09-2022
S2B_MSIL2A_20221025T160339 25-10-2022
S2A_MSIL2A_20221129T160621 29-11-2022
S2A_MSIL2A_20221219T160701 19-12-2022
S2A_MSIL2A_20230108T160641 08-01-2023
S2A_MSIL2A_20230217T160311 17-02-2023
S2A_MSIL2A_20230309T160101 09-03-2023
S2A_MSIL2A_20230418T155821 18-04-2023
S2B_MSIL2A_20230513T155829 13-05-2023
S2B_MSIL2A_20230602T155819 02-06-2023
S2B_MSIL2A_20230712T155829 12-07-2023
S2B_MSIL2A_20230811T155829 11-08-2023
S2B_MSIL2A_20230910T155829 10-09-2023
S2B_MSIL2A_20231020T160209 20-10-2023
S2B_MSIL2A_20231109T160459 09-11-2023
S2B_MSIL2A_20231219T160659 19-12-2023
S2B_MSIL2A_20240128T160529 28-01-2024


https://browser.dataspace.copernicus.eu/
https://browser.dataspace.copernicus.eu/
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Producto Fecha de adquisicién
S2B_MSIL2A_20240207T160429 07-02-2024
S2A_MSIL2A_20240323T155921 23-03-2024
S2B_MSIL2A_20240407T155819 07-04-2024

Fuente: Elaboracién propia.
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Desarrollo de los Modelos de Regresion
Lineal.

La siguiente etapa del proceso comprendia la consolidacién de una base de datos que relacionara
las medidas tomadas por las estaciones en el lago y la subsecuente respuesta espectral de cada imagen.
Asi entonces, se agruparon las observaciones por mes y se sustrajeron los valores de reflectancia
de cada banda, asigndndoselos a su observacién correspondiente segiin su fecha. Para tal fin, fue
necesario procesar las bandas de tal forma que mantuvieran la misma resolucién espacial. A este
proceso se le conoce como remuestreo, tomando como capa base la banda 2 (Azul), que naturalmente
tiene una resoluciéon de 10 metros. En ese orden de ideas, las bandas 1, 5, 6, 7, 8A, 9, 11 y 12 pasaron
de tener resoluciones entre 20 y 60 metros a 10 metros, como las bandas del espectro visible.

8.1. Limpieza y Filtrado de Variables Significativas.

Los valores de reflectancia de las imagenes utilizadas, como ya se mencioné, fueron sujetos a
una fase de posprocesamiento correspondiente al nivel 2 para una imagen Sentinel, lo que quiere
decir que el rango esperado para dichos valores estd entre 0 y 1 al ser nimeros escalados, siendo
0 los niveles mds oscuros relacionados con superficies que absorben una gran cantidad de energia
y, por consiguiente, no reflejan la luz, y 1 los niveles mds claros relacionados con elementos de la
superficie que reflejan la mayoria de la energia, absorbiendo una cantidad mintscula de ésta (Wang
et al., 2016); no obstante, debido a que la superficie de andlisis corresponde a valores muy pequefios,
se hallaron valores negativos, lo que en la préactica no serfa logico; sin embargo, este fenémeno se
ha documentado y analizado en multiples estudios (ESA, 2021; Warren et al., 2019; Vanhellemont,
2019; Pereira-Sandoval et al., 2019), justificado por el hecho de que las correcciones atmosféricas y
geofisicas de los productos de nivel 2 afectan de manera directa los valores extremos de los valores
de reflectancia.

En ese orden de ideas, plantear un modelo de regresion lineal multiple supondria el hallazgo de
problemas de multicolinealidad ocasionados por la similitud de los valores de reflectancia. Por tal
motivo, se implementé una metodologia utilizada previamente por (Najafzadeh and Basirian, 2023),
la cual consiste en la determinacion de indices normalizados y ratios o cocientes con cada una de las

—

Rij= - (8.2)
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En donde ND;; es el indice entre las bandas i y j, R;; es el ratio o cociente entre las bandas iy j, B; y B;
son los valores de reflectancia de las bandas i y ;.

8.1.1. Limpieza de los Datos.

Previo a cualquier tipo de procesamiento, se realiz6 una rutina de limpieza de datos basica me-
diante la técnica del rango intercuartilico (Walfish, 2006), la cual se utiliza, por ejemplo, en la deter-
minacion de valores atipicos en las graficas de caja y bigotes, también conocidas como diagramas
Box-Plot. Esta técnica halla la diferencia entre el cuantil 75 y 25; luego, determina un rango multipli-
cando dicha diferencia por un factor, el cual, para el ejercicio, fue de 1,5; finalmente, todos aquellos
valores que se encuentren fuera del rango obtenido se consideran atipicos y se eliminan del andlisis.

IQR = Qs — Qi (8.3)
L;=Q; — F+IQR (8.4)
Ls = Qs + Fx IQR (8.5)

Donde IQR es el rango intercuartilico, Q3 es el valor del cuantil 75, Q; es el valor del cuantil 25, F es
el factor de multiplicaciéon del IQR, L; y Ls son los limites inferior y superior, respectivamente.

La table (8.1) presenta el resumen de cada uno de los datos sustraidos en el anélisis de datos
atipicos, incluyendo el tamafio original, las observaciones resultantes, la cantidad de datos eliminados
y el porcentaje de datos eliminados. Nétese que los pardmetros con la mayor cantidad de mediciones
(pH y temperatura) fueron aquellos a los que se les removié la menor cantidad de datos, con menos
del 10 %. Ademas, los parametros que presentaron una mayor cantidad de variabilidad, analizados
desde el punto de vista de valores atipicos, fueron la clorofila-a y la turbidez, a los que se les removié
un 33,3 % y 37,18 % de los registros, respectivamente. Para los pardmetros relacionados con nutrientes
como el arsénico, sulfato, cloruro, potasio y sodio, se evidencié que no solo se registré la misma
cantidad de mediciones (58), sino que, asimismo, se removi6 la misma cantidad de datos atipicos
(16). Lo que permitiria deducir que:

= Hay una fuerte distribucién y correlacion de los pardmetros entre si, por lo que cualquier afec-
tacién en uno u otro sugiere un cambio directo en los demas.

= Las técnicas de recolecciéon y manipulaciéon de muestras podrian haber tenido una falla de me-
dicién para todos los parametros evaluados en un periodo de tiempo determinado.

= Los pardmetros estdn afectados por aspectos geograficos o temporales.

TABLA 8.1: Datos atipicos eliminados por parametros.

Parametro Tamafio original Sin atipicos Datos eliminados Porcentaje
Arsénico 58 42 16 27,6 %
Sulfato 58 42 16 27,6 %
Clorofila-a 156 104 52 33,3 %
Cloruro 58 42 16 27,6 %
DO 355 270 85 23,9 %
Dureza 56 41 15 26,8 %
Foésforo 156 110 46 29,5 %
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Parametro Tamafio original Sin atipicos Datos eliminados Porcentaje
Nitroégeno 72 51 21 29,17 %
pH 414 376 38 9,18 %
Potasio 58 42 16 27,6 %
SDD 393 327 66 16,79 %
Sodio 58 42 16 27,6 %
Temperatura 415 377 38 9,16 %
TSS 78 53 25 32,05%
Turbidez 78 49 29 37,18 %

Fuente: Elaboracién propia.

8.1.2. Seleccién de Variables Significativas.

Teniendo los marcos de datos sin valores atipicos, se procedi6 a seleccionar aquellas variables
predictivas que mejor explicaban la variabilidad de las variables respuesta, es decir, de las observa-
ciones de los pardmetros. En esta parte del proceso se efectué una metodologia similar a la de forward
step-wise, la cual consiste en la adicion de variables al modelo, eligiendo aquella con el coeficiente de
determinacion mdaltiple (R?) més alto (Bendel and Afifi, 1977). Dado que, hasta este punto, no solo se
tenian las 12 bandas, sino que también se contaba con los diferentes indices normalizados junto con
los coeficientes resultantes de la combinacién de cada banda entre si, no fue posible hacer una regre-
sién con todas las variables porque esto supondria la obtencién de problemas de multicolinealidad
y sobreajuste, en la medida en que algunos pardmetros iban a tener més variables predictivas que
observaciones (Shrestha, 2020).

En consecuencia, se crearon modelos con una, dos y tres variables, se ajustaron las regresiones
y se extrajo el R%. Luego, se ordenaron los modelos resultantes de forma descendente y se eligieron
los cinco (5) mejores. El procesamiento anteriormente descrito se implement6 para cada uno de los
pardmetros de forma independiente. Asimismo, se aplicaron distintas transformaciones a la variable
respuesta en biisqueda de un mejor ajuste.

A los modelos seleccionados se les aplicé un andlisis de inflacién de varianza (VIF), el cual es una
técnica de deteccién de multicolinealidad basada en modelos de regresion lineal realizados sobre las
variables independientes de la siguiente manera:

= Se toma una de las variables explicativas como variable dependiente.

= Se hace un modelo de regresioén con las variables predictoras restantes.
= Se calcula el coeficiente de determinacién R?.

= Se calcula el VIF

1

VIF = ——
' 1-R?

(8.6)

Donde VIF; es el factor de inflacién de varianza y R? es el coeficiente de determinacién para la variable
i (Thompson et al., 2017).

El indice VIF calculado se puede clasificar de la siguiente manera:
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= VIF cercano a 1: multicolinealidad baja
s VIF menor o cercano a 5: multicolinealidad media

» VIF cercano o mayor a 10: multicolinealidad alta

Asi entonces, con base en la ecuacién (8.6), se eligi6 el modelo (dentro de los 5 preseleccionados) con
el menor grado de multicolinealidad en sus variables. Durante este proceso, se pudo confirmar que
la combinacién de bandas unitarias entre si genera una multicolinealidad muy alta, con indices VIF
incluso mayores que 400, por tal motivo, se proyect6 el ajuste de modelos con una combinacién de
indices normalizados y cocientes en lugar de bandas unitarias sin procesar.

8.1.3. Ajuste de los Modelos Preliminares.

Los modelos finales seleccionados se ajustaron utilizando la técnica de minimos cuadrados ordi-
narios (MCO). Hasta este punto, ningtin modelo se ha descartado por falta de ajuste; no obstante, los
coeficientes de determinacion obtenidos no permitian concluir que habia un ajuste aceptable para ser
considerado dentro del andlisis. En ese orden de ideas, se eligieron tres (3) estadisticas como criterios
de filtrado:

» Prueba F: la cual valida si el modelo se ajusta a los datos.

H, : B1, B2 i =0
H,: .Bll 132/-"/ .Bi 7é 0 (87)

En donde Hj es la hipétesis nula, H, es la hipétesis alterna y 1, B2, ..., Bi son los coeficientes de regre-
sién obtenidos en el ajuste. Si el p-valor es menor que el nivel de significancia a, se rechaza H, y se
concluye que los coeficientes son estadisticamente significativos.

» Prueba t: la cual valida la significancia estadistica de cada coeficiente.

Ho H ﬁi =0
Hy:Bi #0 (8.8)

En donde Hj es la hipétesis nula, H, es la hipoétesis alternativa y B; son los coeficientes de regresion
obtenidos en el ajuste. Si el p-valor es menor que el nivel de significancia &, se rechaza H, y se concluye
que el coeficiente evaluado es estadisticamente significativo.

» Coeficiente de determinacién multiple R? ajustado: el cual toma en cuenta la inclusion de nue-
vas variables y su aporte a la explicacién de la variabilidad de la variable respuesta.

8.1.4. Analisis de Observaciones Influyentes.

Debido a que el problema de falta de ajuste seguia presente en una cantidad considerable de mo-
delos, se realiz6 un andlisis de observaciones influyentes en el calculo del coeficiente de determinacién
ajustado. La ecuacion (8.9) ilustra las variables que intervienen en el cdlculo. Nétese que la suma de
cuadrados de los residuos tiene una relacién inversa con el coeficiente; es decir, cuanto mds grande
es la suma, menor es el ajuste; por lo tanto, si una o mas observaciones estdin muy distantes del valor
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estimado, el ajuste disminuye sustancialmente. En ese orden de ideas, se obtuvieron los residuos de
los modelos y se ordenaron de manera descendente; luego, se eliminaron las observaciones con los
residuos més grandes. La implementacién de esta metodologia resulté en una mejora fundamental
en el ajuste para la mayoria de los parametros.

(-1
N-p-1

R2, = (8.9)
Donde Ri ; es el coeficiente de determinacién ajustado, SCE es la suma de cuadrados de los residuos,

SCT es la suma total de cuadrados, N es el tamafio de la muestra y p es el ntimero de variables
independientes (Martinez, 2005).

La tabla (8.2) ilustra tanto los datos atipicos como los influyentes que fueron eliminados de las
bases de datos consolidadas para todos los pardmetros. El oxigeno disuelto (DO), por ejemplo, pre-
sent6 un buen ajuste solamente hasta que se removié aproximadamente el 75 % de los datos, lo que
sugiere que los datos recolectados por las estaciones en la zona de estudio no pueden ser explicados
mediante la utilizaciéon de modelos de regresién lineal. Un fendmeno similar sucedié con el fésforo,
cuyo comportamiento lineal no pudo ser explicado sino hasta la remocién del 71 % de las observacio-
nes medidas. El bajo ajuste de estas variables no significa que no puedan ser modeladas; sino que, por
el contrario, el enfoque de un modelamiento lineal podria no ser el adecuado segtn las caracteristicas
propias del parametro en la zona de estudio, abriendo la posibilidad de explorar otras técnicas no
lineales més avanzadas.

En términos generales, se podria deducir que el modelado mediante la utilizacién de regresiones
lineales es bastante restrictivo en la medida en que es necesaria la eliminacién de una cantidad re-
presentativa de datos que impacta directamente en la significancia y el ajuste general de los modelos;
aun asi, tras la implementacién de las técnicas de limpieza y mejoramiento de ajuste, se logré obtener
modelos mds robustos y consistentes, capaces de ofrecer mayor confiabilidad en las estimaciones.

TABLA 8.2: Datos atipicos e influyentes eliminados en cada pardmetros.

Parametro Sin atipicos Sin influyentes Datos eliminados Porcentaje total
Arsénico 42 35 23 39,66 %
Sulfato 42 35 23 39,66 %
Clorofila-a 104 67 89 57,05 %
Cloruro 42 35 23 39,66 %
DO 270 95 260 73,24 %
Dureza 41 30 26 46,47 %
Fosforo 110 45 111 71,15%
Nitrégeno 51 41 31 43,05 %
pH 376 241 173 41,79 %
Potasio 42 32 26 44,83 %
SDD 327 222 171 43,51 %
Sodio 42 33 25 43,10 %
Temperatura 377 207 258 62,17 %
TSS 53 39 39 50,00 %
Turbidez 49 38 40 51,28 %

Fuente: Elaboracién propia.
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8.2. Ajuste de los Modelos Finales.

Una vez que se obtuvieron los coeficientes de determinacién ajustados aceptables, se procedi6 a
validar el resto de los supuestos:

8.2.1. Arsénico.

El resumen de los resultados de la regresion lineal sobre los datos del arsénico se presenta en la
tabla (8.3). Este pardmetro se model6 con un total de 35 datos, arrojando un R? de 0,849 y un R?
ajustado de 0,834. En el proceso, se probé una combinacién de transformaciones, resultando en la
ctibica como la que mejor ajuste presenté. La probabilidad del estadistico F fue muy cercana a 0, por
lo que se puede concluir que el modelo se ajusta a los datos. La probabilidad de la prueba t para los
parametros estd muy cercana a 0; por consiguiente, se concluye que los coeficientes son altamente
significativos; no obstante, el valor de la prueba de Durbin-Watson (0,729) alude a una autocorrelacién
positiva; es decir, si un error es grande en una observacion, el siguiente tiende a ser igualmente gran-
de. Este tipo de problemas sucede cuando los datos objeto de andlisis tienen componentes temporales
o geograficos, estando ambos aspectos presentes en la informacién obtenida.

TABLA 8.3: Resumen del modelo de regresién lineal por MCO para el arsénico.

OLS Regression Results

Dep. Variable: Y R-squared: 0.849
Model: OLS Adj. R-squared: 0.834
Method: Least Squares F-statistic: 57.93
Date: Thu, 13 Nov 2025 Prob (F-statistic): 8.22e-13
No. Observations: 35 AIC: -83.72
Df Residuals: 31 BIC: -77.50

coef std err t P>t [0.025 0.975]
const 0.3039 0.014 22.232 0.000 0.276 0.332
ND_b8a_b9 0.0066 0.001 8.576 0.000 0.005 0.008
ND_b1_b5 0.3341 0.062 5.346 0.000 0.207 0.462
ND_b9_b12 -0.0150 0.002 -7.331 0.000 -0.019 -0.011
Omnibus: 0.608 Durbin-Watson: 0.729
Prob(Omnibus) : 0.738  Jarque-Bera (JB): 0.659
Skew: 0.030 Prob(JB): 0.719
Kurtosis: 2.330 Cond. No. 91.5

Fuente: Elaboracién propia mediante regresién lineal en Python utilizando statsmodels.

La regresion con MCO, en consecuencia, no fue la opcién adecuada para modelar el pardmetro
del arsénico. Por lo tanto, se ajusté6 un modelo mediante minimos cuadrados generalizados con au-
tocorrelacién o GLSAR (Generalized Least Squares Autoregressive, por sus siglas en inglés). Este tipo de
regresion no solo corrige problemas de autocorrelacién, sino que también puede ser ttil para resolver
la heterocedasticidad. La tabla (8.4) muestra que, si bien el ajuste general del modelo disminuy6 (R?
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ajustado de 0,747), tanto la significancia general del modelo como la de los estimadores se mantu-
vieron. Finalmente, el valor de la prueba de Durbin-Watson estd dentro del rango permitido para la
validacién del supuesto en cuestion.

TABLA 8.4: Resumen del modelo de regresion lineal por GLSAR para el arsénico.

GLSAR Regression Results

Dep. Variable: Y R-squared: 0.770
Model: GLSAR  Adj. R-squared: 0.747
Method: Least Squares F-statistic: 168.1
Date: Thu, 13 Nov 2025 Prob (F-statistic): 7.61e-19
No. Observations: 34 AIC: -99.97
Df Residuals: 30 BIC: -93.86

coef std err t P>t [0.025 0.975]
const 0.3069 0.033 9.231 0.000 0.239 0.375
ND_b8a_b9 0.0062 0.000 20.777 0.000 0.006 0.007
ND_b1_bb 0.2488 0.060 4.179 0.000 0.127 0.370
ND_b9_b12 -0.0135 0.001 -9.831 0.000 -0.016 -0.011
Omnibus: 5.490 Durbin-Watson: 1.634
Prob(Omnibus) : 0.064  Jarque-Bera (JB): 6.445
Skew: 0.111  Prob(JB): 0.0399
Kurtosis: 5.121 Cond. No. 79.5

Fuente: Elaboracién propia mediante regresién lineal en Python utilizando statsmodels.

Con respecto a los supuestos de normalidad y homocedasticidad. Se ejecutaron las pruebas de
Shapiro-Wilk, Kolmogorov-Smirnov y Jarque-Bera, las cuales arrojaron p-valores de 0,0806, 0,489 y 0,4249,
respectivamente, por lo que no se rechaza la normalidad en los residuos. Debido a que la prueba de
heterocedasticidad de Breusch-Pagan arroj6 un p-valor de 0,091, se ajusté el modelo con la estructura
de covarianza "HAC’ (Heteroskedasticity and Autocorrelation Consistent, por sus siglas en inglés), la cual
robustece los errores estdndar en muestras con problemas de heterocedasticidad y autocorrelacién
(Andrews, 1991). Por tltimo, para la validacién final del modelo, se utiliz6 el método leave-one-out, el
cual realiza regresiones con los datos finales dejando uno fuera, repitiendo el proceso hasta descartar
la Gltima observacion, computando el error medio absoluto y el error medio cuadratico, ademas del
coeficiente de determinacioén.

La validacién cruzada para el arsénico mostré que tanto el error medio absoluto (MAE) como
el error medio cuadratico (RMSE) son consistentes y bajos, con valores de 0,0605 y 0,0716, respec-
tivamente, por lo que las estimaciones con la estructura HAC son estables y pueden considerarse
predicciones confiables. En cuanto al coeficiente de determinacién, el resultado final indica que la
variabilidad es explicada en mas de un 80 %, un valor sélido que indica confiabilidad y robustez en
el ajuste. En conclusion, el modelo GLSAR para el pardmetro del arsénico cumplié con los supuestos
clasicos de la regresion lineal y la validacion cruzada ofrecié confiabilidad al momento de predecir.
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8.2.2. Sulfato.

El resumen del modelo para el sulfato con MCO se presenta en la tabla (8.5). Como era de es-
perarse, se encontraron resultados similares a los del caso de arsénico, con un buen R? ajustado de
0,87 y una probabilidad del estadistico tanto de la prueba F como de las pruebas ¢t muy cercana a
0. No obstante, el supuesto de la autocorrelacién no se cumplid, debido a que el valor de la prueba
de Durbin-Watson esta muy lejano de 2; por lo tanto, se pudo concluir que los residuos tienen co-
rrelacién positiva. La variable respuesta para este pardmetro también fue objeto de transformaciéon
para la obtencién de un mejor ajuste y el cumplimiento del supuesto de no heterocedasticidad. La
transformacién en mencién fue la logaritmica.

TABLA 8.5: Resumen del modelo de regresion lineal por MCO para el sulfato.

OLS Regression Results

Dep. Variable: Y R-squared: 0.878
Model: OLS Adj. R-squared: 0.870
Method: Least Squares F-statistic: 115.2
Date: Sun, 16 Nov 2025 Prob (F-statistic): 2.41e-15
No. Observations: 35 AIC: -32.67
Df Residuals: 32 BIC: -28.01

coef std err t P>|t]| [0.025 0.975]
const 3.0245 0.082 37.033 0.000 2.858 3.191
ND_b5_b11 3.1233 0.207 15.091 0.000 2.702 3.545
ND_b8_b11 -2.5784 0.200 -12.883 0.000 -2.986 -2.171
Omnibus: 0.084 Durbin-Watson: 1.186
Prob(Omnibus) : 0.959  Jarque-Bera (JB): 0.088
Skew: 0.078 Prob(JB): 0.957
Kurtosis: 2.811 Cond. No. 14.2

Fuente: Elaboracién propia mediante regresion lineal en Python utilizando statsmodels.

La tabla (8.6) muestra el resumen del ajuste con GLSAR. Si bien el ajuste general del modelo
disminuy6 un poco, el hecho de que la variabilidad del sulfato se explique en un 75 % no determina
una caida sustancial y se considera aceptable. Los otros parametros que no se vieron afectados fueron
el estadistico de la prueba F y los de las pruebas t; por lo tanto, se cumpli6 la significancia estadistica
tanto del modelo como de los estimadores, incluso para un nivel del 1 %. El valor de la prueba de
Durbin-Watson de 1,707 indic6 que el problema de la autocorrelacién fue corregido satisfactoriamente.

Las pruebas de normalidad y homocedasticidad fueron satisfactorias al arrojar p-valores de 0,1085,
0,739 y 0,8247 para las pruebas de Shapiro-Wilk, Kolmogorov-Smirnov y Jarque-Bera, respectivamente. Si
bien la prueba de Goldfeld-Quandt arrojé un p-valor de 0,0389 para la evaluacién de la heterocedastici-
dad, las pruebas de Breusch-Pagan y White produjeron p-valores de 0,4318 y 0,4335, respectivamente.
Por lo tanto, no se hall6 evidencia para rechazar la homocedasticidad en las varianzas de los residuos.
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TABLA 8.6: Resumen del modelo de regresién lineal por GLSAR para el sulfato.

GLSAR Regression Results

Dep. Variable: Y R-squared: 0.768
Model: GLSAR Adj. R-squared: 0.753
Method: Least Squares F-statistic: 21.06
Date: Sun, 16 Nov 2025 Prob (F-statistic): 1.67e-06
No. Observations: 34 AIC: -37.84
Df Residuals: 31 BIC: -33.26

coef std err t P>t [0.025 0.975]
const 3.0966 0.113 27.300 0.000 2.865 3.328
ND_b5_b11 2.8283 0.437 6.476 0.000 1.938 3.719
ND_b8_b11 -2.3679 0.403 -5.876 0.000 -3.190 -1.546
Omnibus: 8.653 Durbin-Watson: 1.707
Prob(Omnibus) : 0.013  Jarque-Bera (JB): 10.831
Skew: 0.572  Prob(JB): 0.00445
Kurtosis: 5.518 Cond. No. 10.9

Fuente: Elaboracién propia mediante regresién lineal en Python utilizando statsmodels.

Debido a la cantidad de datos disponibles, se realiz6 la validaciéon cruzada del tipo leave-one-out.
Al igual que con el arsénico, tanto el error medio absoluto (0,1216) como el error medio cuadratico
(0,1537) fueron bajos. El coeficiente de determinacién de la validacién fue de 0,8514, lo que indica que
el modelo tiene un buen poder de predicciéon y generalizacion ante ligeras modificaciones en la base
de datos con la que se ajust6 inicialmente. En conclusién, los supuestos clasicos de la regresion lineal
se cumplieron satisfactoriamente y la validacién cruzada ofrece confiabilidad y robustez en el ajuste
final.
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8.2.3. Clorofila-a.

El ajuste inicial del modelo por minimos cuadrados ordinarios, que se presenta en la tabla (8.7),
proporcioné un gran resultado con un 87 % de la variabilidad explicada por las variables indepen-
dientes; sin embargo, es pertinente hacer la aclaracién de que este pardmetro en especifico fue uno
de los méas complejos de modelar, debido a que los valores atipicos e influyentes afectaron directa-
mente el ajuste. Esto ocasioné que una gran cantidad de datos fuera removida para permitir que el
modelo se ajustara a los datos. La significancia general del modelo y de los estimadores cumple con
el nivel de significancia de hasta el 1%. No obstante, los residuos de este pardmetro también estan
fuertemente autocorrelacionados; por lo tanto, se aplicé nuevamente el modelo GLSAR para corregir
dicho problema. Asimismo, la transformacién logaritmica se usé en este parametro, lo cual permitié
resolver problemas de heterocedasticidad y falta de ajuste.

TABLA 8.7: Resumen del modelo de regresion lineal por MCO para la clorofila.

OLS Regression Results

Dep. Variable: Y R-squared: 0.884
Model: OLS Adj. R-squared: 0.881
Method: Least Squares F-statistic: 244 .4
Date: Mon, 08 Dec 2025 Prob (F-statistic): 1.09e-30
No. Observations: 67 AIC: -4.941
Df Residuals: 64  BIC: 1.673

coef std err t P>|t]| [0.025 0.975]
const 2.9688 0.035 85.147 0.000 2.899 3.038
ND_b2_b7 -2.7978 0.195 -14.370 0.000 -3.187 -2.409
ND_b3_b8 3.2087 0.154 20.858 0.000 2.901 3.516
Omnibus: 47.066 Durbin-Watson: 1.056
Prob(Omnibus) : 0.000 Jarque-Bera (JB): 5.670
Skew: -0.114  Prob(JB): 0.0587
Kurtosis: 1.593 Cond. No. 8.98

Fuente: Elaboracién propia mediante regresion lineal en Python utilizando statsmodels.

Hasta este punto, y con los resultados de la tabla (8.8), se puede concluir que la regresién por
minimos cuadrados generalizados castiga notablemente el ajuste, haciendo que el coeficiente de de-
terminacién ajustado disminuya. Para el caso de la clorofila-a, el R? ajustado pas6 de 87 % a 75,3 %,
précticamente una disminucién de 12 puntos. Si bien es una caida sustancial en la capacidad predic-
tiva del modelo, el valor del estadistico de Durbin-Watson de 2,202 garantizé que la autocorrelacién
en los residuos ya no estuviera presente, brindando confiabilidad en los resultados. Adicionalmente,
los estimadores y el modelo general cumplieron con el nivel de significancia.

La normalidad en los residuos se valid6 con la prueba de Jarque-Bera, la cual arrojé un p-valor de
0,0626. Si bien se cumpli6 el supuesto, al estar dicho resultado tan cerca del nivel de significancia, fue
necesario confirmarlo con la prueba de Kolmogorov-Smirnov, cuyo p-valor fue de 0,127. Por lo tanto,
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no hubo evidencia para rechazar la normalidad en los residuos. De igual forma, la probabilidad de la
prueba de Goldfeld-Quandt de 0,2979 indic6 que tampoco hay evidencia para rechazar la homocedas-

ticidad.

TABLA 8.8: Resumen del modelo de regresion lineal por GLSAR para la clorofila.

GLSAR Regression Results

Dep. Variable: Y R-squared: 0.753
Model: GLSAR  Adj. R-squared: 0.745
Method: Least Squares F-statistic: 146.3
Date: Mon, 08 Dec 2025 Prob (F-statistic): 12e-24
No. Observations: 66 AIC: -22.42
Df Residuals: 63 BIC: -15.85

coef std err t P>|t] [0.025 0.975]
const 2.9552 0.041 72.303 0.000 2.874 3.037
ND_b2_b7 -2.6177 0.294 -8.918 0.000 -3.204 -2.031
ND_b3_b8 2.9818 0.246 12.121 0.000 2.490 3.473
Omnibus: 9.099 Durbin-Watson: 2.202
Prob(Omnibus) : 0.011  Jarque-Bera (JB): 3.872
Skew: -0.322  Prob(JB): 0.144
Kurtosis: 2.003 Cond. No. 7.09

Fuente: Elaboracién propia mediante regresién lineal en Python utilizando statsmodels.

Finalmente, los resultados de la validacion cruzada indicaron que el modelo, ademés de cum-
plir con los supuestos cldsicos, también presenté un buen poder predictivo y ofrecié confiabilidad y
robustez en las estimaciones, al obtenerse un error medio absoluto de 0,2144 y un error medio cuadré-
tico de 0,237, a pesar de haber tenido una reduccién considerable en el coeficiente de determinacién
ajustado. Como ya se mencioné anteriormente, el hecho de que el MAE y el RMSE fueran similares
demuestra la estabilidad del modelo ante cambios en la muestra de partida.
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8.2.4. C(Cloruro.

Siguiendo la linea de los parametros relacionados con minerales, el cloruro presenté un ajuste de
0,861, dado por el coeficiente de determinacién ajustado; aun asi, el problema de la autocorrelacién
estuvo presente en este modelo también. Teniendo esto en cuenta, es importante mencionar que el
modelo fue estadisticamente significativo, respaldado por la probabilidad de la prueba F, al igual que
cada uno de los estimadores, cuyas probabilidades de las pruebas t estuvieron muy cercanas a 0. La
transformacién logaritmica también se utiliz6 en esta variable, permitiendo elevar el R? ajustado en
comparacion con el calculado con la variable sin transformar. Los resultados completos de la regresion
se presentan en la tabla (8.9).

TABLA 8.9: Resumen del modelo de regresion lineal por MCO para el cloruro.

OLS Regression Results

Dep. Variable: Y R-squared: 0.869
Model: OLS Adj. R-squared: 0.861
Method: Least Squares F-statistic: 106.2
Date: Thu, 13 Nov 2025 Prob (F-statistic): 7.50e-15
No. Observations: 35 AIC: -45.80
Df Residuals: 32 BIC: -41.13

coef std err t P>|t]| [0.025 0.975]
const 4.5317 0.064 70.992 0.000 4.402 4.662
ND_b5_b11 2.5230 0.173 14.567 0.000 2.170 2.876
ND_b8_b11 -1.9542 0.163 -11.987 0.000 -2.286 -1.622
Omnibus: 4.004 Durbin-Watson: 1.266
Prob(Omnibus) : 0.135  Jarque-Bera (JB): 2.002
Skew: -0.289  Prob(JB): 0.368
Kurtosis: 1.981 Cond. No. 14.0

Fuente: Elaboracion propia mediante regresion lineal en Python utilizando statsmodels.

Los resultados de la regresiéon por minimos cuadrados generalizados, que se muestran en la tabla
(8.10), resolvieron el problema de la autocorrelaciéon para el cloruro de manera satisfactoria, sin afectar
ostensiblemente la significancia estadistica, tanto del modelo como de los estimadores. Una vez mas,
se repiti6 el fendmeno de la reduccion en el ajuste; atin asi, que las variables predictoras expliquen un
74,7 % de la variabilidad del cloruro sigue considerandose aceptable para un modelo con solamente
34 observaciones. Adicionalmente, los errores estdndar se calcularon con la estructura HAC para
asegurar la integridad de los intervalos de confianza.

Para la validacién de la normalidad en los residuos, se utilizé la prueba de Shapiro-Wilk, la cual
arrojé un p-valor de 0,0883. Debido a que la probabilidad mencionada anteriormente estuvo muy
cerca del nivel de significancia, se adicionaron las pruebas de Kolmogorov-Smirnov y Jarque-Bera, cuyas
probabilidades fueron de 0,5884 y 0,5261, respectivamente; por lo tanto, se considera que los residuos
tienen una distribucién normal. En cuanto al supuesto de no heterocedasticidad, tanto la prueba
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TABLA 8.10: Resumen del modelo de regresion lineal por GLSAR para el cloruro.

GLSAR Regression Results

Dep. Variable: Y R-squared: 0.762
Model: GLSAR Adj. R-squared: 0.747
Method: Least Squares F-statistic: 22.97
Date: 13 Nov 2025 Prob (F-statistic): 61e-07
No. Observations: 34 AIC: -49.62
Df Residuals: 31 BIC: -45.04

coef std err t P>t [0.025 0.975]
const 4.5992 0.110 41.975 0.000 4.376 4.823
ND_b5_b11 2.2867 0.337 6.777 0.000 1.599 2.975
ND_b8_b11 -1.8139 0.299 -6.066 0.000 -2.424 -1.204
Omnibus: 1.914 Durbin-Watson: 1.658
Prob(Omnibus) : 0.384 Jarque-Bera (JB): 0.855
Skew: -0.198 Prob(JB): 0.652
Kurtosis: 3.669 Cond. No. 11.2

Fuente: Elaboracién propia mediante regresién lineal en Python utilizando statsmodels.

de White como la de Breusch-Pagan produjeron p-valores notablemente méas grandes que el nivel de
significancia, por lo que se valida la varianza constante a lo largo de la muestra.

Resultados similares se obtuvieron para la validacién cruzada de este modelo, logrando un error
medio absoluto de 0,1057 y un error medio cuadratico de 0,1275. Esto indic6é que el modelo tuvo una
buena capacidad de predicci6n al tener errores pequefios. Adicionalmente, el coeficiente R> demostrd,
una vez mas, la correcta generalizacién de la regresion.
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8.2.5. Oxigeno disuelto.

La regresion por MCO se muestra en la tabla (8.11). Analizando el coeficiente R?, este pardme-
tro fue el que mejor ajuste presento al explicar mas del 95 % de la variabilidad de las observaciones;
tanto los estimadores como el modelo son estadisticamente significativos, respaldados por las bajas
probabilidades obtenidas de sus correspondientes pruebas. No obstante, el valor del estadistico de
Durbin-Watson estuvo notablemente alejado de 2. A priori, el oxigeno disuelto pareciera ser un para-
metro con problemas sencillos de resolver; no obstante, para obtener un ajuste decente fue necesario
eliminar cerca del 75 % de los datos, ademas de la transformacién de la variable dependiente con el
logaritmo natural. Lo que esto conlleva es que la robustez del modelo se vea directamente compro-
metida y que la capacidad predictiva del modelo disminuya al tener que forzarlo a una linealidad
inexistente.

TABLA 8.11: Resumen del modelo de regresién lineal por MCO para el oxigeno disuelto.

OLS Regression Results

Dep. Variable: Y R-squared: 0.954
Model: OLS Adj. R-squared: 0.953
Method: Least Squares F-statistic: 964.7
Date: Mon, 08 Dec 2025 Prob (F-statistic): 1.88e-62
No. Observations: 95  AIC: -491.9
Df Residuals: 92 BIC: -484.2

coef std err t P>|t]| [0.025 0.975]
const 2.2592 0.006 387.859 0.000 2.248 2.271
ND_b3_b9 -0.05633 0.002 -29.706 0.000 -0.057 -0.050
b7 -15.8837 0.376 -42.280 0.000 -16.630 -15.138
Omnibus: 18.093 Durbin-Watson: 0.370
Prob(Omnibus) : 0.000 Jarque-Bera (JB): 5.031
Skew: -0.178  Prob(JB): 0.0808
Kurtosis: 1.930 Cond. No. 332.

Fuente: Elaboracién propia mediante regresion lineal en Python utilizando statsmodels.

A pesar de lo mencionado anteriormente, se ajusté el modelo con GSLAR, como se evidencia en la
tabla (8.11). El ajuste general disminuy6 més de 20 puntos, obteniéndose un R? ajustado de 0,729 que,
si bien no fue despreciable, si evidencia la fragilidad de los datos ante cambios en las condiciones de
la regresion. La autocorrelacién fue resuelta dado un valor de 1,749 para Durbin-Watson; sin embargo,
el condicionamiento de la eliminacién masiva de datos fue una restriccién que generé una alerta
bastante relevante al momento de generar estimaciones con el modelo.

Las pruebas de normalidad, por otra parte, fallaron categéricamente; tanto Shapiro-Wilk como
Jarque-Bera y Kolmogorov-Smirnov generaron p-valores por debajo del nivel de significancia del 5 %.
Si bien el modelo arroj6 resultados satisfactorios para las pruebas de homocedasticidad en las varian-
zas de los residuos de Breusch-Pagan y Goldfeld-Quandt, también fall6 en la prueba de White, conocida
por ser una de las més robustas. En resumen, el modelo no cumplié con dos de los supuestos clésicos



8.2. Ajuste de los Modelos Finales.

67

TABLA 8.12: Resumen del modelo de regresion lineal por GLSAR para el oxigeno di-

suelto.

GLSAR Regression Results

Dep. Variable: Y R-squared: 0.735
Model: GLSAR  Adj. R-squared: 0.729
Method: Least Squares F-statistic: 69.60
Date: Mon, 08 Dec 2025 Prob (F-statistic): 58e-19
No. Observations: 94  AIC: -659.7
Df Residuals: 91 BIC: -652.0

coef std err t P>|t]| [0.025 0.975]
const 2.1894 0.020 108.084 0.000 2.149 2.230
ND_b3_b9 -0.0330 0.003 -11.665 0.000 -0.039 -0.027
b7 -9.4752 0.873 -10.848 0.000 -11.210 -7.740
Omnibus: 51.542 Durbin-Watson: 1.749
Prob(Omnibus) : 0.000 Jarque-Bera (JB): 190.315
Skew: 1.821  Prob(JB): 4.72e-42
Kurtosis: 8.944 Cond. No. 802.

Fuente: Elaboracién propia mediante regresion lineal en Python utilizando statsmodels.

de la regresion lineal; ademas, para lograr un ajuste decente por GSLAR, fue necesaria la eliminacién
de casi toda la muestra. Por tal motivo, este pardmetro se descarté y no se ejecuté ningtn tipo de

validacion cruzada.
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8.2.6. Dureza.

La dureza se model6 inicialmente con un total de 30 datos y dos variables independientes, obte-
niéndose un coeficiente de determinacién ajustado de 0,858. El estadistico F para el modelo present6d
un valor alto, por lo que se concluye que el modelo se ajusta a los datos y que, ademas, los estimadores
son significativos al 1 %. Como ha sido la tendencia, el problema de la autocorrelaciéon positiva volvié
a estar presente en este pardmetro, siguiendo el comportamiento de sus similares relacionados con
minerales. Adicionalmente, las observaciones de la dureza arrojaron resultados preliminares satisfac-
torios en cuanto a homocedasticidad y ajuste; por lo tanto, no fue requerida ninguna transformacion.
El resumen completo de los resultados se presenta en la tabla (8.13).

TABLA 8.13: Resumen del modelo de regresién lineal por MCO para la dureza.

OLS Regression Results

Dep. Variable: Y R-squared: 0.867
Model: OLS Adj. R-squared: 0.858
Method: Least Squares F-statistic: 88.35
Date: Mon, 08 Dec 2025 Prob (F-statistic): 1.42e-12
No. Observations: 30 AIC: 242.8
Df Residuals: 27  BIC: 247.0

coef std err t P>|t]| [0.025 0.975]
const 90.2658 7.493 12.047 0.000 74.892 105.640
ND_b5_b11 252.7933 19.075 13.253 0.000 213.655 291.931
ND_b8_bi1l -203.2807 18.314 -11.100 0.000 -240.857 -165.704
Omnibus: 5.818 Durbin-Watson: 1.028
Prob(Omnibus) : 0.055  Jarque-Bera (JB): 2.111
Skew: 0.247  Prob(JB): 0.348
Kurtosis: 1.798 Cond. No. 13.3

Fuente: Elaboracién propia mediante regresion lineal en Python utilizando statsmodels.

El modelo GLSAR sobre la muestra de dureza se presenta en la tabla (8.14), el cual indic6 que el
R? ajustado disminuy6; no obstante, logra explicar la variabilidad de la variable independiente en un
73 %. La autocorrelacion fue corregida apropiadamente, soportada por un valor de Durbin-Watson de
1,896. Las pruebas de normalidad utilizadas fueron las de Shapiro-Wilk, Kolmogorov-Smirnov y Jarque-
Bera, las cuales generaron probabilidades bastante altas; en consecuencia, hay evidencia sélida para
concluir que los residuos siguen una distribucién normal. La homocedasticidad en la varianza de los
residuos también fue objeto de no rechazo al pasar las pruebas de Breusch-Pagan y Goldfeld-Quandt
con probabilidades de 0,4383 y 0,9145, respectivamente.

Finalmente, con el cumplimiento de todos los supuestos cldsicos de la regresion lineal, se procedié
a ejecutar una rutina de validacién cruzada tipo leave-one-out, la cual produjo un error medio absoluto
de 0,0926, un error medio cuadrético de 0,1151 y un R? ajustado de 0,8108. En este orden de ideas,
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se pudo evidenciar una consistencia y robustez en el modelo, permitiendo generar confiabilidad y

estabilidad en las estimaciones.

TABLA 8.14: Resumen del modelo de regresion lineal por GLSAR para la dureza.

GLSAR Regression Results

Dep. Variable: Y R-squared: 0.750
Model: GLSAR  Adj. R-squared: 0.731
Method: Least Squares F-statistic: 33.07
Date: Mon, 08 Dec 2025 Prob (F-statistic): 7.19e-08
No. Observations: 29 AIC: 223.8
Df Residuals: 26  BIC: 227.9

coef std err t P>|t]| [0.025 0.975]
const 97.7495 8.644 11.309 0.000 79.982 115.517
ND_b5_b11 217.5331 26.847 8.103 0.000 162.347 272.719
ND_b8_b11 -178.3453 24.665 -7.231 0.000 -229.044 -127.646
Omnibus: 1.734 Durbin-Watson: 1.896
Prob(Omnibus) : 0.420 Jarque-Bera (JB): 1.442
Skew: 0.526  Prob(JB): 0.486
Kurtosis: 2.704 Cond. No. 9.92

Fuente: Elaboracién propia mediante regresion lineal en Python utilizando statsmodels.
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8.2.7. Fosforo.

El fésforo, al igual que en el caso del oxigeno disuelto, present¢ varias irregularidades al momento
de ajustar el modelo por minimos cuadrados ordinarios. En primer lugar, si bien arroj6 un coeficiente
de correlacion ajustado més que decente de 0,851, para obtener este resultado fue necesario remover
mas del 70 % de la muestra, ya que tanto los valores atipicos como los influyentes representaron un
impacto importante.

En otras palabras, la muestra inicial contenia un total de 156 datos para el periodo en cuestion; se
removieron un total de 46 datos atipicos y, posteriormente, se eliminaron 111 datos adicionales del
andlisis con el fin de mejorar el ajuste mediante la evaluacién de residuos influyentes. Finalmente,
el modelo se ajusté con un total de 45 datos restantes y dos variables independientes. Pese a esto, el
valor de la probabilidad del estadistico F para la significancia del modelo sugirié que el modelo se
ajusta a los datos; adicionalmente, la significancia estadistica de los estimadores también se validé6
con los p-valores de las pruebas t correspondientes. El resumen de la regresién por MCO se presenta
en la tabla (8.15).

TABLA 8.15: Resumen del modelo de regresion lineal por MCO para el fosforo.

OLS Regression Results

Dep. Variable: Y R-squared: 0.858
Model: OLS Adj. R-squared: 0.851
Method: Least Squares F-statistic: 126.9
Date: Mon, 08 Dec 2025 Prob (F-statistic): 1.58e-18
No. Observations: 45  AIC: -251.9
Df Residuals: 42 BIC: -246.5

coef std err t P>|t]| [0.025 0.975]
const 0.0825 0.002 34.145 0.000 0.078 0.087
ND_b4_b8 -0.1291 0.009 -13.621 0.000 -0.148 -0.110
ND_b9_bi1l 0.0022 0.000 6.877 0.000 0.002 0.003
Omnibus: 10.074  Durbin-Watson: 0.908
Prob(Omnibus) : 0.006  Jarque-Bera (JB): 3.100
Skew: -0.248 Prob(JB): 0.212
Kurtosis: 1.814 Cond. No. 30.7

Fuente: Elaboracién propia mediante regresion lineal en Python utilizando statsmodels.

El problema de enfoque relacionado con el ajuste lineal del parametro del fésforo se corrobord
con el modelo por minimos cuadrados generalizados, técnica que fue de gran utilidad para resolver
el problema de la autocorrelacion en los pardmetros mencionados hasta ahora, en la medida en que el
ajuste se desplom¢ drésticamente al presentar un coeficiente de correlacién ajustado de tan solo 0,179
tras haber sido de 0,851 por MCO. Paralelamente, el valor del estadistico de la prueba F disminuy6
proporcionalmente, y los estimadores pasaron a ser no significativos a un nivel de confianza del 1 %.
Los resultados completos se muestran en la tabla (8.16).
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TABLA 8.16: Resumen del modelo de regresion lineal por GLSAR para el fésforo.

GLSAR Regression Results

Dep. Variable: Y R-squared: 0.217
Model: GLSAR Adj. R-squared: 0.179
Method: Least Squares F-statistic: 5.695
Date: Fri, 14 Nov 2025 Prob (F-statistic): 0.00657
No. Observations: 44  AIC: -326.4
Df Residuals: 41  BIC: -321.0

coef std err t P>t [0.025 0.975]
const 0.1001 0.010 9.822 0.000 0.080 0.121
ND_b4_b8 -0.0278 0.008 -3.326 0.002 -0.045 -0.011
ND_b9_b11 0.0004 0.000 2.626 0.012 8.87e-05 0.001
Omnibus: 18.784  Durbin-Watson: 1.734
Prob(Omnibus) : 0.000 Jarque-Bera (JB): 25.589
Skew: 1.366 Prob(JB): 2.78e-06
Kurtosis: 5.548 Cond. No. 93.6

Fuente: Elaboracién propia mediante regresién lineal en Python utilizando statsmodels.

Si bien el problema de la autocorrelacién se solucioné, el modelo presenté muchos més problemas
que impidieron validar algtn tipo de confiabilidad, robustez o integridad en las estimaciones. Por
ejemplo, el supuesto de normalidad tampoco se cumpli6, ya que la probabilidad de la prueba de
Shapiro-Wilk fue de 0,0091. Por otra parte, no se hall6 evidencia para rechazar la homocedasticidad en
las varianzas de la muestra de los residuos, por lo que el modelo no cumplié con dos de los cuatro
supuestos cldsicos de la regresion lineal. En resumen, por los motivos mencionados anteriormente, el
fésforo no se tuvo en cuenta en el andlisis posterior.
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8.2.8. Nitrégeno.

El nitrégeno, desde el inicio, present6 resultados poco confiables. En primer lugar, el ajuste fue
bastante pobre, con un coeficiente de determinacién ajustado de 0,547 y un total de 41 observaciones.
Aun asi, las pruebas de significancia del modelo y de los estimadores fueron satisfactorias a un nivel
de significancia del 1 %. Por otra parte, el valor de la prueba para la deteccién de autocorrelacion en los
residuos de Durbin-Watson estuvo considerablemente alejado de 2. Dado los resultados presentados
en la tabla (8.17), se ejecut6 el modelo por minimos cuadrados generalizados en busqueda de un
mejor ajuste.

El modelo GLSAR, en este caso, no fue de gran ayuda. El ajuste fue pésimo al arrojar un R? de
0,031. Por primera vez, el modelo fall6 la prueba de significancia estadistica de la prueba F, con
una probabilidad de 0,558. De la misma manera, los estimadores dejaron de ser significativos con
p-valores de la prueba t de 0,294 y 0,304 para el indice de la banda 5 con la banda 8a y el indice de
la banda 8 con la banda 9, respectivamente. Ademads de lo mencionado anteriormente, se eliminaron
datos cuyos residuales fueron mayores, como se ha venido haciendo con el anélisis de las observacio-
nes influyentes; a pesar de esto, el ajuste con MCO se estancé luego de la eliminacién de més del 60 %
de la muestra y, a su vez, el modelo GLSAR tampoco tendi6 a mejorar con esta técnica.

En sintesis, las observaciones recolectadas para el parametro del nitr6geno demostraron que la
regresion lineal no es un buen enfoque para su modelacién; por lo tanto, este mineral también fue
descartado del andlisis al no cumplir con el ajuste minimo para considerarse aceptable. Los supuestos
clasicos de normalidad y homocedasticidad no se evaluaron por los motivos ya conocidos.

TABLA 8.17: Resumen del modelo de regresion lineal por MCO para el nitrégeno.

OLS Regression Results

Dep. Variable: Y R-squared: 0.570
Model: OLS Adj. R-squared: 0.547
Method: Least Squares F-statistic: 25.15
Date: Fri, 14 Nov 2025 Prob (F-statistic): 1.10e-07
No. Observations: 41 AIC: -90.91
Df Residuals: 38 BIC: -85.77

coef std err t P>t [0.025 0.975]
const 0.4421 0.029 15.405 0.000 0.384 0.500
ND_b5_b8a -0.6505 0.103 -6.326 0.000 -0.859 -0.442
ND_b8_b9 0.0163 0.002 6.660 0.000 0.011 0.021
Omnibus: 5.707 Durbin-Watson: 0.751
Prob(Omnibus) : 0.058  Jarque-Bera (JB): 2.037
Skew: -0.021  Prob(JB): 0.361
Kurtosis: 1.909 Cond. No. 59.5

Fuente: Elaboracién propia mediante regresién lineal en Python utilizando statsmodels.
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8.2.9. Acidez (pH).

La acidez fue uno de los pardmetros con la mayor cantidad de observaciones, con 414 muestras
recolectadas durante el periodo efectivo del proyecto. Finalmente, luego de la fase de limpieza de
datos atipicos e influyentes, se ajusté el modelo por MCO con 241 datos, es decir, con el 42 % de la
muestra, aproximadamente. El ajuste inicial fue de 0,896 para el R? y de 0,895 para el R? ajustado.
El hecho de que estos dos valores estuvieran tan préximos el uno al otro indica que las variables
independientes seleccionadas inciden fuertemente en el ajuste del modelo. El valor de la prueba del
estadistico F fue notablemente alto, confirmando que el modelo se ajusta a los datos. Asimismo, los
valores de la prueba t para los estimadores arrojaron resultados confiables, por lo que las variables
fueron estadisticamente significativas a un nivel de confianza del 1 %. No obstante, fue posible evi-
denciar problemas con relacién a los supuestos de autocorrelacion y normalidad al presentar un valor
de 0,927 en la prueba de Durbin-Watson y una probabilidad de 0,0028 en la prueba de Jarque-Bera. Los
resultados completos se muestran en la tabla (8.18).

TABLA 8.18: Resumen del modelo de regresion lineal por MCO para el pH.

OLS Regression Results

Dep. Variable: Y R-squared: 0.896
Model: OLS Adj. R-squared: 0.895
Method: Least Squares F-statistic: 1025.
Date: Fri, 14 Nov 2025 Prob (F-statistic): 1.09e-117
No. Observations: 241 AIC: -254.2
Df Residuals: 238 BIC: -243.7

coef std err t P>t [0.025 0.975]
const 7.0861 0.021 340.063 0.000 7.045 7.127
ND_b5_b8a 1.4270 0.054 26.301 0.000 1.320 1.534
bl 22.5928 0.692 32.646 0.000 21.229 23.956
Omnibus: 32.881 Durbin-Watson: 0.927
Prob(Omnibus) : 0.000 Jarque-Bera (JB): 11.725
Skew: -0.283  Prob(JB): 0.00284
Kurtosis: 2.080 Cond. No. 78.3

Fuente: Elaboracién propia mediante regresién lineal en Python utilizando statsmodels.

Se obtuvo una disminucién en el ajuste general del modelo por minimos cuadrados generaliza-
dos, como se muestra en la tabla (8.19); no obstante, que la variabilidad de la acidez sea explicada en
un 74,6 % por las variables explicativas sigue considerdndose aceptable. Si bien los valores de los esta-
disticos de la prueba F y de las pruebas t disminuyeron, no hay evidencia suficiente para determinar
que el modelo no se ajusta a los datos y que los estimadores no son estadisticamente significativos.
La autocorrelacion se corrigié con el modelo GLSAR, con un valor de 2,262 para la prueba de Durbin-
Watson.



74 8. Desarrollo de los Modelos de Regresion Lineal.

El supuesto de normalidad fue rechazado, inicialmente, por la prueba de Jarque-Bera; sin embargo,
se realiz6 una segunda con el método de Kolmogorov-Smirnov, arrojando un valor de 0,1077. Si bien es
un valor bajo y teniendo en cuenta tanto el valor de la asimetria como el de la curtosis, se consider6
que los residuos son aproximadamente normales. Para la homocedasticidad, se eligi6 la prueba de
Goldfeld-Quandt, la cual produjo una probabilidad de 0,976; por tanto, se concluye que la varianza en
los residuos es constante a lo largo de la muestra.

Por ultimo, la validacién cruzada arroj6é un coeficiente de correlacion de 0,8927, un error medio
absoluto de 0,12 y un error medio cuadrético de 0,1432. Esto indic6 que el modelo fue consistente a lo
largo de la muestra, ofreciendo confiabilidad en las estimaciones. En conclusién, salvo la normalidad,
todos los demads supuestos cldsicos se cumplieron satisfactoriamente y el ajuste obtenido permiti6
considerar el modelo apto para predecir.

TABLA 8.19: Resumen del modelo de regresion lineal por GLSAR para el pH.

GLSAR Regression Results

Dep. Variable: Y R-squared: 0.749
Model: GLSAR  Adj. R-squared: 0.746
Method: Least Squares  F-statistic: 256.0
Date: Fri, 14 Nov 2025 Prob (F-statistic): 6.13e-60
No. Observations: 240  AIC: -334.0
Df Residuals: 237 BIC: -323.6

coef std err t P>|t] [0.025 0.975]
const 7.0804 0.045 156.496 0.000 6.991 7.170
ND_b5_b8a 1.4851 0.102 14.543 0.000 1.284 1.686
bl 22.1631 1.452 15.268 0.000 19.303 25.023
Omnibus: 10.668 Durbin-Watson: 2.262
Prob(Omnibus) : 0.005 Jarque-Bera (JB): 10.797
Skew: -0.488 Prob(JB): 0.00452
Kurtosis: 3.359 Cond. No. 71.6

Fuente: Elaboracién propia mediante regresion lineal en Python utilizando statsmodels.
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8.2.10. Potasio.

El potasio, al igual que en el caso de los parametros relacionados con minerales, sufri6é una reduc-
cién sustancial en la cantidad de datos; aun asi, el ajuste fue aceptable, con un 73 % de la variabilidad
explicada por los estimadores del indice de las bandas 1 y 11, ademds de la banda 5, que a su vez
mostro ser estadisticamente significativos al 1%, basados en las probabilidades de las pruebas ¢. El
modelo también demostré que se ajusta a los datos por el valor del estadistico de la prueba F, como
lo muestra la tabla (8.20). Por otra parte, la autocorrelacién siguié presente en este modelo, por lo que
fue necesario aplicar el modelo GLSAR.

TABLA 8.20: Resumen del modelo de regresion lineal por MCO para el potasio.

OLS Regression Results

Dep. Variable: Y R-squared: 0.747
Model: OLS Adj. R-squared: 0.730
Method: Least Squares F-statistic: 42.91
Date: Fri, 14 Nov 2025 Prob (F-statistic): 2.16e-09
No. Observations: 32 AIC: -59.53
Df Residuals: 29 BIC: -55.13

coef std err t P>|t]| [0.025 0.975]
const 0.9446 0.074 12.690 0.000 0.792 1.097
ND_b1_bi1l 0.9387 0.180 5.220 0.000 0.571 1.307
b5 16.6580 2.169 7.681 0.000 12.222 21.094
Omnibus: 3.941 Durbin-Watson: 0.977
Prob(Omnibus) : 0.139  Jarque-Bera (JB): 1.748
Skew: -0.198 Prob(JB): 0.417
Kurtosis: 1.926 Cond. No. 144 .

Fuente: Elaboracién propia mediante regresion lineal en Python utilizando statsmodels.

Los resultados con el modelo GLSAR no fueron satisfactorios, como se evidencia en la tabla (8.21).
El ajuste general del modelo fue pobre, con un R? ajustado de tan solo 0,266. El modelo tampoco fue
estadisticamente significativo, al obtenerse una probabilidad de 0,00503 en la prueba F, por lo que se
considera que no se ajusta a los datos. Si bien los estimadores permanecieron significativos, se vieron
afectados en sus desviaciones estdndar, pasando a ser significativos a un nivel de confianza del 5 %,
en lugar del 1% en el caso del modelo con MCO.

La normalidad también se pudo validar con las pruebas de Jarque-Bera y Kolmogorov-Smirnov, cu-
yos resultados produjeron probabilidades de 0,4935 y 0,5393, respectivamente. Asimismo, no se hall6
evidencia para rechazar la homocedasticidad en la varianza de los residuos, soportada por la proba-
bilidad de 0,6957 para la prueba de Breusch-Pagan y de 0,1843 para la de Goldfeld-Quandt. El supuesto
que genero el uso del modelo GLSAR, la autocorrelacién, también fue resuelto al obtenerse un valor
de 1,794.
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TABLA 8.21: Resumen del modelo de regresion lineal por GLSAR para el potasio.

GLSAR Regression Results

Dep. Variable: Y R-squared: 0.315
Model: GLSAR  Adj. R-squared: 0.266
Method: Least Squares F-statistic: 6.430
Date: Fri, 14 Nov 2025 Prob (F-statistic): 0.00503
No. Observations: 31 AIC: -69.71
Df Residuals: 28 BIC: -65.41

coef std err t P>t [0.025 0.975]
const 1.1120 0.109 10.238 0.000 0.890 1.335
ND_bil_bi1l 0.6886 0.237 2.910 0.007 0.204 1.173
b5 8.7512 3.246 2.696 0.012 2.103 15.400
Omnibus: 3.379 Durbin-Watson: 1.794
Prob(Omnibus) : 0.185  Jarque-Bera (JB): 2.423
Skew: -0.014  Prob(JB): 0.298
Kurtosis: 4.369 Cond. No. 62.5

Fuente: Elaboracién propia mediante regresién lineal en Python utilizando statsmodels.

A pesar de que el modelo cumple con holgura con los supuestos cldsicos de la regresion lineal, el
problema de falta de ajuste y la no significancia estadistica del modelo llevaron a que el potasio fuese
descartado del andlisis, junto con el oxigeno disuelto, el fésforo y el nitrégeno.
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8.2.11. Profundidad del disco Secchi.

La profundidad del disco Secchi (SDD) se ajust6 inicialmente por minimos cuadrados ordinarios,
presentando un muy buen ajuste, con un valor de R? ajustado de 0,931. Al igual que en el caso del pH,
tanto el R? como el R? ajustado arrojaron valores muy similares; por lo tanto, la adicién de nuevas
variables no afecta significativamente al modelo. La probabilidad del estadistico F indic6 que el mo-
delo se ajusta a los datos. Los valores de la prueba t para la evaluacion de la significancia estadistica
de los estimadores también sugirieron que las variables independientes seleccionadas son esenciales
hasta en un nivel de confianza por debajo del 1 %. La probabilidad de la prueba de Jarque-Bera mostré
que los residuos son normales; sin embargo, la autocorrelacién positiva fue muy fuerte en ese para-
metro, por lo que su uso no fue adecuado en estimaciones. Los resultados completos de la regresion
se presentan en la tabla (8.22).

TABLA 8.22: Resumen del modelo de regresién lineal por MCO para la SDD.

OLS Regression Results

Dep. Variable: Y R-squared: 0.932
Model: OLS Adj. R-squared: 0.931
Method: Least Squares F-statistic: 998.3
Date: Tue, 09 Dec 2025 Prob (F-statistic): 4.99e-127
No. Observations: 222 AIC: -272.2
Df Residuals: 218 BIC: -258.6

coef std err t P>|t]| [0.025 0.975]
const 1.1375 0.020 56.813 0.000 1.098 1.177
ND_b5_b8a 4.3600 0.095 46.030 0.000 4.173 547
b9 22.3357 0.940 23.760 0.000 20.483 24.188
R_b4_b12 -0.1078 0.003 -35.652 0.000 -0.114 -0.102
Omnibus: 3.873 Durbin-Watson: 0.257
Prob(Omnibus) : 0.144  Jarque-Bera (JB): 3.947
Skew: -0.306 Prob(JB): 0.139
Kurtosis: 2.773 Cond. No. 788.

Fuente: Elaboracién propia mediante regresién lineal en Python utilizando statsmodels.

Los minimos cuadrados generalizados, como se ha venido experimentando, provocaron que el
ajuste disminuyera; no obstante, dada la cantidad de observaciones y el resultado obtenido, que la
variabilidad de los datos se explique en un 83 % indic6 que el modelo sigui6 siendo sélido y robusto,
como se muestra en la tabla (8.23). Otros pardmetros que no se vieron afectados fueron las pruebas
de significancia estadistica, tanto de los estimadores como del modelo, produjeron probabilidades
mucho menores que el nivel de confianza del 1 %. Adicionalmente, la autocorrelacién se corrigié al
obtenerse un valor de 1,948 para la prueba de deteccién de Durbin-Watson. Sin embargo, nétese que la
probabilidad de la prueba de Jarque-Bera disminuy6 considerablemente; esto indicé que los residuos
del modelo GLSAR no siguen una distribucién normal a priori.
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TABLA 8.23: Resumen del modelo de regresién lineal por GLSAR para la SDD.

GLSAR Regression Results

Dep. Variable: Y R-squared: 0.831
Model: GLSAR  Adj. R-squared: 0.829
Method: Least Squares F-statistic: 89.92
Date: Tue, 09 Dec 2025 Prob (F-statistic): 7.53e-38
No. Observations: 221  AIC: -640.8
Df Residuals: 217  BIC: -627.2

coef std err t P>|t| [0.025 0.975]
const 1.3171 0.072 18.252 0.000 1.175 1.459
ND_b5_b8a 3.8406 0.329 11.667 0.000 3.192 4.489
b9 18.2842 3.424 5.340 0.000 11.536 25.033
R_b4_bil2 -0.1159 0.007 -16.181 0.000 -0.130 -0.102
Omnibus: 91.157  Durbin-Watson: 1.948
Prob(Omnibus) : 0.000 Jarque-Bera (JB): 3170.081
Skew: -0.842 Prob(JB): 0.00
Kurtosis: 21.478 Cond. No. 535.

Fuente: Elaboracién propia mediante regresion lineal en Python utilizando statsmodels.

Se aplicaron las pruebas de Shapiro-Wilk y Kolmogorov-Smirnov para confirmar la no normalidad en
los residuos, las cuales generaron p-valores de 0,000 y 0,0126, respectivamente. En ese orden de ideas,
hay evidencia suficiente para rechazar el supuesto; no obstante, el incumplimiento de la normalidad
en los residuos de los modelos realizados con minimos cuadrados generalizados y ajustados con la
técnica HAC para las desviaciones estdndar no es grave en la medida en que la técnica de covarianza
mencionada anteriormente asegura que tanto las probabilidades de las pruebas t como los intervalos
de confianza asociados sean més robustos y confiables (Andrews, 1991).

El verdadero problema surgi6 con el supuesto de no heterocedasticidad. La prueba de Goldfeld-
Quandt produjo una probabilidad de 1, lo cual fue sospechoso, debido a que las pruebas de White
y Breusch-Pagan arrojaron probabilidades de 0. Esto quiere decir que la homocedasticidad no recha-
zada por la primera prueba infiere que la varianza no cambié abruptamente cuando se dividié la
muestra; sin embargo, las dos pruebas restantes indicaron que la heterocedasticidad fue mas gene-
ral, incluso estructural. Esto se debe, entre otras razones, a una fuerte influencia de datos atipicos o
a que las estimaciones todavia se vieron afectadas por el componente geogréfico y temporal (Chen,
2016). De cualquier forma, el incumplimiento de este supuesto impidi6 el uso del modelo, ya que las
desviaciones estandar de los pardmetros y la probabilidad de la prueba F dejaron de ser confiables.

En definitiva, la SDD presenté un buen ajuste y cumplié con dos de los supuestos; no obstante, el
incumplimiento de la normalidad en los residuos y de la homocedasticidad impide validar el modelo;
en consecuencia, las estimaciones que se realicen no serian validas.
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8.2.12. Sodio.

Este pardmetro fue modelado con un total de 33 observaciones, luego de la eliminacién de datos
atipicos e influyentes, generando un coeficiente de correlacién ajustado de 0,826. Los indices de las
bandas 2 y 7, junto con el de las bandas 5 y 8, son estadisticamente significativos a un nivel de con-
fianza del 1 %, al igual que el modelo, dado que la probabilidad de la prueba F fue bastante pequefia.
Los residuos de esta regresion se consideran normales gracias a la prueba de Jarque-Bera; sin embar-
go, la prueba de Durbin-Watson sugiri6 la existencia de autocorrelacién positiva entre estos, como
fue habitual en los modelos anteriores. El resumen completo de la regresién por minimos cuadrados
ordinarios se presenta en la tabla (8.24).

TABLA 8.24: Resumen del modelo de regresion lineal por MCO para el sodio.

OLS Regression Results

Dep. Variable: Y R-squared: 0.837
Model: OLS Adj. R-squared: 0.826
Method: Least Squares F-statistic: 76.96
Date: Sun, 16 Nov 2025 Prob (F-statistic): 1.54e-12
No. Observations: 33 AIC: -34.34
Df Residuals: 30 BIC: -29.85

coef std err t P>|t]| [0.025 0.975]
const 4.2263 0.036 117.211 0.000 4.153 4.300
ND_b2_b7 -0.4508 0.115 -3.911 0.000 -0.686 -0.215
ND_b5_b8 1.9091 0.167 11.422 0.000 1.568 2.250
Omnibus: 5.786 Durbin-Watson: 0.905
Prob(Omnibus) : 0.055  Jarque-Bera (JB): 2.168
Skew: 0.239  Prob(JB): 0.338
Kurtosis: 1.839 Cond. No. 8.21

Fuente: Elaboracién propia mediante regresion lineal en Python utilizando statsmodels.

En la tabla (8.25) se presentan los resultados por minimos cuadrados generalizados. La autoco-
rrelacion se corrigi6 gracias al ajuste con el modelo GLSAR. El R? ajustado permaneci6 por encima
del 70 %, por lo que se consider6 aceptable para una muestra de 32 observaciones. La significancia
estadistica, tanto del modelo como de los estimadores, no se vio afectada para un nivel de confianza
del 1%. Asimismo, no se hall6 evidencia para rechazar la homocedasticidad en la varianza de los
residuos, debido a que las pruebas de Breusch-Pagan y White produjeron p-valores de 0,626 y 0,2241,
respectivamente. En sintonia con el andlisis anterior, la normalidad también fue confirmada por las
pruebas de Kolmogorov-Smirnov y Jarque-Bera, con probabilidades asociadas de 0,2924 y 0,3479.

Una vez validados los supuestos clasicos, se procedio a ejecutar la validacién cruzada tipo leave-
one-out, la cual arroj6é un valor de 0,1382 para el error medio absoluto y de 0,1564, lo que indic6
que el modelo presenté un buen ajuste con errores relativamente pequefios. Esto se confirma con
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el coeficiente de determinacién obtenido de 0,7685, lo que apunt6 a que el modelo tiene capacidad
predictiva real y confiable.

TABLA 8.25: Resumen del modelo de regresion lineal por GLSAR para el sodio.

GLSAR Regression Results

Dep. Variable: Y R-squared: 0.737
Model: GLSAR  Adj. R-squared: 0.718
Method: Least Squares F-statistic: 17.86
Date: Sun, 16 Nov 2025 Prob (F-statistic): 8.82e-06
No. Observations: 32 AIC: -47.20
Df Residuals: 29 BIC: -42.81

coef std err t P>t [0.025 0.975]
const 4.2787 0.095 44 .939 0.000 4.084 4.473
ND_b2_b7 -0.5138 0.088 -5.840 0.000 -0.694 -0.334
ND_b5_b8 1.6107 0.319 5.056 0.000 0.959 2.262
Omnibus: 3.189 Durbin-Watson: 1.642
Prob(Omnibus) : 0.203 Jarque-Bera (JB): 2.178
Skew: 0.094 Prob(JB): 0.337
Kurtosis: 4.264 Cond. No. 3.01

Fuente: Elaboracién propia mediante regresién lineal en Python utilizando statsmodels.
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8.2.13. Temperatura.

La temperatura se model6 con un total de 157 datos, como lo muestra la tabla (8.26). El ajuste
fue bastante bueno, con un R? ajustado de 0,97. Se demostré que el modelo se ajusta a los datos
con la probabilidad de la prueba F. Asimismo, las pruebas t para la significancia estadistica de los
estimadores fueron satisfactorias. No obstante, se identifico un problema tanto de autocorrelaciéon
como de no normalidad en los residuos, debido a que el valor de Durbin-Watson estd muy alejado de
0, y la probabilidad de la prueba de Jarque-Bera es menor que 0,05.

TABLA 8.26: Resumen del modelo de regresion lineal por MCO para la temperatura.

OLS Regression Results

Dep. Variable: Y R-squared: 0.970
Model: OLS Adj. R-squared: 0.970
Method: Least Squares F-statistic: 2516.
Date: Tue, 09 Dec 2025 Prob (F-statistic): 2.53e-118
No. Observations: 157 AIC: -774.3
Df Residuals: 154  BIC: -765.1

coef std err t P>t [0.025 0.975]
const 4.0106 0.005 828.653 0.000 4.001 4.020
bb 8.7543 0.134 65.544 0.000 8.490 9.018
ND_b3_b11 0.2545 0.006 40.543 0.000 0.242 0.267
Omnibus: 10.119 Durbin-Watson: 0.462
Prob(Omnibus) : 0.006  Jarque-Bera (JB): 7.537
Skew: 0.422  Prob(JB): 0.0231
Kurtosis: 2.337 Cond. No. 94.6

Fuente: Elaboracién propia mediante regresién lineal en Python utilizando statsmodels.

Los resultados por minimos cuadrados generalizados se presentan en la tabla (8.27). Se obtuvo
un coeficiente de determinacién ajustado de 0,864 mediante GLSAR, por lo que la variabilidad de
las observaciones estd explicada adecuadamente por el indice de las bandas 3 y 11, junto con los
valores de reflectancia de la banda 5. Los estimadores arrojaron probabilidades muy pequeias en las
pruebas ¢, por lo que no hay evidencia para rechazar la significancia estadistica de los pardmetros.
Adicionalmente, el valor de la prueba F para el modelo fue notablemente alto; por lo tanto, el modelo
sigui6 ajustandose a los datos. La autocorrelaciéon fue corregida gracias al GLSAR; sin embargo, el
supuesto de normalidad, segtn Jarque-Bera, no pudo ser confirmado.

La heterocedasticidad fue un problema bastante frecuente y complejo de corregir, dado que la
temperatura es un pardmetro que fluctiia considerablemente con respecto a las caracteristicas propias
de la zona de estudio y a fendmenos ajenos como el nifio o la nifia (Kang and Kug, 2002). Por tal
motivo, fue necesario eliminar una cantidad considerable de datos para lograr el cumplimiento del
supuesto en cuestion. Finalmente, la prueba de Goldfeld-Quandt arroj6é una probabilidad de 0,3362 y
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la de Breusch-Pagan de 0,1620, por lo que no hubo evidencia para rechazar la homocedasticidad en la
varianza de los residuos.

La validacién cruzada aplicada al modelo GLSAR para la temperatura generé un error medio
absoluto de 0,0194 y un error medio cuadréatico de 0,0245, lo que indica que el poder predictivo del
modelo fue bueno y robusto ante cambios leves en los datos. Lo anterior se sustenté también con el
R? obtenido de 0,9563. En sintesis, si bien la cantidad de datos eliminados representd una reduccion
sustancial de la muestra, con los datos restantes se logré ajustar un modelo que tuviera un muy
buen coeficiente de determinacién, y que ademads cumpliera con los supuestos cldsicos de la regresion
lineal, a excepcién de la normalidad en los residuos; no obstante, como ya se explicé en el caso de la
SDD, al utilizarse el método de minimos cuadrados generalizados con errores robustos tipo HAC, no
se consider6 grave el incumplimiento del supuesto en mencién.

TABLA 8.27: Resumen del modelo de regresion lineal por GLSAR para la temperatura.

GLSAR Regression Results

Dep. Variable: Y R-squared: 0.865
Model: GLSAR  Adj. R-squared: 0.864
Method: Least Squares  F-statistic: 139.5
Date: Tue, 09 Dec 2025 Prob (F-statistic): 3.26e-35
No. Observations: 156  AIC: -924.5
Df Residuals: 153 BIC: -915.3

coef std err t P>|t] [0.025 0.975]
const 4.0455 0.019 214.242 0.000 4.008 4.083
b5 7.8952 0.936 8.440 0.000 6.047 9.743
ND_b3_b11 0.2149 0.016 13.166 0.000 0.183 0.247
Omnibus: 50.664 Durbin-Watson: 2.319
Prob(Omnibus) : 0.000 Jarque-Bera (JB): 261.335
Skew: 1.042 Prob(JB): 1.79e-57
Kurtosis: 8.988 Cond. No. 50.2

Fuente: Elaboracién propia mediante regresion lineal en Python utilizando statsmodels.
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8.2.14. Sélidos suspendidos totales.

Este pardmetro se ajust6 con un total de 39 datos, como se presenta en la tabla (8.28). El ajuste ini-
cial obtenido fue de 0,74 (en el R? ajustado), lo cual fue bastante s6lido para el tamafio de la muestra.
La prueba de significancia de los estimadores arroj6 resultados satisfactorios, basados en las proba-
bilidades de las pruebas t asociadas. De la misma forma, la probabilidad de la prueba F fue bastante
baja, por lo que se concluy6 que el modelo se ajust6 a los datos. Por primera vez, el valor de la prueba
de Durbin-Watson indica que la autocorrelacién en los residuos no fue tan fuerte; por tanto, un valor
de 1,439 se consider6 aceptable, evitando el uso del modelo GLSAR. El supuesto de normalidad en
los residuos se pudo confirmar con las probabilidades obtenidas tanto de la prueba de Shapiro-Wilk
y Jarque-Bera, las cuales fueron de 0,112 y 0,368, respectivamente. El supuesto de no heterocedastici-
dad se confirmé con la prueba de Breusch-Pagan, cuyo p-valor fue de 0,2184; por lo tanto, fue posible
concluir que la varianza de los residuos es constante a lo largo de la muestra.

Finalmente, se llev6 a cabo la rutina de validacién cruzada leave-one-out, la cual produjo un error
medio absoluto de 0,1884 y un error medio cuadratico de 0,2243, lo que indica que el modelo tiene
una fuerte capacidad predictiva y que los estimadores generaban predicciones robustas con un error
pequefio. A pesar de que el R? de 0,6928 fue menor que el obtenido en la regresién original, no fue
seflal de un decaimiento en el ajuste, pues fue un comportamiento normal en este tipo de procedi-
mientos con modelos ajustados por MCO (Lumumba et al., 2024); por el contrario, fue una buena
sefial, ya que se encontré muy cerca del valor de referencia.

TABLA 8.28: Resumen del modelo de regresion lineal por MCO para los s6lidos suspen-
didos totales.

OLS Regression Results

Dep. Variable: Y R-squared: 0.754
Model: OLS Adj. R-squared: 0.740
Method: Least Squares F-statistic: 79.25
Date: Wed, 10 Dec 2025 Prob (F-statistic): 6.50e-14
No. Observations: 39 AIC: -8.597
Df Residuals: 36 BIC: -3.606

coef std err z P>|z]| [0.025 0.975]
const 3.1284 0.128 24 .462 0.000 2.878 3.379
ND_b7_b8 3.2790 0.265 12.373 0.000 2.760 3.798
R_b2_b8 -0.4841 0.064 -7.513 0.000 -0.610 -0.358
Omnibus: 4.321 Durbin-Watson: 1.439
Prob(Omnibus) : 0.115  Jarque-Bera (JB): 1.997
Skew: -0.222  Prob(JB): 0.368
Kurtosis: 1.985 Cond. No. 26.0

Fuente: Elaboracion propia mediante regresion lineal en Python utilizando statsmodels.
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8.2.15. Turbidez.

La turbidez presenté un ajuste inicial de 0,746, segtn el coeficiente de determinacién ajustado
para una muestra de 38 observaciones. El modelo se ajust6 a los datos, debido a que la probabilidad
de la prueba F es menor que 0,01. Los estimadores elegidos para este parametro fueron el indice de
las bandas 4 y 8, y la banda 9, los cuales presentaron evidencia de ser estadisticamente significativos,
basados en las probabilidades de las pruebas t. La autocorrelacién positiva en los residuos fue fuerte,
segun el valor de 0,534 de la prueba de Durbin-Watson. Adicionalmente, se aplicé la transformacién
logaritmica a la variable independiente, lo cual contribuy6 a mejorar el ajuste y resolver problemas
de heterocedasticidad. Los resultados de la regresiéon por minimos cuadrados ordinarios se muestran
en la tabla (8.29).

TABLA 8.29: Resumen del modelo de regresién lineal por MCO para la turbidez.

OLS Regression Results

Dep. Variable: Y R-squared: 0.760
Model: OLS Adj. R-squared: 0.746
Method: Least Squares F-statistic: 55.29
Date: Wed, 10 Dec 2025 Prob (F-statistic): 1.47e-11
No. Observations: 38 AIC: 90.63
Df Residuals: 35 BIC: 95.54

coef std err t P>t [0.025 0.975]
const 3.8508 0.155 24.876 0.000 3.537 4.165
ND_b4_b8 3.5871 0.729 4.922 0.000 2.108 5.066
b9 175.5929 27.066 6.488 0.000 120.647 230.539
Omnibus: 9.141 Durbin-Watson: 0.534
Prob(Omnibus) : 0.010  Jarque-Bera (JB): 2.688
Skew: 0.209 Prob(JB): 0.261
Kurtosis: 1.766 Cond. No. 219.

Fuente: Elaboracién propia mediante regresion lineal en Python utilizando statsmodels.

El ajuste del modelo por minimos cuadrados generalizados no representé una caida sustancial del
R? ajustado, como se habia evidenciado en los modelos anteriores. La significancia estadistica, tanto
del modelo como de los estimadores, no se afect6, debido a que las probabilidades de la prueba F
y t asociadas arrojaron valores muy pequerios. La autocorrelacion fue corregida exitosamente con el
modelo GLSAR, con un valor de 1,715 en la prueba de Durbin-Watson. El resumen de la regresion se
muestra en la tabla (8.30).

La varianza de los residuos se consider6 homocedéstica, gracias a que las pruebas de Breusch-
Pagan, White y Goldfeld-Quandt produjeron p-valores mucho mayores que 5 %. De la misma forma,
no se hall6 evidencia para rechazar la normalidad, debido a que las pruebas de Kolmogorov-Smirnov
y Jarque-Bera arrojaron probabilidades de 0,2064 y 0,2716, respectivamente. Los resultados de la vali-
dacién cruzada fueron igualmente satisfactorios. El error medio absoluto y el error medio cuadrético
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fueron de 0,0194 y 0,0245, lo que indic6 que el modelo era capaz de generar predicciones confiables al
obtenerse errores tan pequefios. Adicionalmente, se obtuvo un coeficiente de determinacién de 0,9563,
por lo que la robustez y consistencia del modelo se consideraron fuertes ante pequefias alteraciones
en las observaciones.

En sintesis, el cumplimiento de los supuestos cldsicos de la regresién lineal, junto con el ajuste
obtenido, permitieron concluir que el modelo era apto para generar estimaciones fidedignas.

TABLA 8.30: Resumen del modelo de regresion lineal por GLSAR para la turbidez.

GLSAR Regression Results

Dep. Variable: Y R-squared: 0.757
Model: GLSAR  Adj. R-squared: 0.743
Method: Least Squares F-statistic: 27.58
Date: Wed, 10 Dec 2025 Prob (F-statistic): 7.62e-08
No. Observations: 37 AIC: 57.95
Df Residuals: 34 BIC: 62.78

coef std err t P>t [0.025 0.975]
const 4.0729 0.363 11.217 0.000 3.335 4.811
ND_b4_b8 3.4038 0.876 3.887 0.000 1.624 5.183
b9 143.9881 22.903 6.287 0.000 97.443 190.533
Omnibus: 2.358 Durbin-Watson: 1.715
Prob(Omnibus) : 0.308 Jarque-Bera (JB): 1.373
Skew: 0.008 Prob(JB): 0.503
Kurtosis: 3.944 Cond. No. 70.4

Fuente: Elaboracién propia mediante regresién lineal en Python utilizando statsmodels.



86 8. Desarrollo de los Modelos de Regresion Lineal.

8.3. Resumen de los modelos finales.

Una vez ajustados y validados todos los modelos, se pudo concluir que los componentes espacio-
temporales tuvieron una incidencia directa sobre los resultados y, mas especificamente, sobre los resi-
duos. De igual manera, el ajuste por minimos cuadrados generalizados con autocorrelacién demostré
ser una herramienta muy poderosa y confiable al momento de neutralizar dicha incidencia, ayudado
por la aplicacién de errores robustos con la técnica HAC. A pesar de que 10 pardmetros pudieron
ser modelados exitosamente, hubo otro grupo de 5 que presentaron problemas que no pudieron ser
resueltos mediante técnicas de regresion lineal. Lo anterior no sugiere que dichas caracteristicas no
pudieran ser modeladas, sino que su comportamiento en la zona de estudio no permitié el uso de
estructuras lineales como enfoque principal para diagramar su conformacién original.

La tabla (8.31) presenta los modelos finales que cumplieron con los supuestos clasicos de la regre-
sion lineal y que generaron un ajuste aceptable, basado en el coeficiente de determinacién ajustado.
El pardmetro con la mayor correlacién fue la temperatura, cuyos estimadores explican en un 86,4 % la
variabilidad del logaritmo de la variable independiente, cabe aclarar que este parametro, junto con el
pH, se ajust6 con una gran cantidad de datos, por lo que era de esperarse que tuviera un buen desem-
pefio en la regresion. El pardmetro con el coeficiente mas bajo fue el sodio, en el cual la variabilidad
del logaritmo de la variable respuesta fue explicada en un 71,8 %.

TABLA 8.31: Resumen de los modelos significativos.

Pardmetro Modelo R?
b8a — b9 bl — b5 b9 — b12
P 3 _ — -
Arsénico > = 0,3069 + 0,0062 * 18119 +0, 248;{; bl 05 0,})0135;11?9 T2 0,747
Sulfato Ln(y) = 3,0966 + 2,8283 W —2,3679 % bb3 3 +bb81 1 0,753
Clorofila-a Ln(y) = 2,952 —2,6178 *bb52 +bb171 2,9818 5 }?8_1_ bb811 0,745
Cloruro Ln(y) = 4,5992 + 2,2868 ZSbS 117111 —1,8139 % m 0,747
Dureza y = 97,7492 + 217,5363 * b5b5 v5 b1l %8 178, 3482 x ENET 0,731
pH y =7,0804 41,0089 x* 5+ bRa + 22,1631 % bl 0,746
. b2 b7 b5 — b8
Sodio Ln(y) = 4,3062 — 0,5211 * b2b3 b7b111, 7034 * b5 1 b8 0,718
Temperatura Ln(y) = 4,0455 + 0,2149 x m +7,8952 x b5 0,864
b3 — b1l b2
TSS Ln(y) = 3,1206 + 3, 25881741731% = —0,4841 * b8 0,74
Turbidez y =4,0729 43,4038 x* b8 + 143,9883 * b9 0,743

Fuente: Elaboracién propia.

En términos generales, la mayoria de los modelos permanecieron alrededor del 74 % de variabi-
lidad explicada, y teniendo en cuenta la cantidad de datos con la que se realiz6 el ajuste, se pudo
concluir que la respuesta espectral de las muestras no estuvo estrechamente relacionada con su com-
portamiento fisico-quimico inherente, debido a la gran cantidad de observaciones que fue necesario
remover para obtener dicho ajuste. Adicionalmente, el obstdculo de la autocorrelacién sugirié que
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un enfoque lineal era equivoco en la medida en que solamente un modelo pudo ser modelado por
medio de minimos cuadrados ordinarios; no obstante, este podria ser un punto de partida para la
exploracién y el uso de alternativas, como modelos ponderados (o con pesos) o series de tiempo,
de tal manera que se tome en cuenta el componente espacio-temporal que imposibilité6 que varios
pardmetros mostraran una correlacién decente.

Como se puede apreciar en la tabla (8.32), la razén que predomina en la decisién de descartar los
modelos estuvo fuertemente relacionada con la autocorrelacion en los residuos de las estimaciones,
dado que tanto el fésforo como el nitrégeno y el potasio presentaron coeficientes de determinacién
ajustados muy bajos al utilizar los minimos cuadrados generalizados, en contraste con sus similares,
como el sulfato o el arsénico, cuyo R? disminuyé de igual manera, pero no hasta el punto de entor-
pecer el ajuste general del modelo. El oxigeno disuelto, por otra parte, logré un gran ajuste junto con
el cumplimiento de los supuestos cldsicos; no obstante, se decidi6 apartarlo del andlisis debido a que
dicho ajuste se logré luego de la eliminacién de més del 75 % de la muestra, lo que indicé que el com-
portamiento espectral de las observaciones no siguié una estructura lineal modelable. Finalmente, la
varianza de los residuos del modelo de la profundidad del disco Secchi mostré evidencia de tener
una heterocedasticidad estructural fuerte, lo que significé que el error varia a medida que se recorre
la muestra; por lo tanto, no pudo ser incluido debido a la incertidumbre tanto en el ajuste como en las
estimaciones que genera el incumplimiento de este supuesto.

TABLA 8.32: Resumen de los modelos no significativos.

Pardmetro Ajuste Razén

Oxigeno disuelto 0,729  Datos eliminados y no normalidad en los residuos
Foésforo 0,179 Bajo ajuste y problemas de autocorrelaciéon
Nitrégeno -0,021 Bajo ajuste y problemas de autocorrelaciéon
Potasio 0,266 Bajo ajuste y problemas de autocorrelaciéon
SDD 0,829 Problemas de heterocedasticidad estructural

Fuente: Elaboracién propia.
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El propésito inicial del ajuste de los modelos de regresion lineal estaba relacionado con la es-
timacién de los pardmetros de calidad del agua en el lago George; por consiguiente, fue necesario
determinar los puntos de andlisis en los cuales fuera posible extraer la informacién espectral que ser-
virfa de insumo para su evaluacién en las ecuaciones de las regresiones. Por lo tanto, se gener6 una
muestra aleatoria de 100.000 puntos en la zona de estudio, con la restriccién de que solamente podia
haber un punto por pixel, de tal forma que se garantizara extraer solamente un valor de reflectancia,
evitando redundancias en las predicciones. La muestra generada se presenta en la figura (9.1).

Cabe resaltar que el uso de un modelo de regresion lineal, de cualquier tipo, impone restricciones
para garantizar la validez de los resultados. Una de las més relevantes es asegurar que los valores
de las variables se encuentren dentro del rango con el que inicialmente se generaron los modelos; es
decir, si una regresién se desarroll6 con una variable predictora x cuyos valores van del 0 al 1, las
estimaciones que se vayan a obtener no deben generarse con valores de x fuera de ese rango. De lo
contrario, se estaria extrapolando predicciones a partir de una ecuacién que no fue entrenada con
valores de dicha clase. En consecuencia, la muestra de los puntos sobre el lago debe restringirse para
cada modelo, indice, cociente o banda utilizada en cada pardmetro.

9.1. Validacién de Rangos y Extracciéon de Valores de Reflectancia.

El procedimiento para extraer los valores de reflectancia que fueran véalidos para ser evaluados
en los modelos siguié la misma estructura para todos los parametros. En primer lugar, se determiné
el rango de las variables de cada ecuacién; para el arsénico, por ejemplo, el indice entre las bandas
1y 5 fue de -0,4091 a 0,4667. Luego, se leyeron los valores de reflectancia solamente de las bandas
que participaron, que para el caso del sulfato fueron las bandas 5, 8 y 11. Se calcularon los indices
correspondientes y se validé que estuvieran dentro del intervalo correspondiente. Una vez que el
punto cumplia con el rango para las 2 o 3 variables asociadas, se guardaba la informacién extraida
en una base de datos temporal. El procedimiento anteriormente explicado se repitié para las 20 ima-
genes y para los 10 modelos que fueron verificados. Los rangos para todas las variables de todos los
pardmetros se muestran en la tabla (9.1).

TABLA 9.1: Rango de las variables de cada modelo.

Parametro Variable Rango
ND_b8a_b9 -1,5106 a 63,00
Arsénico ND_bl b5 -0,4091 a 0,4667

ND_b9_b12 -22,00 a 8,33
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Pardametro Variable Rango

Sulfat ND_b5_bl1l  0,3109 a 0,9286
uHato ND_b8 b1l 0,2026 a 0,9333
Clorofilaa  ND_b2.b7 076472 0,6170
oro ND_b3_b8 -1,0714 a 0,5330
Cloruro ND b5 b1l 0,3109 a 0,9286
ND_b8_bll 0,1496 a 0,9333
Dutesa ND b5 b1l 0,3109 a 0,9286
ND b8 b1l 0,1496 a 0,9333
b ND_b5 bS8a  0,0000 a 0,5820
p bl 0,0015 a 0,0396
Sodio ND b2 b7  -0,7647 a 0,4039
ND_b5 b8 -0,1837 a 0,5691

Temoeratura ND-D3_b11  0.000a 09155

p b5 0,002 a 0,0393
S ND_b7 b8 -0,3182 a 0,2424

R_b5 b8 0,069 a 3,549
Turbides ND b4 b8 -0,3636 a 0,4421

b9 -0,0068 a 0,0143

Fuente: Elaboracién propia.

Dado que un nimero considerable de variables presentaba rangos bastante limitados, la cantidad
de puntos en imégenes especificas era notablemente baja; por ejemplo, el modelo de turbidez sola-
mente evidencié 389 puntos validos de 100.000, segtin los rangos de sus variables independientes
para el mes de junio. Otro pardmetro que generé problemas en la cantidad tan dispersa de puntos
evaluables fue el sulfato, con 21.916 ubicaciones vélidas, luego de eliminar casi la mitad de las image-
nes, como se muestra en la tabla (9.2). Notese como para el cloruro y la dureza se encontr6 la misma
cantidad de puntos; esto se debe a que el rango de los modelos de ambas variables dependientes era
el mismo, lo que supone que ambos solo pueden ser evaluados en las mismas secciones.

Teniendo en cuenta que el indice de calidad del agua se calcula por ubicacién y no por parametro,
se descartaron aquellas fechas (imagenes) con la menor cantidad de puntos encontrados, siendo el
sulfato, el cloruro y la dureza los minerales con la mayor cantidad de imagenes desestimadas. La
clorofila-a, por otra parte, demostr6 ser bastante consistente a lo largo de la muestra espectral, con
tan solo una imagen removida. Otros pardmetros que resultaron ser bastante sélidos a lo largo del
periodo del andlisis fueron el sodio y los sélidos suspendidos totales, a los cuales se les redujo la
muestra en tan solo dos épocas.

TABLA 9.2: Puntos validos por parametro.

Parametro Puntos validos Epocas removidas

Arsénico 37.962 5
Sulfato 21.916 9
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Parametro Puntos validos Epocas removidas
Clorofila-a 63.549 1
Cloruro 17.514 8
Dureza 17.514 8
pH 27.372 7
Sodio 37.525 2
Temperatura 31.067 6
TSS 34.065 2
Turbidez 26.549 7

Fuente: Elaboracién propia.

Hasta este punto, se habian obtenido las localizaciones donde cada modelo independiente es eva-
luable; sin embargo, fue imperativo cotejar cada base de datos temporal para determinar la cantidad
de puntos en los que todos los parametros pudieran ser estimados. De esta forma, seria posible calcu-
lar el indice de calidad del agua con la totalidad de los modelos disponibles. Mediante un proceso de
filtrado basico, se hallé que un total de 702 puntos comparten ubicacién dentro de la muestra, lo que
representa un 0,7 % de la cantidad global utilizada en el andlisis inicial.

Como se puede observar en la figura (9.2), los puntos evaluables estan distribuidos principalmente
en la zona oriental del lago; no obstante, no se encuentran agrupados en un solo sector, sino que
abarcan un area considerable de norte a sur. El hecho de que una parte significativa del lago no
estuviera contemplada por las ubicaciones evaluables no fue alarmante en el sentido de que dichas
zonas podrian ser utilizadas como pardmetro de evaluacién en el modelo que posteriormente seria
ajustado con los valores del indice de calidad del agua calculado.
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FIGURA 9.1: Ubicacién de las estaciones en el Lago George.
Fuente: Elaboracién propia a partir de imagenes Sentinel-2 (Copernicus, 2023).
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Finalmente, los valores de reflectancia de las bandas correspondientes fueron extraidos para los
702 puntos evaluables que se filtraron para cada parametro independiente. Asimismo, se calcularon
los indices y cocientes necesarios segtin la estructura de cada regresion. La tabla (9.3) muestra la can-
tidad de muestras finales que posteriormente serian objeto de estimacion por variable; este niimero es
el resultado de multiplicar las ubicaciones mencionadas anteriormente por el nimero de imdgenes,
despusés del proceso de filtrado; por consiguiente, la clorofila fue el pardmetro con la mayor cantidad
de predicciones, con 13.338, y el sulfato con la menor, con tan solo 7.722.

TABLA 9.3: Cantidad de muestras finales.

Parametro Muestra total
Arsénico 10.530
Sulfato 7.722
Clorofila-a 13.338
Cloruro 8.424
Dureza 8.424
pH 9.126
Sodio 12.636
Temperatura 9.828
TSS 12.636
Turbidez 9.126

Fuente: Elaboracién propia.

9.2. Predicciones.

Una vez se consolidaron las épocas y los puntos cotejados, se procedi6 a evaluar cada modelo. La
tabla (9.4) muestra el resumen de las estadisticas basicas de las estimaciones. El valor de la izquierda
en la columna de minimos, maximos, rangos, desviaciones estdndar y promedios representa el clculo
de los resultados del modelo, mientras que los valores de la derecha de las columnas anteriormente
mencionadas simbolizan las estadisticas de la base de datos original con la que se realiz¢6 el ajuste de
cada regresion.

Los resultados del arsénico fueron bastante consistentes, tanto el minimo como el maximo y el ran-
go estuvieron notablemente cerca de los valores de referencia; adicionalmente, la desviacién estandar
sugiri6 que las estimaciones son menos dispersas que las muestras originales. Para el sulfato se obtu-
vieron predicciones mayores al limite de la muestra inicial; no obstante, la dispersién disminuy¢ casi
a la mitad, asi como el promedio, que decreci6 en 4 unidades. La clorofila mostr¢ ser consistente en
valores bajos al estimar concentraciones ligeramente por debajo del limite de referencia; sin embargo,
la combinacién de variables para este modelo hizo que se presentaran estimaciones muy por encima
del valor méaximo de la muestra principal; aun asi, la desviacién estandar y el promedio estuvieron
cerca de los célculos originales.

Asimismo, el cloruro y la dureza tuvieron resultados similares, lo cual era de esperarse debido
a que ambos modelos se ajustaron con las mismas variables independientes; por parte del cloruro,
todas las medidas presentaron consistencia al estar bastante cerca de los valores de referencia salvo
por ciertos valores maximos que superaron el umbral de la muestra inicial. En ambos casos, la desvia-
cion estandar se redujo significativamente, lo que demuestra la estabilidad de las estimaciones. Otro
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pardmetro que mostré una solidez ineludible fue la acidez mediante el pH, cuyas predicciones estu-
vieron dentro del rango de referencia y tanto la desviacién estdndar como el promedio disminuyeron
ligeramente en comparacion con la muestra originaria.

Por dltimo, los resultados de los modelos del sodio, la temperatura y la turbidez demostraron una
consistencia similar al comparar los respectivos valores de referencia, presentando rangos, desviacio-
nes estdndar y promedios parecidos, o incluso, menores a los de la muestra original. No obstante, las
estimaciones de los sélidos suspendidos totales tuvieron un comportamiento similar al de la clorofila
en la medida que las predicciones minimas no sobrepasaron el umbral, pero las maximas si, y con
creces; mientras la medicién méxima de los datos iniciales fue de 20,6, para las estimaciones fue de
37,45, lo que genera que el rango se vea afectado considerablemente. Aun asi, la desviacion estandar
del modelo se redujo casi a la mitad, con el promedio levemente incrementado sin sefiales alarmantes
de ajuste erréneo.

TABLA 9.4: Cantidad de muestras finales.

Parametro Minimos Miximos Rangos Desv. Estindar  Promedios
Arsénico 0,55-0,52 0,92-0,92 0,38-0,4 0,03-0,1 0,69-0,71
Sulfato 18,16 -16,03 74,84 - 66,94 56,68 - 50,91 8,8-15,53 38,07 - 43,39
Clorofila-a 2,4-3,73 306,95 -48,46 304,55 -44,73 10,5-11,17 21,02 - 22,69
Cloruro 88,95-77,34 27842-264,79 189,47-18745  29,36-52,51 159,8 - 176,47
Dureza 84,39 - 69,98 193,16 -208,86 108,77-138,88  17,23-39,07 138,61 - 151,56
pH 717 -7,16 8,43 - 8,68 1,27-1,52 0,26 - 0,44 7,75-7,93
Sodio 45,25-40,51 151,26-166,71 106,01 - 126,2 18,12- 30,1 91,19 - 99,51
Temperatura 58,89 -56,12 82,06 - 87,14 23,16 - 31,02 3,98 - 8,54 69,9 - 74,35
TSS 491-3,6 37,45 - 20,6 32,54 -16,99 3,34-4,19 13,99 -11,33
Turbidez 2,38-1,43 712-7,33 4,75-59 0,78-1,52 4,78 - 4,38

Fuente: Elaboracién propia.

En sintesis, salvo por los valores particularmente altos estimados por los modelos de los sélidos
suspendidos totales y la clorofila-a, los resultados fueron bastante consistentes y en linea con las
bases de datos relacionadas con las mediciones sobre el lago George para el periodo en anélisis para
las 702 ubicaciones filtradas. Con base en los productos anteriormente explicados, se procedi6 a hacer
el célculo del indice de calidad del agua del Consejo Canadiense de Ministros del Medio Ambiente,
desarrollado en la siguiente seccién.
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Calculo del Indice de Calidad del Agua.

El célculo del indice de calidad del agua, siguiendo la metodologia del CCME, se complet6 en
dos fases principales. En la primera, se obtuvo la cantidad de estimaciones que estuvieron por en-
cima (si el objetivo era méximo) o por debajo (si el objetivo era minimo) del umbral dado para un
pardmetro especifico; de esta manera, se determinaba el alcance, con la cantidad de muestras que
fallaron; la frecuencia, con la cantidad de parametros que tuvieron al menos una observacién no con-
forme; y la amplitud, con la diferencia ponderada entre los valores objetivos y la magnitud de las
pruebas reprobadas. Luego de evaluar todos los parametros, se calcularon todos los factores globales,
se ponderaron los valores del indice y se categorizé para cada ubicacién.

10.1. Fase 1: Calculo de los Factores por Parametro.

Como ya se menciond anteriormente, el calculo del indice depende de tres factores fundamentales:
la frecuencia, el alcance y la amplitud. Cada uno de estos factores depende directamente de la can-
tidad y la magnitud de las observaciones que presentaron estimaciones fuera del rango considerado
valido para cada variable. A continuacion, se sintetizan los resultados del andlisis, las implicaciones y
las posibles consecuencias de las concentraciones excesivas en el lago George; asimismo, se presenta
la fuente de los valores objetivo para cada indicador con su respectiva justificacion.

10.1.1. Arsénico.

El arsénico es un mineral que no present6é mediciones considerablemente altas en el lago George.
Esta misma tendencia se observo en la determinacién de las pruebas fallidas, puesto que no solamen-
te ninguna prueba fallg, sino que la observacién mads alta fue diez veces menor que el valor objetivo.
Esto quiere decir que el cuerpo lacustre objeto de anélisis no tiene una mineralizacién arsenical signi-
ficativa, la cual es inducida principalmente por la actividad agricola e industrial (Tsai et al., 1999). En
consecuencia, este mineral no tuvo ningtin impacto sobre el indice, debido a que ni el alcance, ni la
frecuencia, ni la amplitud penalizaron al no haber ninguna observacién por encima del umbral, como
se puede observar en la tabla (10.1).

TABLA 10.1: Resumen de las pruebas fallidas del arsénico.

Medida Valor
Unidades ug/L
Objetivo 10,0
Tipo Maximo

Minimo 0,548
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Medida Valor
Maximo 0,923
Muestra 10.530
Obs. Fallidas 0,0
Porcentaje 0,0

Fuente: Elaboracién propia.

El valor objetivo del arsénico se obtuvo directamente de la Agencia de Proteccién Ambiental de
Estados Unidos, la cual indica que los efectos potenciales ante una exposicion prolongada en ambien-
tes con concentraciones muy altas de este mineral pueden representar problemas en la piel y en el
sistema circulatorio. Asimismo, incrementa la probabilidad de desarrollar cancer. Las fuentes conta-
minantes, como ya se habia mencionado anteriormente, estadn relacionadas con el desprendimiento de
depdsitos naturales por erosion y con los desechos industriales en la fabricacién de vidrio o productos
electrénicos (EPA, 2006).

10.1.2. Sulfato.

Las concentraciones de sulfato en el lago tampoco fueron significativamente altas, incluso tenien-
do una variabilidad notable en las estimaciones, con un rango de aproximadamente 56 mg/L. Esto
significa que la cantidad del mineral flucttia naturalmente, pero no incide directamente en la calidad
del agua del cuerpo. En un caso similar al del arsénico, el valor méximo estimado no se acercé al
umbral determinado, por lo que se consideré que el pardmetro tampoco afecté al indice de alguna
forma. En sintesis, tanto la amplitud como la frecuencia y el alcance fueron nulos. Los resultados del
analisis se presentan en la tabla (10.2).

TABLA 10.2: Resumen de las pruebas fallidas del sulfato.

Medida Valor
Unidades mg/L
Objetivo 250,0
Tipo Maximo
Minimo 18,161
Maéaximo 74,839
Muestra 7.722
Obs. Fallidas 0,0
Porcentaje 0,0

Fuente: Elaboracién propia.

El valor objetivo del sulfato es de 250 mg/L, el cual fue adoptado por los lineamientos de la
Agencia de Proteccién Ambiental de los Estados Unidos, que considera al sulfato o sulfato como un
estdndar secundario. Estos estdndares estdn enfocados en guiar a las organizaciones de potabilizacién
de agua en la eliminacién de quimicos en el agua que puedan afectar tanto el color como el sabor, e
incluso el olor, del liquido que se estd consumiendo. Para el caso del parametro en cuestién, una alta
concentracién significaria un cambio en el sabor, tendiendo a ser mds salado (EPA, 2023).
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10.1.3. Clorofila-a.

Concretamente, el pardmetro que afect6 en mayor medida el indice de calidad del agua en el lago
fue el de la clorofila-a. De un total de 13.338 predicciones, 10.043 fallaron la prueba, representando un
75,3 % de la muestra. Si bien el modelo present6 valores abrumadoramente altos (mayores que 300),
el promedio general de las estimaciones estuvo ligeramente por debajo de los ntimeros con los que
originalmente se ajust6 la regresion; asimismo, la desviacion estandar fue inferior; por lo tanto, los va-
lores mencionados correspondieron a predicciones atipicas que representaban una medicién extrema
especifica, codificada por la combinacién de bandas. En otras palabras, el hecho de tener estimacio-
nes altas no signific6 que el modelo presentara problemas de evaluacién, sino que las caracteristicas
propias del cuerpo de agua indujeron la existencia de un fenémeno eutréfico mayor que se tradujo
en la obtencién de observaciones excesivas.

En cuanto al célculo de los factores, el pardmetro ya comenzaba a afectar al alcance por tener al
menos una prueba fallida, lo cual cumplié con creces. La frecuencia se vio terriblemente degradada
por la notable proporcién de pruebas que superaron el valor objetivo; por tanto, el factor se dispard,
arrastrando el indice hacia valores bajos. La amplitud es el factor méas perjudicado por los valores
excesivos anteriormente mencionados, lo que condujo a la obtencién de excursiones sustancialmente
enormes. El resumen de los resultados se muestra en la tabla (10.3).

TABLA 10.3: Resumen de las pruebas fallidas de la clorofila-a.

Medida Valor
Unidades ug/L
Objetivo 15,0
Tipo Maximo
Minimo 2,395
Maximo 306,946
Muestra 13.338
Obs. Fallidas  10.043
Porcentaje 75,3

Fuente: Elaboracién propia.

La Agencia de Protecciéon Ambiental de los Estados Unidos ha publicado una serie de reportes
técnicos en los que evalta el comportamiento ambiental, ecolégico y bioldgico en los cuerpos de agua
lacustres desde el afio 2007 hasta 2022. En el (EPA, 2012) se determiné que las concentraciones supe-
riores a 15 ug/L pueden conducir al desarrollo de eutrofia fuerte, lo que se traduce en el crecimiento
de plantas y la proliferacién masiva de algas, incidiendo directamente en la calidad del agua.

10.1.4. Cloruro.

Para este compuesto, se obtuvieron estimaciones mas cercanas al valor objetivo en comparacién
con los pardmetros anteriores; incluso, hubo un total de 25 de 8.424 observaciones que lo superaron,
como se muestra en la tabla (10.4). Aun asf, las pruebas fallidas solo representaron un 0,3 % del total
de la muestra. En términos précticos, el alcance se vio afectado desde el principio, puesto que el
pardmetro global fall6; sin embargo, la frecuencia mencionada anteriormente no castigé tajantemente
el indice. Adicionalmente, la predicciéon maxima de 278,42 mg /L tampoco representa una afectacion
sustancial, dado que las excursiones serfan considerablemente pequefas.
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TABLA 10.4: Resumen de las pruebas fallidas del cloruro.

Medida Valor
Unidades mg/L
Objetivo 250,0
Tipo Maximo
Minimo 88,951
Maéximo 278,417
Muestra 8.424
Obs. Fallidas 25
Porcentaje 0,3

Fuente: Elaboraciéon propia.

El umbral elegido para este pardmetro fue de 250 mg/L, segtn el listado de estdndares secunda-
rios de la Agencia de Proteccién Ambiental de los Estados Unidos (EPA, 2023), la cual indica que las
altas concentraciones de cloruro en un cuerpo de agua lacustre estdn relacionadas con acumulaciones
salinas focalizadas por temporadas, posiblemente provenientes de aportes subterrdneos mineraliza-
dos naturales o por procesos de evaporacion elevada. Independientemente de las causas, los valores
detectados no determinan una amenaza real a la calidad del agua del lago, con base en el impacto en
el indice.

10.1.5. Dureza.

El comportamiento de este parametro resulté ser bastante similar al del cloruro en la medida en
que las concentraciones estimadas estuvieron bastante cerca del umbral, presentando un total de 66
pruebas por encima de este, tal como se evidencia en la tabla (10.5). El impacto de este componente
en el indice también fue bajo, debido a que el valor méximo de las predicciones estuvo a 13.15 mg/L
del valor objetivo, por lo que las excursiones no penalizaron en mayor medida la amplitud. De forma
congruente, solamente el 0,8 % de las observaciones superaron el limite sugerido; en consecuencia, la
frecuencia tampoco se vio afectada sustancialmente. En sintesis, si bien el indice se vio perjudicado,
no fue en gran medida debido a la escasa cantidad y a los valores asociados de las pruebas fallidas.

TABLA 10.5: Resumen de las pruebas fallidas del cloruro.

Medida Valor
Unidades mg/L
Objetivo 180,0
Tipo Maéximo
Minimo 84,389
Maximo 193,156
Muestra 8.424
Obs. Fallidas 66
Porcentaje 0,8

Fuente: Elaboracién propia.

La dureza estd relacionada con las concentraciones de magnesio y calcio en el agua, los cuales son
minerales saludables para el consumo humano; sin embargo, una cantidad elevada de estos elemen-
tos en el liquido puede representar un dafio grave en las tuberias metélicas y en los elementos de uso
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comun, como electrodomésticos o redes de acueducto. Por lo tanto, el Servicio Geolégico de los Es-
tados Unidos (USGS) determiné que las acumulaciones mayores a 180 mg/L de estos dos minerales
pueden afectar notablemente la vida ttil de los objetos que entren en contacto con el agua (USGS,
2018).

10.1.6. Acidez (pH).

Teniendo en cuenta las mediciones recolectadas en la zona de estudio y las estimaciones genera-
das por el modelo de regresion lineal, fue posible concluir que los niveles de acidez, segtn el pH del
lago, fueron bastante estables, sin signos ni evidencia de picos temporales o geograficos. Esto se vio
reflejado en la evaluacién de los factores, puesto que de 9.126 predicciones, ninguna super6 el umbral,
tanto minimo como méximo; por lo que la frecuencia no tuvo peso alguno en el indice. Asimismo, al
no haber ningtin resultado incorrecto, el alcance tampoco se vio perjudicado. Finalmente, las excur-
siones de este pardmetro no tuvieron incidencia al ser nulas; por lo tanto, la amplitud se cancel6 al
igual que los demads factores. El resumen de los resultados se muestra en la tabla (10.6).

TABLA 10.6: Resumen de las pruebas fallidas del pH.

Medida Valor
Unidades Unidad de pH
Objetivo 6,5-85

Tipo Minimo y maximo
Minimo 7,167
Maximo 8,432
Muestra 9.126

Obs. Fallidas 0,0
Porcentaje 0,0

Fuente: Elaboracién propia.

La medicién del pH esta categorizada, segtin la Agencia de Proteccién Ambiental de los Estados
Unidos, en estdndares secundarios de agua potable. Un liquido con demasiada acidez (8,5 o superior
en la escala de medicién de pH) suele tener un sabor agrio con tintes metdlicos. Ademads, tiene im-
plicaciones al contacto con objetos metélicos por la corrosién que genera. Paralelamente, un liquido
con valores bajos de pH (6,5 o inferior en la escala de medicién de pH) presenta una consistencia
resbaladiza, casi gelatinosa, con una sensacién gaseosa (EPA, 2023).

10.1.7. Sodio.

El agua del lago George no se categoriza completamente dentro de los cuerpos de agua dulce, de-
bido a que varios afluentes subterrdneos provenientes del Océano Atlantico confluyen a su alrededor,
contribuyendo a la acumulacién de depésitos salinos, como ya se evidencié con las medidas obteni-
das para el cloruro. En ese orden de ideas, era de esperarse que las concentraciones de sodio tuvieran
un impacto significativo sobre los factores del indice; no obstante, la evidencia mostré que ninguna
de las pruebas supero el umbral escogido para este pardmetro; por lo tanto, la frecuencia, la amplitud
y el alcance fueron anulados al no fallar ninguna prueba de las 12.636 realizadas. Los resultados de la
evaluacion del sodio se presentan en la tabla (10.7).
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TABLA 10.7: Resumen de las pruebas fallidas del sodio.

Medida Valor
Unidades mg/L
Objetivo 200
Tipo Maximo
Minimo 45,247
Maéximo 151,26
Muestra 12.636
Obs. Fallidas 0,0
Porcentaje 0,0

Fuente: Elaboraciéon propia.

El valor objetivo para este parametro fue de 200 mg/ L. Este umbral no fue adoptado por la Agen-
cia de Proteccién Ambiental de los Estados Unidos, debido a que dicha organizacién no tiene una
medida estdndar para el sodio, puesto que es un mineral de consumo basico y dificil de medir en
la dieta del ser humano. A pesar de esto, el gobierno canadiense si determiné que una acumulacién
mayor a la mencionada anteriormente puede ser perjudicial en personas con problemas de hiper-
tension o insuficiencia cardiaca congestiva; en consecuencia, requiere una dieta restrictiva de sodio
(Government of Canada, 1992).

10.1.8. Temperatura.

El estado de Florida es bien conocido por experimentar altas temperaturas, incluso en la tempo-
rada de invierno norteamericano, gracias a su privilegiada localizacién, topografia principalmente
plana y altitud promedio muy cercana al nivel del mar. Por tanto, se especulaba sobre la obtencion de
mediciones potencialmente altas en cuanto a la temperatura se refiere; sin embargo, los resultados no
mostraron evidencia de que este pardmetro fuera sustancialmente critico para el agua del lago Geor-
ge, en la medida en que ninguna observacion estimada estuvo por encima del umbral sugerido. Esto
quiere decir que los factores no incidieron de ninguna forma en el indice de calidad al presentarse 0
pruebas fallidas, tal como se resume en la tabla (10.8).

TABLA 10.8: Resumen de las pruebas fallidas de la temperatura.

Medida Valor
Unidades °F
Objetivo 86
Tipo Maéximo
Minimo 58,894
Maximo 82,056
Muestra 9.828
Obs. Fallidas 0,0
Porcentaje 0,0

Fuente: Elaboracién propia.

El valor objetivo de este pardmetro tiene una interpretacién bastante ambigua dentro del anélisis
de calidad de agua, debido a que no existe un estandar oficial de ninguna institucién o agencia que
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permita determinar la incidencia de mediciones excesivas sobre el agua. Entre otras razones, por el
hecho de que el monitoreo de la temperatura difiere y se ajusta dependiendo de las caracteristicas
propias del territorio en andlisis; por ejemplo, los estdndares de un pais mayoritariamente frio como
Canada, con lagos que se congelan en invierno, no son los mismos que los de un estado como Florida,
en el cual la temperatura més baja en cuerpos de agua lacustres no es inferior a 56 °F (o 13 °C).
Ante este panorama, el umbral fue adoptado de (EPA, 1986), el cual es un documento de criterios
de calidad del agua en el que se analiza el impacto de la temperatura y la acidez en la sensacién y
sabor del liquido, concluyendo que temperaturas menores que 32 °F (0 °C), o mayores que 86 °F (30
°C) pueden alterar el sabor del agua de manera significativa; no obstante, no alteran sus propiedades
fisicas o quimicas.

10.1.9. Sélidos suspendidos totales.

El anélisis de los TSS cobra gran importancia tras los hallazgos de las estimaciones de la clorofila,
puesto que este pardmetro también estd relacionado con la claridad del agua en el lago. Para un total
de 12.636 pruebas, se obtuvo que 84 estuvieron por encima del umbral establecido, representando
un 0,7 % de la muestra, lo que indicé que el problema de claridad en el agua no se debi6 a una
carga sedimentaria fuerte, sino a procesos exclusivamente bioldgicos y eutréficos. En otras palabras,
el cuerpo lacustre presenté una gran concentracion de algas, pero no de sélidos. La frecuencia se
vio nuevamente afectada por las pruebas fallidas; sin embargo, la amplitud no penaliz6é en mayor
medida, ya que los valores maximos encontrados superaron el valor objetivo solamente en 8 mg/L,
lo cual se tradujo en excursiones pequenias. Los resultados del anélisis para los TSS se resumen en la
tabla (10.9).

TABLA 10.9: Resumen de las pruebas fallidas de los TSS.

Medida Valor
Unidades mg/L
Objetivo 25,0
Tipo Maximo
Minimo 4,909
Maximo 37,447
Muestra 12.636
Obs. Fallidas 84
Porcentaje 0,7

Fuente: Elaboracién propia.

Los s6lidos suspendidos totales no solo afectan la claridad del agua, sino también el desarrollo de
la vida acudtica en los cuerpos hidricos que presentan acumulaciones excesivamente altas. La Agencia
de Proteccién Ambiental de los Estados Unidos, en el reporte de Criterios de la Calidad del Agua de
1976, evalu6 el impacto de valores de TSS superiores a 80 mg/ L, evidenciando una reduccién del 60 %
en la poblacién de microorganismos invertebrados. En consecuencia, se determiné que, hasta los 25
mg /L, las concentraciones no afectan de manera significativa la vida microbiana (EPA, 1976).

10.1.10. Turbidez.

El altimo de los pardmetros relacionados con la claridad del agua presento resultados coherentes
que ratifican la tendencia descrita en los anélisis de la clorofila-a y los s6lidos suspendidos totales,
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en cuanto a que la obstruccion subdptica del lago se debe a fendmenos bioldgicos relacionados con
el crecimiento y proliferacion de algas. De 9.126 pruebas realizadas, 3.277 superaron el umbral, resul-
tando en un 35,9 % de la muestra; es decir, tanto la frecuencia como el alcance afectaron directamente
el indice de manera moderada. Sin embargo, el valor médximo de 7,125 sugiere que las excursiones no
incidieron en magnitud, sino en cantidad a la amplitud. La tabla (10.10) muestra los resultados del
analisis para la turbidez.

TABLA 10.10: Resumen de las pruebas fallidas de la turbidez.

Medida Valor
Unidades NTU
Objetivo 5,0
Tipo Maximo
Minimo 2,377
Maximo 7,125
Muestra 9.126
Obs. Fallidas 3.277
Porcentaje 359

Fuente: Elaboracién propia.

El valor objetivo de la turbidez fue adoptado de las especificaciones de la Organizacién Mundial
de la Salud, las cuales estdn enfocadas en la determinacién de estdndares en el agua potable. La OMS
indica que una medida recomendable debe estar por debajo de 1 NTU; no obstante, este umbral esta
enfocado en agua potabilizada o tratada de antemano; para cuerpos de agua natural, la medida se
flexibiliza hasta un maximo de 5 NTU, indicando que valores altos en la medicién de la turbidez
pueden proteger bacterias, virus y pardsitos dafiinos para el ser humano (WHO, 2017).

10.2. Fase 2: Agrupacién de los Factores y Calculo del Indice.

Una vez que se complet6 el cdlculo de la frecuencia y el alcance para cada parametro, el siguiente
paso fue evaluar la amplitud de las pruebas fallidas. La tabla (10.11) resume las excursiones compu-
tadas para cada variable. Como ya se habia evidenciado en la fase anterior, la clorofila-a obtuvo las
mayores excursiones, sumando un total de 6.126,5, lo que representa la lejania de las estimaciones
con respecto al valor objetivo. Nétese como los demés indicadores de claridad en el agua presentaron
excursiones moderadas, como es el caso de los sélidos suspendidos totales, con un total de 9,592 y la
turbidez, con 379,281. Los pardmetros restantes evidenciaron excursiones bajas, debido a que muy po-
cas pruebas fallaron y a que los valores asociados a dichas pruebas no estuvieron significativamente
alejados del umbral guia.

TABLA 10.11: Resumen de las excursiones para el factor de la amplitud.

Parametro Total Fallos Excursiones NSE
Arsénico 10.530 0,0 0,0 0,0
Sulfato 7.722 0,0 0,0 0,0
Clorofila-a 13.338 10.043 6.126,49 0,46

Cloruro 8.424 25 0,706 0,000084
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Pardametro Total Fallos Excursiones NSE
Dureza 8.424 66 1,057 0,0000125
pH 9.126 0,0 0,0 0,0
Sodio 12.636 0,0 0,0 0,0
Temperatura 9.828 0,0 0,0 0,0
TSS 12.626 84 9,592 0,000759
Turbidez 9.126 3277 379,281 0,041559

Fuente: Elaboracién propia.

Por ultimo, se calcul6 el indice de calidad del agua para las 702 ubicaciones. El resultado final
indicé que 664 puntos tienen una calidad buena y 38, aceptable, como se muestra en la tabla (10.12).
Lo que significa que aproximadamente el 95 % de la muestra no se vio afectada en gran medida por
los resultados de la clorofila-a; por consiguiente, los demds pardmetros contribuyeron principalmente
a que la calidad del agua en el lago George se mantuviera estable. En otras palabras, si bien los para-
metros individuales de la clorofila-a y la turbidez mostraron excedencias frecuentes de los objetivos
ambientales, el indice general clasifica los puntos de andlisis como de buena calidad; por lo tanto, la
degradacién del cuerpo hidrico esta principalmente dominada por procesos biolégicos sectorizados
en tiempo y espacio, mds alld de una alteracién generalizada en la composicion quimica del liquido.

TABLA 10.12: Resumen de las excursiones para el factor de la amplitud.

Clasificacion Total Promedio Maximo Minimo Des. Estindar

Buena 664 84,92 86,97 80,00 1,901
Aceptable 38 75,64 79,98 69,32 2,398

Fuente: Elaboraciéon propia.

Para el correcto andlisis de los resultados anteriores, se debe tener en cuenta, de igual forma, la
estructura general del indice y la parametrizacién final de este; es decir, el cdlculo considera las me-
didas que superaron los umbrales por ubicacién; por lo tanto, los valores excesivos de la clorofila-a
pudieron haberse obtenido en zonas especificas del lago para una época determinada, lo que indica
que la claridad del agua puede no verse afectada de manera significativa en un dmbito global, tanto
temporal como geografico; en consecuencia, episodios criticos particulares quedan diluidos por un fe-
némeno general ideal. Adicionalmente, el hecho de que ocho de los diez pardmetros finales utilizados
no presentaran fallos, o en su defecto, fallos menores, contribuy6 a que el indice se estabilizara.

10.2.1. Distribuciéon del WQI.

Los valores del WQI obtenidos estdn agrupados principalmente en el rango de 85 a 87 puntos,
como lo muestra la figura (10.1), lo que confirma la predominancia de una buena calidad del agua;
esto significa que hay excedencias que estdn afectando directamente la integridad fisica y quimica del
lago, pero en menor medida, ya sea por ser poco frecuentes o por estar cerca de los valores objetivo.
Aun asi, los valores mds bajos, en el rango de 70 a 80 puntos, indican que hay incumplimientos
localizados del indice; sin embargo, la figura (10.2) muestra que las ubicaciones con calidad aceptable
no estdn concentradas en una misma zona, sino que se distribuyen sin un patrén espacial definido
sobre el drea efectiva de las ubicaciones seleccionadas.

En ese orden de ideas, se puede deducir que la afectacién en la calidad del agua no se debe enfocar
en el componente geografico, sino en el temporal; en consecuencia, el fallo recurrente de las pruebas
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Distribucion del indice CCME-WQI
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FIGURA 10.1: Distribucién del WQI en los puntos evaluables.
Fuente: Elaboracién propia.

en los parametros de claridad esté relacionado con el cambio en la composicién fisica del sistema,
debido a condiciones estacionales o eventos temporales que afectan la dindmica del lago. Es impe-
rativo aclarar que el andlisis anterior involucra solamente las variables que pudieron ser modeladas
por medio de una regresion lineal; por ende, es posible que otros pardmetros imprescindibles en el
anélisis de calidad del agua estén repercutiendo en la integridad fisico-quimica del cuerpo y no se
estén considerando por la razén anteriormente descrita, como el oxigeno disuelto, la profundidad del
disco Secchi (parametro de claridad), el potasio, el fésforo o el nitrégeno.
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10.3. WQI en las Estaciones de Referencia.

El WQI fue calculado para las dos estaciones de donde se tomaron los pardmetros para el afio
2023. El resumen de los factores se muestra en la tabla (10.13). El anélisis con las medidas reales arroj6
resultados ligeramente diferentes en comparacién con el indice obtenido a partir de los modelos de
regresion lineal. En primer lugar, los parametros de arsénico, sulfato y sodio no presentaron exceden-
cias, por lo que la interaccién de sus factores fue nula, al igual que las estimaciones. El cloruro y la
dureza tuvieron varias mediciones que superaron los umbrales en una mayor proporcién que las pre-
dicciones, con un 5,71 % y 29,27 %, respectivamente; es decir, los minerales tuvieron un protagonismo
mads importante al castigar significativamente el indice.

Un aspecto diferenciador en el indice de las estaciones estuvo directamente relacionado con la
evaluacion de la acidez y la temperatura, debido a que las predicciones no mostraron excedencias; no
obstante, las mediciones en campo si lo hicieron. Por parte del pH, el 14,52 % de la muestra fall6; para
la temperatura, el 2,55 %. Si bien los porcentajes son bajos, el hecho de que los umbrales se hayan
superado ya representa una activaciéon directa de los tres factores, siendo la frecuencia la que maés
peso tuvo al inferir que todo el pardmetro fall6 con solo un registro no valido. En ese orden de ideas,
las estaciones fallaron en méas pardmetros que los modelos, lo que sugiere que el WQI serd menor.

Finalmente, los pardmetros relativos a la claridad del agua fueron bastante similares. Los sélidos
suspendidos totales de las estaciones no fallaron; sin embargo, las estimaciones si lo hicieron en un
0,7 % de la muestra total. La turbidez fall6 sustancialmente en aproximadamente un tercio de la mues-
tra para ambos andlisis. Por dltimo, la clorofila-a present6 excedencias en el 75,3 % de las predicciones
y en el 76,12 % de las mediciones. En sintesis, los parametros que més incidencia tuvieron en el WQI
presentaron dindmicas similares tanto en las regresiones como en las estaciones. Lo que confirma la
confiabilidad y robustez de los modelos finales elegidos y las subsecuentes predicciones.

TABLA 10.13: Resumen de las excursiones del WQI en las estaciones de referencia.

Parametro Total Fallos Porcentaje Excursiones NSE Minimo Maximo Umbral

Arsénico 35 0,0 0,0 % 0,0 0,0 0,52 0,92 1,0
Sulfato 35 0,0 0,0% 0,0 0,0 16,03 66,94 250,0
Cfila-a 67 51 76,12 % 42,229 0,630 3,73 48,46 15,0
Cloruro 35 2 5,71 % 0,118 0,0034 77,34 264,79 250,0
Dureza 41 12 29,27 % 1,007 0,026 69,98 208,86 180,0
pH 241 35 14,52 % 0,355 0,0015 7,16 8,68 6,5-85
Sodio 33 0,0 0,0 % 0,0 0,0 40,51 166,71 200,0
Temp. 157 4 2,55 % 0,084 0,0005 56,12 87,134 86,0
TSS 39 0,0 0,0 % 0,0 0,0 3,6 20,60 25,0
Turbidez 38 12 31,58 % 0,283 0,074 1,43 7,33 5,0

Fuente: Elaboraciéon propia.

La integracion de los factores en el indice final para las estaciones indic6 que la calidad del agua
en la estacion 44762 es buena, dado un valor de 81,78; mientras que en la estacién 44763 la calidad
es mala, al presentar un WQI de 63,75, como se evidencia en la tabla (10.14). Este resultado permite
concluir que las mediciones que fallaron en los pardmetros adicionales, en comparacién con los mode-
los, afectaron en mayor medida a esta tiltima estacién, hasta el punto de reducir el valor asociado a la
pentltima categoria; atin asi, dicho valor se ubicé bastante cerca del umbral para considerarse acepta-
ble, exactamente a 1,25 puntos. Asimismo, la distancia al valor minimo obtenido con las estimaciones
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fue de 5,57 unidades. En sintesis, si bien la estaciéon 44673 difiere notablemente en la categorizacion,
los valores continuos indicaron que el comportamiento en ambas estaciones no esta tan distante del
escenario estimado por los modelos, condicionado igualmente por la cantidad de observaciones con
las que se evalud el indice final.

TABLA 10.14: WQI calculado para las estaciones.

Clasificacion Estacion WQI CCME

Buena 44672 81,78
Mala 44673 63,75

Fuente: Elaboracién propia.

En definitiva, se obtuvieron 702 ubicaciones en las cuales los modelos fueron evaluados, mds dos
estaciones de referencia, para un total de 704 puntos de calculo efectivo. Alli prevaleci6 que la calidad
del agua en el lago George es principalmente buena, afectada en mayor medida por elementos eutré-
ficos relativos al desarrollo biolégico de algas y vegetacién acudtica en general, siendo la clorofila-a
y la turbidez los pardmetros con mayor protagonismo en el indice. Adicionalmente, se presentaron
zonas con calidad aceptable sin un patrén espacial determinado, por lo que la disminucién del valor
final se atribuy6 a dindmicas temporales particulares y no a un fenémeno geogréfico evidente.



108

11

Implementacion del Modelo MARS.

El procedimiento desarrollado en los capitulos anteriores determiné un valor numérico continuo
para categorizar la calidad del agua, segtin la metodologia del Consejo Canadiense de Ministros de
Medio Ambiente, y con base en el uso de predicciones estimadas con modelos de regresién lineal
en puntos de evaluacién vélidos sobre la superficie del lago George, en un periodo comprendido
entre septiembre de 2022 y abril de 2024. En el presente apartado, se desarrollé posteriormente la
implementacién de la regresion de splines adaptativos multivariada con el fin de modelar el indice a
partir de valores de reflectancia determinados por cada banda del programa Sentinel-2.

11.1. Divisi6én de Epocas Estacionales.

La base de datos final con la que se ajust6 el modelo MARS reunié un total de 704 observaciones
con un solo indice por registro; es decir, ya no se tuvo en cuenta un componente temporal explici-
to, sino solo geografico. Esta aclaracién tiene varias implicaciones en la medida en que el presente
andlisis no pretendi6 evaluar qué imagen explica mejor el WQI, sino que buscé interpretar qué es-
tado espectral del lago fue maés representativo en el indice integrado para el periodo en cuestién. En
consecuencia, se eligieron cuatro imégenes que representarian cada estado estacionario (invierno, pri-
mavera, verano y otofio), de las cuales se extrajeron los valores de reflectancia de las 12 bandas para
cada uno de los puntos de anélisis de forma independiente.

La eleccion de las imagenes se realiz6 hallando cudles de estas no habian sido removidas en el
proceso de obtencién de las ubicaciones evaluables para todos los pardmetros, siendo febrero, marzo,
septiembre, octubre y noviembre de 2023, y abril de 2024 las tnicas que presentaron puntos validos
para todos los modelos. Adicionalmente, octubre y diciembre de 2022, diciembre de 2023 y enero y
febrero de 2024 solo fueron eliminadas una vez durante el proceso de filtrado. Por consiguiente, para
representar el comportamiento del lago en invierno se eligi6é la imagen correspondiente al mes de
diciembre de 2022; para la época de primavera, se seleccioné la imagen de marzo de 2023; el verano
fue explicado por la imagen de julio; finalmente, para el otofio se opt6 por la imagen de octubre del
mismo afio.

11.1.1. Invierno.

De antemano, cada muestra fue dividida en un 70 % para la fase de entrenamiento, dejando el
restante 30 % de la muestra para la fase de prueba. Asimismo, para analizar el desempefio de los
modelos, se procedi6 a calcular la raiz del error medio cuadratico (RMSE), el error medio absoluto
(MARE), el error relativo y el coeficiente de determinacién R?. La regresién para el mes de diciembre
present6 un comportamiento que se iba a repetir de manera constante a lo largo del ejercicio. En pri-
mer lugar, se obtuvo un RMSE de 2,83, un MAE de 2,01 y un error relativo de 2,45, como se evidencia



11.1. Divisién de Epocas Estacionales. 109

en la tabla (11.1); esto indic6 que los residuos mostraron una variabilidad relativamente baja y que las
medidas de desempefio estaban bastante cerca entre si con valores bajos.

TABLA 11.1: Desempefio del modelo MARS en diciembre.

Medida Valor
RMSE 2,83
MAE 2,01
Error relativo 2,45
R? -0,042

Fuente: Elaboracién propia.

No obstante, el problema real surgi6 con la interpretacién del coeficiente de determinacién, debido
a que arroj6 un valor de -0,042. Lo cual indic6 que la variabilidad del WQI no pudo ser explicada por
las bandas. A priori, los resultados parecerian entrar en una contradiccién, puesto que el modelo tuvo
un buen rendimiento desde el punto de vista predictivo, pero no logré explicar de manera significa-
tiva la dindmica especifica de la variable independiente. En otras palabras, dada una variabilidad tan
baja del indice en el lago, el modelo fue capaz de estimar un valor medio sobre una muestra estrecha
con baja dispersion; sin embargo, no logré capturar una estructura espacial o espectral compleja.

Para explicar por qué el R? es tan bajo, obsérvese la estructura general del coeficiente dada por la
ecuacion (11.1), en la cual se obtiene una relacion directa entre el R2 y la variabilidad del modelo; es
decir, cuanto més grande sea el grado de dispersion de la variable respuesta con respecto a los resi-
duos, més grande serd el coeficiente de determinacién; por lo tanto, si la variable explicada presenta
una variabilidad baja, el R? tenderd a bajar de igual forma, por més que los residuos también sean
bajos. En otras palabras, el coeficiente colapsa debido a la varianza tan pequefia del WQL.

2
RP=1-7 (11.1)
Um

Donde ¢7 es la varianza de los residuos y o2 es la varianza del modelo; en este caso, del indice.

11.1.2. Primavera.

El modelo ajustado con los valores de reflectancia de la imagen correspondiente al mes de marzo
resulté estar alineado con el desempefio del mes de diciembre, sin cambios abruptamente drésticos.
El error medio cuadratico vari6 en solo 0,02 puntos, siendo ligeramente mds alto en primavera. Un
comportamiento similar se evidenci6 en el error medio absoluto y el error relativo, estando estos dos
pardmetros muy cerca de los resultados de invierno, pero por encima en todo momento. El coeficiente
de determinacién, una vez mds, result6 bastante bajo, incluso negativo. Ante este panorama, se pudo
concluir que el indice no estuvo fuertemente influenciado por temperaturas bajas y por condiciones
asociadas a las dos primeras estaciones del afio. El resumen de las estadisticas para el modelo MARS
en el mes de marzo se presenta en la tabla (11.2).
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TABLA 11.2: Desemperio del modelo MARS en marzo.

Medida Valor
RMSE 2,85
MAE 2,05
Error relativo 2,50
R? -0,053

Fuente: Elaboracién propia.

11.1.3. Verano.

Teniendo en cuenta que los pardmetros que tuvieron una mayor incidencia en el indice fueron la
clorofila-a y la turbidez, era de esperarse que la época en la que mas actividad eutréfica se presentara
fuera aquella que mostrara los resultados con menor dispersion; en otras palabras, un mejor desem-
pefio. La hipétesis preliminar se pudo confirmar con los resultados de la tabla (11.3), en el cual se
puede evidenciar que todas las medidas para el mes de junio estuvieron por debajo de los valores
obtenidos en los escenarios anteriores; no obstante, en términos practicos, la distancia entre estas no
fue notable; por ejemplo, el RMSE solo bajo 0,06 puntos, al igual que el MAE. El R?, por otra parte, si
present6 un cambio mads evidente al pasar de -0,053 a -0,013; atin asi, el ajuste en este pardmetro sigue
siendo pobre, lo que indica que el modelo sigue prediciendo un valor central y no estd contemplando
completamente una estructura especial o espectral mas compleja.

TABLA 11.3: Desempefio del modelo MARS en julio.

Medida Valor
RMSE 2,79
MAE 1,99
Error relativo 2,43
R? -0,013

Fuente: Elaboracién propia.

11.1.4. Otono.

El mes de octubre presento el peor ajuste dentro de la escasa variabilidad y cercania de las medidas
entre si. El error medio cuadratico fue de 2,85, similar al mes de marzo; el error medio absoluto fue
el mayor de todas las épocas evaluadas, al igual que el error relativo, con valores de 2,11 y 2,56,
respectivamente. Con los resultados de la tabla (11.4), y los descritos anteriormente, se evidencié que
la actividad espectral a lo largo del periodo de estudio no presenta un grado de dispersién demasiado
grande, estando las medidas de desempefio considerablemente bajas y cercanas para los cuatro meses
en analisis.

TABLA 11.4: Desempetio del modelo MARS en octubre.

Medida Valor
RMSE 2,85
MAE 2,11

Error relativo 2,57
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Medida Valor
R? -0,054

Fuente: Elaboracién propia.

En sintesis, gracias a la homogeneidad obtenida con los modelos de regresion lineal, el modelo
MARS no logré estructurar un sistema complejo que relacionara los componentes geogréfico y espec-
tral, lo cual no signific6 que el modelo fuera ineficiente o inutilizable; sino que, debido a la naturaleza
propia del indice en la zona de estudio, se hizo muy dificil implementar un modelo que pudiera de-
tectar gradientes abruptos en la calidad del agua o explicar variaciones sectorizadas del indice; por
otra parte, el modelo si podria ser utilizado para confirmar una homogeneidad espacial en el diagnés-
tico inicial de la calidad e iniciar estudios exploratorios en ubicaciones donde las estimaciones estén
fuera de rango o presenten resultados discrepantes.

11.2. Mejor Modelo.

11.2.1. Primera iteracion.

De acuerdo con el resumen presentado para cada mes, se demostr6 que la incidencia espectral en
el indice no fue tan variable a lo largo del afio; aun asi, se eligi6 la tercera regresién, es decir, el mes
de julio, como el mejor modelo. La estructura general se evidencia en la ecuacién (11.2), en la cual
intervinieron solamente las bandas 3 (verde), 6 (borde de vegetacién rojo 2), 9 (vapor de agua) y 11

(infrarrojo de onda corta 1). Las demds bandas fueron descartadas durante el proceso de filtrado del
MARS.

WQI = 84,56 — 1.195 * max(0; B; — 0,024)
— 18.802 * By * max(0;0,0024 — B3)
+12.507 % (B * Be) (11.2)

La banda del verde es la que mds incidencia tuvo, puesto que estuvo presente en dos funciones
bisagra de maneras distintas: en el primer término, luego del intercepto, el indice disminuye fuerte-
mente cuando el nivel valor de reflectancia de esta banda es mayor a 0,024, lo que se traduce en una
peor calidad del agua cuando los elementos asociados a la claridad del agua, como la clorofila-a, la
turbidez y los TSS, interacttian activamente con la banda 3; por otra parte, cuando los niveles valores
de reflectancia del verde son menores que 0,024, la funcién bisagra interacttia con la banda 9, la cual
penaliza el indice cuando los elementos asociados al vapor de agua interactiian activamente con el
sensor; en otras palabras, cuando la banda 3 presenta valores pequefios, se activa la banda 9, la cual
penaliza el WQI mientras més alto sea su valor espectral.

Por ultimo, el modelo identific6 una funcién adicional que relaciona las bandas 11 y 6, cuya in-
teraccion es directa con la calidad del agua; es decir, el aumento de los valores de reflectancia en
cualquiera de las dos bandas hace que el indice aumente, por lo que se puede interpretar que niveles
altos en el infrarrojo cercano de onda corta y el borde de vegetacién rojo estdn asociados con una
buena calidad del agua. Cabe resaltar que la longitud de onda de estas bandas estéd bastante alejada
del espectro visible; por tanto, el alcance y sensibilidad se relacionan con fenémenos y dinamicas que
se desarrollan en la profundidad del lago, no tanto en la superficie.
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11.2.2. Segunda iteracién.

El modelo MARS involucra una gran cantidad de funciones bisagra al hacer el ajuste; dichas fun-
ciones relacionan no solo las bandas finales seleccionadas, sino también combinaciones de las bandas
restantes, generando ruido que afecta la suma de cuadrados de los residuos. Por tal motivo, se decidié
ajustar nuevamente el modelo, pero solamente con las bandas implicadas en la ecuacién (11.2), con el
fin de reducir las posibles perturbaciones generadas por las demés variables independientes. Las me-
didas de desemperio que se presentan en la tabla (11.5) mostraron una leve mejoria en el error medio
cuadrético y en el coeficiente de determinacién, lo que confirmé que las bandas restantes si estaban
induciendo ruido en los residuos, provocando una mayor variabilidad en la suma de los cuadrados;
sin embargo, esto no afect6 el desempefio de las estimaciones y sus medidas.

TABLA 11.5: Desempefio del modelo MARS en julio solo con las bandas mas significati-

vas.
Medida Valor
RMSE 2,76
MAE 1,99
Error relativo 2,43
R? 0,009

Fuente: Elaboracién propia.

Adicionalmente a la reduccién del RMSE vy al leve aumento en el R?, la ecuacién generada por la
segunda iteracion desestimo las bandas 6 y 11 en el ajuste final, como se aprecia en la ecuacién (11.3).
Ademas, el modelo identific6 otro punto de corte, esta vez para la banda 9, en el valor de 0,0138,
el cual se encuentra a 0,0043 unidades del promedio de la banda en mencién. Una tercera iteracion
fue ajustada solamente con las bandas 3 y 9; no obstante, los resultados no mejoraron con respecto
a la segunda; por esta razon, y con base en el principio de parsimonia, se decidié proceder con este
modelo para su posterior evaluacién y validacion.

WQI = 85,2848 — 152,601 * max(0; 0,024 — B3)
+ 38435, 6 x max(0; By — 0,0138) * max(0; B3 — 0,024)
— 2486, 56 * max(0; By — 0,0138) (11.3)

11.2.3. Dominio espectral.

Un proceso clave en la implementacién de cualquier modelo de regresion es la determinacion
del dominio; es decir, el rango de valores de las variables independientes en el cual el modelo es
evaluable y permite generar estimaciones vélidas. Para el modelo final de julio, se obtuvo una serie de
estadisticas descriptivas con el fin de interpretar las condiciones con las que se ajustaron las funciones
bisagra y su relacién con las predicciones, tal como se hizo con los modelos de regresién lineal de los
parametros.

La banda 3 present6 el valor mads alto entre todas las que participaron en el modelo final. El pro-
medio fue de 0,018, el cual estd a una y media desviacién estandar de distancia con respecto al umbral
de las dos primeras funciones bisagra. El dato anterior es importante en la medida en que la regre-
sién no inventd puntos de corte ficticios, por lo que el modelo es evaluable de una manera factible.
Los rangos indican una variabilidad suficiente al abarcar un espectro considerablemente amplio de
prediccién. El resumen completo de las estadisticas descriptivas se presenta en la tabla (11.6).
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TABLA 11.6: Estadisticas descriptivas de las bandas del MARS para el mes de julio.

Banda Minimo Maximo

Rango

Media Desv. Estindar

3 0,0110
6 0,0086
9 0,0034
11 0,0044

0,0870
0,0825
0,0678
0,0703

0,0760
0,0739
0,0644
0,0659

0,0180 0,0041
0,0127 0,0031
0,0095 0,0028
0,0058 0,0027

Fuente: Elaboracién propia.

Si bien las bandas 6 y 11 no terminaron siendo consideradas en la ecuacién final, siguen estando
relacionadas en la regresiéon debido a que el modelo MARS involucra todas las variables en el ajuste
y las posteriores estimaciones; por tal motivo, se mencionaron los rangos y las medidas descriptivas

en la tabla anterior.
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Evaluacion del Modelo MARS.

La evaluacion del modelo MARS funciona de manera similar al uso de un modelo de regresién
lineal ordinario; es decir, se evaltian los valores de las variables independientes en la ecuacioén final,
con la salvedad de que esta metodologia involucra una serie de validaciones proporcionadas por las
funciones bisagra y los puntos de corte, los cuales activan o desactivan los estimadores de acuerdo
con dichos valores. Esta etapa del proceso consistié en una tinica fase repetida para tres escenarios
diferentes, en la cual se valid6 que los valores de las bandas involucradas cumplieran con los rangos
establecidos en la ecuacion (11.3).

En primer lugar, se utiliz6 la muestra de 100.000 puntos aleatorios generada para la determinacién
de los puntos evaluables en los modelos de los pardmetros de calidad del agua; luego, se cre6 una
mascara efectiva en la zona con menor densidad de ubicaciones, la cual fue la zona occidental del
lago. Posteriormente, se extrajeron los puntos que estuvieran dentro del drea efectiva de evaluaciéon
y se validé que los valores de reflectancia de dichas ubicaciones estuvieran dentro de los rangos
mencionados anteriormente.

No obstante, se present6é un problema critico que contribuy6 a la explicaciéon de por qué el calculo
del WQI solo se pudo realizar en la zona oriental del lago. Obsérvese en la figura (12.1) cémo la pre-
sencia de nubes y perturbaciones generales en el agua altera la superficie observable del lago, hacien-
do que el sensor capture valores espectrales més altos, es decir, mds claros; esto influye negativamente
en la validacién de los puntos evaluables; atn asi, se logré obtener una muestra considerablemente
robusta para analizar el desempefio del modelo en una zona con caracteristicas ligeramente diferentes
sobre la misma superficie del lago.

12.1. Escenario 1: Julio.

La muestra total de puntos vélidos para el mes de julio fue de 40.512 puntos evaluables, generan-
do los resultados que se presentan en la tabla (12.1). Para las distintas combinaciones de los valores
de las bandas 3 y 9, no se obtuvieron indices que identificaran zonas con calidad excelente; sin em-
bargo, el 10 % de las estimaciones tuvo un valor de 44,9 o menor, indicando una calidad muy mala
en estas dreas. Adicionalmente, el niimero de predicciones con categoria mala super6 al de aque-
llas con calidad aceptable, un fenémeno que no se habia observado anteriormente con los datos de
entrenamiento.
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TABLA 12.1: Resumen de la evaluacién del modelo MARS en la zona occidental del lago
George para el mes de julio.

Categoria Cantidad  Porcentaje
Buena 24.048 48 %
Aceptable 6.707 19%
Mala 8.139 23 %
Muy mala 3.748 10 %

Fuera de rango 281 Menos del 1%

Fuente: Elaboracién propia.

Los resultados de la evaluacién indican una clara extrapolacién local del MARS en escenarios con
actividad espectral diferente de la representada en la etapa de entrenamiento, condicionada también
por la alta presencia de nubes y perturbaciones generales sobre la superficie lacustre. Esto no significa
que el modelo sea invélido; por el contrario, permite analizar las diferentes dindmicas del lago a lo
largo de su extension. La heterogeneidad en las estimaciones también se debe a una identificacién de
gradientes de una manera mds continua, dado que los saltos de evaluacién son mucho menores.

Igualmente, un aspecto critico de esta etapa del procesamiento estuvo relacionado con la obten-
cién de valores de calidad mala y muy mala (préacticamente un tercio de la muestra). Esto apunté a que
el modelo en la fase de prediccién no estaba implementando una metodologia basada en promedios,
sino que estaba extrapolando las estimaciones para capturar fenémenos de contrastes espectrales mas
fuertes; es decir, los umbrales locales o puntos de corte alteran drasticamente la estructura de las fun-
ciones bisagra ante valores de reflectancia cercanos a los limites de los rangos (ya sean superiores o
inferiores) de cada variable independiente, lo que provocé que el modelo generara indices mucho
menores que los esperados.

Por otra parte, la distribucion espacial de los indices refleja un comportamiento especifico mas
revelador. Obsérvese en la figura (12.2) como la presencia de nubes cubre la superficie occidental del
lago; se puede evidenciar claramente que una gran cantidad de observaciones de calidad muy mala,
mala y aceptable se encuentra condensada alrededor de las zonas con valores de reflectancia més
altos, lo que sugiere que el desemperio del modelo se vio afectado por los contrastes generados entre
la superficie nubosa y el lago.
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12.2. Escenario 2: Agosto.

Teniendo en cuenta los resultados del primer escenario, se decidi6 evaluar el modelo MARS en
una imagen con caracteristicas estacionales y espectrales similares; por tal motivo, se tom¢ la imagen
capturada en el mes de agosto y se repiti6 el proceso explicado anteriormente. La validacién de los
puntos arrojé un total de 12.690 ubicaciones vélidas, una reduccion significativa en comparacién con
el mes anterior; no obstante, sigue siendo representativa para efectos del ejercicio.

La dindmica del desemperfio del modelo en el segundo escenario reflejé6 un comportamiento muy
parecido respecto al del primero, en la medida en que un 43 % de la muestra se categoriz6é como de
buena calidad, es decir, una reduccién porcentual del 5%, como se evidencia en la tabla (12.2). Las
zonas con calidad aceptable aumentaron ligeramente en términos porcentuales; no obstante, las cate-
gorias de calidad mala y muy mala siguieron predominando en méas de un tercio de la muestra. Esto
demuestra que el modelo sigui¢ extrapolando en zonas con una actividad espectral mads irregular,
coaccionada por la presencia de nubes, las cuales generaban picos en los valores de reflectancia de las
bandas, provocando una reduccién en la calidad general del lago.

TABLA 12.2: Resumen de la evaluacién del modelo MARS en la zona occidental del lago
George para el mes de agosto.

Categoria Cantidad Porcentaje
Buena 5.448 43 %
Aceptable 2.711 21%
Mala 3.581 28 %
Muy mala 821 7%
Fuera de rango 129 1%

Fuente: Elaboracién propia.

Visualmente, la dindmica espectral de las nubes sigui6¢ siendo un problema, lo que confirmé la
hipétesis propuesta en la evaluacién del modelo para el mes de julio, la cual indicaba que la presencia
de nubes tiene efectos negativos directos en las estimaciones del modelo, en la medida en que los
pixeles més cercanos a las superficies mds claras; es decir, las zonas de transicion entre la parte nubosa
y el lago reflejan una gran cantidad de energia, lo que se traduce en valores espectrales mucho maés
altos, que a su vez se encuentran en el limite de los intervalos de evaluacién del modelo.

Esto implic6 que el modelo generara predicciones en condiciones para las cuales no fue entre-
nado, dado que la validaciéon de los puntos de evaluaciéon en los modelos de regresién lineal de los
pardmetros filtr6 aquellas zonas con valores de pixel mas elevados; por lo tanto, tanto las nubes c6-
mo las perturbaciones generadas por la sombra y el movimiento de estas sobre la superficie del lago
provocaron que el modelo subestimara las dreas con mayor actividad espectral, reduciendo las es-
timaciones, incluso, a resultados negativos o muy cercanos a cero. En consecuencia, fue necesario
evaluar el modelo en una imagen cuyas condiciones meteorolégicas fueran lo mas homogéneas posi-
ble, de tal forma que la evaluacién del modelo se hiciera en un ambiente més parecido al de la etapa
de entrenamiento y prueba.
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FIGURA 12.3: Estimacién del WQI para el mes de agosto en la zona occidental del lago George.
Fuente: Elaboracién propia a partir de imagenes Sentinel-2 (Copernicus, 2023).
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120 12. Evaluacion del Modelo MARS.

12.3. Escenario 3: Septiembre.

Los primeros dos escenarios permitieron deducir que las nubes afectaban notablemente el desem-
pefio del modelo, provocando que una porcién considerable del drea de evaluacion presentara valores
minimos y negativos del indice estimado. Ante este panorama, se seleccion6 una imagen adicional
que permitiera corroborar los hallazgos descubiertos, pero en una superficie mds homogénea, sin las
implicaciones de la cobertura en mencién. Afortunadamente, las condiciones meteoroldgicas para el
mes subsiguiente mejoraron significativamente, permitiendo la plena identificacién de la zona occi-
dental en la parte norte y sur del lago. Lo que no solo significé un analisis estacional idéneo, sino que
también se conservo la integridad y la consistencia temporal al tratarse de escenarios continuos.

La validacién de las ubicaciones filtré un total de 23.456 puntos de evaluacién validos, cerca del
doble en comparacién con el escenario del mes de agosto. Las estimaciones sobre la muestra selec-
cionada arrojaron resultados certeros con relacién a las hipétesis elaboradas en los dos primeros es-
cenarios. En primer lugar, la categoria de calidad buena prevalecié firmemente en las predicciones,
representando un 96 % del total de observaciones; por consiguiente, el porcentaje restante se distribu-
yo6 entre las categorias de aceptable, mala, muy mala y los valores fuera de rango. El resumen de la
evaluacion del modelo sobre la imagen de septiembre se muestra en la tabla (12.3).

TABLA 12.3: Resumen de la evaluacién del modelo MARS en la zona occidental del lago
George para el mes de septiembre.

Categoria Cantidad  Porcentaje
Buena 22.580 96 %
Aceptable 258 1%
Mala 331 1%

Muy mala 163 Menos del 1%

Fuera de rango 124 Menos del 1%

Fuente: Elaboraciéon propia.

En cuanto a la distribucién espacial de los puntos evaluados, se puede apreciar que hubo una por-
cién principal agrupada en la zona noroccidental del lago, lo que supuso un escenario 6ptimo, puesto
que particularmente esta zona se encontraba contaminada (en términos espectrales) con coberturas
no deseadas en los andlisis anteriores. Adicionalmente, se identificaron algunos puntos extra en la
zona sur, muy cerca del limite de desembocadura del afluente del rio San Juan Bautista, el cual repre-
senta uno de los sectores de abastecimiento mas importantes del lago, debido a que dicho rio fluye de
sur a norte.

A partir de la figura (12.4), se pudo evidenciar claramente que el modelo ya fue capaz de generar
predicciones més estables en las zonas identificadas como criticas, permitiendo validar la homoge-
neidad de la calidad del agua en el lago en condiciones climaticas estables. Si bien la obtencién de
valores atipicos extremos, como aquellos fuera de rango o asociados a la categoria més baja del indi-
ce, fue constante en el presente escenario, la predominancia de estimaciones més acordes a los valores
de entrenamiento simboliza la estabilizacién y confiabilidad sobre las predicciones, permitiendo con-
firmar que los parametros que més afectan la calidad del agua en el cuerpo se deben a una actividad
bioldgica y eutréfica general y no a un fendmeno temporal o geogréfico focalizado.
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FIGURA 12.4: Estimacién del WQI para el mes de septiembre en la zona occidental del lago George.
Fuente: Elaboracién propia a partir de imagenes Sentinel-2 (Copernicus, 2023).

1t




122 12. Evaluacion del Modelo MARS.

12.4. Resumen de los Escenarios.

La evaluacion del modelo permitié identificar varios aspectos importantes del comportamiento
espectral, tanto del lago como de la regresion, tales como la limitaciéon de la implementacién ante
condiciones atmosféricas heterogéneas, asociadas con la presencia de nubes y perturbaciones en la
superficie del lago. Esto se debi6 a que la lectura espectral del sensor capturaba valores de reflectan-
cia elevados, lo que ocasionaba una subestimacién extrema de las predicciones; no obstante, se pudo
corroborar que el desemperfio del modelo se estabiliza cuando se presentan condiciones meteorolé-
gicas més estables, provocando que el MARS estime valores del WQI maés realistas, acorde con la
situacion real del agua.

En la tabla (12.4) se resumen las estadisticas descriptivas de las estimaciones por categoria para
cada escenario. Inicialmente, se evidenci6é una constancia en los valores minimos y maximos para
cada clase, lo que signific6 que el modelo consider6 todo el espectro activo en lugar de concentrar
los resultados alrededor de un valor promedio por categorfa. En segundo lugar, ninguna predicciéon
estuvo por encima de los 86 puntos en la escala del indice; por lo que el modelo solo present6 pro-
blemas de subestimacién y no de sobrestimacién. En tercer lugar, la variabilidad de las predicciones
aumenta a medida que el indice se reduce, lo cual era esperable, ya que la fase de entrenamiento y
prueba se realiz6 sobre datos de calidad buena, aceptable y mala (en un solo registro); por lo tanto,
aquellas superficies que exigen al modelo con valores extremos en el rango evaluable ocasionan que
las estimaciones presenten cifras fisicamente inverosimiles.

TABLA 12.4: Estadisticas descriptivas de la evaluacion del modelo MARS en los tres
escenarios propuestos.

Escenario  Categoria Minimo Madiximo Promedio Des. Estindar

Buena 80,00 85,29 84,16 0,96

Julio Aceptable 65,00 79,99 72,47 4,33
Mala 45,00 64,99 55,99 5,66
Muy Mala 0,00 44,99 29,67 13,57

Buena 80,00 85,28 84,28 1,02

Agosto Aceptable 65,00 79,99 72,20 4,29
Mala 45,01 64,99 56,70 5,01
Muy Mala 0,00 44,99 24,59 15,75

Buena 80,00 85,28 84,34 0,50

Septiembre Aceptable 65,06 79,85 73,47 4,61
Mala 45,10 64,99 56,75 5,85
Muy Mala 0,00 44,99 16,42 16,19

Fuente: Elaboracién propia.

En resumen, el modelo presenta un rendimiento esperable, el cual genera estimaciones estables
a nivel temporal y geografico en ambientes homogéneos y controlados, con la excepcién de las in-
certidumbres asociadas a la limitada representacion de las condiciones que ocasionan una calidad
muy mala del agua, lo que indujo a la obtencién de predicciones sumamente variables, degradadas
y carentes de un sentido fisico o quimico defendible; adicionalmente, el modelo falla rotundamen-
te cuando las condiciones ambientales varian ligeramente, lo que demuestra la baja robustez en la
estructura general de este, limitado por los pardmetros iniciales de entrenamiento.
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Validacion del Modelo MARS.

La evaluacion del modelo MARS permiti6 identificar un claro fallo en las estimaciones al aplicarse
en condiciones heterogéneas; no obstante, el desempefio del ajuste mejoré notablemente a medida
que la cobertura superficial del lago se observaba de manera mas clara, sin la interferencia de nubes.
En este orden de ideas, se evidenci6é una gran incertidumbre para determinar si el modelo generaba
predicciones confiables; por lo tanto, se ide6 una arquitectura de validacién basada en el anélisis de
los residuos provenientes de la muestra de prueba reservada inicialmente, antes del ajuste general
del MARS. Dicha muestra contiene un total de 212 observaciones de las 704 ubicaciones originales, es
decir, el 30 % de los puntos en donde se calcul6 el indice a partir de los modelos de regresién lineal
de los parametros de calidad del agua.

La estructura general de la validacién se resume en 3 fases esenciales: en la primera, se calcularon
estadisticas de tendencia central y de conformidad en el ajuste, que ayudaron a analizar el alcance y
la captura de la estructura espectral del indice; en la segunda, se crearon mapas de distribucién de los
residuos, los cuales permitieron identificar si existian patrones espaciales en los residuos, apoyados
por pruebas de autocorrelacién espacial para determinar si los residuos estaban fuertemente influen-
ciados por la ubicacién en el lago; finalmente, se ejecuté una prueba de significancia estadistica por
medio de una prueba F.

13.1. Métricas de Concordancia.

En el capitulo anterior, se calcularon diferentes métricas de desemperio para verificar cudl modelo
presentaba mejor ajuste dentro de las cuatro muestras asociadas a cada estacion del afio. Dichas métri-
cas permitieron concluir que ningtin ajuste logré explicar la variabilidad del indice, dado que el mejor
modelo present6é una suma de cuadrados menor que la de los residuos; por lo tanto, el coeficiente de
determinacion R? se desplomo; sin embargo, existen otras dos métricas que permiten analizar el gra-
do de concordancia de las estimaciones; en otras palabras, la calidad del ajuste. Estas medidas son el
Index of Agreement (IoA) y el Scatter Index.

13.1.1. Indice de Concordancia (Index of Agreement).

El IoA mide el grado de concordancia general entre los valores estimados y los observados; es
decir, qué tan bien un modelo reproduce los patrones existentes (Duveiller et al., 2016). La estructura
del indice se presenta en la ecuacién (13.1), la cual genera valores en un rango de 0 a 1, siendo el limite
maximo el indicador de concordancia perfecta; por otra parte, valores mds cercanos a 0 indican que el
indice fue afectado por sesgo y un grado muy alto de dispersién; por consiguiente, producen grandes
errores.
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Y(P;— 0;)?

IoA = — —
Y(|P; = O] +]0; — O|)?

(13.1)

Donde P, es el valor estimado del indice, O; es el valor observado del indice y O es la media obser-
vada de la variable dependiente. La interpretacion tipica del IoA se resume de la siguiente manera:

= JoA >0,7; buena concordancia.
m 0,5 >I0A >0,7; concordancia moderada.

= JoA <0,5; concordancia pobre.

13.1.2. Indice de Dispersi6n (Scatter Index).

El SI cuantifica la dispersion relativa de los errores con respecto a la magnitud de los datos; es
decir, permite identificar si los errores son pequefios al relacionarlos con la magnitud de la variable
independiente (Arias-Rodriguez et al., 2021). La ecuacién (13.2) define la estructura del indice. A
diferencia del IoA, este pardmetro no tiene un rango establecido; por lo tanto, se busca obtener valores
bajos, ya que cuanto mds pequefia es la dispersion de los datos con respecto a la media, més bajo es
el resultado de la divisién. De la misma forma, al obtenerse una dispersién muy alta con respecto al
promedio, el indice tendera a arrojar valores mucho més altos.

SI = RAgS £ (13.2)

Donde RMSE es la raiz del error cuadratico medio y O es el promedio de las observaciones. La
interpretacion general del SI se resume de la siguiente forma:

= SI <0,3; buen desempefio, errores pequefios.
= 0,3 <SI <0,5; desempefio aceptable, errores moderados.

= SI >0,5; desempefio pobre, errores proporcionalmente grandes.

13.2. Estadisticas de los Residuos.

13.2.1. Estadisticas descriptivas.

La muestra elegida para los residuos tuvo un total de 212 observaciones, como ya se habia men-
cionado anteriormente. El promedio fue de 0,2688, lo que indica que los residuos estuvieron con-
centrados muy cerca de 0, con una ligera tendencia a la subestimacién determinada por el resultado
positivo; no obstante, al identificar el minimo, el méximo y los cuantiles, se evidencié una anomalia
relacionada con el limite inferior, pues hubo una diferencia de casi 14 unidades con la estimacién aso-
ciada. Esto quiere decir que el modelo no logré capturar la variabilidad de esta observacion y que la
prediccién subsecuente estuvo muy por encima de lo esperado. A partir de este dato, se pudo inferir
por qué el modelo mostré una tendencia a subestimar el indice cuando los valores espectrales eran
muy altos.
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Aun asi, las demds estadisticas no presentaron un comportamiento sumamente disperso; por
ejemplo, los cuantiles se mantuvieron por encima de 0, con una distancia moderada entre si, llegando
a un méximo de 2,835 y una desviacion estdndar de 2,75, bastante similar al error medio cuadrético
obtenido en el ajuste del modelo. En sintesis, el modelo reflej6 un sesgo ligeramente positivo; es decir,
tiende a elevar el indice, que a su vez se castiga severamente cuando los niveles espectrales aumen-
tan su valor; en consecuencia, los valores negativos son tan abultados. El resumen de las estadisticas
descriptivas se muestra en la tabla (13.1).

TABLA 13.1: Resumen de las estadisticas descriptivas de los residuos.

Parametro Medida
Cantidad 212
Media 0,2688
Desv. Estandar 2,75
Minimo -13,98
25% 0,424
50 % 1,256
75 % 1,711
Maximo 2,835

Fuente: Elaboracién propia.

13.2.2. Estadisticas de validacion.

La raiz del error cuadrético medio, junto con el error absoluto, ya se habia presentado en el ca-
pitulo de evaluacién del modelo, determinando que las métricas son razonables y no muestran un
indicio fuerte de dispersién desmedida. Por lo tanto, se calcul6 el IoA y el SI, los cuales reflejaron
valores de 0,224 y 0,033, respectivamente. Con respecto a la concordancia, se evidencié que el modelo
arroj6 un resultado pobre debido a su lejania al limite superior del rango del indice. Esto indicaria
que el modelo no reproduce correctamente la variabilidad del WQI; no obstante, el IoA tiene una
limitacion asociada a la baja variabilidad de la variable respuesta, en la medida en que cualquier re-
siduo excesivo, ya sea superior o inferior, castiga severamente la métrica. Como ya se explic en el
capitulo anterior, la homogeneidad en la calidad del agua ocasion6 que la dispersion en los datos fue-
ra controlada; en consecuencia, tanto el coeficiente de determinacién como el indice de concordancia
presentaron valores notablemente pequefios.

Por otra parte, confirmando los hallazgos del IoA, el valor del SI fue significativamente bajo, por
lo que se confirm¢ la baja variabilidad que afect6 el célculo de concordancia. En resumen, las esti-
maciones estdn concentradas alrededor de la media por falta de variabilidad, lo cual genera errores
sistemdticos cuya estructura no se logré capturar espectralmente, ocasionando que el modelo sobres-
time el indice, lo que a su vez forzé una penalizacion materializada en estimadores negativos muy
susceptibles a valores espectrales elevados. Ante este panorama, se concluy6é que el modelo tiene
utilidad de manera limitada para estimar una clasificacién general del WQI, pero carece de confiabili-
dad para realizar predicciones precisas en escenarios heterogéneos o en presencia de concentraciones
prominentes en los parametros fisico-quimicos que realmente estén afectando la calidad del agua. El
resumen de las estadisticas de validacion se muestra en la tabla (13.2).
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FIGURA 13.1: Histograma de los residuos del modelo MARS.
Fuente: Elaboracién propia.

TABLA 13.2: Resumen de las estadisticas de validaciéon de los residuos.

Pardmetro Medida

RMSE 2,760
MAE 1,989
IoA 0,224
SI 0,033

Fuente: Elaboracién propia.

13.3. Distribucién de los Residuos.

Para comprender mejor el comportamiento tan disparejo de los residuos, se obtuvo su histograma,
el cual se presenta en la figura (13.1). A partir de esta grafica, se puede identificar que el modelo est4
s6lidamente forzado por una cola a la izquierda, lo que genera una concentracién masiva de residuos
a la derecha. En términos précticos, los valores més bajos del indice se inflaron stibitamente; es decir,
hacia la media; por lo tanto, los valores mas altos sufrieron ligeras subestimaciones para controlarlos
y equilibrarlos alrededor del valor central mencionado.

Con base en lo anterior, fue posible explicar por qué el modelo present6 valores aceptables en la
raiz del error cuadratico medio, absoluto y relativo, junto con el indice de dispersion SI; y, a su vez,
fue incapaz de explicar la variabilidad del WQI. Pues bien, evocando la fase de entrenamiento, el
ajuste del MARS se realiz6 con una muestra cuya mayor concentracion estaba en el rango relativo a la
categoria buena del indice, dejando una pequefia cantidad de observaciones para la calidad aceptable
y un solo registro para la calidad mala; ante este panorama, el modelo simplemente decidi6 ignorar
aquellas perturbaciones que no representaban el estado general del lago; es decir, los valores del WQI
menores que 80.

La figura (13.2) representa la distribucién de los residuos con su correspondiente valor estimado.
Notese como el valor ya identificado como critico (residuo de -14 puntos) obtuvo una estimacién
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FIGURA 13.2: Distribucién de los residuos del modelo MARS.
Fuente: Elaboracién propia.

de aproximadamente 83,30, cuando en realidad su valor observado era de 69,32. Paralelamente, las
siguientes observaciones tuvieron estimaciones entre 83,75 y 85,00, en contraste con el rango entre
74,39 y 75,15 de las observaciones asociadas. Estos nueve valores diferentes explicaron la estructura
que el modelo realmente capturd, la cual no tomo en cuenta las condiciones que estaban generando
una caida en la calidad del agua, sino que buscaba atraer todos los valores hacia la concentraciéon
masiva en la cual se hall6 la mayor cantidad de datos; es decir, el promedio.

En consecuencia, los residuos de la mencionada muestra reducida asociada a las zonas con cali-
dad de agua méas degradadas tuvieron valores excesivamente alejados de su valor observado, lo que
confirm6 la poca capacidad del modelo para capturar la dindmica real de la calidad del agua y, en
su lugar, se limit6 a estimar los valores de indice cuya combinacién de bandas fuera la méas parecida
a la de la fase de entrenamiento. Por otra parte, el modelo castigé las predicciones para las combi-
naciones de bandas que fueran distintas en comparacion con las de la fase de entrenamiento o que
sencillamente presentaran lecturas excesivas en la banda 9, provocando una disminucién fisicamente
inverosimil en el indice, indicando que la calidad del agua estaba afectada cuando, de hecho, no tenia
la capacidad de prediccién necesaria para generar dicha afirmacién.

13.3.1. Distribucién espacial.

La particion aleatoria de los datos fue satisfactoria en términos espaciales, como se muestra en
la figura (13.3); puesto que la muestra elegida para validar el modelo no se consolidé en una parte
especifica del lago, sino que se seleccionaron ubicaciones a lo largo del conjunto véalido de observacio-
nes con las cuales se ajustaron los modelos para cada estacion. Esta aclaraciéon cobra gran relevancia,
teniendo en cuenta el descubrimiento de la estructura capturada por la regresion, en el sentido de que
la presencia de residuos tan altos podria haberse justificado por la incidencia de factores espaciales
especificos y no por un fallo sistemaético del ajuste.

No obstante, la espacializaciéon de los residuos sugiere que no existe un patrén geogréfico parti-
cular; es decir, las nueve observaciones con calidad aceptable que fueron estimadas como buenas se
encuentran distribuidas a lo largo del lago; por lo tanto, no se encontré evidencia para afirmar que
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el modelo fall6 en zonas particulares de la zona de estudio; por el contrario, la posible degradacién
representada en un indice menor no pudo ser explicada por el MARS mediante los valores de reflec-

tancia de las bandas 3 y 9; por consiguiente, se desestimaron y se consideraron como localizaciones
sin perturbaciones o afectaciones mayores.
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13.4. Prueba de Autocorrelaciéon Espacial.

La distribucién espacial observada permitié identificar que los residuos no parecian tener algin
tipo de correlacion o tendencia geografica; atin asi, se aplicé la prueba I de Moran exclusivamente en el
conjunto de datos de validacién con el fin de confirmar los hallazgos demostrados en la figura (13.3).
Dicha prueba es una medida ampliamente utilizada para la evaluacién del nivel de correlacién de los
valores de una variable en un espacio, determinando si un conjunto de datos geograficos presenta un
patrén agrupado, disperso o aleatorio, con base en sus ubicaciones y valores asociados (Moran, 1950).
La interpretacién del indice se explica a continuacién:

» [ =0, p-valor >0,05; los residuos no presentan autocorrelacién espacial.

= >0, p-valor <0,05; los residuos estdn autocorrelacionados, estructura no capturada por el mo-
delo.

= [ <0, p-valor <0,05; dispersion espacial.

La hipétesis nula de la prueba indica que los residuos estan distribuidos aleatoriamente; mientras
que la hipétesis alterna rechaza la aleatoriedad, apuntando a una estructura espacial no explicada por
el modelo. Los resultados del analisis no mostraron evidencia de dependencia espacial significativa
en los residuos, respaldados por un valor del I de Moran de 0,0026 y una probabilidad asociada
mayor al nivel de significancia (0,05), como lo muestra la tabla (13.3). En ese orden de ideas, se pudo
confirmar la hipétesis de que los residuos del modelo MARS se distribuyen aleatoriamente a lo largo
de la extensioén del lago George, sin dejar patrones geogréficos sistematicos sin capturar.

TABLA 13.3: Resultados de la prueba I de Moran para la deteccién de autocorrelacion

espacial.
Pardmetro Valor
I de Moran 0,0026
E[1] 0,0047
Z-score 0,234
p-valor (normal) 0,815

p-valor (permutaciones) 0,374

Fuente: Elaboracién propia.

13.5. Bootstrap y Validacién Cruzada.

Con el propésito de evaluar la estabilidad y la incertidumbre de las métricas de desempefio del
modelo, se implementé un procedimiento de remuestreo Bootstrap. Esta técnica consiste en generar
multiples muestras del mismo tamafio que el conjunto de datos original mediante muestreo con reem-
plazo, de modo que algunas observaciones pueden repetirse mientras otras pueden quedar excluidas
en cada iteracion. A partir de estas muestras se reentrena y evalta el modelo, obteniendo una distri-
bucién empirica de las métricas de desemperio. Este procedimiento permite cuantificar la sensibilidad
del modelo frente a variaciones en los datos de entrenamiento y estimar la variabilidad asociada a sus
indicadores de desempefio, sin requerir supuestos paramétricos sobre la distribucién de los errores.

El procedimiento se implementé mediante 500 iteraciones de remuestreo con reemplazo, gene-
rando en cada réplica una muestra del mismo tamafio que el conjunto de datos original, como ya se
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menciond anteriormente. Para cada iteracién se entrené nuevamente el modelo MARS utilizando la
misma configuracién de hiperpardmetros (max_degree = 2 y penalty = 3.0), con el fin de que la tnica
fuente de variabilidad correspondiera a la composicion de la muestra de entrenamiento. Posterior-
mente, el desempefio del modelo se evalué utilizando tinicamente las observaciones Out-of-Bag, es
decir, aquellas no seleccionadas durante el remuestreo, proporcionando asi una estimacién indepen-
diente del error de generalizacion. Finalmente, se resumio6 la distribucién empirica de las métricas
RMSE, MAE y R? mediante su media, desviacién estdndar y los percentiles 2,5 % y 97,5 %, los cuales
constituyen un intervalo empirico del 95 %.

Los resultados del andlisis evidenciaron una elevada variabilidad del RMSE entre las diferentes
muestras, reflejada tanto en su desviacion estandar (23,78) como en el amplio intervalo comprendido
entre los percentiles 2,5 % y 97,5 %. Este comportamiento indica que el desempefio predictivo del mo-
delo dependi6 considerablemente de las observaciones seleccionadas durante el entrenamiento, por
lo que pequefias modificaciones en la composiciéon de la muestra produjeron cambios importantes en
el error de prediccién. En consecuencia, el modelo present6 una estabilidad limitada y una capacidad
reducida de generalizacién.

En contraste, el MAE present6 una variabilidad considerablemente menor, indicando que la ma-
yor parte de las predicciones generaron errores moderados. La discrepancia entre la estabilidad del
MAE vy la elevada dispersién del RMSE sugiere la presencia de errores puntuales de gran magnitud,
los cuales incrementaron de forma desproporcionada el RMSE debido a la naturaleza cuadratica de
esta métrica. Los valores negativos del coeficiente de determinacién, obtenidos en la mayoria de las
iteraciones, indican que el modelo present6 un desempefio inferior al de un predictor menos robus-
to basado en la media de la variable respuesta. Ademads, la elevada dispersion observada confirma
que la capacidad explicativa del modelo fue altamente inestable frente a pequefias variaciones del
conjunto de entrenamiento.

TABLA 13.4: Resultados de la Bootstrap para el conjunto de datos completo.

Pardametro Media Desv. Estindar 2,5% 97,5 %

RMSE 7,197 23,776 2,650 28,328
MAE 2,415 1,488 1,958 3,855
R? -80,285 1549,156 -100,045 0,021

Fuente: Elaboracién propia.

Por otra parte, se realiz6 una rutina de validacion cruzada tipo k-fold, la cual divide el conjunto
de datos en subconjuntos; luego, los utiliza para entrenar el modelo, dejando uno para la validacién,
repitiendo el proceso tantas veces como subconjuntos se hayan dividido; finalmente, se promedian
las medidas de desempefio y se analiza la capacidad de generalizacién del modelo general (Pérez-
Planells et al., 2015). Los resultados del procedimiento explicado anteriormente no indicaron una
inestabilidad excesiva en cada uno de los grupos seleccionados, evidenciando una variabilidad del
RMSE maés moderada y alineada con las medidas obtenidas en el ajuste inicial. Este mismo patrén se
presento en el error medio absoluto, el cual no sufrié cambios stbitos entre las particiones. Finalmen-
te, se confirmé nuevamente la escasa capacidad del modelo para explicar la variabilidad del indice,

lo que se traduce en predicciones poco confiables. El resumen de la validaciéon cruzada se muestra en
la tabla (13.5).
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TABLA 13.5: Resultados de la validaciéon cruzada.

Parametro Grupol Grupo2 Grupo3 Grupo4 Grupo5

RMSE 2,996 2,628 3,909 2,557 2,822
MAE 2,071 1,994 2,470 1,912 2,109
R? 0,002 0,031 -0,173 -0,088 0,027

Fuente: Elaboracién propia.

13.6. Prueba de Significancia.

La validacién final del modelo se realiz6 verificando la significancia estadistica del MARS con
los datos de entrenamiento mediante la prueba F, la cual define si la hipotesis de que el valor de la
variacion calculada con respecto al modelo de regresion es mayor que el valor estimado con base en
promedios es vélida; en otras palabras, si el modelo predice mejor el indice en comparacién con su
media aritmética (Berger et al., 2018).

Para tal fin, se obtuvo la suma de cuadrados del modelo o SSE en la ecuacién (13.3), la suma de
cuadrados de los residuos de las observaciones de entrenamiento o SSR en la ecuacién (13.4) y el
error cuadratico medio tanto del modelo o MSE en la ecuacién (13.5), como de los residuos o MSR en
la ecuacion (13.6). El grado de significancia « fue del 5% y los grados de libertad (A en la ecuacién
(13.7)) se estimaron con base en el ntimero total de registros (492) menos el ntiimero de variables
independientes, que para este caso se usaron 11 bandas, menos uno; para un total de 480.

SSE=Y (vi — 9:)? (13.3)
SSR=1) (i —9) (13.4)
MSE = SSE (13.5)
A
SSR
A=U—-v-1 (13.7)

Una vez que se calcul6 el MSE y MSR, se reemplazan en la ecuacién (13.8) y se obtiene el valor
préctico del estadistico F para el modelo MARS. Por otra parte, la prueba de hip6tesis se muestra en
la ecuacién (13.9), de tal forma que, si el valor préactico es mayor que el tedrico, se rechaza la hipétesis
nula por falta de evidencia de que el modelo no se ajusta a los datos a un nivel de significancia del
5%.

MSR
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Ho . ,31/,32/---/,31' = 0
Ha . ﬁl,IBQ,...,ﬁi 7& 0 (139)

Los resultados de los estadisticos para la prueba de significancia del modelo MARS se presen-
tan en la tabla (13.6). El estadistico Fy, con base en los errores medios cuadraticos de la muestra de
entrenamiento, arrojé un valor de 6,12. Paralelamente, se determin¢ el valor teérico con base en los
pardmetros mencionados anteriormente (Fy 05,10,480), cuyo valor fue de 1,84; por lo tanto, como el Fy
>Fcritico, se rechaza la hipétesis nula y se concluye que el modelo es estadisticamente significativo.

TABLA 13.6: Resultados de la prueba F para la significancia estadistica del modelo.

Estadistico  Valor

SSR 509,93
SSE 3997,82
MSR 50,99
MSE 8,33
R 6,12

Fuente: Elaboracién propia.

Finalmente, la rutina de validacién creada permiti6 establecer que, si bien el modelo era esta-
disticamente significativo y presentaba errores relativamente bajos, su capacidad para capturar la
variabilidad y la estructura general del indice de calidad del agua en el lago George fue baja; por lo
tanto, las estimaciones obtenidas no pudieron considerarse completamente precisas. Lo anterior no
significé que el modelo no fuera 1til; por el contrario, su implementacién y posterior evaluacién po-
drian contribuir a la identificacién de perturbaciones en la calidad del agua cuando las predicciones
no se encuentren dentro del rango de la media general, que es predominantemente buena.
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Conclusiones.

La presente investigacion permitié desarrollar un modelo que evaluara el indice de calidad del
agua del CCME en el lago George mediante la integracién de informacién proveniente de image-
nes satelitales del programa Sentinel-2 con técnicas de aprendizaje automadtico, representando una
alternativa realizable con el fin de apoyar el monitoreo de la calidad del agua en el cuerpo de agua
mencionado anteriormente; no obstante, su desempefio y significancia estadistica asociada estuvie-
ron sistemdaticamente relacionados con la calidad, frecuencia y representatividad de las mediciones
de campo que sirvieron de insumo para los modelos de regresién lineal. En términos generales, se
evidenci6é que el enfoque tradicional basado en ecuaciones lineales resulté notablemente limitado
para capturar la estructura espectral y temporal de los pardmetros elegidos, debido a la naturaleza
estacional propia de las muestras, la cual present6 una dificultad significativa en cuanto al modelado
lineal de los datos. Por otra parte, la metodologia del modelo MARS produjo menores errores; no
obstante, presenté un pobre ajuste general, afectado significativamente por una homogeneidad ge-
neralizada del CCME WQI y por perturbaciones espectrales asociadas a la presencia de nubes en las
imagenes utilizadas. Por lo tanto, los resultados derivados de la evaluacién y validacién del modelo
demostraron que las técnicas de teledeteccion pueden complementar los esquemas convencionales
de seguimiento y monitoreo ambiental, pero deben acompafiarse con planes de mediciones mas ro-
bustos y temporalmente consistentes con el objetivo de diagramar de forma més precisa la naturaleza
no lineal y dindmica tanto de los indicadores de calidad del agua como de la integridad propia del
cuerpo de agua en cuestion.

La implementacion de una arquitectura basada en modelos de regresion lineal multivariada, con
el fin de diagramar el comportamiento espectral de los pardmetros de calidad del agua en el lago
George, present6 varios matices, desde la limpieza de datos hasta la estimacién y validaciéon de las
predicciones generadas a partir de las mismas ecuaciones del ajuste. Inicialmente, fue imperativa la
necesidad de eliminar una gran porciéon de observaciones para lograr un coeficiente de determinacion
ajustado aceptable, lo cual provocé que la robustez de muchos modelos se redujera a una muestra
notablemente limitada. Esto, a su vez, gener6 que las concentraciones estimadas fueran muy suscep-
tibles a valores extremos en los valores de reflectancia de las bandas involucradas en las ecuaciones
correspondientes, como fue el caso de la clorofila-a, cuyo modelo estim¢é valores excesivamente al-
tos y carentes de algin sentido fisico o quimico légico. Por lo tanto, el enfoque original, sustentado
en ecuaciones lineales, podria no haber sido el adecuado en la medida en que las muestras finales,
con las que se realizaron los ajustes, llegaron a contener menos de la mitad de los registros que,
preliminarmente, se habifan adquirido. Adicionalmente, al tratarse de mediciones realizadas en un
periodo considerablemente extenso, la influencia del componente temporal en los modelos ajustados
mediante minimos cuadrados ordinarios fue significativamente notable, hasta el punto de forzar un
cambio de metodologia, dado que la predominante autocorrelacién positiva en los residuos impe-
dia que tanto las estimaciones como la validaciéon del modelo fueran confiables. En consecuencia, la
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implementacién de los minimos cuadrados generalizados con autocorrelacion permitié neutralizar
dicha influencia temporal en los residuos, sin comprometer de manera abrupta el ajuste general de
los andlisis ni la verificaciéon de los demds supuestos cldsicos de la regresion lineal; no obstante, para
variables como el nitrégeno, el fésforo y el potasio, no fue posible corregir la correlacién temporal
mencionada anteriormente, lo que significé su directa desestimacioén en las fases posteriores de la
presente investigacion. El oxigeno disuelto y la profundidad del disco Secchi también fueron elimi-
nados del andlisis, pero por motivos diferentes: para el primero, no se encontré relacién lineal entre
las mediciones y los valores de reflectancia de las bandas sino hasta que se removié mas del 75 % de
la muestra original; para el segundo, la deteccién de heterocedasticidad estructural impidié que los
errores estdndar y los intervalos de confianza asociados de los estimadores fueran confiables.

La generacion del modelo MARS se realiz6 tras la estimacién de los pardmetros a partir de las
ecuaciones de regresion lineal validadas, mediante el calculo del indice correspondiente con base en
la metodologia del Consejo Canadiense de Ministros del Medio Ambiente, cuyos resultados fueron
principalmente homogéneos en el sentido de que cerca del 95 % de la muestra total evaluable present6
un indice en el rango de 80 a 85, relacionado con una buena calidad del agua. E1 5 % restante se cons-
tituyo6 por registros del indice en las categorias aceptable y una sola observacion categorizada como
mala. Dicha homogeneidad provocé que el modelo MARS no fuera capaz de capturar la completa va-
riabilidad del indice en el lago, agrupando la mayor parte de las estimaciones alrededor de la media
de la muestra con la que inicialmente se entrené. Ante este panorama, se obtuvieron coeficientes de
determinacién extremadamente bajos para cada uno de los cuatro modelos entrenados, dejando el de
la imagen del mes de julio como el que mejor se ajustd, con un R? de 0,009. Si bien el enfoque del mo-
delo MARS se centr6 en los valores predominantes de la muestra de entrenamiento, la raiz del error
cuadrético medio, asi como los errores absolutos y relativos, indicaron que el desempefio del mejor
modelo no estuvo totalmente erréneo en la medida en que el grado de dispersion de los residuos fue
considerablemente controlado, al obtenerse un promedio de 0,27 en la muestra de validacién y una
desviacion estdndar de 2,75. Esto significa que el modelo tendi6 a subestimar ligeramente las predic-
ciones para equilibrar los valores maximos generados por las observaciones, con una calidad de agua
ligeramente mds degradada, cuyo indice fue elevado por un modelo fuertemente influenciado por la
tendencia anteriormente mencionada.

La evaluaciéon del CCME WQI a partir del modelo obtenido con base en la respuesta espectral
de la imagen del mes de julio en la zona de estudio permiti6 identificar una fuerte influencia ne-
gativa del ajuste en presencia de coberturas nubosas, justificada por el hecho de que dos funciones
bisagra activaban los estimadores asociados que degradaban el indice de manera desproporcionada;
es decir, cuando la banda 9, que captura vapor de agua, lefa valores de reflectancia altos, el modelo
interpretaba dicha actividad espectral como perturbaciones nocivas en la superficie del lago, lo que
se tradujo en la activaciéon de estimadores negativos proporcionalmente grandes que, a su vez, pro-
vocaban que las predicciones presentaran valores muy bajos. Este fendmeno se presento en las tres
imagenes dispuestas para la evaluacion del modelo; sin embargo, en las dos primeras, correspon-
dientes a las imdgenes de julio y agosto, se observé una mayor falencia en el desempefio general del
modelo, al presentarse una cobertura de nubes practicamente en la mitad de la extensién del cuerpo
de agua objeto de andlisis de la presente investigacion. Por el contrario, la fase de evaluacién en la ter-
cera imagen correspondiente al mes de septiembre arrojé mejores resultados en la medida en que las
estimaciones estaban mds alineadas con los datos de entrenamiento en comparacién con las imagenes
de los dos meses inmediatamente anteriores; ya que cerca del 96 % de las predicciones indicaron que
la calidad del agua en estos puntos era buena; mientras que esta misma consideracioén en los meses
de julio y agosto dificilmente fue del 50 %, otorgando una mayor proporcién de las estimaciones para
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las peores categorias del indice; es decir, aceptable, mala y muy mala, estando esta tltima categoria
completamente ausente en el cdlculo inicial, lo que demuestra la poca capacidad del modelo para
generar predicciones confiables y fisicamente verosimiles ante condiciones gravemente afectadas por
la presencia de nubes.

La validacién del mejor modelo se realizé6 mediante el anélisis del comportamiento de los resi-
duos. En esta fase se evidencio la estructura que el modelo realmente capturd, la cual desestimé to-
talmente aquellas porciones de registros que no presentaban una calidad de agua categorizada como
buena; por lo tanto, cualquier valor fuera del rango entre 80 y 85 se veia stbitamente aumentado, con
el fin de alinearlo con la muestra mayor. Ante este panorama, en la muestra de validacién se hallaron
residuos irrisoriamente grandes, lo que a su vez provocé que la suma de cuadrados se inflara, desplo-
mando el ajuste general del modelo. Por medio de la prueba de autocorrelacién espacial se confirmé
que los residuos no tenfan patrones geogréficos definidos, por lo que la obtencién de estos no se de-
bi6 a un fallo en la captura del esquema espacial del indice, sino a una falla inherente de variabilidad
que imposibilité mejorar las predicciones; en otras palabras, el modelo consider6 que si el 95 % de los
puntos evaluados presentan una buena calidad del agua, es probable que esta misma tendencia se
replique en todo el lago, ignorando cualquier tipo de perturbacién o afectacion tanto espectral como
ambiental que pudiera tener incidencia directa en la integridad fisico-quimica del cuerpo lacustre. En
sintesis, el modelo no logré capturar la estructura espectral del indice debido a su baja variabilidad,
basada en las estimaciones de los modelos de regresion lineal asociados con los pardmetros de calidad
del agua, cuyas mediciones fueron adquiridas en el periodo comprendido entre septiembre de 2022 y
abril de 2024, lo que ocasion6 que la suma de cuadrados de los residuos fuera més grande que la del
modelo, resultando en un coeficiente de determinacién excesivamente bajo; atin asi, el desempefio y
la significancia general del ajuste no fueron del todo pobres, dado que los errores en la muestra de
validacion produjeron valores considerablemente bajos y que la prueba F no hall6 evidencia de que
el modelo no se ajustara a los datos.
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Principales Aportes.

La eleccién del modelo de splines adaptativos multivariados (MARS) como técnica de aprendiza-
je automadtico para relacionar espacialmente el indice de calidad del agua con la respuesta espectral
del lago George no respondi6 tinicamente a consideraciones de desempefio estadistico frente a otras
alternativas, sino también a una decisién deliberada de explorar metodologias de machine learning
distintas a las predominantes en la literatura consultada. En efecto, la revisién bibliogréfica realizada
en el marco de esta investigacion evidencié una concentracién marcada de trabajos previos en tele-
deteccién de calidad del agua hacia el uso de redes neuronales artificiales, en sus distintas variantes
(perceptrén multicapa, redes convolucionales, arquitecturas hibridas), como técnica preferente para
la estimacion de pardmetros fisicoquimicos a partir de imagenes satelitales. Si bien dichas arquitectu-
ras han demostrado buenos resultados en multiples contextos, su naturaleza de caja negra limita la
interpretabilidad de las relaciones entre bandas espectrales y pardmetros estimados. Ante este pano-
rama, se opté de manera intencional por un modelo de naturaleza no lineal pero interpretable, cuyas
funciones bisagra permiten identificar explicitamente los puntos de corte y las combinaciones de ban-
das que determinan el comportamiento del indice, con el fin de contribuir a diversificar el repertorio
metodoldgico documentado en la literatura regional sobre el tema, mds alld de la reproduccién de
enfoques ya ampliamente explorados.

El aporte principal de la presente investigacion no radica en la magnitud de los coeficientes de
ajuste obtenidos, sino en la aplicacién de una metodologia alternativa de estimacién de calidad del
agua mediante teledeteccion en un cuerpo de agua que cuenta con una base de datos de monitoreo
comparativamente robusta (en términos de frecuencia y cobertura temporal de mediciones fisicoqui-
micas), pero que se ubica en una regién geogréfica con escasa produccién académica y bibliogréfica
previa en el uso de sensores remotos para el seguimiento de la calidad del agua. A diferencia de
los antecedentes metodolégicos més cercanos, desarrollados sobre cuerpos de agua colombianos pre-
viamente estudiados en el contexto de la teledeteccién nacional, el lago George representa un caso
de aplicacién en un territorio donde la integracién de datos de monitoreo ambiental con imagenes
Sentinel-2 no habia sido explorada previamente, lo que constituye en si mismo un ejercicio de valida-
cion metodoldgica en un contexto novedoso, més que una optimizacién incremental sobre un caso de
estudio ya consolidado en la literatura.

En este sentido, el valor del presente trabajo debe entenderse como la evidencia de que es posi-
ble implementar una arquitectura metodolégica completa (desde la limpieza de datos y la seleccion
de variables espectrales, pasando por el ajuste y validacién de modelos de regresion lineal para pa-
rametros individuales, hasta la estimacion espacial de un indice integrado mediante un modelo no
lineal interpretable) en un cuerpo de agua con caracteristicas de disponibilidad de datos distintas a
las de los antecedentes nacionales, documentando de manera transparente tanto sus alcances como
sus limitaciones.
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La metodologia desarrollada en la presente investigacion se plantea como una herramienta explo-
ratoria potencialmente aplicable a cuerpos de agua del territorio colombiano, bajo la condicién indis-
pensable de contar con una base de datos de mediciones de pardmetros de calidad del agua soélida,
frecuente y temporalmente consistente con la disponibilidad de imagenes Sentinel-2. Los resultados
obtenidos evidenciaron que la robustez de los modelos de regresion lineal depende directamente de
la cantidad, calidad y periodicidad de las observaciones de campo disponibles para el entrenamien-
to; en consecuencia, la replicabilidad de esta metodologia en cuerpos de agua colombianos (muchos
de los cuales enfrentan limitaciones de monitoreo sistematico) no debe entenderse como una aplica-
cién directa e inmediata, sino como una hoja de ruta metodolégica condicionada a un fortalecimiento
previo de las redes de monitoreo ambiental local.

En aquellos casos donde dicha condiciéon se cumpla, la presente investigacién ofrece una arquitec-
tura de trabajo replicable: la identificacién de variables espectrales significativas mediante selecciéon
progresiva y control de multicolinealidad, la validacion de los supuestos clasicos de la regresion li-
neal con correccién de autocorrelacién temporal, y la estimacién espacial de un indice de calidad
integrado mediante técnicas de aprendizaje automatico interpretables. Se propone, en consecuencia,
que futuros trabajos orientados a la aplicacién de esta metodologia en cuerpos de agua colombianos
prioricen, como paso previo, un diagndstico de la disponibilidad y calidad de las series histéricas de
monitoreo fisicoquimico, de manera que la implementacién de modelos de teledeteccién parta de una
base de datos capaz de sostener la robustez estadistica que este tipo de enfoques exige.
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Recomendaciones.

Uno de los desafios més grandes que se presentaron en el desarrollo de la presente investigacion
estuvo relacionado con la implementacién de una metodologia basada en modelos de regresion li-
neal, con el fin de diagramar el comportamiento espectral de los parametros de calidad del agua en el
lago; por lo tanto, un cambio de enfoque mds robusto, como modelos autorregresivos mds complejos,
podria generar resultados més satisfactorios sin la necesidad de eliminar una cantidad significati-
va de datos. Adicionalmente, debido a la clara influencia del componente temporal y geogréfico, la
utilizacién de procedimientos relacionados con series de tiempo o regresiones con pesos espaciales
tendria un papel crucial, con el objetivo de incluir en el andlisis a aquellas variables que no fueron
significativas o que presentaron un ajuste pobre.

El indice calculado con base en las estimaciones de los pardmetros se realiz6 teniendo en cuenta
una sola escala temporal; es decir, no se distingui6é una posible fluctuacién en la calidad del agua
debido a que no todos los indicadores lograron ser evaluados en las 20 imagenes disponibles, y segtn
el CCME, se recomienda evaluar el indice teniendo al menos cuatro registros por variable. En ese
orden de ideas, la adquisicién y el procesamiento de mds imagenes intermedias representarian una
mejor cobertura de las predicciones, permitiendo afiadir el componente temporal en el modelo MARS,
de tal forma que se incluyan fenémenos climéticos y atmosféricos estacionales en el andlisis, los cuales
no fueron relacionados con las técnicas empleadas en el presente proyecto.

Si bien la metodologia del Consejo Canadiense de Ministros del Medio Ambiente es s6lida y am-
pliamente utilizada en el andlisis de la calidad del agua, no es la tnica que existe; por ejemplo, la
Fundacién Nacional de Saneamiento (NSF) desarrollé un indice para evaluar el nivel de calidad de
un cuerpo hidrico basado en la medicién de pardmetros fisico-quimicos. En consecuencia, la inclu-
sién de indices alternativos ayudaria a corroborar o desmentir los resultados del célculo realizado,
los cuales indicaron que la calidad del agua en el lago era predominantemente buena.

El modelo MARS demostr6 ser efectivo en la captura de la estructura del indice en trabajos pre-
viamente consultados; sin embargo, también mostr6 una clara falencia ante variables con un grado
de dispersion notablemente limitado, como lo evidenciaron los resultados expuestos anteriormente.
Es asi que la exploracién de métodos alternativos ofreceria una perspectiva adicional, con el fin de
obtener estimaciones del indice de una manera més confiable y precisa. Adicionalmente, dado que la
arquitectura de la metodologia incluye una categorizacién asociada con el valor del indice, la inclu-
sién de modelos de clasificacién también contribuiria a mejorar la comprensién del comportamiento
de la calidad del agua en el lago George.
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